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摘要

函数拟合是机器学习的重要研究内容，而以神经网络为代表的现代非经典数学方法在其中发挥了很大的优势，成为了目前机器学习的主要方法。
本文首先对重构相空间理论进行了研究；其次，将神经网络引入非线性时间序列预测，构造了神经网络预测模型，研究了影响神经网络预测精度的因素，利用遗传算法构造了结构自适应神经网络预测模型，并用国际标准数据和模拟数据进行了详细验证；然后，针对神经网络模型泛化能力差和训练不确定的缺陷，本文引入了基于统计学习理论的机器学习方法——支持向量机，构造了支持向量机预测模型，研究并实现了支持向量机的SMO(Sequential Minimal Optimization)快速算法，同时分析了支持向量机的模型参数选取问题，运用遗传算法实现了SMO预测模型参数的优化；最后用国际标准数据和模拟仿真数据验证了预测模型的正确性。

航空发动机是一个典型的复杂非线性系统，综合反映其工作状态的关键参数产生的时间序列是典型的非线性时间序列，对发动机的状态参数变化趋势进行预测，判断出未来时刻系统的工作状态对于有效实现航空发动机的视情维修决策有重要意义。本文运用所建立的结构自适应神经预测模型和支持向量机预测模型对航空发动机实际的性能状态数据、磨损状态以及振动数据进行了应用分析。应用实例充分表明了本文方法的有效性和正确性。

关键词：非线性时间序列分析，预测，神经网络，支持向量机，遗传算法，航空发动机，故障诊断
Abstract

Function regression is an important research content of machine learning, and non-classical mathematics represented by Artifical Neural Network (ANN) show great advantages to the issue, therefore they become the main techniques of machine learning. 
Firstly, the phase reconstruction theory is studied in this paper; secondly, ANN is introduced into non-linear time series forecasting, and the issues are studied as follows: ①the forecasting model is built based on ANN, ②the influence factor of ANN forecasting precision is discussed, ③Genetic Algorithm (GA) is used to establish structure adaptive ANN forecasting model, ④the structure adaptive ANN forecasting model is validated detailedly by international standard data; thirdly, because ANN has the limitation of the bad generalation and training uncertainty, the Support Vector Machine (SVM) which is based on Statistical Learning Theory (SLT) and has good generalization is introduced, and the issues are studied as follows: ①the forecasting model of SVM is constructed, ②Sequential Minimal Optimization (SMO) algorithm is studied  realized in order to improve the computation speed of SVM, ③the choice of SVM model parameters is analyzed, and then GA is utilized to optimize parameters of SMO forecasting model; ④the model is validated detailedly by international standard data, and the result shows the correctness of the model.
Aeroengine is a typical complicated non-linear system, the time series coming from key parameters which can reflect synthetically areoengine work state is a representative non-linear time series, and the changing trend forecasting of areoengine state parameters play an important role in judging the systemic working state in future, and it has important significance to carry out the aeroengine on-condition maintaince. In the thesis the adaptive ANN and SMO forecasting model were applied to practical performance, wear, and vibration data of aeroengine, and the examples fully indicated validity and correctness of the methods put forward in this paper.

Key words:  Non-linear time series analysis, Forecasting, Artifical Neural Network, Support Vector Machine, Genetic Aigorithm, Aeroengine, Fault diagnosis
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第一章 绪论

数据[1]最为重要和有用的特性就是观察值之间的依赖关系或相关性，正是这种相关性表征了所研究系统的“动态”或“记忆”，这种相关性一旦被定量地描述出来，就可以从系统的过去值预测其将来的值。预测就是对未来作出估计和推断，为了达到这一目的，往往要对研究对象进行模仿或抽象，这一过程称为建模，用建模手段获得对象的一种表示和体现就称为模型。
时间序列预测法是假设预测对象的变化仅与时间有关，所得到的是一组以时间为坐标的观测数据。时间序列模型是描述时间序列统计特性的一种常用方法，它是对有序的观测数据进行统计学意义上的处理和分析的一种数学方法，是对观测数据建立差分方程形式的数学模型、再根据模型进行分析研究的一种方法，从系统的角度看，这种观测数据正是某一系统对外界作用(输入)的响应(输出)，而这种模型正是对相应系统的一种数学描述，同时它也反映了系统运行状态。因此，一方面可基于模型对系统进行动态分析，另一方面还可基于模型对系统的未来状态和趋势进行预测。这样对观测数据进行“系统”处理，不但使得数据所蕴含的内在规律具有明显的物理背景和含义，而且还使得数据处理和分析的内容更加广泛和深入。

时间序列分析从其起源直至二十世纪七十年代末，一直被线性的假设所主导，几乎所有的时间序列模型都是线性的。尽管在许多实际应有中，线性模型常被发现是基本可行的，但在七十年代后期，人们愈来愈清楚地看到其存在诸多的局限性，利用线性时间序列分析难于揭示事物发展的非线性本质特征，随着非线性科学的发展，混沌、分形理论的出现，非线性时间序列分析逐渐成为了非线性科学的重要研究内容。
1.1线性与非线性时间序列基本概念
1.1.1线性时间序列模型
以往的科学实质上是以线性系统为研究对象的线性科学。其在理论和实践上都有着光辉的成果，迄今许多令人注目的重大理论和技术创造都是线性科学的贡献。在时间序列分析方法的发展过程中线性时间序列模型起到了同样重要的作用。对线性时间序列的数学定义如下所示：

定义1.1.1 如果随机序列
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其中系数序列
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而
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则称
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为线性序列。
在线性时间序列中，应用最广泛的是线性自回归滑动平均(Autoregression and Moving Average简称ARMA)模型。ARMA模型[3]是线性时间序列分析中研究最多、应用最广的时序模型，原因在于ARMA模型的概率结构、统计的理论和方法有比较成熟的数学和概率论工具，同时，模型的建立比较容易实现。该预测方法是对自回归模型和移动平均模型的综合，能够对动态数据建模，同时由于模型将数据中所含的信息集中在模型的参数中，因此在进行运用时能够充分运用数据信息。ARMA模型可以表述为
定义1.1.2 假定时间序列由如下随机差分方程所确定：
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且
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为服从（p,q）阶的自回归滑动平均模型记为ARMA(p,q)模型，p表示(1.4)中自回归部分的阶数，q表示滑动平均部分的阶数。当式(1.4)中的q＝0时所得的模型即是广泛使用的线性自回归模型(LAR)。
在进行建模时，将预测对象随时间变化形成的序列先加工成一个白噪声序列进行处理，对于平稳、正态、零均值的时间序列
[image: image19.wmf]{

}

t

X

，可以拟合ARMA模型如果序列不能满足平稳性、正态性、均值性，只要对序列作差分处理，就可以使序列达到零均值性、正态性和平稳性。

当数据发生异常变化时，由于模型的平滑作用，预测数据无法立即对之做出反应，使得在预测一些异常值时造成较大误差，甚至失真，这对诸如发动机这类的复杂系统所产生的非线性时间序列来说就不能达到预期效果了。
许多实际中的时间序列在演化过程中并不是具有固定不变的均值，尽管如此，除去局部水平(或除去局部水平和趋势)不同以外，序列显示出具有某种意义上的同质性，即序列的某一部分与任何其它部分极其相似．我们假定对过程作适当的差分但可使之平稳化，这样就可以得到描述线性非平稳特性的模型．我们现在考虑一类重要模型的性质，即相应序列经d阶差分后就成为平稳的混合自回归－滑动平均过程，我们称这类模型为求和自回归滑动平均(ARIMA)[5]过程．其定义可以如下表述：
对一个混合自回归－滑动平均模型
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这里，
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式中
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令
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因此我们看到，上述模型相当于假定序列经d阶差分后能表示为平稳可逆的ARMA过程．另一方面，当d＞1时将(1.10)逆转得出
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其中S是由下式定义的无穷和算子：
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对高阶d可以定义同样的运算。方程(1.11)表示由方程(1.8)对式(1.9)的平稳过程作d重求和(或积分)而得到，因此，我们称方程(1.9)为求和自回归滑动平均(ARIMA)过程。
1.1.2 非线性时间序列模型
凡是不能表示成式(1.1)的线性序列形式的时间序列，都是非线性时间序列[2]。一种最简单也是最重要的特解模型是如下的非线性自回归(Nonlinear Autoregression)模型。
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其中
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相互独立，p称为模型的阶数。
非线性时间序列模型主要包括非线性自回归模型、门限自回归模型、指数自回归模型、双线性模型和状态依赖模型等，其中门限自回归模型近年来得到了较为深入的完善和发展。
TAR (Threshold Autoregression)门限自回归模型是汤家豪(H.Tong)博士于1978年首先提出来的模型其思路是：对研究对象按照不同区间建立若干个线性时序模型;然后将这些线性时序模型组合起来描述该对象非线性时序变化特性。
将空间
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分割成l个互不相关的子集，使得
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在每个子集中为线性函数，由分段函数产生的模型称为门限自回归模型，由下式定义：
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其中
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门限自回归模型，其回归函数有跳跃变化，这种特征恰好刻画了自然界的突变现象。它能有效地描述具有极限点和极限环的非线性系统，并且能刻画共振跳跃、幅频依赖等非线性现象，是工程中用得较为成熟的一种非线性时序模型。
1.2混沌时间序列及其预测方法
传统的预测方法主要有动力学方法和数理统计方法，这些方法的共同特点是先建立数据序列的主观模型，然后根据主观模型进行计算和预测。随着混沌科学的发展，使得可以不必事先建立主观模型，而直接根据数据序列本身所计算出来的客观规律进行预测，这样可以避免预测的人为主观性，提高顶测的精度和可信度。本文主要介绍混沌时间序列预测的常用方法：全域法、局域法、最大Lyapunov指数法等。
1.2.1全域法

当我们对混沌时间序列进行预测时，应该注意到混沌是确定的，即混沌服从一定的规则。实际上它具有有限的预测能力。虽然它们对初始条件极为敏感，同时我们也不可能得到完全准确的测量，然而在它们的可预测能力丢失之前，对一个短的时间长度，它们的可预测性还是可以获得的，并可能比基于一般统计方法的预测能力要好。

设时间序列为
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根据Takens定理，对合适的嵌入维数m及时间延迟
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，重构相空间在嵌入空间中的轨迹，在微分同胚意义下与原系统是“动力学等价”的。因而存在一个光滑映射
[image: image48.wmf]m

m

R

R

f

®

:

，给出相空间轨迹的表达式


[image: image49.wmf]L

,

2

,

1

)),

(

(

)

1

(

=

=

+

t

t

Y

f

t

Y

                   (1.16)
上述映射可表示为时间序列
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所谓全域法是将轨迹中的全部点作为拟合对象，找出其规律，即得
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，由此预测轨迹的走向。这种方法在理论上是可行的，但由于实际数据总是有限的，以及相空间轨迹可能很复杂，从而不可能求出真正的映射
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达到最小值的
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全域法预测的缺点是：一般计算比较复杂，特别是当嵌入维数很高或者
[image: image59.wmf]f
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很复杂时。因为混沌只能在非线性系统中产生，
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常取多项式、有理式等形式，这对较低的嵌入维是可行的。但如果遇到较高嵌入维的系统，用高阶多项式很不实际，故常用典型的线性回归分析方法。

此外，对于较高嵌入维的系统，重构相空间预测算法的预测精度会迅速下降。由于嵌入维越高，预测算法所利用的信息的历史也就越长，而对于Lyapunov指数谱具有正分量的动力系统所生成的混沌时间序列，历史对未来的影响是依时间指数衰减的。所以，较高嵌入维预测精度下降的原因就在于此。

综上所述，全域法一般适用于
[image: image61.wmf]f

不是很复杂，同时噪声干扰比较小的时候，对于其他情况，我们可以考虑下节的局域预测法。

1.2.2 局域法

局域法是将相空间轨迹的最后一点作为中心点，把离中心点最近的若干轨迹点作为相关点，然后对这些相关点作出拟合、再估计轨迹下一点的走向，最后从预测出的轨迹点的坐标中分离出所需要的预测值。相对全域法来说，局域法在大多数情况下适用。

下面用一阶近似拟合的局域法为例来说明局域法的预测方法。所谓一阶近似是指以
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可用最小二乘法求出a，b，再通过
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得到相空间中轨迹的趋势，从而可以从
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中分离出时间序列的预测值。

一阶近似的缺点是线性的，优点是要拟合的参数随嵌入维数的增加而缓慢的增加。有时增加局域法的阶数可以提高预测的精度，但太高的阶数并不一定能保证更高的精度，这时可采用分段线性方法提高预测精度。

上述的局域法中，在找到中心点的邻域后，便将邻域中的几个点进行拟合，并不靠拢邻域中各点与中心点之间的空间距离对其预测的影响，然而，相空间中各点与中心点之间的空间距离将影响预测的准确性，此局域法有其局限性。
1.2.3最大Lyapunov指数的预测法

用混沌时间序列的历史数据进行相空间重构，建立起时间序列的非线性混沌模型。由于Lyapunov指数量化了初始轨道的指数发散程度，所以它是混沌系统很好的预测参数，在混沌时间序列预测中有着广泛的应用前景。有关Lyapunov指数的计算方法在本文后面章节中将有详细的叙述。
设
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其中点
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是可预报的，式(1.19)就是基于最大Lyapunov指数的预测模式。
1.3时间序列分析与航空发动机趋势预测的研究现状

目前将时间序列的预测方法用于航空发动机趋势预测，采用的方法从传统的时间序列方法到现代非经典数学方法很多，并且其预测的能力也不尽相同。文献[11]将时间序列分析方法对航空发动机滑油监控系统中需重点监控的金属元素含量建立了AR模型并根据该模型的预测结果预报金属含量是否超标。文献[12]将BP神经网络用于航空发动机滑油金属含量预测，结果表明，与传统的AR预测模型相比，神经网络表现出优秀的推广能力。文献[13]提出利用支持向量机方法来预测表征发动机整体性能的参数性能综合指数建立了基于支持向量回归的一步及多步预测模型，利用该模型对性能正常衰退及性能异常发动机的综合指数分别进行预测,并与自回归(AR)模型的预测值进行比较，结果表明，基于支持向量机的预测模型比AR模型的预测精度更高。文献[14]利用径向基神经网络对发动机故障和可靠性性能进行预测并用ARIMA模型进行比较。
1.4 本文研究内容

通过搜索国内外的资料发现，目前将以神经网络和支持向量机为代表的非经典数学方法越来越多的用于航空发动机趋势预测，但大多数都是对单一的模型进行应用，同时神经网络和支持向量机的参数选取等方面也没有确切的指导依据。本论文以航空发动机复杂非线性系统为研究对象，将以神经网络为代表的非经典数学方法引入非线性时间序列分析，采用相空间重构理论、神经网络和支持向量机建立预测自适应模型，利用国际标准数据、模拟数据对模型进行验证。将所建立的预测模型运用到真实的航空发动机数据对航空发动机性能趋势预测、光谱油样分析数据以及转子碰磨的振动数据建模，解决了非等间隔、多变量数据的预测问题。
本论文的内容安排如下：

第一章：介绍线性非线性时间序列的基本概念及混沌时间序列的预测方法，同时介绍预测技术在航空发动机趋势分析中的应用现状。

第二章：介绍时间序列的相空间重构理论，它是非线性时间序列预测的理论基础，同时介绍了嵌入维数和延迟时间的选取方法，并提出了自动计算参数的方法，同时也介绍了混沌时间序列最大可预测时间。
第三章：运用相空间重构理论，引入神经网络方法，构造了神经网络预测模型，同时研究了神经网络参数对预测精度的影响因素，提出了基于遗传算法的结构自适应神经网络预测模型。并用国际标准数据进行了有效性验证。

第四章：针对神经网络泛化能力差、训练不确定等缺陷，引入了在理论上更加完善、泛化能力更强的支持向量机模型。介绍了统计学习理论以及支持向量机的快速算SMO，构造了支持向量机的预测模型，并对模型参数进行了研究。运用遗传算法实现了参数的优化。最终，运用国际标准数据对模型进行了验证。

第五章：为本文的应用部分，本文将结构自适应神经网络模型和自适应支持向量机预测模型应用于航空发动机的性能状态、磨损状态、转子碰磨状态的趋势预测。并用实际的时间序列数据进行了详细的分析和验证，结果表明了本文方法的有效性。
第六章：结论与展望。总结了本文工作的内容并对后续的工作进行了展望。
第二章 时间序列重构相空间理论
2.1重构相空间及Takens定理
最初提出相空间重构[16]的目的在于在高维相空间中恢复混沌吸引子。混沌吸引子作为混沌系统的特征之一，体现着混沌系统的规律性，意味着混沌系统最终会落人某一特定的轨迹之中，这种特定的轨道就是混沌吸引子。系统任一分量的演化是由与之相互作用着的其他分量所决定的。因此，这些相关分量的信息就隐含在任一分量的发展过程中，这样就可以从某一分量的一批时间序列间序列数据个提取和恢复出系统原来的规律，这种规律是高维空间下的一种轨迹。
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所以，当
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微分等价。这样通过研究重构相空间的性质同时可得到原动力系统的特征。

定理2.1说明可以找到一个合适的嵌入维，在这个嵌入维空间里可以把有规律的轨迹(吸引子)恢复出来。
2.2时间延迟与嵌入维数的选取
在重构相空中，时间延迟τ和嵌入维数m的选取具有十分重要的意义，同时这种选取也是很困难的。关于时间延迟τ和嵌入维数m的选取，现在主要有两种观点：一种是认为两者是互不相关的，即τ和m的选取是独立进行的(因Takens认为τ和m在理论上是相互独立的)。现有的时间延迟的选取方法一般基于以下两个原则：1.序列相关法。让
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包含的原动力学系统的信息不丢失。如自相关法、互信息量法、高阶相关法等；2.相空间扩展法。重构相空间轨迹应从相空间的主对角线(τ很小时)尽可能地扩展、但又不出现折叠，如填充因子法、摆动量法、平均位移法等；3.复自相关法和去偏复自相关法，它是一种介于两类准则之间的方法，具有很强的理论依据，其计算复杂度不大，对数据长度依赖性不强，具有很强的抗噪能力。另一种是认为两者是相关的，即τ和m的选取是互相依赖的。如时间窗口法，C—C方法可同时计算出时间延迟和时间窗口。下面介绍几种常用的求时间延迟τ的方法。
2.2.1自相关法和复相关法

自相关函数法是非常成熟的求时间延迟τ的方法，它主要是提取序列间的线性相关性。一般地，对于一个混沌时间序列，可以先写出其自相关函数，然后做出自相关函数关于时间τ的函数图像。根据数值试验结果，当自相关函数下降到初始值的
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时，所得的时间τ就是重构相空间的时间延迟τ。

对于混沌时间序列
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[image: image105.wmf]å

-

=

+

=

1

0

1

)

(

N

i

j

i

i

xx

x

x

N

j

R

t

t

                            (2.2)
由此可固定j，做出自相关函数关于时间τ(即取τ＝1,2,…)的函数图像，则自相关函数下降到初始值的
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/

1

1

-

时，所得的时间t就是重构相空间的最佳时间延迟τ。

但是，自相关函数法仅能提取序列间的线性相关性。根据自相关法得到的τ可分别让
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之间可能相关性仍很强，这一点意味着由自相关法得到的时间延迟一般不可能推广到高维。文献在自相关法和平均位移法的基础上，提出了一种较好的求时间延迟的复自相关法。

对于一般的系统，我们采用去偏复自相关法。定义m维的去偏复自相关法为
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其中
[image: image114.wmf]x

为序列均值，而在实际应用中序列一般是近似无偏的，因此去偏复自相关法就简化为复自相关法。对一般的情况，近似有
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其中
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因此，设定m维相空间重构的(去偏)复自相关法为：选取
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的第一个零点为时间延迟
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。复自相关法具有的优点是：(1)在几何学中可体现出明显的几何意义；(2)数学计算表达式简短，容易计算；(3)计算复杂度中等；(4)它是自相关法的高维扩展。

2.2.2互信息法

对于无限长，没有噪声的数据序列，延迟时间τ的选取，原则上没有限制。然而，大量的数值实验表明相空间的特征量依赖于τ的选择。选择合适的τ，自然要求线性独立，即选取自相关函数的第一个零点。后来，M.T.Rosenstein等人在实验中提出用自相关函数下降到初始值的
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的滞时τ作为延迟时间τ。但是，自相关函数仅仅度量了两个变量的线性依赖性；而互信息函数却度量了两个变量的总体依赖性。我们在大量的数值实验中发现，自相关函数法(对应第一个零点)的互信息量较大，这是因为大多数的概率出现在图像的黑线上，由于相互延伸和折叠，使得轨道在实验中不能区分，从而无法对吸引子的动力学特征进行定量研究。而互信息法(对应第一个极小值)的互信息量较小，折叠的开端能够比较清楚地区分，因而能够通过重构相空间来定量和定性分析吸引子约动力学特征。所以，互信息方法在时间延迟τ的选取上要优于自相关函数法。
互信息方法与自相关法比较虽需要较大的计算量，但互信息法包含了时间序列的非线性特征，其计算结果明显优于自相关法。下面，我们将介绍一种既能有效减少互信息法的计算量，又能保持其非线性特征的方法——C－C方法。
2.2.3 C-C方法

为了从给定的时间序列中把蕴藏的信息充分地显露出来，以便恢复吸引子的特性，通常是采用时间延迟技术重构桶空间。但要构造一个非线性时间序列的嵌入，我们必须选择时间延迟
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的估计方法常用的是自相关函数法(适用于小数据组、算方便，但不适合非线性问题)相互信息法(适用于大数据组、非线性问题．但计算不方便)、本节将介绍一种新的改进力法，称为C—C方法。
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如果时间序列是独立同分布的，那么对固定的m，t，当
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恒等于零。但实际序列是有限的，并且序列元素间可能相关，我们实际得到的
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式(2.7)度量了关于半径r的最大偏差。所以，局部最大时间t应该是
[image: image136.wmf])

,

,

(

t

r

m

S

的零点和
[image: image137.wmf])

,

(

t

m

S

D

的最小值。但是，
[image: image138.wmf])

,

,

(

t

r

m

S

的零点对所有m、r应几乎相等，
[image: image139.wmf])

,

(

t

m

S

D

的最小值对所有m应几乎相等。时间延迟
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对应着这些局部最大时间t中的第一个。

2.2.4 嵌入维数的估计

嵌入定理保证了在相空间中构成的轨迹能够恢复出原来的拓扑结构。单从几何角度看，这一条件是足够充分的。但实际上它并不必要，因为对实际的时序分析，嵌入维数的过高选择会导致吸引子维数的偏高估计，从而影响系统其它参数的提取，同时非线性系统的不变量的数值估计在嵌入维数空间进行邻域搜索，这些操作所耗费时间将随嵌入维数的增长而迅速增长。因此，尽管重构定理的条件足够充分，但实际中能够找到某个必要条件解决问题，即找到能完全解析原动力系统所必需的嵌入维数。

吸引子的一个重要特征是它在相空间是一个稠密体，因此在相空间吸引子轨道上的点有邻居。在嵌入维数较小时，吸引子不能展开，一些实际很远的点此时成为邻居，但随着嵌入维数的增加邻居不断改变并趋于稳定，从而得到最小嵌入维数。这种确定嵌入维数的方法称为伪邻法[18,19,20]
设在d维空间任一点
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当嵌入维数从d增加到d＋1，给矢量
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判断伪邻点的依据为下式
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是设定的门限值，根据这一判据，统计吸引子轨道上具有伪邻点的
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的数目，然后依次增加嵌入维数d，直到伪邻点数目降至零，此时的嵌入为所求。

2.3非线性系统的最大预测时间

2.3.1基于混沌的复杂系统预测的可行性研究
所谓预测，就是对某一事物(或事件)的行为特征量在未来某—时刻或某一时段内可能发生的变化特征量或变化趋势做出估计。预测作为一门科学，它是在一定的理论指导下，以事物发展的历史和现状为出发点，以调查研究数据和统计数据为依据，在对事物发展过程进行深刻的定性分析和严密的定量计算的基础上，研究并认识事物的发展规律，进而对事物的未来变化预先做出科学的推测。数值预测的准确率随着时间的增长而迅速下降。

系统预测准确与否，将在很大程度上取决于所采用的动力学模式，通过多年的研究和实践，人们已经就部分系统建立了比较理想的动力学模型并已经得到广泛的应用。但由于系统的复杂性和外在随机性，人们很难逼真地描写实际系统及其物理过程，所建立的模型同实际系统存在着—定的差距。随着人类认识的深化，人们会逐步认识系统的物理过程，同时尽管外在随机性客观存在着，人们总可从这些随机因素中分出—部分使其具有可预测性，从而由外在随机因素中分离出来的比重则越来越小。因此，随着系统动力学模式的不断完善，将有助于提高预测的准确性。

初始状态量的离散和系统内在随机因素的影响造成的预测误差如图所示。设系统的时间初始状态为A，由于初始条件的不准确性，存在着A的几个邻近态B、C、D、E，其初始条件观测误差为ε。由于非线性系统的内在随机性，经过时间t后，他们分别演化成A’、B’、C’、D’、E’，设预测误差为δ。在初始条件误差ε内，由于客观存在的状态量的离散化，我们无法确定彼此很接近的这些状态究竟哪个是真实的初始状态，因而我们也无法知道经时间t后，他们所演变出的彼此不同的或彼此显著不同的状态中，哪个是未来的真实状态。即模式系统对A，所做出的预测可能是B’、E’，也可能是C’、D’。如果我们预测的结果是A’或B’，则预测是精确的；如果预测的结果是E’，则系统的状态是可以预测的；如果预测的结果是C’或D’，则系统的状态是不准确的的。

综上所述，由于系统状态量的离散化及其非线性系统的内在随机性，系统的初始条件或系统的参数值的稍微不同，有可能导致非线性系统的未来状态本质上的显著不同。这就是所谓的非线性系统的长期不可预测性。
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图2.1初始状态的离散和系统内在随机因素的影响造成的预测误差示意图
从一般意义上来讲，可预测性指的是可能对系统不久的将来或长期的将来做出预测的准确程度。长期预测的可行性是—个十分有争议的问题。牛顿力学决定论者认为长期预测不仅可行而且不受时间的限制，这是动力(数值)预测的理论依据。而持“蝴蝶效应”者认为长期预测是不可能的。但对于确定性系统，虽然其未来的演变情况是由初值惟一地确定，但如果系统对初值极其敏感的话，则必定存在一个可预测期限，即预测的结果仅在一定的时间或区间有效。因为在相空间中，两条开始很接近的曲线不能永久保持这一状态，最终结果是二者不存在任何关系了。在这个意义下，非线性系统的长期行为是不可预测的。但是，在短期内，系统运动轨迹发散应该较小，从而对系统进行短期预测是可行的。

2.3.2李雅普诺夫指数

2.3.2.1 李雅普诺夫指数的定义

混沌运动的基本特点是运动对初始条件极为敏感，两个极靠近的初值所产生的轨道，随时间推移按指数方向分离。李雅普诺夫（Lyapunov）指数就是定量描述这一现象的量。
在一维动力系统
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中，初始两点迭代后是相互分离的，还是靠拢的，关键取决于倒数
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的值。若
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，则迭代使得两点靠拢。但是在不断的迭代过程中，
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的值也随之而变化，使得时而分离时而靠拢。为了表示从整体上看相邻两状态分离的情况，必须对时间（或迭代次数）取平均。因此不妨设平均每次迭代所引起的指数分离中的指数为λ，于是原来相距为ε的两点经过n次迭代后相距为：
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取极限
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式(2.12)通过变形计算可简化为
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图2.2一维李雅普诺夫指数的分离特性

式(2.13)中的λ与初始值的选取没有关系，称为原动力系统的Lyapunov指数，它表示系统在多次迭代中平均每次迭代所引起的指数分离中的指数。

2.3.2.2 李雅普诺夫指数计算

在实际计算中，可以利用沃尔夫等人于1985年提出的通过对单变量的时间序列进行相空间重构提取李雅普诺夫指数的方法，该方法自己基于相轨迹的演化来估计李雅普诺夫指数，对时间序列进行相空间重构的主要步骤为：
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式中τ——延迟时间。

取初始点
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求取其最近邻点
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之间的夹角尽可能小，重复上述过程直至
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达到时间序列构成的相空间的终点，则最大的李雅普诺夫指数为：


[image: image175.wmf]å

=

-

=

M

i

i

i

M

L

L

t

t

LE

0

'

0

1

ln

1

                               (2.14)

其中，M是追踪演化过程总的迭代步数，而不是时间序列点的数目。沃尔夫方法的原理如图2.3所示。表2.1是不同特征的运动与最大李雅普诺夫指数的关系。
[image: image480.wmf]
图2.3 沃尔夫方法示意图

表2.1 不同特征的运动与李雅普诺夫指数的关系
	运动特性
	周期运动
	准周期运动
	混沌运动
	随机运动

	Lyapunov指数
	LE1＝0
	LE1＝0
	LE1>0
	LE1→∞


2.3.3基于混沌的复杂系统的最大可预测时间

对复杂系统状态的预测，就是根据已知的某时刻以前系统的状态运动轨迹，预测该时刻以后轨迹的运动状态。

最大Lyapunov指数LE1是定量地表征相空间两相邻轨线的发散(分离)问题。也就是表示蝴蝶效应强弱的量，而蝴蝶效应是运动随机性或不可预测性(非确定性)的形象表述，所以LE1也可用做运动随机性或非确定性的定量表述。但是，混沌运动并不是随机的，它服从确定性规律，并且大量的混沌研究结果己证明，混沌的基本特点决定了对混沌运动轨迹的预测具有最大可预测时间，在可预测尺度内，可以对运动轨迹进行预测。

在运动过程中，设初始时刻两相邻轨道距离为δx(0)，经过时间t后其距离的最大分量为
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设
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超过某一临界值c时，可以认为轨道发散到使运动不可预言了，这时所经历的时间就是临界时间
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从而有
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通常认为轨线分离达到原间距的数倍或十几倍(c～10，1nc～1)时，轨道就不确定了。因此运动可预测的最大时间可简单地表为
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我们称式(2.18)所表示的时间
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为李雅普诺夫(Lyapunov)时间，即最大可预报时间。而且LE1越大，运动可预测时间
[image: image185.wmf]0
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越短，运动的可预测性越差，蝴蝶效应越强。
第三章 非线性时间序列的神经网络预测方法
3.1神经网络非线性时间序列预测原理
人工神经网络[21,22](Artificial Neural Network, ANN)是基于对人脑组织结构、活动机制的初步认识提出的一种新型信息处理体系，通过模仿脑神经系统的组织结构以及某些活动机理，ANN具有人脑的联想记忆、非线性映射、分类与识别、优化计算、知识处理等基本功能。

鉴于神经网络的并行处理及强大的非线性映射能力，即它可以把许多非线性信号的处理方法及工具集成起来，对于未知的动力系统，可以通过它来学习时间序列，然后进行预测。由于时间序列在内部有着确定的规律性，这种规律性产生所采集数据的系统，它表现出时间序列在时间延迟状态空间中的相关性，这种特性使得系统似乎有着某种记忆能力，同时又难于用通常的解析方法把这种规律表达出来，而这种信息处理方式正好是神经网络所具备的。人工神经网络的模型很多，其中具有非线性连续转移函数的多层前馈网络的误差反向传播(Error Back Propagation,简称BP)是现今应用最广泛的神经网络。

[image: image481.wmf]
图3.1  BP网络预测模型结构
BP算法的学习过程由正向传播和反向传播两部分组成，在正向传播过程中，输入模式从输入层经过隐层神经元的处理后，传向输出层，每一层神经元的状态只影响下一层神经元状态。如果在输出层得不到期望的输出，则转入反向传播，此时误差信号从输出层向输入层传播并沿途调整各层间连接权值和阈值．以便误差不断减小，直到达到精度要求。该算法实际上是求误差函数的极小值，它通过多个样本的反复训练，并采用最快下降法使得权值沿着误差函数负梯度方向改变．并收敛于最小点。

BP算法的推导过程如下：
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为邻层第j个神经元与输入层第i个神经元之间的连接权值，
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为输出层第k个神经元与隐层第j个神经元之间的连接权值。

(1)正向传播过程

输入层：单元i的输出值
[image: image188.wmf]i
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隐  层：对于第j个隐单元。其输入值net，为其前一层各单元的输出值的加权和
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输出值为   
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f为Sigmoid函数，即
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输出层：因为输出层单元的作用函数为线性，所以输出值为输入值的加权和，对于第k个输出单元，输出值
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(2)反向传播过程

首先定义误差函数为
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BP学习算法采用梯度下降法调整权值，每次调整的量为：
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式中
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，称为学习率。由此式可以得到权值修正量公式。

对于输出层与隐层之间的权值v：
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对于隐层与输入层之间的权值w：
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Kolmogorov定理：令
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为非常量、有界单调递增的一元连续函数，M为
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这就是说，存在一个三层网络，可以逼近任意的非线性函数。Kolmogorov连续性定理从数学上保证了神经网络用于时间序列预测的可行性。

BP网络的混沌时间序列自回归预测的具体步骤为：

(1)建立网络，根据混沌时间序列计算出嵌人维数M，用M作为网络的输入个数，建立输入矩阵按照上面的具体步骤建立网络。

(2)学习阶段，不妨假设训练样本个数为n，根据嵌入维数m，建立输入矩阵
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和输出向量
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将矩阵
[image: image213.wmf]X

作为输入，通过前向过程得到输出结果
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，将该结果
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与真实值
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比较，如果存在误差，立即进行反向传播过程，并修正网络权值，以减小误差，正向输出计算和反向权值修改交替进行，直到误差控制在允许范围内。

(3)预测阶段，将
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作为神经网络输入，此时的输出就是该序列的实际预测值
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3.2 神经网络预测模型的影响参数分析
在BP网络的单变量单步预测模型中，输入层的节点数、隐层数和隐层节点数成为了BP网络预测模型中影响网络预测能力的最重要参数[23]。Kolmogorov定理说明预测的BP网络只需要三层，且输出节点数可以根据预测的功能事先确定，所以影响BP网络预测能力的参数只剩下输入节点数和隐层节点数。因此本文选取输入节点数和隐层节点数来作为网络预测精度的影响因素来分析。同时文献[23]发现最优网络模型对应于一定的拓扑结构，其收敛于某个由MSE（Mean of Squared Error）目标值决定的最优位置，该收敛位置并不是网络的全局最优点，由此可知允许误差MSE直接反映了模型收敛情况，所以，将其作为第三个影响网络预测精度的因素。
3.3结构自适应神经网络预测模型

3.3.1遗传算法

遗传算法是一种更为宏观意义下的仿生算法，它模仿的机制是一切生命与智能的产生与进化过程。它通过模拟达尔文“优胜劣汰、适者生存”的原理激励好的结构；通过模拟孟德尔遗传变异理论在迭代过程中保持已有的结构，向时寻找更好的结构。作为一种随机的优化与搜索方法，遗传算法有着其鲜明的特点：

（1）遗传算法的操作对象是一组可行解，而非单个可行解；搜索轨道有多条，而非单条，因而具有良好的并行性；同时遗传算法的群体寻优，可以防止搜索过程收敛于局部最优解，达到一个全局寻优的过程。

（2）遗传算法只需利用目标的取值信息，而无需梯度等高价值信息，因而适用于任何大规模、高度非线性的不连续多峰函数的优化以及无解析表达式的目标函数的优化，具有很强的通用性。

（3）遗传算法是一种启发式搜索，不是穷举法，只要基因位置选择适当，遗传操作合适，搜索效率往往很高。

对一些常见的带约束的优化问题
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其中，X为自变量，f(x)为目标函数，R为定义空间，

遗传算法的基本算法框架：

（1）在目标函数的定义空间随机产生若干个可行解(称为个体)作为初始种群(父代群体)，并评价每一个个体的适应度函数的值；

（2）判断算法收敛准则是否满足，若满足则输出搜索结果；否则执行以下步骤；

（3）根据适应度大小确定个体在子代中的复制概率

（4）通过对父代群体依次进行选择、交叉、变异等遗传操作产生新一代群体；

（5）通过计算适应度函数评价子代的适应度，若有满足要求的优化解或迭代次数足够大则过程结束，否则将子代群体置为父代群体回到步骤(2)。

3.3.2 自适应BP神经模型

神经网络的学习包含了两个优化过程，分别是网络连接权重的优化和网络拓扑结构的优化。基于梯度下降法的BP网络，只对网络的连接权重进行了优化，而网络的拓扑结构是其自身无法完成的，因此利用遗传算法对BP网络的拓扑结构进行优化是很自然的事情。

神经网络预测能力的主要影响参数为输入层节点数N、中间隐层节点数M及网络允许训练误差MSE，其中输入层节点数和隐层节点数决定了网络的拓扑结构，而训练误差将影响网络的连接权重的优化，因此对N、M和MSE的优化，是为了获取最佳预测性能的BP网络，同时得到最佳的目标值。

如图3.1所示，构造BP网络预测模型优化的遗传算法需要以下步骤：

[image: image482.wmf]
图3.1 BP神经网络优化的遗传算法
（1）设定种群数目n，种群数目太小，遗传算法的性能将变得很差或根本找不出问题的解，太大，则会增加计算量，使收敛时间增长，种群数目一般取为30~50个。

（2）对输入层节点数N、中间隐层节点数M和MSE进行二进制编码，并随机产生初始种群。根据优化参数的取值范围，将其量化值(用二进制串表示)编码成基因串a={(0, (, (A-1;(A, (, (A+B-1 (A+B, (, (A+B+C-1}，其中a中的前A个量化值代表输入层节点数N，中间B个量化值代表中间隐层节点数M，最后C个量化值代表MSE。所以每个基因串长度为A+B+C个比特位，此时的搜索空间有2A+B+C个点。
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（3）适应度函数的确定。在实际应用中，对于实际测得的时间序列
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，可以利用其一部分数据建模，而用另一部分数据来对所建模型进行验证，如果预测值是实测值相差越少，显然模型越理想，理想情况是预测值与实测值相等，则达到完美预测。通常衡量预测值与实测值差别的变量采用平均相对变动值(Average Relative Variance：ARV)，其定义为：

其中：
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—比较数据个数；
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—实测数据值；
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—实测数据平均值；
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—预测值。显然，平均相对变动值ARV越小，也表明预测效果越好，ARV=0表示达到了理想预测效果，当ARV=1时，表明模型仅达到平均值的预测效果。由于ARV反映了网络的泛化能力，所以定义适应度函数为：
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（4）对种群解码，计算每条基因串的适应度；

（5）将适应度最大的个体无条件地复制到下一代新种群中，然后对父代种群进行选择、交叉和变异等遗传算子运算，从而繁殖出下一代新种群其它n-1个基因串。采用转轮法作为选取方法，适应度大的基因串选择的机会大，从而被遗传到下一代的机会大。交叉和变异是产生新个体的遗传算子，交叉率太大，将使高适应度的基因串结构很快被破坏掉，太小则使搜索停止不前，一般取为0.5~0.9。变异率太大，将使遗传算法变为随机搜索，太小则不会产生新个体，一般取为0.01~0.1。

如果达到设定的繁衍代数，返回最好的基因串，并将其作为输入层节点数和隐层节点数，算法结束。否则，回到(4)继续下一代的繁衍。
3.4算例

3.4.1国际标准数据

加拿大山猫数据，是指从1821年～1934年逐年记录的加拿大马堪泽河流域的捕获山猫的数据。这组数据是时间序列分析中著名的数据。各家新创的时间序列建模方法都以能更精确地预测这组数据作为方法优越性的凭证之一。将原始数据取以10为底的对数，同时利用2.3.2节所示的沃尔夫法求得最大Lyapunov指数为0.07233，由此可知山猫数据具有混沌特征，同时利用2.3.3节的方法求得山猫数据的最大预测时间为15年，由此可知以下单步预测的可靠性。
[image: image484.wmf]利用自适应BPNN模型对变换后的山猫数据进行建模预测，利用遗传算法得到的神经网络参数为：输入层2，隐层32，精度0.01，训练样本比例0.4，遗传算法的进化代数为20代，种群的大小30，由此求得的ARV＝0.136114
图3.2山猫数据自适应BPNN预测

将本文所建模型与文献[26]所建LAR和文献[27]所建TAR模型进行比较，其比较结果如表3.1所示。文献所建模型如下所示：

Tong用变换的数据利用一个高阶疏系数LAR模型拟合山猫数据，用AIC准则得到如下的LAR（12）模型：
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 EMBED Equation.3  [image: image227.wmf]

 EMBED Equation.3  [image: image228.wmf]t
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其中
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，利用模型对1921年～1934年山猫捕获量进行预测，其预测结果如表5.1所示

随后Tong和Lim利用变换的数据建立如下门限自回归模型：
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其中
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模型是用1821年～1920年的100个数据求条件最小二乘估计得到，并利用模型对1921年～1934年山猫捕获量进行预测，其预测结果如表3.1所示，

表 3.1 山猫数据预测结果比较
	年
	实测数据
	自适应BPNN
	TAR
	LAR(12)

	1921
	2.3598
	2.608
	2.3109
	2.455

	1922
	2.601
	2.4669
	2.877
	2.807

	1923
	3.0539
	3.0317
	2.9106
	2.899

	1924
	3.386
	3.3695
	3.3703
	3.231

	1925
	3.5532
	3.5604
	3.5875
	3.388

	1926
	3.4676
	3.5601
	3.4261
	3.332

	1927
	3.1867
	3.0262
	3.0936
	3.007

	1928
	2.7235
	2.7202
	2.7706
	2.688

	1929
	2.6857
	2.5518
	2.4217
	2.428

	1930
	2.8209
	2.7371
	2.7644
	2.765

	1931
	3
	2.9992
	2.9397
	2.984

	1932
	3.2014
	3.2392
	3.2462
	3.217

	1933
	3.4244
	3.3269
	3.3701
	3.365

	1934
	3.531
	3.5543
	3.4468
	3.503


通过表3.1和图3.2的比较可以看出自适应BPNN算法的预测精度较TAR和LAR（12）效果都高。

下面利用太阳黑子数据对BPNN自适应模型的预测效果进一步说明。太阳黑子的活动直接影响着地球气候的变化。太阳黑子聚集到一定程度就会产生耀斑，释放出大量能量所产生的电磁辐射和粒子辐射传播到地球，可造成无线电通讯突然中断。因此，准确地预测未来时刻的太阳黑子数是很有意义的。利用2.3.2节所示的沃尔夫法求得最大Lyapunov指数为0.05554，由此数据可知太阳黑子数据具有混沌特征，同时利用2.3.3节的方法求得太阳黑子数据的最大预测时间为18年，由此可知以下单步预测的可靠性。
将自适应BPNN模型算法用于太阳黑子数据的预测，所选太阳黑子数据为1700～1987年的288个点，利用20％的数据建立模型，并对剩余的80％数据利用已有的模型进行单点外推预测，如图3.3所示，虚线左侧的数据为建模数据，右侧的数据为单点外推数据。经过自适应BPNN训练后得到，神经网络的输入层节点数为3，隐层节点数为10，嵌入维数为6，ARV=0.232864。
[image: image485.wmf]
图3.3太阳黑子自适应BPNN预测

通过两组国际标准数据对模型的验证和与相关文献所建模型进行的比较，可以看到本文所建的自适应BPNN模型能够对非线性时间序列进行有效的预测，并且预测的精度较传统模型有较大的提高。
3.4.2模拟数据
为了更深一步的说明本文所建模型性，利用模型对Logistic方程产生的时间序列进行预测。Logistic方程[28]如式3.7所示，是对昆虫数目世代变化进行描述
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式(3.7)中a表示增长率，
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表示考虑到食物有限等因素而引起的虫口饱和，即在某一范围内，由于虫口赖以生存的事物等资源有限，当虫口过密，
[image: image234.wmf]n
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值极大时，昆虫之间必然要争夺资源。这个模型只刻画了第一代、第二代……虫口的变化规律，没有刻画任一时刻的虫口规律。为了数学上处理的方便，设a＝b＝
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式(3.8)中不再是虫口的数量而是虫口数量与该地区能供养的最大虫口数量之比。

本文对μ＝4时的Logistic时间序列进行分析，分别取初始值为x1＝0.09999，x1＝0.1，x1＝0.10001，进行迭代产生50个数据点。由图3.4可以看到当迭代次数在15次以内三者还十分接近，当迭代次数大于15三者值相差很大，并且其变化也很明显。迭代方程
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是一个完全确定性的非线性迭代方程，但是它的迭代结果似乎是随机的，同时对初始值是极端敏感地依赖。利用2.3.2节所示的沃尔夫法求得最大Lyapunov指数为0.03156，由此数据可知此数据具有混沌特征，同时利用2.3.3节的方法求得Logist时间序列的最大预测时间为31年。正是存在初始值敏感性，所以我们任取x的值，代入迭代方程(3.8)就可以产生混沌序列。
[image: image486.wmf]
图3.4 Logist序列对初值的敏感性图

[image: image487.wmf]由此取μ＝4，初始值x1＝0.1进行迭代产生100个数据点，利用本文所建的自适应BPNN进行预测，
图3.5 自适应BPNN对Logist序列预测

利用80％的数据建立模型，并对剩余的20％数据利用已有的模型进行单点外推预测，如图所示，虚线左侧的数据为建模数据，右侧的数据为单点外推数据。经过自适应BPNN训练后得到，神经网络的输入层节点数为1，隐层节点数为10，ARV=0.0158427。从图3.5中可以看到本文所建模型能够对Logist时间序列进行很好的短期预测。
第四章 非线性时间序列的支持向量机预测模型

4.1 神经网络预测方法的缺陷
机器学习的目标在于使期望风险最小，在实际运用中只能利用训练样本的信息而无法包含整个样本集的信息，因而传统的方法是用经验风险最小(ERM)化准则，即用样本定义经验风险
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来代替期望风险最小。传统方法虽然没有经过充分的理论论证，但是从直观上看有其一定的合理性。从理论上讲，只要训练样本足够大就能包含整个样本集的所有信息，但是实际的有限样本情况下，经验风险最小并不能完全代替真实风险最小。由图4.1我们可以看到期望风险与经验风险的关系。
[image: image488.wmf]
图4.1经验风险和真实风险的关系示意图

BP神经网络采用梯度下降法作为误差调整原则，即是经验风险最小化(ERM)准则的具体体现，由于ERM准则理论上的缺陷导致了神经网络的过学习的问题（经验风险最小与真实风险最小不一致）。训练误差小并不总能导致好的预测效果，某些情况下，训练误差过小反而导致推广能力的下降，即真实风险的增加。出现过学习现象，一是因为样本不充分，二是学习机器设计不合理，两个问题是相互关联的。我们可以用一个复杂的模型对训练样本进行学习，并且能保证学习的精度很高，但是却无法保证它对未来样本也能做出好的预测。由此可以看出，有限样本情况下，1)经验风险最小并不一定意味着期望风险最小；2)学习机器的复杂性不但应与所研究的系统有关，而且要和有限数目的样本相适应。

然而在利用神经网络进行预测建模时，由于理论的缺陷导致了无法保证其网络的泛化能力，同时目前并没有具体的准则指导对其结构进行设计，通常也只是根据观察和经验得到。在这种情况下基于有限样本理论的统计学习理论孕育而生，由此理论而产生的支持向量机算法也表现出较好的性能。

4.2 支持向量机原理
4.2.1统计学习理论

统计学习理论(Statistical Learning Theory或SLT)[29]是一种专门研究小样本情况下机器学习规律的理论，V.Vapnik等人从六七十年代开始致力于此方面研究，到九十年代中期，随着其理论的不断发展并逐渐走向成熟，同时神经网络等学习方法在理论上缺乏实质性进展，统计学习理论开始受到越来越广泛的重视。统计学习理论是建立在一套较坚实的理论基础之上的，为解决有限样本学习问题提供了一个统一的框架。它能将很多现有方法纳入其中，有望帮助解决许多原来难以解决的问题(比如神经网络结构选择问题、局部极小点问题等)；同时,在这一理论基础上发展了一种新的通用学习方法——支持向量机(Support Vector Machine或SVM) ，它已初步表现出很多优于已有方法的性能。
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图4.2有序风险最小化示意图

统计学习理论定义了一系列有关函数学习性能的指标，其中最重要的是VC维。模式识别方法中VC维的直观定义是：一个指示函数集，如果存在h个样本能够被函数集中的函数按所有可能的2h种形式分开，则称函数集能够把h个样本打散；函数集的VC维就是它能打散的最大样本数目h。若对任意数目的样本都有函数能将它们打散，则函数集的VC维是无穷大。VC维反映了函数集的学习能力，VC维越大则学习机器越复杂(容量越大)。

统计学习理论系统地研究了对于各种类型的函数集，经验风险和实际风险之间的关系，即推广性的界。Vapnik证明期望风险R(()满足一个上界，即任取(满足0≤(<1，下列边界以概率1–(成立：
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其中h为函数族{f(x, (), ( ( (}的VC维，l为训练集规模。

公式(4.1)说明了学习机器的实际风险是由两部分组成：一是经验风险(训练误差)，二是置信范围，它和学习机器的VC维及训练样本数有关。将其简单表示为：
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它表明，在有限训练样本下，学习机器的VC维越高(复杂性越高)则置信范围越大，导致真实风险与经验风险之间可能的差别越大。这就是为什么会出现过学习现象的原因.机器学习过程不但要使经验风险最小，还要使VC维尽量小以缩小置信范围，才能取得较小的实际风险，即对未来样本有较好的推广性。

从上面的结论看到，ERM原则在样本有限时是不合理的，我们需要同时最小化经验风险和置信范围。其实，在传统方法中，选择学习模型和算法的过程就是调整置信范围的过程,如果模型比较适合现有的训练样本(相当于h/n值适当)，则可以取得比较好的效果。

统计学习理论提出了一种新的策略，即把函数集构造为一个函数子集序列，使各个子集按照VC维的大小(亦即Φ的大小)排列；在每个子集中寻找最小经验风险,在子集间折衷考虑经验风险和置信范围，取得实际风险的最小，如图4.2所示。这种思想称作结构风险最小化(Structural Risk Minimization 简称SRM)准则。SRM是通过设计函数集的某种结构使每个子集中都能取得最小的经验风险(如使训练误差为0) ，然后选择适当的子集使置信范围最小的方法实现的，而这个子集中使经验风险最小的函数就是最优函数。支持向量机就是这种思想的体现。
4.2.2最优分类面

SVM是从线性可分情况下的最优分类面提出的。所谓最优分类线就是要求分类线不但能将两类正确分开(训练错误率为0),而且使分类间隔最大，前者是保证经验风险最小(为0)，而使分类间隔最大就是使推广性的界中置信范围最小，从而使真实风险最小，也是对推广能力的控制。推广到高维空间，最优分类线就成为最优分类面。

设线性可分样本集 (x1,y1), (x2,y2)……(xn,yn), x∈Rd,y∈{+1,-1}是类别标号。d维线性空间中线判别函数的一般形式为
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我们对它进行归一化,使得对线性可分的样本集满足
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[image: image244.wmf]1

)

(

=

x

g

，这样分类间隔就等于
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，因此使间隔最大等价于使
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因此满足上述条件且使
[image: image250.wmf]2
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最小的分类面就是最优分类面。如图4.3所示过两类样本中离分类面最近的点且平行于最优分类面的超平面的H1， H2上的训练样本就是式中使等号成立的那些样本，他们叫做支持向量。
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图4.3最优分类面图

最优分类面的求解可以表示成如下一个有约束非线性规划问题，即在条件(4.4)的约束下，求函数：
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的最小值。目标函数是严格上凹的二次型,约束函数是下凹的,这是一个严格凸规划。为此，可以定义如下的Lagrange函数：
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其中，
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为Lagrange系数，我们的问题就是对
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求Lagrange函数的极小值，即为：
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我们把它转化为对偶问题来求解，将(4.7)式代回(4.6),消去ｗ和ｂ,经运算得到原最优化问题的对偶问题的最大值：
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将所求得的
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则可求得
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再由Kuhn-Tucker条件，此优化问题满足：
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由此可知多数样本
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将为0，取值不为0的
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对应于(4.4)式等号成立的样本即支持向量，他们通常只是全体样本中的很少一部分。
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求解上述问题后得到的最优分类函数如下：
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4.2.3 广义最优分类面

由上述推导过程可知，模型是建立在线性可分的情况下的，在线性不可分的情况下，就是某些训练样本不能满足(4.4)的条件，为了使SVM算法能应用于不可分情况，引入软边缘最优超平面的概念,即是引入非负变量
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最小化
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其中C为某个指定的常数，它实际上其控制对错分样本惩罚的程度的作用，实现在错分样本的比例与算法复杂度之间的折中。

类似于可分的情况得到了如下的对偶优化问题：
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其结果和可分的情况几乎完全相同，只是
[image: image271.wmf]i
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的条件有所不同。
4.2.4 支持向量机

通过对线性超平面及其推广形式的讨论,可以看出,最优分类判别函数(4.11)式中只包含待预测样本和支持向量之间的内积 考虑到一般的分类问题在定义的特征空间中并不一定线性可分,因此考虑通过一个非线性映射Ｔ将特征x映射到高维线性特征空间F中
　　       T:  RN→P  x→T(x)                           

然后用前面介绍的广义最优分类面方法加以解决 高维线性空间中的内积可以定义为
K(x，z)＝<Ф(x),Ф(z)>

　K(x，z)称为核函数,它的选择需要满足Mercer条件[31] 
支持向量机方法的优点在于没有必要知道映射Ｔ的具体形式,而只需定义高维空间中的内积运算K(x，z)即可,这样即使变换后空间维数增加很多,计算的复杂度也没有太大的变化。

根据这个思想我们将核函数
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相应的判别函数(4.11)变为：
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这就是支持向量机。

支持向量机求得的分类函数形式上类似于一个神经网络，其输出是若干中间层节点对应于输入样本与一个支持向量的核函数的线性组合，所有早期支持向量叫做支持向量网络[33]。如图4.4所示。
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图4.4支持向量机示意图

采用不同的核函数将导致不同的支持向量机算法，目前广泛应用的核函数形式主要有以下几种：

1) 线性核函数，即
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2) 多项式核函数，即
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3) 高斯核函数，即
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4.2.5 支持向量机回归模型

支持向量机在模式识别领域的应用，实际上是对指示函数进行估计，如果推广到估计实函数，就成为回归问题。

支持向量回归[34,35] (Support Vector Regression)的基本思想是通过一个非线性映射将数据映射到高维特征空间，并在这个空间进行线性回归。此模型是在分类模型的基础上引进一个修正距离的ε－损失函数，它可以确保对偶变量的稀疏性，同时确保全局最小解的存在和可靠泛化界的优化。因为这些较好的性质而得到广泛的应用，其定义为
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则对于给定的训练样本                                     回归的目标就是求下列回归函数：其中          为w和x的内积
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其中C是预先给定的，用于控制模型复杂度和逼近误差的折中，C越大则对数据的拟合程度越高。
[image: image280.wmf]e

用于控制回归逼近误差管道的大小，从而控制支持向量的个数和泛化能力，其值越大，则支持向量越少，但精度会越低。将此优化问题转变成相应的Lagrange函数则有： 
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对(4.20)式求解最优解则有： 


[image: image282.wmf]0

)

(

1

*

=

-

-

=

¶

¶

å

=

i

n

i

i

x

w

w

J

i

a

a

                           (4.21)


[image: image283.wmf]0

=

+

-

=

¶

¶

i

i

i

C

J

a

g

z

                                (4.22)


[image: image284.wmf]0

*

'

*

=

+

-

=

¶

¶

i

i

i

C

J

a

g

z

                               (4.23)

[image: image500.wmf])

(

t

O

D

将式(4.21)、(4.22)、(4.23)相应参数带入式(4.20)则得其对偶问题，同时引进核方法则转化为求解如下约束问题的最大值
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求解此优化问题将所求得的
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将(4.25)、(4.26)得到结果代入(4.18)式，并引进核函数。则得目标的回归方程：
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                     (4.27)
4.2.6支持向量机时间序列预测模型

时间序列预测问题可以看成一个函数回归问题。因为时间序列预测就是利用过去和当前的观测值估计未来值，这实际上是基于这样一个假设，即未来值和过去值存在某种确定的函数关系，预测的目的就是试图构造这一函数。
回归预测法是研究预测对象与某些因素的相互关系，抓住预测对象变化的实质原因的一种方法。下面本文就具体介绍下支持向量机回归预测模型的具体步骤：
建模阶段：将时间作为输入向量即输入
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，建立模型如式(4.28)所示
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由此得到模型的相关参数b、
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、
[image: image296.wmf]*
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预测阶段：输入
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利用已建立的模型得到模型的预测值即为式(4.29)：
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与回归模型相比自回归模型只是利用了时间所对应值的相关信息，其预测步骤如下：
假设训练样本个数为n，根据嵌入维数m，建立输入向量
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将
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4.3支持向量机快速算法

支持向量机已在模式识别和函数估计方面取得了越来越多的进展，但是，由于SVM的训练方法归结为求解一个受约束的二次型规划问题，对于较多训练样本数据的情况而言，训练支持向量机的计算量是比较大的，需要很大的内存和很长的运行时间，因此限制了它的实际应用。为了简化支持向量机的训练,降低其计算复杂度，Platt[36]提出了序列最小优化(Sequential Minimal Optimization,简称SMO)方法,其主要思想是将一个大型QP问题分解为一系列最小规模的QP子问题,每次仅处理包含2个Lagrange乘子的优化问题，对SVM来说,由于等式约束的存在使得不可能单独优化一个变量,一次至少要同时对2个样本进行优化并且,这种仅具有2个Lagrange乘子的优化问题可以通过分析的方法加以解决,避免了使用数值算法进行QP最优化。每步SMO选择两个元素αi和共同优化,在其他参数固定的前提下，找到这两个元素参数的最优值，并更新相应的向量。这两个点的选择是启发式的，而这两个点的乘子的优化可以获得解析解。由于每次迭代需要很少的操作，因此算法在整体上的速度有数量级的提高。

不妨,设待优化的乘子为α1和α2，不满足KKT条件，讨论α1和α2的优化问题，将其余的乘子暂时看成常数，记α1和α2优化后的值为λ1和λ2

通过证明可知KKT条件的等价形式为它的Lagrange乘子
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定理4.1：λ1和λ2的可行解的区域为：
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下面仅讨论
[image: image328.wmf]2

1

y

y

¹

的情况，类似可讨论
[image: image329.wmf]2

1

y

y

＝

的情况，当
[image: image330.wmf]2

1

y

y

¹

时，下界L分别如图4.5的图(a)和图(b)所示。

图4.5下界L的取值范围
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图4.6上界H的取值范围
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定理4.2：记
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故结论成立。

定理4.3：设
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证明：由(4.8)式写出关于
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其中
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是不依赖于
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考虑问题
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其中利用性质
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同时，
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定理4.3指出，在Lagrange乘子
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的选取中，并不需要直接去解优化问题，只需对其中不满足KKT条件的乘子，例如
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可以证明，这样两两优化方法得到的
[image: image379.wmf]N

l

l

l

,

,

,

2

1

L

是原问题的解。
4.3.1 SMO算法实现

综合上述讨论，对选定满足Mercer条件的核函数k(x,y)以给出SMO学习算法如下。

Step1  给出样本点
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Step2  对
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并计算权重向量
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Step3  如果S=Φ则终止；否则，取
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      并转向step3；否则转向step5

Step5  取
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Step6  在训练集
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中取样本点
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Step7  按定理1和定理2 的方法计算
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的优化值
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Step8  更新b并按式(6)更新w的值，
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4.3.2 回归SMO改进算法实现
对于回归[39,40]的SMO算法与分类不同的地方主要是回归必须要区别四个不同的情况即为
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由此可求得在不同情况下参数的可行解边界，如表4.1所示

表4.1 回归的可行解边界
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接下来就可以利用解析的方法，求得四个变量
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定理4.4：当
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在包含两个值的特定象限中允许变化时，优化问题的目标函数的最优值，可以通过计算下面的量得到：
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经过约束后的值为
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其中，
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,(i=1,2)，这里的sgn()的值由选择的象限决定。从
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其证明类似于定理4.3。

利用定理4.4可得到无约束最优解，如表4.2所示

表4.2无约束最优解
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在SMO算法中，应用定理4.1判断KKT条件要知道b的值，下面给出的定理在寻找不满足KKT条件的Lagrange乘子时，给出了不依赖于b的条件

记
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从而在应用定理4.4计算
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下面的定理给出了满足KKT条件的一个必要条件，也是不满足KKT条件的充分条件。记
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定理4.5  如果Lagrange乘子
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满足KKT条件，那么
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定理4.6 如果
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满足KKT条件的变形形式。
下面是回归的SMO改进算法的具体步骤：
Step1  给出样本点
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Step2  对
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Step3  如果S=Φ则终止；否则，取
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Step4  如果
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根据定理4满足KKT条件，那么
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Step5  取
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Step6  在训练集
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中取样本点
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Step7  按定理4.4的方法计算
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Step8  
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，转向Step3。
4.4基于遗传算法的SVM预测模型参数优化

Vapnik等人在研究中发现核函数的参数和误差惩罚因子C是影响SVM性能的关键因素[29]，因此选择合适的核函数参数和误差惩罚因子C对学习机器的性能至关重要。
定理4.7 (线性可分高斯核函数存在性定理)[46]
设核函数
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，则任给一有限样本集S，必存在一参数σ，使得在核函数K下，样本集的像集在特征空间中线性可分。

由定理4.7可知，对于支持向量机优化的核函数选取，我们只需考虑对高斯核函数的优化。核函数参数σ2主要影响样本数据在高维特征空间中分布的复杂程度,而误差惩罚因子C的作用是在确定的特征空间中调节学习机的置信范围和经验风险的比例，因此要想获得推广能力良好的SMO回归函数，首先要选择合适的σ2将数据映射到合适的特征空间，然后针对该确定的特征空间寻找合适的C以使学习机的置信范围和经验风险具有最佳比例。这就使得对SMO核函数参数和C同时进行优化具有重大意义。除了在同一特征空间优化C以获得对应该空间的最优SMO回归函数，还要优化核函数参数以获得全局最优的SMO回归函数。
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图4.7 SMO优化的遗传算法

对于自回归的SMO模型除σ2和C影响其预测能力外，还有嵌入维数影响其优化性能，其中嵌入维数主要影响数据集在特征空间重构，如果嵌入维数选取得当，数据集就能够在重构的相空间完全展开，即是说明此重构的相空间与原空间等价。
由于算法本身的复杂性和对遗传算法来说增加一个优化参数其算法的复杂性会增加许多，因此本文利用2.2.5节所提出的伪邻法计算其嵌入维数，同时利用遗传算法对σ2和C进行优化，是为了获取最佳预测性能的SMO自回归模型，同时得到最佳的目标值。如图5.2所示，构造SMO预测模型优化的遗传算法需要以下步骤：
（1）设定种群数目n，种群数目太小，遗传算法的性能将变得很差或根本找不出问题的解，太大，则会增加计算量，使收敛时间增长，种群数目一般取为30~50个。

（2）高斯核函数参数σ2和误差惩罚因子C进行二进制编码，并随机产生初始种群。根据优化参数的取值范围，将其量化值(用二进制串表示)编码成基因串a={(0, (, (A-1;(A, (, (A+B-1 (A+B}，其中a中的前A个量化值代表高斯核函数参数σ2，同时后B个量化值代表误差惩罚因子C。所以每个基因串长度为A+B个比特位，此时的搜索空间有2A+B个点。

（3）适应度函数的确定。在实际应用中，对于实际测得的时间序列
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，可以利用其一部分数据建模，而用另一部分数据来对所建模型进行验证，如果预测值是实测值相差越少，显然模型越理想，理想情况是预测值与实测值相等，则达到完美预测。通常衡量预测值与实测值差别的变量采用平均相对变动值(Average Relative Variance：ARV)，其定义为：
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—比较数据个数；
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—预测值。显然，平均相对变动值ARV越小，也表明预测效果越好，ARV=0表示达到了理想预测效果，当ARV=1时，表明模型仅达到平均值的预测效果。由于ARV反映了网络的泛化能力，所以定义适应度函数为：
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（4）对种群解码，计算每条基因串的适应度；

（5）将适应度最大的个体无条件地复制到下一代新种群中，然后对父代种群进行选择、交叉和变异等遗传算子运算，从而繁殖出下一代新种群其它n-1个基因串。采用转轮法作为选取方法，适应度大的基因串选择的机会大，从而被遗传到下一代的机会大。交叉和变异是产生新个体的遗传算子，交叉率太大，将使高适应度的基因串结构很快被破坏掉，太小则使搜索停止不前，一般取为0.5~0.9。变异率太大，将使遗传算法变为随机搜索，太小则不会产生新个体，一般取为0.01~0.1。

如果达到设定的繁衍代数，返回最好的基因串，并将其作为输入层节点数和隐层节点数，算法结束。否则，回到(4)继续下一代的繁衍。
4.5算例

4.5.1国际标准数据
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将SMO改进自回归自适应算法用于加拿大山猫数据的预测，把变换后的数据作为建模数据利用30％的数据建立模型，遗传算法的种群是50代，进化的代数为30，由此得到并对剩余的70％数据利用已有的模型进行单点外推预测，用遗传算法优化BP神经网络得到的参数是：C＝100，σ＝8，同时2.2.4节所述方法求得此数据集的嵌入维数为2，由此所求得的模型的ARV＝0.300269。

图4.8山猫数据自适应SMO预测

将所建的自适应SMO改进算法与3.4.1节所示的文献[29]和文献[30]的模型进行比较。
表4.3 山猫数据预测结果比较
	年
	实测数据
	自适应SMO
	TAR
	LAR(12)

	1921
	2.3598
	2.3948
	2.3109
	2.455

	1922
	2.601
	2.783
	2.877
	2.807

	1923
	3.0539
	2.9463
	2.9106
	2.899

	1924
	3.386
	3.4515
	3.3703
	3.231

	1925
	3.5532
	3.6711
	3.5875
	3.388

	1926
	3.4676
	3.7237
	3.4261
	3.332

	1927
	3.1867
	3.513
	3.0936
	3.007

	1928
	2.7235
	3.1672
	2.7706
	2.688

	1929
	2.6857
	2.6713
	2.4217
	2.428

	1930
	2.8209
	2.8692
	2.7644
	2.765

	1931
	3
	3.0791
	2.9397
	2.984

	1932
	3.2014
	3.2572
	3.2462
	3.217

	1933
	3.4244
	3.4422
	3.3701
	3.365

	1934
	3.531
	3.6445
	3.4468
	3.503


由表4.3可知本文所示的自适应SMO改进算法较文献所示的方法精度高，由此说明了本文方法的有效性。
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同理将SMO改进自回归算法用于太阳黑子数据的预测，利用2.2.5节所述方法求得此数据集的嵌入维数为2。利用20％的数据建立模型，并对剩余的80％数据利用已有的模型进行单点外推预测，如图4.9所示，虚线左侧的数据为建模数据，右侧的数据为单点外推数据。经过自适应SMO改进算法训练后，得到模型的参数：C＝1000，σ＝17，同时由此模型所求得的ARV＝0.1864。
图4.9 太阳黑子自适应SMO改进模型

通过两组国际标准数据的验证和文献所示模型的比较可以看到本文所建的自适应SMO改进算法能够对预测的精度有显著的提高。
4.5.2模拟数据

类似与自适应BPNN模型，利用本章所建的自适应SMO改进算法对3.4.2节产生的数据进行预测，同时利用2.2.4节所述方法求得此数据集的嵌入维数为1。

利用20％的数据建立模型，并对剩余的80％数据利用已有的模型进行单点外推预测，如图4.10所示，虚线左侧的数据为建模数据，右侧的数据为单点外推数据。经过自适应SMO改进算法训练后，得到模型的参数：C＝1，σ＝0.5，由此所得模型的ARV＝0.0114。通过对Logistic方程所产生的时间序列的预测，由图4.10可以看出本文所建的自适应SMO改进算法能够对此非线性时间序列进行有效的预测。
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图4.10 自适应SMO改进算法对Logist序列预测

综上所述，通过国际标准数据和Logistic时间序列对模型进行验证，可以看出本文所建模型与文献所示的传统模型相比，能够较明显的提高模型的预测精度，并且运行的时间相对与基本的支持向量机方法有较大的提高。
第五章 非线性时间序列分析在航空趋势预测中的应用
5.1 航空发动机性能参数的预测

民航发动机的核心部件是气路系统部件，包括压气机、燃烧室、涡轮。气路部件的一些热力参数可反应发动机性能变化，如：温度（发动机进气温度，发动机排气温度）、转子转速、燃油流量、前后机匣的振动等。这些参数可由机载设备直接采集，也叫做发动机可测参数。气路参数分析就是在起飞阶段和巡航阶段分别分析参数的变化情况，再把这些参数转换成标准状态下的数值．与发动机厂家所给定的该型发动机的标准性能参数进行比较，看偏差的变化情况。通过对偏差的分析以及偏差变化趋势分析，来判断发动机健康状况，实现对发动机的监控，及时发现参数与标准值的偏差异常或参数的变化趋势异常，并分析出产生异常的原因，为预防和排除故障提供依据。
以下这些发动机的性能参数都是与发动机的性能状况有密切的关系的，监控它们的情况就可以对整个机队的发动机日常管理提供有针对性的监控和维护工作，帮助航空公司由于盲目的工作造成的不必要的经济损失。
（1）EGT裕度

EGT裕度为红外温度与全功率时排气温度EGT的差值，它是跟踪发动机性能状况最重要的一个指标。各种原因造成耗油率增加、EGT裕度下降、推力下降的现象，称为发动机性能衰退。

（2）VB1振动

VB1振动是低压涡轮的振动参数值，振动越接近警戒值，发动机的性能情况就处在一个必须要进行严格的监控的位置，说明发动机的健康状态有了问题，应该采取相应的措施，来降低振动的数值，保证发动机的运行安全。

（3）VB2振动

VB2振动是高压涡轮的振动参数值，它的分析情况和VB1的相同，只是警戒值不同而已。

（4）滑油消耗率

滑油消耗率也是发动机非常重要的一个性能参数指标，因为发动机在没有故障的情况下，滑油消耗率处在一个正常的值，当发动机出现了故障或者性能出了问题，那么它的滑油消耗率就会升高，甚至到达警戒值，必须进行排故，而不要造成不必要的安全事故。

由于所采集的数据来自航空发动机这一复杂的非线性系统，因此所采集的发动机数据均是具有混沌特征的数据因此可以用本文所建立的非线性模型对其进行预测。下面就对真实的航空发动机数据利用已有的模型建模预测。此数据来自发动机编号：312777（巴西航空公司机型ERJ145，飞机编号：AE3007A1）所采数据来自于Rolls-Royce 发动机监控软件Compass NavigatorTM。
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利用自适应BP神经网络对所采集的数据进行预测其效果如图5.1～5.6所示，对发动机性能参数所采数据的单点预测，其中利用80％的数据建立模型(即虚线左侧)，并对剩余的20％数据利用已有的模型进行单点外推预测。
图5.1燃油流量自适应BPNN
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图5.2排气温度自适应BPNN
图5.3滑油压力自适应BPNN
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图5.4高压转子自适应BPNN
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图5.5前机匣振动自适应BPNN

[image: image520.wmf]
图5.6后机匣振动自适应BPNN

表5.1 自适应BPNN误差表
	性能参数
	输入节点
	隐层节点
	ARV

	∆FF
	3
	10
	0.1822

	∆DN2
	7
	10
	0.1773

	∆EGT
	2
	6
	0.1214

	∆OIP
	5
	16
	0.1546

	∆VB1
	7
	20
	0.0509

	∆VB2
	2
	8
	0.0644


通过图和表6.1的比较可以看到自适应BPNN算法所建立的模型能对实际的发动机数据进行预测，并且预测效果理想。
同时利用本文所建的自适应SMO改进算法对发动机性能参数所采数据进行进一步的单点预测，其中利用40％的数据建立模型，并对剩余的60％数据利用已有的模型进行单点外推预测，如图5.7～图5.12所示，虚线左侧的数据为建模数据，右侧的数据为单点外推数据。利用本文的2.2.4节的方法求得样本集的嵌入维数，然后利用自适应SMO改进算法求得模型的其他参数C和σ。
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图5.7燃油流量自适应SMO
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图5.8高压转子自适应SMO
图5.9排气温度自适应SMO
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图5.10滑油压力自适应SMO
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图5.11VB1振动自适应SMO
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图5.12 VB2振动自适应SMO
表5.2 自适应SMO误差表
	性能参数
	C
	σ
	ARV

	∆FF
	1000
	17
	0.3268

	∆DN2
	1000
	17
	0.31776

	∆EGT
	1000
	4
	0.3216

	∆OIP
	100
	8
	0.3032

	∆VB1
	1000
	2
	0.0933

	∆VB2
	100
	8
	0.0731


通过图和表5.2的比较可以看到自适应SMO改进算法所建立的模型能对实际的发动机数据进行预测，并且预测效果理想。
通过图5.1～图5.12可以看出本文所建的自适应BPNN和自适应SMO改进模型，能够对真实的航空发动机性能参数的数据进行有效的预测。
为了进一步说明算法的有效性，利用同一飞机上编号为312818的另一发动机的性能参数进行预测，其预测效果如图5.13～5.22所示。
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图5.13.编号312818燃油流量自适应SMO
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图5.14.编号312818排气温度自适应SMO
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图5.15.编号312818滑油压力自适应SMO
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图5.16.编号312818 前机匣振动自适应SMO
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图5.17编号312818 后机匣振动自适应SMO
表5.3 312818自适应SMO误差表
	性能参数
	C
	σ
	ARV

	∆FF
	1
	0.25
	0.5314

	∆EGT
	100
	7
	0.196648

	∆OIP
	100000
	28
	0.1158

	∆VB1
	100
	8
	0.296

	∆VB2
	100
	4
	0.3882


图5.13～图5.17利用40％的数据建立模型，并对剩余的60％数据利用已有的模型进行单点外推预测，由图和表5.3进一步说明了自适应SMO改进算法所建模型，对发动机性能参数的单点预测有很高的可靠性。

将同样的数据用于本文所建的自适应BPNN模型，和上面的自适应BPNN模型的操作步骤一样，利用数据的80％建立模型，并对剩余的20％的数据进行单点外推。
通过图5.18～5.22和表5.4可以看出基于BP神经网络的自适应模型能够对发动机的性能参数进行较高精度的预测。
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图5.18编号312818的自适应BPNN燃油流量图
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图5.19编号312818的自适应BPNN排气温度图
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图5.20编号312818的自适应BPNN滑油压力图
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图5.21编号312818的自适应BPNN前机匣振动图
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图5.22编号312818的自适应BPNN后机匣振动图

表5.4 312818自适应BPNN误差表
	性能参数
	输入节点
	隐层节点
	ARV

	∆FF
	7
	15
	0.227

	∆EGT
	2
	10
	0.1427

	∆OIP
	4
	12
	0.0767

	∆VB1
	2
	10
	0.2396

	∆VB2
	4
	20
	0.254


通过如上大量数据的验证，可以看出本文所建的模型具有较高的泛化能力，并且能够对诸如发动机这类的复杂系统进行有效的预测。下面将通过发动机的光谱油样数据对模型的有效性进行更深一层次的说明。
5.2航空发动机光谱油样数据预测

油样分析数据具有明显的非等间隔性[57]。在机器的正常使用期故障率较低，采样间隔往往比较大，而在损耗阶段的故障率较高，这时往往要缩短采样的间隔，由于采样的时间间隔的不同就形成了非等间隔时间序列，另外，由于油样分析中，实际采样时间的安排本身也具有非等间隔性，难以进行完全等间隔采样。由此可见，非等间隔性具有普遍意义，等间隔时间序列只是其特殊情况。
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设所研究的时间序列为                   ，则当前状态的信息可以表示成m维的延迟矢量：
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                     (5.1)

式中，m为嵌入维数，( 为时间延迟，k为预测步数。通常取为采样间隔。由2.1节所示的Takens可以知道：假设动力系统的维数为d，如果      
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，则这种映射产生的伪相空间和系统的状态空间微分同胚，及拓扑等价，他们的动力学特性定性意义上完全相同。

由此可见，对时间序列的预测，关键在于根据已知时间序列数据，对非线性系统相空间的重构，找出从m维空间映射到一维空间的映射函数。而神经网络用于预测，就是用其来拟合这一非线性函数。

令t’=t+k(，则式(5.1)可写为：
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(5.2)

对于非等间隔数据， 
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由此可见，等间隔序列预测是非等间隔序列预测的特殊情况。下一k( 时刻的数值不仅与前m个数据的值有关，而且还与序列间的时间间隔有关，因此在建立非等间隔预测时，需要在神经网络的输入向量中考虑序列的时间间隔因素。

另外，由于航空发动机的滑油泄漏及受热蒸发等，在每次取样之间均将消耗一部分滑油，为了保证机器充分润滑，每次取样后均要对滑油进行补充。而滑油的补充经常将导致油样数据的对每次滑油添加量的相关关系。下面对两者关系进行分析。

(1)设V(mL)滑油中Fe元素的累计磨损量(ng)随时间t(小时)的变化关系为
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(2)设换油量(mL)与时间t的关系为     。

(3)i 时刻滑油中Fe元素浓度与时间的关系。
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(5.4)
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其中，                             ，       
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显然，i时刻的Fe元素浓度不仅与当前时刻的Fe元素的累计磨损量
[image: image475.wmf]Fei
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有关，还与前i-1时刻的加油量有关。由时延法，式(5.1)可写为：

(5.5)

由此可见，下一( 时刻的Fe元素浓度与以前时刻的浓度和加油量均有关系。

根据上述分析，本文建立综合考虑数据间隔信息、加油量信息的光谱油样数据的多变量神经网络预测模型。为了简化模型，加油量的时间延迟与油样数据和采样时间均为m。如图5.23所示。
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图5.23 油样分析数据的神经网络多变量预测模型

(1) 将数据间的采样时间间隔作为一个输入信息，从而形成一个既包含数据信息又包含时间间隔信息的训练样本和预测样本，这样使时间序列的间隔信息反映到了模型中。

(2) 将每次取样前的加油量△O作为一个变量，从而就形成一个既包含数据信息又包含加油信息的训练样本和预测样本。这样使加油信息反映到了模型中。

不失一般性，本文仅考虑单步预测情况，为统一解决非等间隔和受加油因素影响油样分析数据而建立的多变量预测模型是对单变量模型的推广，即需要拟合如式(5.6)所示的函数。
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(5.6)
其中 x：数据信息；n：样本序列号；m：输入延时；
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：采样间隔；
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：加油量。
利用编号为01z3221257的航空发动机从18小时到321小时的运行过程中，得到的66个光谱油样分析数据对所建立的自适应多变量神经网络模型进行验证。将数据分成两个部分，用其中的90％建模，剩余的10％用于对所建模型进行外推验证。图5.24为加油量与发动机运行时间的关系，从图中也可看出明显的非等间隔特征，其中最小间隔为1h，最大为10h。用遗传算法对神经网络进行优化得到：在训练样本比例0.9、隐层节点数50、输入节点数2下，达到了最佳预测效果，其预测值与实测值的比较结果如图5.25所示。从图中可以看出模型达到了相当高的预测精度。
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图6.14 加油量与发动机运行时间的关系

图5.24 Fe元素浓度与发动机运行时间的关系(预测值与实测值的比较)
为了进一步验证模型，利用编号为01z4323005的航空发动机从3小时到345小时的运行过程中，得到的78个光谱油样分析数据对模型进行分析。将采样数据分成两个部分，用其中的90％建模，剩余的10％用于对所建模型进行外推验证。图5.25为加油量与发动机运行时间的关系，同时从图中也可看出明显的非等间隔特征，最小间隔为1h，最大为10h。
用遗传算法对神经网络进行优化得到：在训练样本比例0.9，隐层节点数50、输入节点数2，达到了最佳预测效果，其预测值与实测值的比较结果如图5.26所示。从图中可以看出模型达到了相当高的预测精度。
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图5.25 加油量与发动机运行时间的关系
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图5.26 Fe元素浓度与发动机运行时间的关系(预测值与实测值的比较)

从图5.24和图5.26可以看出本文所建的自适应多变量神经网络模型能够对非等间隔的非线性时间序列进行有效的预测，解决了受不定期取样和加油等因素影响的复杂时间序列预测问题。
5.3 航空发动机转子碰磨数据
转子振动模拟实验台是一种用来模拟旋转机械振动的实验装置。主要用于实验室验证挠性转子轴系的强迫振动和自激振动特性。它能有效的再现大型旋转机械所产生的多种振动现象。通过不同的选择改变转子转速、轴系刚度、质量不平衡、轴承的摩擦或冲击条件以及连轴节的形式来模拟机器的运动状态，由配置的检测仪表来观察和记录其振动特性。因此，本实验台为专门从事振动测试、振动研究及大专院校有关实验室提供了有效而方便的实验手段。实验台配有电涡流传感器、光电传感器及ZXP-8型动平衡分析仪等几种测试仪表，使实验能很方便地描绘出波特图（幅值和相频特性曲线）、轴心轨迹图、频谱图、阶次谱图等。本实验装置如图5.27它是通过位移传感器和加速度传感器对数据进行采集。
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图5.27 转子试验台

由图5.27所示的转子试验台模拟碰磨故障，每隔0.0025秒对数据进行采样由此得到下面的数据。
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对转速为2400转时所采集的碰磨数据，将其80％用于建模，20％用于单点外推，利用自适应BPNN得到模型参数输入层节点为3，隐层为10。由此所得的ARV=0.2286，其效果如图5.28所示
图5.28 自适应BPNN预测2400转时的碰磨图
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同理通过转速为3516转时的采样数据对模型进行进一步验证，得到模型的参数为输入此节点数为3，隐层节点数为10，由此所得的ARV＝0.2413，其效果如图5.29所示

图5.29 自适应BPNN预测3516转时的碰磨图
由图5.28和图5.29可以看到，对于模拟的碰磨故障，利用本文所建的自适应BPNN模型能够对此类数据进行较高精度的预测，由此也说明了本文所建的BPNN模型的有效性。下面利用本文所建的另一个模型即是自适应SMO改进算法对此数据进行进一步的验证。
对转速为2400转时所采集的碰磨数据，将其30％用于建模，70％用于单点外推，由图5.30可知虚线左侧为训练样本，右侧为单步预测样本。利用自适应SMO改进算法得到模型参数为C＝10，σ＝2。同时利用2.2.4所示方法求得嵌入维数为7，由此所得的ARV=0.2798，其效果如图5.30所示。
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图5.30自适应SMO改进算法预测2400转时碰磨图
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对转速为3516转时所采集的碰磨数据，将其30％用于建模，70％用于单点外推，利用自适应SMO改进算法得到模型参数为C＝1，σ＝0.5，同时利用2.2.4所示的方法求得嵌入维数为4，由此求得的ARV= 0.1764，其效果如图5.31所示。

图5.31 自适应SMO改进算法预测3516转时的碰磨图
通过对不同转速下碰磨数据的预测可以看到，本文所建的自适应BPNN模型和自适应SMO改进算法能够对此类型数据有效预测。同时从前面的结果可以看出本文所建立的模型能够对航空发动机的性能、磨损和碰磨的状态进行监控并能进行有效的预测。
第六章 结论与展望
本文将神经网络、支持向量机及遗传算法等非经典数学方法引入非线性时间序列，进行了非线性时间序列预测的理论和应用研究。引入数据建模进行非线性时间序列分析，进行如下基础和应用研究。
分析了神经网络预测模型的预测精度影响因素，构造了结构自适应神经网络预测模型，并用国际标准数据（加拿大山猫数据和太阳黑子数据）对模型进行了验证，结果充分表明了模型的有效性。

针对神经网络泛化能力差以及训练不确定等问题，引入理论更加完善、泛化能力更强的支持向量机学习模型，构造了支持向量机预测模型，同时研究了支持向量机的模型参数对预测精度的影响情况，并在此基础上，构造了基本遗传算法的支持向量机模型参数优化算法，最后用国际标准数据（加拿大山猫数据和太阳黑子数据）对模型进行了验证，表明了算法的有效性。 
将本文方法应用于航空发动机复杂非线性系统的性能趋势分析、光谱油样分析数据建模，解决了非等间隔、多变量、小样本数据建模问题。实际的发动机数据以及转子碰磨故障产生的非线性时间序列预测进行验证。

在本文的研究过程中还发现了一些相关理论和应用问题有待开展进一步的工作，建议继续研究的主要内容有：

非线性时间序列的混沌特征需要进一步计算，以判别时间序列的混沌度，利用相关维数估计时间延迟时，相关维数估算时的繁复使得它的计算时间加大，难以实现自动计算，需要进一步研究如何提高算法的速度和自适应性。
航空发动机性能趋势预测技术的实用化需要进一步研究，以弥补目前民航发动机性能趋势分析不能实现数据预测未来时刻变化值的不足。
航空发动机油样光谱数据是有数据少，增长趋势快等特点，如何有效预测这种数据是有重要意义的。
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