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摘  要

基于核的主成分分析(Kernel Principle Component Analysis：KPCA)是目前国际上流行的一种特征提取新方法，它是利用核技巧对经典的主成分分析法(Principle Component Analysis)进行的一种非线性推广。与传统主成分分析法相比，KPCA具有能有效捕捉数据的非线性特征、对原始空间中数据的分布情况没有要求等优点，因此它在诸多领域的应用取得很好的效果。本文研究了KPCA方法，并将其应用于工业图像检测及故障诊断领域，取得了良好的效果。

第一，详细论述了主成分分析PCA的原理。引入了奇异值分解（SVD）定理解决PCA方法在特征值和特征向量计算量大的问题。并用人脸图像验证了方法的正确有效性。

第二，讨论了核方法的基本原理以及几种常用的典型核函数，并将核方法与PCA方法结合，阐述了基于核主成分分析(KPCA)的特征提取方法，比较了KPCA与PCA相比的优点，指出对其应用研究的重要性。

第三，将KPCA方法分别引入到香烟条包端面透明纸图像的损伤检测以及航空发动机滑油滤图像的磨损特征提取中。本文通过对比实验分析，发现KPCA不仅实现了降维，而且能取得比PCA更好的识别性能，验证了KPCA方法在图像特征提取方面的优越性。
第四，将KPCA应用于转子故障诊断，提出了基于KPCA的转子故障特征提取方法。该方法通过核函数映射将转子故障的非线性问题转换成高维的线性特征空间，然后对高维空间中的映射数据作主元分析，提取其非线性特征，对4种转子故障（不平衡、不对中、碰摩和油膜涡动）进行识别验证，并与PCA方法、传统频谱分析以及小波分析的特征提取方法进行了对比分析。实验结果表明，核主成分分析（KPCA）能更好地提取出转子故障的非线性特征。
关键词：特征提取，核主成分分析（KPCA），主成分分析（PCA），核方法，图像检测，转子，故障诊断。
Abstract
Kernel-based Principle Component Analysis (KPCA) is a newly proposed feature extraction method which generalizes principle component analysis (PCA) to the nonlinear case by use of kernel trick. Kernel PCA can effectively extract nonlinear features of data set. Moreover, compared to PCA, it has no constraint on data distribution in original space and no increase in computational complexity. So Kernel PCA has been widely used in many fields. In this paper, Kernel PCA is used in industrial image detection and fault diagnosis field, and it achieves good results.

Firstly, we discuss the principle of principal component analysis (PCA) in detail. In order to solve the problem about large calculation of eigenvalue and eigenvector in PCA method, we introduce the singular value decomposition (SVD) theorem. Then, we use face images to prove that the method is correct and valid.

Secondly, we discuss the basic principle of kernel method and several common kernel function. By combining kernel method with PCA method, we describe the feature extraction method based on KPCA. Finally, we compare KPCA method with PCA method, indicate the importance of its application research.

Thirdly, we introduce KPCA method to the damage detection of cigarette packing face cellophane and the feature extraction of aero-engine oil filter image. By comparing the experimental analysis, we find KPCA can not only carry out dimension reduction, but also achieve better recognition performance than the PCA. Then, we prove that the KPCA method is superior in the image feature extraction.

Fourthly, we propose the rotor fault feature extraction method which bases on KPCA. In this method, the non-linear problem of rotor fault is transformed into a higher dimensional linear feature space by kernel function map. Then the PCA method is used to high dimensional space to extract the nonlinear features. The 4 classes rotor fault(imbalance, misalignment, rub-impact, oil whipping) can be recognized by these nonlinear features. At the same time, the recognition effect of the PCA method, traditional spectrum analysis method, wavelet analysis method and KPCA method are compared. The results indicate that the KPCA method can extract the nonlinear feature of rotor fault pattern better.
Keywords: Feature extraction; kernel principle component analysis; principle component analysis; kernel method; image detection; rotor; fault diagnosis.
目  录
1第一章 绪论


11.1研究意义


21.2基于主成分分析PCA方法的特征提取研究现状


41.3核主成分分析KPCA方法的研究现状


51.4本文主要研究内容


7第二章 主成分分析PCA原理


72.1离散Karhumen-Loeve变换


72.1.1离散K-L展开式


92.1.2基于K-L变换的特征提取


112.2奇异值分解(SVD)


122.3最近邻算法


122.4基于PCA的人脸特征识别


142.5本章小结


15第三章 核主成分分析KPCA原理


153.1核方法简介


173.2基于核的主成分分析方法(KPCA)


173.2.1核主成分分析的概念


173.2.2核主成分分析的原理


193.2.3核主成分分析算法的执行步骤


203.2.4核主成分分析的特性


203.3基于KPCA的人脸特征识别


223.4本章小结


23第四章 KPCA在香烟条包端面透明纸中的应用研究


234.1香烟条包外观图像在线检测系统


234.1.1 图像检测系统介绍


244.1.2 光源系统


244.1.3 相机


254.1.4 图像采集卡


254.1.5触发系统


264.1.6 剔出装置


264.2透明纸图像损伤特点分析


274.3实验结果与分析


314.4本章小结


32第五章 KPCA在航空发动机滑油滤图像中的应用研究


325.1航空发动机滑油滤常见故障及图像特征分析


325.1.1 概述


335.1.2滑油滤常见故障及图像特征分析


345.2发动机滑油滤监控系统


345.2.1滑油滤清洗和磨屑收集装置


365.2.2滑油滤磨屑图像采集系统


375.3实验结果与分析


425.4本章小结


43第六章 KPCA在航空发动机转子故障诊断中的应用研究


436.1转子故障模拟实验台系统


436.1.1ZT-3多功能转子故障模拟实验台


446.1.2 数据采集及分析系统


456.1.3 ZT-3型转子振动实验台故障实验


456.2基于核主成分分析（KPCA）的转子故障特征提取


466.2.1 转子故障信号频谱预处理


486.2.2 实验结果与分析


526.3本章小结


53第七章 总结与展望


537.1总结


537.2展望


55参考文献


60致 谢


61在学期间的研究成果及发表的学术论文





图表清单
图2.1 ORL人脸数据库中的部分人脸图像…………………………………………………………13
图3.1核方法框架示意图……………………………………………………………………………15
图3.2 KPCA算法流程图………………………………………………………………………………19
图4.1图像检测系统原理图…………………………………………………………………………23
图4.2 VS-808HC微型彩色高清工业摄像机实物图…………………………………………………25
图4.3 MV-E8800 PCI-E 8路高清实时图像采集卡实物图…………………………………………25
图4.4 PCA与KPCA各主元累积贡献率比较图………………………………………………………28
图5.1航空发动机主滑油滤位置示意图……………………………………………………………32
图5.2滑油滤及金属屑图像…………………………………………………………………………33
图5.3滑油滤图像……………………………………………………………………………………33
图5.4滑油滤清洗和磨屑收集系统结构原理图……………………………………………………35
图5.5滑油滤清洗和磨屑收集系统实物图…………………………………………………………35
图5.6滑油滤清洗装备结构设计图…………………………………………………………………36
图5.7带磁环的滑油滤磨屑图像……………………………………………………………………37
图5.8取下磁环的滑油滤磨屑图像…………………………………………………………………37
图5.9 DH－HV02系列数字摄像机实物图……………………………………………………………37
图5.10正常滑油滤典型图像 ………………………………………………………………………38

图5.11异常滑油滤典型图像 ………………………………………………………………………38

图5.12 PCA与KPCA各主元累积贡献率比较图……………………………………………………39
图6.1 ZT-3多功能转子模拟实验台…………………………………………………………………43
图6.2 ZT-3多功能转子故障模拟实验台……………………………………………………………44
图6.3实验装置信号采集原理图……………………………………………………………………44
图6.4 不平衡故障信预处理后的频谱(100个点) …………………………………………………47
图6.5 不对中故障信预处理后的频谱(100个点)…………………………………………………47
图6.6 碰摩故障信预处理后的频谱(100个点)……………………………………………………47
图6.7 油膜涡动故障信预处理后的频谱(100个点)………………………………………………47
图6.8 PCA的主元方向特征矢量的投影图…………………………………………………………50
图6.9 KPCA1的主元方向特征矢量的投影图………………………………………………………50
图6.10 KPCA2的主元方向特征矢量的投影图………………………………………………………50
图6.11 KPCA3的主元方向特征矢量的投影图………………………………………………………50
表2.1 PCA在最近邻分类器下不同的特征维数对应的识别结果…………………………………14
表2.2在最近邻分类器下不同的方法识别效果比较………………………………………………14
表3.1特征维数为170时不同的核函数及参数下KPCA对应的识别结果…………………………20

表3.2特征维数为110时不同的核函数及参数下KPCA对应的识别结果…………………………20

表3.3特征维数为71时不同的核函数及参数下KPCA对应的识别结果…………………………21

表3.4特征维数为47时不同的核函数及参数下KPCA对应的识别结果…………………………21

表3.5在最近邻分类器下不同的方法识别效果比较………………………………………………21

表4.1各类香烟条包端面透明纸典型图像…………………………………………………………27
表4.2 PCA与KPCA的效果对比………………………………………………………………………29
表4.3 特征维数为30时不同的核函数及参数下KPCA对应的识别结果…………………………30
表4.4 特征维数为20时不同的核函数及参数下KPCA对应的识别结果…………………………30
表4.5 特征维数为10时不同的核函数及参数下KPCA对应的识别结果…………………………30
表4.6 特征维数为8时不同的核函数及参数下KPCA对应的识别结果 …………………………30
表4.7 PCA在不同的特征维数对应的识别结果……………………………………………………31
表4.8在最近邻分类器下不同的方法识别效果比较………………………………………………31
表5.1 因金属屑故障返厂检修的4台发动机情况…………………………………………………34

表5.2 PCA与KPCA的效果对比………………………………………………………………………39
表5.3特征维数为80时不同的核函数及参数下KPCA对应的识别结果…………………………40
表5.4特征维数为40时不同的核函数及参数下KPCA对应的识别结果…………………………40
表5.5特征维数为20时不同的核函数及参数下KPCA对应的识别结果…………………………41

表5.6特征维数为10时不同的核函数及参数下KPCA对应的识别结果…………………………41

表5.7 PCA在不同的特征维数对应的识别结果……………………………………………………41
表5.8在最近邻分类器下不同的方法识别效果比较………………………………………………42

表6.1 PCA与KPCA的效果对比………………………………………………………………………48
表6.2特征维数为14时不同的核函数及参数下KPCA对应的识别结果…………………………49
表6.3特征维数为6时不同的核函数及参数下KPCA对应的识别结果……………………………49
表6.4特征维数为4时不同的核函数及参数下KPCA对应的识别结果……………………………49
表6.5特征维数为3时不同的核函数及参数下KPCA对应的识别结果……………………………49
表6.6 PCA在不同的特征维数对应的识别结果……………………………………………………50
表6.7在最近邻分类器下不同的方法识别比较……………………………………………………52
注释表
Analog Digital Conversion(A/D)：模数转换

Central Process Unit(CPU)：中央处理单元
Charge Coupled Device(CCD)：电荷耦合器件
Digital Signal Processing(DSP)：数字信号处理
Fisher Discriminant(FD)：费舍尔判据
Fast Fourier Transformation (FFT)：快速傅立叶变换

Independent Component Analysis(ICA)：独立分量分析

Kernel Fisher Discriminant(KFD)：核费舍尔判据
Kernel Principle Component Analysis(KPCA)：核主成分分析

Kernel Projection Pursuit(KPP)：核投影寻踪
Linear Discriminant Analysis(LDA)：线性鉴别分析
Light Emitting Diode(LED)：发光二极管
Multilayer Perceptron(MLP)：多层感知器
Neural Network (NN)：神经网络

Peripheral Component Interconnect(PCI)：外设组件互连
Principle Component Analysis(PCA)：主成分分析
Probability Density Function(PDF)：概率密度函数
Programmable Logic Controller(PLC)：可编程控制器
Projection Pursuit(PP)：投影寻踪

Power Spectral Density(PSD)：功率谱密度
Radial Basis Function(RBF)：径向基函数
Singular Value Decomposition(SVD)：奇异值分解定理
Support Vector Machine (SVM)：支持向量机

Support Vector Regression (SVR)：支持向量回归
第一章 绪论
1.1研究意义
基于核的主成分分析(Kernel Principle Component Analysis：KPCA)是目前国际上提出的一种新的非线性主成分分析方法[1]，即利用核技巧对经典的主成分分析法(Principle Component Analysis)进行的一种非线性推广，它能有效地捕捉数据的非线性特征。该方法引起了各个领域中的科学研究人员的重视，一方面：特征提取一直都是模式识别、数据压缩、图像处理等领域的关键工作。由于在很多实际问题中常常不容易找到那些最重要的特征，或受条件限制不能对它们进行测量，这就使特征选择和提取的问题复杂化而成为最困难的任务之一。而KPCA为复杂特征的提取研究提供了一种新的思路；另一方面：大量的现实应用需要利用待处理对象的非线性特征才能取得更好的效果。KPCA正是一种非线性方法，它能有效的提取非线性特征，相较于传统的一些算法而言，具有更广的实际应用及计算简便等优点。因而，基于核的主成分分析是目前研究的一个热点问题。

信息时代使得人类面临分析或处理各种大规模数据信息的要求，例如一个文字图像可以有几千个数据，一个心电图波形也可能上几千个数据，一个卫星遥感图像的数据量就更大了。由于实际问题中对象的特征数量相当大，很容易就达到了几百维甚至上千维，因此直接对这样的原始对象进行存贮和处理都导致效率低下，这对很多实际问题而言就失去了实用意义。我们注意到，针对特定的应用，并不需要利用对象的所有特征，因为有大量的特征并不能反映对象的本质，甚至有时冗余的特征会成为后续处理的障碍，所以，我们需要对原始数据进行变换，得到最能反映其本质的特征，一方面将描述问题的特征维数进行削减，对大量的数据进行压缩和概括，另一方面也有利于提高后续处理的效率和性能。

在科学文献中，讨论特征提取的分析方法很多，如主成分分析（PCA）[2-6]、独立分量分析（ICA）[7-10]、基于欧氏距离测度的特征提取法[11-13]、基于概率距离判据的特征提取法[14]等。所有这些方法都是在输入空间选取特征的，所以往往要求原始数据的分布满足一定的条件才能取得比较好的效果，这就大大限制了这些方法的实用性。另一方面，由于没有针对特征做任何的非线性处理，所以这些方法只能提取数据的线性特征，而对于提取对实际需求更有用的非线性特征却无能为力。因此，探索对原始数据分布没有特定要求的并且能提取非线性特征的方法一直是很有意义的研究问题，正是如此，Scholkopf和Muller提出的KPCA方法才得到人们的如此关注。
在机械状态监测和故障诊断中，特征提取是故障诊断的关键步骤，因此，研究KPCA在故障诊断领域的应用具有重要的理论意义和工程应用价值。

1.2基于主成分分析PCA方法的特征提取研究现状

有关主成分分析(Principal Component Analysis，简称PCA)的理论与方法，K. Fukunaga早在1972年出版的专著“Introduction to Statistical Recognition”中就做了系统的阐述。Fukunaga[15]和Young[16]等人都曾对该方法做过较深入的研究，并讨论了作为线性特征提取方法的稳定性问题。

主成分分析(PCA)最早由Pearson于1901年提出，随后大量的文献对其作了深入的研究，使其理论逐步完善[17]。主成分分析方法是模式识别中常用的一种线性映射方法，是基于数据信号二阶统计特性的分析方法。该方法将多个相关变量简化为几个不相关变量线性组合，在保证数据信息丢失最少的原则下，经线性变换和舍弃一部分信息，以少数新的变量取代原来的多维变量，从而实现对高维变量空间到低维空间的映射。

从代数学观点看PCA的基本思想就是设法将原来众多具有一定相关性的指标，重新组合成一组新的相互无关的综合指标来代替原来的指标。而从几何上看，这些线性组合正是把
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构成的坐标系旋转产生的新坐标系，新坐标轴使之通过样品方差最大的方向。或者说PCA就是寻找一个最佳子空间，当多维数据在该子空间进行投影后，所得分量具有最大方差，同时，当用主元对原始数据进行重构时，在最小均方误差意义下逼近效果最佳。

在过去的几十年里，人们对主成分分析方法作了大量的研究，并在图像识别[2-6]以及故障监控和诊断[18-21]等领域均有大量的应用。
主成分分析的应用研究最早主要是利用PCA良好的降维能力，可以把多维特征压缩到少数几维[22]，这样因为减少了噪声等其他干扰成分，突出了有用的信息特征，更加有利于运用神经网络、支持向量机等智能方法进行状态分类[23]。杨杰等人[24]采用PCA对润扬长江大桥北汉斜拉桥的频响函数进行了有效降维，并根据降维后的主分量重构了结构频响，误差分析表明可以用较少的主元向量来综合表征高维的结构频响函数。

人脸识别方面，Kirby和Sirovich[25]等人讨论了利用PCA进行人脸图像的最优表示问题。接着，Turk和Pentland[26,27]探讨了这种表示的物理意义。他们惊奇的发现，K-L展开后的特征向量在还原成图像矩阵时，竟然是一张张标准化的人脸。采用K-L展开表示人脸的本质被揭示了出来，即用一系列标准的人脸图像(由特征向量构成，故被形象地称为特征脸，即Eigenface)通过加权叠加来表示人脸。用这些表示系数作为人脸的特征进行分类识别。这就是著名的特征脸(Eigenfaces)方法。Turk and Pentland在文献[26]的实验中使用2500个人脸图像的数据库，每类人脸包括3种不同的照明亮度、脸部方向和脸部尺寸的变化，对于这3种变化的识别率分别为88%、85%和64%。随后，他们又建立了一个由3000人的7562幅图片组成的图像集并按照性别、种族、年龄层次等分类[27]。实验显示，对成年白人和黑人的识别率分别为89%和88%，而亚洲成年人只有80%的识别率。PCA在人脸识别领域成功应用的一个重要理论基础是：已较好地解决了协方差矩阵的特征向量的求解问题。人脸识别是一个典型的高维小样本问题，即人脸图像矢量的维数一般较高，比如，在ORL标准人脸库中分辨率为112×92的人脸图像(作为图像而言，这一分辨率并不算高)，其对应的图像矢量特征空间高达10304维，在如此高维的图像空间内，按照通常的算法，计算样本的协方差矩阵的特征向量，其时空复杂度是可想而知的。同时，在人脸识别问题中，由于客观条件的限制，训练样本的数目一般较小，通常，训练样本的总数远远小于人脸图像矢量的维数。针对高维小样本的情况，求解特征向量所采取算法[28]的基本思想是，将高维的问题转化为低维的问题加以解决。最近，杨建、杨静宇等[29]又进一步发展了传统的线性投影分析方法，提出了直接基于矩阵的图像主成分分析和直接基于图像矩阵的二维线性鉴别分析方法。

利用PCA进行故障诊断的研究也是一个重要方向。Malhi等提出一种基于PCA的特征提取方案来保证从多域特征中选择出最有效的两个特征来进行轴承状态监测的故障分类[30]。Yan[31]利用PCA方法对不同时刻测得的固有频率数据进行提取，以消除环境因素的影响，提高识别的可靠性。李加文[32]提出了一种基于频域盲解卷的噪声信号分离算法，先对给定的每一个频率点执行瞬时混合盲解卷算法，获得噪声源的基本估计，然后再经过主成分分析和第二次盲源分离，仿真实验证实该算法能有效地分离机械噪声信号。Yoon和MacGregor[33]提出利用PCA获取稳态时主分量空间和残差空间中的故障特性向量作为故障模式，然后计算新检测故障数据的特性向量与已知故障特性向量间的夹角，实现与故障库中故障的隔离。Ku等[34]为每一故障模式建立一个PCA统计模型，通过分析新检测到的故障数据在PCA模型下的统计分布特性，并与已有的故障模式进行对比，确定故障的类型或定位故障源。杨晓楠等人[35]提出了基于主成分分析法的概率神经网络损伤定位方法，运用该方法不仅输入矢量数目和训练时间减少，而且可以极大地提高损伤定位的识别精度。按方差最大化的准则从过程数据中获取过程的主元信息或对过程变量的协方差矩阵进行奇异值分解获得过程的主元特征信号，并以此建立基于PCA的过程统计模型[36]。主元特征信号的数目可按照一定的准则来确定，然后分别构造出基于主元特征子空间信息的过程统计量和基于残差子空间信息的过程监控量，最后确定正常工况下统计量的控制限，进而对过程进行实时监控。

主元分析方法是一种非常有效的方法，但PCA方法在对数据的处理过程中是根据观测数据的协方差矩阵进行计算的，只涉及到数据的协方差矩阵，即二阶统计特性，并未考虑到数据的高阶统计特性，所以变换后的数据间仍有可能存在高阶冗余信息。并且，主元分析方法仅解除了数据间的相关性，并未对其非线性问题进行相应的分析，这使得基于主元分析的在故障诊断中的应用不是很理想。为此引入一种基于核的主成分分析(Kernel Principle Component Analysis)方法。
1.3核主成分分析KPCA方法的研究现状

核主成分分析(KPCA)的基本思想为：首先通过非线性映射将非线性可分的原始样本输入空间变换到一个线性可分的高维特征空间，然后在这个新的空间中完成主成分分析，为避免“维数灾难”问题，引用SVM中的核技术，即用满足Mercer条件的核函数来替换特征空间中样本的内积运算。由此，在特征空间中，KPCA不仅具备了主成分分析(PCA)所有的数学特性，而且还有其独特的优点[1]：

(1)当使用相同主成分时，KPCA比PCA能提供更优的识别性能。

(2)KPCA可以通过提供比线性情形更多的成分进一步提高识别性能，也就是说，KPCA可以提取超过原始输入空间维数的成分，假设样本数m大于原始输入空间维数n，线性PCA最多只能求出n个不为零的特征值，而KPCA最多可以提取m个非零特征值，这对于线性PCA来说是不可能的。

(3)KPCA的计算复杂度并不因变换空间的维数迅速增加而加大，它仅与原始输入空间的维数有关，而与变换空间的维数无关。

由于KPCA有以上优点，所以其思想已经被世界上广大的科研人员所接受，目前已经应用到人脸识别[37-39]，图像识别[40-43]以及故障监控和诊断[44-49]等领域。

人脸识别方面，在2002年Kim把KPCA应用于人脸识别中[37]，实验结果说明KPCA比PCA有较好的识别性能。Yang把KPCA用于人脸识别领域提出了“Kernel Eigenfaces”方法[38]，不仅有效地降低了人脸图像特征维数，而且考虑了包含图像像素间的非线性关系的高阶统计信息，在Yale大学人脸库和ORL人脸库上都说明了该方法的有效性。Yang等在他提出的组合Fisherface框架中[39]，首先利用PCA和KPCA抽取同一对象的两类不同特征，并认为这两类不同特征对于图像识别来说是互补的，然后通过一个复向量将PCA特征和KPCA特征融合在一起，再经过复Fisher鉴别分析进行第二次特征抽取。赵提出了基于类内散布的最优Kernel PCA展开方法，在ORL人脸图像数据库上的识别结果也证明了该方法的有效性[50]。Sang-Woon等[51]提出基于KPCA的非线性子空间分类方法，在保证分类精度的前提下，采用原型样本选取方法，提高算法效率。Jian Yang 等[52]提出KPCA+LDA分类策略，并成功应用于手写数字的识别和人脸的识别。

作为一种有效的非线性特征提取技术，KPCA人脸识别研究方面得到成功应用之后，在故障诊断领域的研究也有了很大进展，Jong-Min Lee 等[45]提出基于KPCA的非线性过程的监控方法，定义了SPE和T2统计量，给出了故障控制限的计算方法，并成功应用于废水处理过程的检测。Cho等[46]和Choi等[47]对非线性系统中的故障识别进行了一定研究，另外基于KPCA的过程监控技术和多向PCA结合，Jong-Min Lee 等[48]提出基于KPCA的间歇生产过程的故障检测方法，并应用于青霉素生产过程的质量监控。SangWook Choi等[49]进一步提出了基于动态KPCA的非线性过程的监控方法。李巍华等[53]利用KPCA方法降低原始特征空间的维数，有效地识别出齿轮裂纹故障，并对不同的故障模式进行了正确分类，实验证明与传统的线性主元分析方法相比，核函数主元分析对于机械故障的非线性特征更为敏感，更适于非线性数据的处理。此后出现了一些沿用这个思路在时域或频域统计特征基础上提取KPCA特征进行齿轮状态监测和辨识的研究[54,55]。Yan等针对一个设备系统的多个轴承测取的振动和噪声信号，利用KPCA提取的非线性信息建立了一个正常状态的模型，利用Q-统计量来监测设备状态的变化，以进行故障检测[56]。Achmad Widodo等在对感应电机的故障诊断研究中，也利用KPCA对振动信号多域特征进行了特征压缩和提取，并利用支持向量机进行了多故障模式分类，显示了良好的效果[57]。然而，至今此方面的研究还不多，研究内容的广度和深度还有待进一步开发。

本文基于核的主成分分析思想，在研究KPCA算法的基础上，将其应用于香烟条包端面透明纸图像损伤检测，航空发动机滑油滤图像磨损状态识别以及航空发动机转子故障诊断领域研究，并与传统方法进行了比较，表明了该方法在工业图像检测和转子故障诊断领域具有巨大的应用前景。
1.4本文主要研究内容

本文主要包括以下几个方面的内容：

第一章：讨论了目前国内外基于主成分分析PCA方法的特征提取研究现状和核主成分分析KPCA方法的研究现状，以及本文的主要研究内容。

第二章：详细论述了主成分分析的建立的基础离散Karhumen-Loeve变换，介绍了离散K-L展开式，基于K-L变换的特征提取等内容。介绍了奇异值分解（SVD）定理，以解决特征值和特征向量计算量大的问题，同时又简单介绍了特征提取后，用于分类的最近邻算法。然后将主成分分析引入人脸识别中，并通过实验验证了基于主成分分析的人脸识别的有效性。

第三章：引入了核方法，介绍了核方法的概念以及基本原理，并介绍了几种常用的典型核函数。并将核方法与PCA方法结合，阐述了基于核主成分分析(KPCA)的方法，并对核主成分分析(KPCA)的概念，基本原理，执行步骤，以及与PCA相比的优良特性进行了叙述。
第四、五章：分别讨论了KPCA在香烟条包端面透明纸图像和航空发动机滑油滤图像中的特征提取研究。可以看出，PCA方法只考虑了图像数据的二阶统计信息，未能利用数据中的高阶统计信息，忽略了多个像素间的非线性相关性。研究表明，一幅图像的高阶统计往往包含了图像边缘或曲线的多个像素间的非线性关系。由于非线性映射
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的引入，KPCA实际上利用了输入样本的部分高阶统计特性，考虑了图像像素之间的非线性关系。通过用PCA方法和KPCA方法分别对香烟条包端面透明纸图像和航空发动机滑油滤图像作对比实验，验证了KPCA方法的优越性。

第六章：与传统的线性主元分析方法PCA相比，核主成分分析（KPCA）对于转子故障的非线性特征更为敏感，更适于非线性数据的处理。基于核主成分分析（KPCA）的这一优势，提出了基于核主成分分析（KPCA）的转子故障特征提取方法，通过对转子4种故障模式（不平衡、不对中、碰摩和油膜涡动）进行识别，并与PCA方法、频谱分析以及小波分析的特征提取方法进行了对比。实验结果表明了核主成分分析（KPCA）方法在特征提取方面的优势。

第七章：对本文的工作进行总结，并展望今后需进一步研究的工作。

第二章 主成分分析PCA原理
主成分分析(PCA：Principle Component Analysis)是应用最广泛的一种特征提取方法之一，它是一种统计学方法，在信号处理、模式识别、数字图像处理等领域已经得到了广泛的应用。主成分分析方法基本思想是提取出空间原始数据中的主要特征(主元)，减少数据冗余，使得数据在一个低维的特征空间被处理，同时保持原始数据的绝大部分的信息，从而解决数据空间维数过高的瓶颈问题。PCA建立在Karhunen-loeve展开式(简称K-L展开式)的基础上。
2.1离散Karhumen-Loeve变换

离散K-L变换是Karhunen和Loeve两人对连续随机过程作级数展开而引出的。随机图像序列是由Hotelling首先研究出的主分量方法，实际上它是K-L级数展开的离散等效方法。因此这种方法有多种称谓，如K-L变换、Hotelling变换、特征向量变换、主成分分析等。这种变换不像傅立叶变换、离散余弦变换等正交变换，那些变换的变换核是固定不变的，而K-L变换则随各集合图像的统计性质不同而有不同的变换核矩阵，即变换核矩阵是由某集合图像的统计性质来确定的。因此离散K-L变换是一种基于图像统计特征的变换。

一个非周期性随机过程不能用具有互不相关的随机傅立叶系数的傅立叶级数表示，但是可以用具有互不相关系数的正交函数
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级数展开，这种展开方法就是K-L展开式。
2.1.1离散K-L展开式

K-L变换，是一种常用的正交变换，其作用是减小相关性，突出差异性。假设x为
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维的随机向量，x可以用
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个正交基向量的加权和来表示：
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式中，
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为加权系数；
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为正交基向量，满足
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式（2.1）用矩阵形式表示为
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式中，
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考虑到
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为正交矩阵，由
[image: image17.wmf]Φα

x

=

，得


[image: image18.wmf]x

Φ

α

T

=

                                      （2.5）

即


[image: image19.wmf]x

T

j

j

j

a

=

   
[image: image20.wmf](

)

n

j

,

,

2

,

1

L

=

                         （2.6）

我们希望向量
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的各个分量间互不相关。那么如何保证
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的各个分量间互不相关呢？这主要取决于如何选择正交向量集
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设随机向量
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的总体自相关矩阵为
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将
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要求向量
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的各个分量间互不相关，即应满足下列关系：
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写成矩阵的形式
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则
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两边右乘
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因
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是正交矩阵，所以得
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可以看出，
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l

是x的自相关矩阵
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的本征值，
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j

是对应的本征向量。因为
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是实对称矩阵，其不同本征值对应的本征向量应正交。

综上所述，K-L展开式的系数可用下列步骤求出：

(1)求出随机向量
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的自相关矩阵


[image: image44.wmf]{

}

T

E

xx

R

=

。

(2)求出自相关矩阵
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的本征值
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(3)展开式系数即为
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2.1.2基于K-L变换的特征提取

特征提取就是通过某种数学变换，把n个特征压缩为m个特征，即
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式(2.14)中x是具有n个特征的向量；变换矩阵A是一个
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阶的矩阵；经变换后的向量y是m维的，
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。可见，与特征选择简单的舍弃部分相比，特征提取力图尽可能地保留原来全体特征信息。

特征提取的关键问题是求出最佳的变换矩阵，使得变换后的m维模式空间中，类别可分性准则值最大。

从
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个本征向量中取出
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个组成变换矩阵
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这时
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个本征向量构成变换矩阵
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，使降维的新向量在最小均方误差准则下接近原来的向量
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对式（2.1），现在只取m项，对略去的项用预先选定的常数
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由此产生的误差为
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均方误差为
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要使
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所以
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这就是说，对于省略掉的那些
[image: image76.wmf]α

中的分量，应该用它们的期望值来代替。

如果在K-L变换前，将模式总体的均值向量作为新坐标的原点，即在新坐标系中，
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这样由式（2.18）给出的均方误差变为


[image: image79.wmf][

]

(

)

(

)

[

]

[

]

å

å

å

å

å

+

=

+

=

+

=

+

=

+

=

=

=

=

=

=

n

m

j

j

n

m

j

j

T

j

n

m

j

j

T

T

j

n

m

j

T

T

j

T

j

n

m

j

j

E

E

E

1

1

1

1

1

2

2

l

j

j

j

j

j

j

a

e

R

xx

x

x

   （2.22）

式中，
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对应的本征向量，显然所选的
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值越小，均方误差也越小。因此可以据此定义特征提取后的能量保持率
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（通常取大于85%），即特征提取后需要满足
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综上所述，基于K-L变换的特征提取的步骤如下[58]：

1）平移坐标系，将模式总体的均值向量作为新坐标系的原点；

2）求出自相关矩阵
[image: image89.wmf]R

；

3）求出
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的本征值
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4）将本征值按从大到小排序，如
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个大的本征值所对应的本征向量构成变换矩阵
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5）将
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维的原向量变换成
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维的新向量
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K-L变换适用于任何概率分布，它是在均方误差最小的意义下获得数据维数的最佳变换。如果采用大本征值对应的本征向量构成变换矩阵，则能保留原样本中方差最大的数据分量，所以K-L变换起了减小相关性、突出差异性的效果，因此K-L变换也称为主分量变换或主成分分析。

由于K-L变换[59]前后的矢量信号的个数是相同的，但变换后的各分量与变换前的分量值是不一样的，变换后出现了若干个很小值。这就使得我们能够在保留主要分类信息的基础上降低特征的维数[60]。若要用于数据压缩，就要删除一些能量较小的分量，而且在最小均方误差的意义上，这种变换是最优的。

主特征有以下性质:

1.由映射的线性性及变换矩阵的正交归一化性不难证明，属于测量空间的任一模式都有唯一的特征矢量与之对应，这一特性说明模式的变换没有丢失分类的主要信息。

2.主特征具有稳定性。即当输入矢量有微小变化时，其对应的主特征变化将小于输入模式的变化。这一特性说明对图像噪声等因素引起的图像灰度变化有不敏感性，所以可以放宽对输入图像的要求。

3.经过映射随着空间维数的降低，模式之间的距离也得到减小，从而避免了在多维空间上进行分类的复杂性。

4.经过映射，分类空间从欧氏空间转移到了马氏空间，这种消除了模式间相关性的分类空间极大地降低了错分率。

5.主特征具有重建图像的能力。由于主特征的获得是以重建误差最小为条件的，所以主特征具有重建能力是肯定的。其重建图像的质量与所用的主分量的多少有关。
2.2奇异值分解(SVD)

K-L变换的核心过程是计算特征值和特征向量。为了求
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的特征值和正交归一化的特征向量，直接计算时，计算量一般都比较大。如果不能有效地降低计算量，将使学习工作花上很长的时间，为此引出了下面奇异值分解(Singular Value Decomposition, SVD)定理。
奇异值分解定理(SVD): 设A是一个秩为
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其中:
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的特征向量。上述分解称为矩阵
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的奇异值分解(Singular Value Decomposition, 简称SVD)，
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的奇异值。
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由于
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可表示为
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其中：             
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故，构造矩阵：
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容易求出其特征值
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显然，它是通过计算较低维矩阵
[image: image132.wmf]R

的特征值与特征向量而间接求出的。实际上是将计算
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的特征值和对应的特征向量的问题转化为求较低维的
[image: image134.wmf]A
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的特征值和对应的特征向量的问题。
与图像识别有关的SVD主要理论特征如下:

(1)图像的奇异值具有良好的稳定性，当图像有小的扰动时，奇异值的变化不大。

(2)奇异值表示了图像的代数特征，在某种程度上，SVD特征同时拥有代数与几何两方面的不变性。
2.3最近邻算法

在识别阶段本文用的是最近邻分类器[61]，进行在不同特征维数下的识别。

最近邻的基本思想很简单，设有一组n个样本：
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每个样本都已标以类别标志。如果在这n个样本中与待分类样本X相距最近的一个样本为
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也可以用判别函数来说明最近邻法。设有c类模式样本
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于是决策法则就是：

             若有
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 EMBED Equation.3  [image: image143.wmf]j
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，则把X分到第i类中。
2.4基于PCA的人脸特征识别

实验利用ORL人脸数据库对PCA特征提取方法进行了验证。该数据库是剑桥大学贝尔实验室1994年制作，用于测试人脸识别算法的人脸图像数据库。该数据库包括40个人的不同表情、姿势的400幅人脸图像，所有的图像是92×112像素，256级的灰度图像。实验时，将每个人的5幅图像作为训练集，另外5幅图像作为测试集，这样训练集共有200幅图像，测试集共有200幅图像，但训练集和测试集图像不重合。进行特征提取前，若将每个脸图像变成10304×1的列向量，则训练集和测试集分别为
[image: image144.wmf]test
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。图2.1是实验中使用的部分人脸图像。

实验时，首先对上述的训练集
[image: image145.wmf]train
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进行主分量的提取，并找出对应于前r个最大特征值的特征向量，而测试集和训练集的向量在这r个特征向量上的投影系数就是PCA提取的特征向量。
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表2.1为ORL人脸数据库在最近邻分类器下不同的特征维数对应的识别结果，从表2.1可以看出，在各种能量保持率下，通过PCA获取的人脸特征识别率均达到85%以上，其中特征维数在70以上（即能量保持率在90%以上）的识别率最高，达到88%。
表2.1 PCA在最近邻分类器下不同的特征维数对应的识别结果
	能量保持率
	99%
	95%
	90%
	85%

	特征维数
	170
	110
	71
	47

	识别率
	87.5%
	87%
	88%
	86.5%


为了进一步验证PCA在特征提取中的有效性，与无特征提取方法（直接利用原始数据形成样本）在最近邻分类器下的识别效果进行了对比。其识别率和CPU平均计算时间分别列于表2.2。
表2.2在最近邻分类器下不同的方法识别效果比较
	方法
	识别率
	CPU平均计算时间

	无特征提取方法
	84.5%
	1555.5ms

	PCA
	88%
	18.9ms


从表2.2可以看出，PCA方法与无特征提取方法相比，计算时间得到了大大缩短，而且分类效果也有了明显提高，取得了较好的降维效果。
2.5本章小结

本章详细阐述了主成分分析方法中的离散Karhumen-Loeve变换，介绍了离散K-L展开式，基于K-L变换的特征提取等内容。介绍了奇异值分解（SVD）定理, 以解决特征值和特征向量计算量大的问题。将主成分分析引入人脸识别中，并通过实验证明，基于主成分分析的人脸识别的识别率达到了较高的识别率。
第三章 核主成分分析KPCA原理
3.1核方法简介

在机器学习和模式识别领域里，很重要的处理数据的方法就是通过非线性函数
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将数据映射到高维空间中去。直接这样做有些缺点:(1)需要从输入数据计算高维特征，这通常会带来较高的计算费用，至少是跟维数的关系是线性的。(2)通常很难计算得到准确的特征，这往往是因为没有足够的先验的领域知识。(3)通常我们并不能得到显式的非线性映射。20年前左右，人们通过神经网络来克服这些缺点[62]。近10年来，人们用基于核的方法处理符合Mercer条件的非线性问题。

核方法是一系列先进非线性数据处理技术的总称，其共同特征是这些数据处理方法都应用了核映射[61]。

核方法首先采用非线性映射将原始数据由数据空间映射到特征空间，进而在特征空间进行对应的线性操作，如图3.1所示。由于运用了非线性映射，且这种非线性映射往往是非常复杂的，从而大大增强了非线性数据处理能力。
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从本质上讲，核方法实现了数据空间、特征空间和类别空间之间的非线性变换。设
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和
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为数据空间中的样本点，数据空间到特征空间的映射函数为
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，核方法的基础是实现向量的内积变换
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通常，非线性变换函数
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相当复杂，而运算过程中实际应用到的核函数
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则相对简单的多，这也正是核方法最为迷人的地方。式(3.1)中核函数必须满足Mercer条件。

Mercer条件：对于任意给定的对称函数K(x,y) ,它是某个特征空间中内积运算的充分必要条件是对于任意的不恒为０的函数g(x)，且
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式(3.2)给出了一个函数成为核函数的充要条件，这一条件其实并不难满足。考虑到核方法的基础是实现一种由输入空间到特征空间的非线性映射，假设输入空间数据
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对任意对称、连续且满足Mercer条件的函数
[image: image157.wmf](

)

j

i

x

x

K

,

，存在一个Hilbert空间H,对映射
[image: image158.wmf]F

：
[image: image159.wmf]H

R

L

d

®

有

[image: image160.wmf](

)

(

)

(

)

j

i

d

n

n

j

i

x

x

x

x

K

F

F

F

=

å

=

1

,

                       （3.4）
式中，
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d

是H空间的维数。
上式进一步说明，输入空间的核函数实际上与特征空间的内积相等价。由于在核方法的各种实际应用中，只需要应用特征空间的内积，而不需要了解映射
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的具体形式。换句话说，在使用核方法时只需要考虑如何选定一个适当的核函数，而无需关心与之对应的映射
[image: image163.wmf]F

可能具有复杂的表达式和很高的维数。

目前，在模式识别领域应用比较广泛的核函数有以下几种形式：

(1)线性核函数(可视为特例)
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(2)
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阶多项式核函数
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(3)高斯径向基函数(RBF)核函数
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(4)多层感知器(MLP)核函数
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设总样本数为n，由核函数计算得到一个
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的对称正定核矩阵K
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核矩阵K在核方法的计算中起到了核心作用，基于核方法的非线性学习算法通常需要先计算出核矩阵，然后再对其进行分析和计算。可以看出计算核矩阵的复杂度仅与总样本数n有关，而与样本的特征维数无关。对高维有限数量的样本，核矩阵是个较小的矩阵，因此对核矩阵计算的复杂度也较小。

总结上述分析，对核方法可归纳出如下三个优点:
(1)核方法将样本非线性映射到特征空间，使在输入空间线性不可分的样本在特征空间有更好的可分性。在特征空间进行线性鉴别分析等价于在输入空间进行非线性鉴别分析，因此将线性算法和核方法相结合可获得在原始样本空间的非线性学习算法；

(2)在特征空间中有关非线性映射函数
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的运算均可转化为内积运算，用核函数
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完成，而无需知道
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的具体形式；

(3)核矩阵的计算复杂度只与总样本个数n有关，而与样本特征的维数无关，因此核方法非常适合于对高维有限样本的学习。
实际上，在核方法的应用中，核函数的选择及相关参数的确定是问题的关键和难点所在，到目前为止，还没有太多的理论作指导。
3.2基于核的主成分分析方法(KPCA)

3.2.1核主成分分析的概念

到目前为止，已经提出了大量的基于核的特征抽取算法，其应用领域包括模式识别，图像视觉，基于内容的检索，文本分类等。其中核主成分分析(KPCA)是最著名的基于核的非线性特征抽取技术之一。
最早将核方法思想应用于特征抽取中的是Scholkopf等人[63-68]，于1999年借鉴SVM的核方法(Kernel Method)思想，将PCA拓展到非线性情形，提出了核主成分分析(KPCA)。核主成分分析(kernel PCA)[69]是PCA的改进算法，它采用非线性方法来提取主成分，即Kernel PCA是通过一个非线性函数
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在F上进行PCA分析。它可以将在输入空间无法线性分类的数据变换到特征空间来实现线性分类。实验结果表明，与PCA相比，KPCA不仅能够抽取非线性特征，而且具有更优的识别性能。
3.2.2核主成分分析的原理

KPCA通过非线性映射
[image: image178.wmf]F

实现输入空间到特征空间的转换，然后对映射后的数据进行线性PCA，因而具有很强的非线性处理能力。
对于输入空间中的M个样本
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对于一般PCA方法，即通过求解特征方程
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获得贡献率大的特征值（对应较大的特征值）及与之对应的特征向量。现引入非线性映射函数
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则在特征空间F中的协方差矩阵为
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因此，特征空间中的PCA是求解方程
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注意到上式中
[image: image193.wmf]ν

可以由
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由式（3.12）~式（3.14）得
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定义
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矩阵
[image: image199.wmf]K

：


[image: image200.wmf])

(

)

(

j

i

j

i

x

Φ

x

Φ

K

×

º

                      （3.16）

式（3.15）简化为
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显然满足
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则必然满足式（3.17）。通过对式（3.18）的求解，即可获得要求的特征值和特征向量。对于测试样本在F空间向量
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最后一个问题是假设式（3.11）在一般情况下是不成立的，此时式（3.18）式中的
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式中
[image: image208.wmf]1
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3.2.3核主成分分析算法的执行步骤

综合以上的讨论，KPCA的算法可以分为以下三个步骤：

（1）选定核函数
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，并进行高维空间上的中心化，然后根据式（3.20）计算矩阵
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；

（2）计算完的特征值和特征向量，并进行高维空间上的正规化；

（3）对于测试样本，计算其非线性主分量。

在求出测试样本的非线性主分量后，可选择合适的分类器进行分类。图3.2给出了KPCA算法的具体实现流程。
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3.2.4核主成分分析的特性

核主成分分析就是在特征空间中进行主成分分析，在特征空间中，它有着和PCA相同的特性:如在特征空间中，各个主分量之间是不相关的，大部分的能量集中在前面的最大几个主分量上等等；与PCA不同的是:由于非线性映射的缘故，在原始输入空间中非线性主分量可能没有明确的含义，并且高维空间中的图像向量在原始输入空间中可能没有相对应的图像，所以不能像PCA那样在输入空间中重建图像。
在降维和特征提取方面，与PCA相比，KPCA能够抽取更多的主分量。如果训练样本的数量m大于样本的维数n，对于PCA来说，最多能够获得n个主分量:而KPCA则能够获得m-1个非线性主分量[70]。

另外，从核函数的选择来看，PCA是KPCA的一个特例。当核函数
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时，KPCA就变成了一般的PCA算法；从具体的映射方式来看，它没有必要知道非线性映射的具体形式，通过选择适当的核函数，就可以在输入空间方便地计算非线性问题，避免了一般非线性算法的复杂性。
针对KPCA的这些特点，在后续章节中本文将KPCA引入到香烟条包端面透明纸图像的损伤检测以及航空发动机滑油滤图像的磨损特征提取中以及航空发动机转子故障诊断等领域。
3.3基于KPCA的人脸特征识别
本实验同样采用本文2.4节中提到的ORL人脸数据库对KPCA特征提取方法进行了验证。得到的实验结果如表3.1－3.4所示，其中表3.1－3.4分别为特征维数选取为170、110、71、47时，在不同的核函数及参数下KPCA所对应的识别结果。
表3.1特征维数为170时不同的核函数及参数下KPCA对应的识别结果
	多项式
核函数
	核参数
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	0.1
	0.5
	1
	2

	
	识别率
	91%
	91.5%
	92%
	92%

	高斯径向基

核函数
	核参数
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	识别率
	91.5%
	92%
	92%
	92%

	多层感知器

核函数
	核参数
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	识别率
	91.5%
	91.5%
	92%
	91.5%


表3.2特征维数为110时不同的核函数及参数下KPCA对应的识别结果
	多项式
核函数
	核参数
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	0.1
	0.5
	1
	2

	
	识别率
	90.5%
	91%
	91.5%
	91.5%

	高斯径向基

核函数
	核参数
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	识别率
	91%
	91.5%
	91.5%
	91.5%

	多层感知器

核函数
	核参数
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	识别率
	91%
	91%
	91.5%
	91%


表3.3特征维数为71时不同的核函数及参数下KPCA对应的识别结果
	多项式
核函数
	核参数
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	1
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	识别率
	91.5%
	92%
	92%
	92.5%

	高斯径向基

核函数
	核参数
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	识别率
	92%
	92.5%
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	92.5%

	多层感知器

核函数
	核参数
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	识别率
	92%
	92%
	92.5%
	92%


表3.4特征维数为47时不同的核函数及参数下KPCA对应的识别结果
	多项式
核函数
	核参数
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	0.1
	0.5
	1
	2

	
	识别率
	90%
	90.5%
	91%
	91.5%

	高斯径向基

核函数
	核参数
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	识别率
	90.5%
	90.5%
	91%
	91%

	多层感知器

核函数
	核参数
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	识别率
	90%
	90%
	90.5%
	90%


通过表3.1－3.4与表2.1的实验数据对比可知，由于PCA只考虑了图像像素中的二阶统计信息，未能利用图像像素中的高阶统计信息，忽略了数据间的非线性相关性，而KPCA考虑了图像像素之间的非线性相关性关系，从而识别效果比PCA有了明显的提高。
为了进一步验证KPCA方法的有效性，与无特征提取方法及PCA方法在最近邻分类器下的识别效果进行了对比。其识别率和CPU平均计算时间分别列于表3.5。
表3.5在最近邻分类器下不同的方法识别效果比较
	方法
	识别率
	CPU平均计算时间

	无特征提取方法
	84.5%
	1555.5ms

	PCA
	88%
	18.9ms

	KPCA
	92.5%
	40.6ms


从表3.5可以看出，PCA方法与无特征提取方法相比，识别时间得到了大大缩短，而且识别率也有了一定的提高，取得了较好的降维效果。而KPCA考虑了图像像素之间的非线性相关性关系，从而识别效果比PCA和无特征提取方法有了明显的提高；在识别时间上，与无特征提取方法相比得到了大大缩短，而与PCA相比虽然识别时间较长，但这并不影响KPCA在人脸中的识别效果。
3.4本章小结

PCA只考虑了数据中的二阶统计信息，未能利用数据中的高阶统计信息，忽略了数据间的非线性相关性。针对这一问题，本章引入了核方法，介绍了核方法的基本原理和几种常用的典型核函数。并将核方法与PCA方法结合，提出基于核主成分分析(KPCA)的方法，并对核主成分分析(KPCA)的基本原理，执行步骤，以及与PCA相比的特性进行了阐述。基于核主成分分析(KPCA)考虑到了数据间的非线性相关性，在本文中将KPCA引入到图像识别和故障诊断领域。
第四章 KPCA在香烟条包端面透明纸中的应用研究
4.1香烟条包外观图像在线检测系统
目前国内各大烟草制造企业的包装都是在高速流水线上进行，在香烟包装过程中，经常出现烟包透明纸起皱、变形、裂口、破损等现象，该类异常现象在香烟包装质量问题上占了一定的比例，严重影响了烟包生产的质量，因此对于香烟透明纸包装过程中出现的上述现象的检测是至关重要的。传统的香烟包装质量检测的方法是利用光纤传感器或位移传感器对香烟条包进行检测，只能对烟包的特定部位进行检测，且无法有效地检测出烟包透明纸起皱、变形、裂口、破损等现象。而利用图像检测技术可以通过对所得图像的特征进行识别，近年来得到了迅速发展和应用。本文正是针对目前烟草业现在的状况，设计了香烟条包外观图像在线检测系统。该系统可以保证产品质量，降低劳动强度，改善工作环境，具有高效、高速、准确的优点。它的使用可以大大提高生产线的自动化程度，拥有广阔的前景[71-72]。
4.1.1 图像检测系统介绍

香烟条包外观图像检测系统是光学、计算机科学、数字图像处理学、信息学、自动控制学、机械学相结合的综合性产品。总体设计思想是建立在各种学科技术知识相互融合，相互交叉的基础上，采用以光学和成像技术为基础，数字图像处理技术和自动控制技术为主体，机械学为辅助的设计方案[73-74]。

系统硬件组成主要包括6台工业CCD相机，1套LED照明系统，1套图像采集卡，1台工控机，1套PLC电控系统，1套光纤传感器，1套反射式光电管，1套高速气阀击打装置，如图4.1所示。
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图像检测系统的工作流程为：当香烟条包到达拍照位置后，触发光纤传感器，传感器发出触发信号传到图像采集卡，图像采集卡收到触发信号后，发送采集信号到CCD，CCD收到该信号后立即采集图像，然后图像采集卡从相机获取数据再将数据送至工控机缓存。然后在工控机中调用自主开发的图像处理软件进行图像处理，若图像合格便进行下一次检测，若图像不合格则产生剔除信号，再进行下一次检测。剔除信号经过一定延时后通过工控机串口到达PLC，PLC收到剔除信号后，等待反射式光电管发出烟条到位信号，这两个信号都收到后便发出剔烟信号到高速气阀，高速气阀收到剔烟信号后，控制气缸推杆动作，将不合格香烟条包从输送带上推出。

在系统硬件结构的开发过程中，为了保证图像的质量及采集速度，在光源、相机、图像采集卡、传感器的选择及相机光源的安装位置做了综合的考虑与设计。下面对我们各个硬件系统进行详细地描述：

4.1.2 光源系统

在机器视觉应用系统中，好的光源与照明方案往往是整个系统成败的关键，起着非常重要的作用，并不是简单照亮物体而已。光源与照明方案的配合应尽可能地突出物体特征量。在物体需要检测的部分与那些不重要部分之间，应尽可能地产生明显的区别，增加对比度。在机器视觉应用系统中，一般使用透射光和反射光。对于反射光情况应充分考虑光源和光学镜头的相对位置、物体表面的纹理、物体的几何形状等要素。光源的选择必须符合所需的几何形状、照明亮度、均匀度、发光的光谱特性等，同时还要考虑光源的发光效率和使用寿命。

光源在系统中的作用是为采集图像提供稳定的照明。作为获取图像的第一步，其重要性可想而知。获取图像的好坏直接影响了后面的分析。采用光源的目的是：①将待测目标和背景区域明显区分开；②将运动目标“凝固”在图像上；③增强目标的边缘清晰度；④消除阴影；⑤消除噪音。

由以上的要求，我们选择了LED光源，另外LED光源还有以下的优点：高光效、高节能、光色多、安全性高、设计形状的多样性、寿命长、快速响应、灯具结构合理、运行成本低。
本系统采用LED光源进行低角度照明(暗场照明)：低角度的条形光源(与水平线之间为10到15度)能够影射出表面的轮廓和去除色差，适合于做边缘检测和损伤突出。该方式对透明纸的褶皱敏感，物体成像较清晰。因此，本系统采用了低角度照明这种方式。
4.1.3 相机

相机是视觉系统中的传感器，通过它，我们才能采集到图片，进行后续的分析处理。工业使用的相机种类很多，CCD摄像机以其体积小巧、性能可靠、清晰度高等优点得到了广泛使用。本系统我们选择的是相机型号为VS-808HC微型彩色高清工业摄像机，如图4.2所示。它有如下的特点：
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（1）采用SONY CCD传感器，更好的使用寿命、更好的可靠性和稳定性；

（2）DSP数字信号处理技术，使图像更清晰，轮廓更分明，对比度更强；
（3）极好的消除了信号中的干扰超声波、具有高质量的图像和很高的灵敏度；

（4）利用3D数字降噪系统、能得到更清晰的彩色图像；

（5）自动增益控制：先进的数字背光补偿功能；

（6）结构紧凑，外型小巧、功耗低；

（7）电子快门自动调节。
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4.1.4 图像采集卡

图像采集卡是机器视觉的重要组成部分，其主要功能是控制摄像机拍照，完成图像实时采集与数字化，协调整个图像采集系统的工作，并提供与计算机的高速接口。本系统采用的图像采集卡为MV-E8800 PCI-E 8路高清实时图像采集卡，如图4.3所示。它有如下特点：
（1）采用PCI-E X1总线作为数据存取通道，独立带宽，高于共享带宽模式；

（2）实时并行处理技术使图像采集速度更快，可以采集到更多通道和更大尺寸的视频图像；

（3）它采用超强的10bit AD转换芯，10bit AD转换相对于8bit、9bit AD转换来说,不管是图像质量还是颜色的饱和度方面都要强很多；

（4）它具有的4线3D梳状滤波器能自动消除噪点；

（5）它的图像质量要更好，采样频率更高；

（6）运动图像软件处理不拉毛、不拉丝、不托影,图像质量得到最大增强，性能更为稳定。

4.1.5触发系统

相机在拍照之前，必须要确定拍摄物体的位置，对于本系统而言，我们需要确定烟盒的位置，同时，为了保证检测效果，需要一种传感器来进行相机触发采集，使我们的检测系统完成采集图像及后续分析。触发器在此的作用有两个，一是进行采集前光源打光触发，主要是因为我们的光源系统采用的打光方式为频闪式，这样的好处是可以缩短光源照明时间，延长光源使用寿命；按照目前闪光时间2500us来算，一台包装机每分钟包装800盒烟，每天生产20个小时，那么包装机一天包装的烟是960000盒，光源的总发光时间为40分钟。这样一来，光源的发光时间大大缩短。当光源发光时间缩短后，光源的温度也就得到了有效的控制。所以，光源的使用寿命就得到大大的延长。二是触发相机拍照，当触发器触发，说明此时有烟盒进入相机拍照范围，此时光源收到信号后立即响应闪亮，这时，相机同时开始工作，使得拍照的瞬间烟盒刚好被光源照亮，从而可以采集到理想的图像。

烟盒检测常用的触发传感器主要有接近开关和光电管。接近开关的原理是检测烟盒里边的铝箔纸，其优点是不会受到太多干扰，缺点是接近开关的量程较小，而且其响应精度较低，无法保证每次触发同步，本系统如采用接近开关的话，图像会有很大的晃动，会影响检测效果；光电管包括反射式和对射式，其原理都是一个发光源，一个接收源，当接收源接收到发光源的信号，说明此时无物体通过，当接收源没有接收到发光源的信号时，则有物体挡住，故触发；根据对射式和反射式的特性以及实际的使用效果，我们选择反射式光电管，这样可以使安装位置减小，同时最大程度保证触发精度，在现场的使用情况非常好，基本上可以保证图像的偏移不超过lmm。

4.1.6 剔出装置

对于一个系统而言，系统功能的最终实现是要靠执行机构来完成的，它是系统的最后一个也是最关键的环节。鉴于机械结构紧凑，且自身带有缺陷剔除机构，另设一套剔除机构既不必要，也较难实现，故本方案采用原有机构，根据各拍照位置相对于剔除口的相位，通过接收电气同步信号，PLC将工控机软件运算结果同步进行移位，移位的结果发至包装机控制系统的相应接口，控制剔除动作。

4.2透明纸图像损伤特点分析

经过对端面透明纸所出现的起皱、变形、裂口、破损等异常现象的观察，以及与端面透明纸包装合格的香烟条包图像的对比分析，发现如下特征：

（1）香烟条包透明纸端面损伤图像主要是检测端面透明纸折叠且粘合的直线部分是否存在缺损。其折线的角度一般为45度左右，所以可以通过截取香烟条包透明纸端面的四个角，作为检测对象，其中45度折线检测是关键。

（2）由于相机曝光时间的差异，导致所采集的图像亮度和对比度均难达到很好的一致性，且图像还存在明暗不均匀以及部分反光现象。因此，如果对图像直接进行阈值分割和二值化处理，通过统计目标像素数目来检测直线是否存在，则检测结果非常不稳定，准确率很低。

（3）由于传送带的振动和速度的不均匀，导致图像中所选取的检测区域出现一定程度的变化。因此对检测结果将带来较为严重的影响。
（4）处理速度要求实时，由于在实际生产线上的香烟检测速度很高，通常为4~5条/秒。所以要求损伤识别的速度很快。
表4.1中所列为实际采集的香烟条包端面透明纸典型图像，包括正常、局部损伤、完全损伤及封口倾斜透明纸图像各8幅。

表4.1 各类香烟条包端面透明纸典型图像

	   编号

类型
	1
	2
	3
	4
	5
	6
	7
	8

	正常图像
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	局部破损透明纸图像
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	完全破损透明纸图像
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	封口倾斜透明纸图像
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由此可见，香烟条包端面的图像检测难度非常大，不仅要求精度高，而且要求检测速度极快，传统的方法往往难于满足要求，为此，本文将核主成分分析(KPCA)应用于香烟条包端面透明纸的图像特征提取中。

4.3实验结果与分析

本实验分别选取了80幅香烟条包端面透明纸合格图像，80幅局部破损和完全破损以及封口倾斜透明纸不合格图像对KPCA算法进行验证。实验时，随机选取40幅合格图像和40幅不合格图像作为训练集，另外40幅合格图像和40幅不合格图像作为测试集，这样训练集共有80幅图像，测试集共有80幅图像，但训练集和测试集图像不重合。
本文选取了三种典型的核函数对KPCA的主元累积贡献率进行比较。为了便于表示，我们将核主成分分析方法采用的核函数为多项式核函数、高斯径向基(RBF)核函数和多层感知器(MLP)核函数分别表示为KPCA1,KPCA2和KPCA3。其中KPCA1的核参数
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取2，KPCA2的核参数
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取0.01，KPCA3的核参数
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和核参数
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分别取4，10
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。在相同参数下,随机选取40幅正常图像和40幅异常图像进行计算,重复4次得到4幅PCA和KPCA算法各主元累积贡献率的比较图（如图4.4所示），我们对其中一幅进行列表说明KPCA对特征的压缩优势（如表4.2所示）。
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图4.4是PCA和KPCA算法各主元累积贡献率的比较图，从图中可以清晰地看出，若核函数中的参数选择合适，KPCA都可以取得很好的降维效果。
由表4.2可以看出，如果直接采用PCA算法，它的前四个特征值依次为6.593，1.624，0.755，0.572，累积贡献率分别为50.59%，63.65%，68.84%，73.23%。第一主元所占有的比例太低，降维效果并不理想。
从表4.2的比较可以看出，针对非线性问题，采用KPCA可以获得比PCA好的降维效果，而采用核主成分分析（KPCA)算法，无论选取哪种核函数，第一主元的贡献率约为70%，都高于PCA的50%。
从上面的讨论可以看出，KPCA实际上与PCA具有本质上的区别：PCA是基于输入向量维数（特征、指标）的，而KPCA是基于样本的。KPCA提取的主成分数量可以超过输入样本的维数，更好地利用了样本信息；由于非线性映射，KPCA实际上利用了输入样本的部分高阶统计特性。
表4.2 PCA与KPCA的效果对比

	特征值
序号
	PCA
	KPCA1
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l

值
	贡献率/%
	累积贡献率/%
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l

值
	贡献率/%
	累积贡献率/%

	1
	6.593
	50.59
	50.59
	9.798
	75.54
	75.54

	2
	1.624
	12.46
	63.05
	0.689
	5.31
	80.85

	3
	0.755
	5.79
	68.84
	0.397
	3.06
	83.91

	4
	0.572
	4.39
	73.23
	0.239
	1.84
	85.75

	5
	0.442
	3.69
	76.92
	0.195
	1.5
	87.25

	6
	0.381
	3.13
	80.05
	0.133
	1.03
	88.28

	7
	0.348
	2.67
	82.72
	0.127
	0.98
	89.26

	8
	0.273
	2.29
	85.01
	0.117
	0.9
	90.16

	9
	0.242
	1.85
	86.86
	0.106
	0.82
	90.98

	10
	0.211
	1.62
	88.48
	0.093
	0.72
	91.7

	特征值
序号
	KPCA2
	KPCA3
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值
	贡献率/%
	累积贡献率/%
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值
	贡献率/%
	累积贡献率/%

	1
	1.179
	62.68
	62.68
	10.068
	65.39
	65.39

	2
	0.237
	12.58
	75.26
	0.982
	6.38
	71.77

	3
	0.187
	6.31
	81.57
	0.929
	6.04
	77.81

	4
	0.065
	3.48
	85.05
	0.587
	3.81
	81.62

	5
	0.044
	2.34
	87.39
	0.394
	2.56
	84.18

	6
	0.031
	1.62
	89.01
	0.299
	1.95
	86.13

	7
	0.025
	1.33
	90.34
	0.262
	1.7
	87.83

	8
	0.022
	1.15
	91.49
	0.236
	1.53
	89.36

	9
	0.02
	1.09
	92.58
	0.217
	1.41
	90.77

	10
	0.019
	1.07
	93.65
	0.192
	1.25
	92.02


目前，KPCA存在的典型问题就是核函数及其参数的选择，也没有统一的选择标准和理论。针对核函数选取的不同而导致识别效果的不同，本文将在相同的特征维数下，基于
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阶多项式核函数，高斯径向基核函数，多层感知器核函数的不同参数的KPCA算法以及PCA算法对香烟条包端面透明纸图像进行识别时的识别率作了对比，实验结果分别如表4.3－表4.7所示。其中表4.3－表4.6分别是特征维数为30，20，10和8时在不同的核函数及参数下KPCA所对应的识别结果，表4.7为PCA在不同的特征维数所对应的识别结果。以上算法识别阶段均采用最近邻分类器进行识别。
表4.3 特征维数为30时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
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	0.05
	0.1
	0.5
	1
	2
	5

	
	识别率
	88.75%
	90%
	90%
	92.5%
	93.75%
	93.75%

	高斯径向基
核函数
	核参数
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	0.01
	0.1
	1
	10
	100
	1000

	
	识别率
	93.75%
	93.75%
	92.5%
	92.5%
	91.25%
	90%

	多层感知器
核函数
	核参数
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	1
	1
	2
	2
	4
	4

	
	核参数
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	识别率
	90%
	90%
	91.25%
	90%
	93.75%
	92.5%


表4.4 特征维数为20时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
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	0.05
	0.1
	0.5
	1
	2
	5

	
	识别率
	87.5%
	88.75%
	90%
	91.25%
	92.5%
	92.5%

	高斯径向基

核函数
	核参数
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	0.01
	0.1
	1
	10
	100
	1000

	
	识别率
	93.75%
	92.5%
	92.5%
	91.25%
	90%
	88.75%

	多层感知器

核函数
	核参数
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	1
	1
	2
	2
	4
	4

	
	核参数
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	识别率
	88.75%
	88.75%
	90%
	91.25%
	92.5%
	91.25%


表4.5 特征维数为10时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
[image: image306.wmf]p


	0.05
	0.1
	0.5
	1
	2
	5

	
	识别率
	90%
	90%
	91.25%
	92.5%
	93.75%
	93.75%

	高斯径向基

核函数
	核参数
[image: image307.wmf]s


	0.01
	0.1
	1
	10
	100
	1000

	
	识别率
	93.75%
	93.75%
	93.75%
	92.5%
	91.25%
	90%

	多层感知器

核函数
	核参数
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	识别率
	91.25%
	90%
	92.5%
	90%
	93.75%
	92.5%


表4.6 特征维数为8时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
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	0.05
	0.1
	0.5
	1
	2
	5

	
	识别率
	88.75%
	90%
	91.25%
	92.5%
	92.5%
	93.75%

	高斯径向基

核函数
	核参数
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	0.01
	0.1
	1
	10
	100
	1000

	
	识别率
	93.75%
	93.75%
	92.5%
	92.5%
	91.25%
	88.75%

	多层感知器

核函数
	核参数
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	识别率
	91.25%
	88.75%
	91.25%
	90%
	93.75%
	92.5%


表4.7 PCA在不同的特征维数对应的识别结果

	特征维数
	30
	20
	10
	8

	识别率
	86.25%
	85%
	87.5%
	86.25%


通过实验数据对比可知，在相同的特征维数下，KPCA在不同的核函数及参数下对香烟条包端面透明纸图像的识别率均比传统的PCA有了明显的提高。这是因为PCA只考虑了图像数据中的二阶统计信息，未能利用数据中的高阶统计信息，忽略了多个像素间的非线性相关性。研究表明，一幅图像的高阶统计往往包含了图像边缘或曲线的多个像素间的非线性关系。核主成分分析(KPCA)是基于数据的高阶统计，它描述了多个像素间的非线性相关性。
由于香烟检测的实时性要求很高,因此我们对一幅香烟图像经过特征计算后由最近邻法得到识别结果的CPU计算时间进行了统计，统计后得到实验结果如表4.8所示。可以看出PCA和KPCA对应的CPU平均计算时间均小于25ms,两种算法的计算速度均能满足实时在线检测的需要，而且识别效果也基本能达到要求。而无特征提取方法CPU计算时间为835ms，识别率为75%，不管是从识别效果还是CPU计算时间均无法满足在线检测的需要。
表4.8在最近邻分类器下不同的方法识别效果比较
	方法
	识别率
	CPU平均计算时间

	无特征提取方法
	78%
	1555.5ms

	PCA
	87.5%
	15.6ms

	KPCA
	93.75%
	22.5ms


4.4本章小结

从本章的实验可看出，KPCA实际上与PCA具有本质上的区别：PCA是基于指标的，而KPCA是基于样本的；KPCA提取的主成分数量可以超过输入样本的维数，更好地利用了样本信息；由于非线性映射
[image: image326.wmf]F

的引入，KPCA实际上利用了输入样本的部分高阶统计特性。本章通过用PCA方法和KPCA方法对香烟条包端面透明纸图像作对比实验，验证了KPCA方法的有效性。

第五章 KPCA在航空发动机滑油滤图像中的应用研究
5.1航空发动机滑油滤常见故障及图像特征分析

5.1.1 概述
本系统目的是研究建立定量化、标准化的航空发动机主滑油滤磨屑监控方法，提高发动机磨损故障诊断成功率。主滑油滤在航空发动机中的位置如图5.1所示。
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发动机滑油系统故障率较高。据相关部门统计，截至2008年2月，发动机因滑油金属含量超标、滑油滤上发现异常金属屑或金属信号灯亮提前换发的发动机达13台次，因振动值大提前换发的发动机有3台次，轴承间隙超标提前换发的发动机有17台次，因上述故障提前更换的发动机约占更换发动机总数的30％，严重威胁飞行安全和飞机完好率。通过滑油光谱监控和发动机轴间轴承间隙检查等现有外场监控手段，该型发动机一般的滑油系统磨损故障可提前预报，但也有相当一部分故障没有通过上述手段成功预报，如：部门在使用过程中，多台发动机曾出现因轴承疲劳失效引起抱轴故障，故障发生前通过外场现有的监控手段未能有效预报，表明现有监控手段存在一定的局限性。

按照发动机使用维护技术手册，发动机每工作50小时，外场应对主滑油滤按照规定程序进行检查和清洗，但对于滑油滤中金属屑的检查方法没有定量标准，外场操作性差，检查结果严重依赖人员的经验。滑油滤上的金属屑，包含了大量反映发动机工作状态是否正常的有用信息。正常工作情况下，发动机滑油系统各摩擦副产生的磨粒大多小于15μm，滑油滤上无明显金属屑。当发动机滑油系统存在异常磨损，如轴承出现疲劳剥落或严重滑动磨损时，滑油系统产生大量大于15μm的较大尺寸磨粒。这些故障中产生的大尺寸金属磨粒是发动机存在异常工况的明显征兆，此时滑油滤上将出现超量的金属屑。由于滑油光谱分析不具备对于尺寸超过10μm的金属屑检测能力，而其它外场现有的监控手段也无法有效预报上述故障，故发动机轴承疲劳剥落等故障的预报现已成为状态监控和故障诊断领域的难题[75-80]。
研究发动机主滑油滤磨屑监控方法，建立定量化、标准化的便于操作的工艺方法和监控标准，可有效弥补现有光谱监控难以有效预报因主轴轴承疲劳失效等引发危险性故障的技术局限性，提高发动机滑油系统故障预报成功率，对于解决发动机安全使用的难题及完成战训飞行任务具有重要意义。

5.1.2滑油滤常见故障及图像特征分析
在滑油监控技术领域，对于滑油系统中100μm以上的磨粒，由于极易快速沉降，难以通过定期取滑油的方式进行监控。目前2种互补的滑油监控方法只能监控滑油中100μm以下的磨粒，以旋转电极发射光谱为代表的滑油光谱监控技术可检测滑油中0－10μm的磨粒，以自动磨粒检测和铁谱分析为代表的大磨粒滑油监控技术主要检测滑油中20－100μm的磨粒。100μm以上磨屑的大量出现，往往是发动机异常磨损的强烈征兆，这些磨屑一般都汇集于滑油滤中，因此对滑油滤中的磨屑进行定量监控，对于提高发动机磨损故障预报成功率具有重要作用。随着新型发动机滑油系统部件和油滤向精细化发展，大量悬浮在滑油中的微小磨粒将被油滤截获，滑油监控的应用效果将受到限制[79-82]。

通过调研，对发动机滑油滤故障统计情况归纳如下：

（1）发动机滑油系统故障率较高，严重影响飞行安全和飞机完好率。对于有些因主轴轴承疲劳失效引起的发动机故障（如发动机抱轴），通过滑油光谱和其它现有的监控手段难以有效预测。
（2）结合发动机50小时定检和飞机定检对主滑油滤和回油滤进行检查，并用毛刷蘸洗涤汽油刷洗的方式清洗片状滑油滤。滑油滤及金属屑图像和滑油滤图像如图5.2和图5.3所示。对于滑油滤检查，外场还处于目视定性检查水平，检查结果依赖人员的经验，既主观又无定量依据。

（3）对滑油滤磨屑监控技术的需求主要有：滑油滤监控标准化、定量化，能判别发动机是否存在异常磨损故障，设备操作简单、无需电源，适合使用环境。
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在工厂针对发动机修理情况进行调研，工厂反映：

（1）发动机提前换发率较高，其中磨损和轴承失效故障约占6成以上。

（2）发动机滑油系统多发性故障主要集中在主轴轴承磨损、剥落和轴承封严装置偏磨。表5.1为4台因金属屑超量提前返该厂的航空发动机故障检测情况，其中1台发动机抱轴，2台发动机轴承封严装置严重磨损，1台发动机轴承严重磨损。上述发动机故障中，在部门使用中均发现滑油滤上出现较多金属屑，而滑油光谱数据正常。其它返该厂的发动机主轴轴承和封严装置大多有不同程度磨损。

表5.1  因金属屑故障返厂检修的4台发动机情况

	故障日期
	返厂原因
	故障情况

	2004.10.14
	振动值超标，滑油滤中发现较多金属屑
	轴承封严装置严重磨损

	2005.04.28
	振动值超标，滑油滤中发现较多金属屑
	轴承严重磨损

	2006.04.26
	滑油滤中发现较多金属屑
	轴承封严装置严重磨损

	2007.10.24
	滑油滤中发现较多金属屑
	轴承严重磨损


以上调研结果可见，航空发动机的轴承和轴承封严装置属易损的故障多发部位，滑油滤磨屑监控对于上述部位的磨损或剥落故障较敏感，建立标准化、定量化的便于外场操作的滑油滤磨屑监控方法，可以有效弥补滑油光谱监控难以检测滑油中较大尺寸磨粒的技术局限性。

由于发动机滑油系统故障集中在轴承和轴承封严装置，磨损产物以铁磁性的钢、青铜和镍基合金为主，非铁磁性磨屑一般来源于铝合金或镁铝合金等壳体部件偏磨，故障的危害性较小。因此本系统拟确定滑油滤上铁磁性磨屑为重点研究对象。
5.2发动机滑油滤监控系统

5.2.1滑油滤清洗和磨屑收集装置

由于停机坪不具备民用电源，原本采用的基于超声波清洗的滑油滤自动清洗方案无法在外场实施，故采用基于气雾喷射原理对滑油滤进行清洗和磨屑收集方案，系统结构原理如图5.4所示，实物图如图5.5所示。
由于喷气燃料和冷气源均能方便地提供，以洁净喷气燃料作为洗剂，以冷气瓶为压力源，在特制的滑油滤磨屑收集漏斗中，用气雾喷射器原位清洗滑油滤，其清洗效果优于部门采取毛刷刷洗的方式。采用气雾喷射器清洗滑油滤的优点是，所需洗剂量很少，清洗一个滑油滤仅需约50mL洗剂，再加上滤布较粗，无需抽滤装置，液体即可自由流下。通过初步试验，气雾喷射器所需冷气源的压力可设定为0.3－0.8MPa。
清洗下的磨屑通过磨屑过滤装置进行收集。磨屑过滤装置的滤材采用300目滤布，滤布下安装一定尺寸的环形永久磁铁（钕铁硼），使铁磁性磨屑按照磁力线排列成环状，避免过度堆积，有利于之后的磨屑图像识别。收集磨屑后，将磨屑过滤装置置于图像采集系统进行图像采集。最后，可将滤布上的磨屑包扎后留存。
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鉴于气雾喷射器的以上优点，我们设计了滑油滤清洗装备，其结构设计图如图5.6所示。

[image: image472.wmf]1


滑油滤清洗装备分为气路和油路两路，其工作过程为：首先打开储气瓶的开关和储液桶的截止阀，通过控制减压阀将瓶内的高压气体降低为0.3MPa，通过塑料管通入气液雾化枪，形成快速气流；储油桶中的洗剂在高速气流形成的负压作用下，发生虹吸，将洗剂吸入气液雾化枪；在气液雾化枪内，气液混合，形成喷雾。清洗结束后，关掉储液桶的截止阀和储气瓶的开关，防止漏气或漏油现象的发生。另外为了防备在外场储气瓶中的气体用完，在装备中接一个外接接头，以便临时接一个应急储气瓶。

5.2.2滑油滤磨屑图像采集系统

对磨屑过滤装置我们采取CCD相机照相的方法采集磨屑图像。基本方法是：将过滤组件置于带光源的台架上，采用数码照相机进行照相，具体的图像分辨率按照图像识别的技术条件优化设置。

过滤装置中磁环未取下的磨屑图像如图5.7所示。取下磁环后磨屑图像如图5.8所示。带磁环的情况下，有利于过滤装置在运输过程中保持磨屑位置相对固定，但缺点是部分铁磁性磨屑会存在“竖立”现象，不利于图像聚焦，而取下磁环的过滤装置在运输过程中可能会使磨屑位置移动，但优点是避免铁磁性磨屑“竖立”。因此，综合考虑后，拟采取运输过程中过滤装置带磁环，照相前取下磁环，使获取的图像质量符合图像识别要求。
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本系统我们选择的是相机型号为DH－HV02系列USB接口数字摄像机，如图5.9所示。它是高品质、高性能工业检测专用的CMOS摄像机，可通过外部信号触发采集或连续采集，采用USB接口传输数据，传输接口方便可靠，是一种从模拟到数字升级的上佳选择，非常适合各种工业检测应用。其主要特点有：分辨率高，图像质量好；色彩还原性好；图像稳定，所有摄像机均经过长时间测试；体积小，安装方便；图像窗口无级缩放；标准镜头接口（CS及C口）；允许外触发；曝光时间可控；采用5V供电，功耗小，连线简单；计算机可以编程控制曝光时间、亮度、增益等参数。
5.3实验结果与分析
本实验分别选取了80幅正常滑油滤图像，80幅异常滑油滤图像对KPCA算法进行验证。其中典型的正常滑油滤图像，异常滑油滤图像分别如图5.10和图5.11所示。实验时，随机选取40幅正常图像和40幅异常图像作为训练集，另外40幅正常图像和40幅异常图像作为测试集，这样训练集共有80幅图像，测试集共有80幅图像，但训练集和测试集图像不重合。
由于光照不均匀等因素对图像造成的干扰，我们需要对图像的像素灰度进行归一化处理，归一化公式为：
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式中，x表示归一化之前图像的像素灰度，
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表示归一化后的图像的像素灰度，
[image: image329.wmf]min
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表示x中的最小值，
[image: image330.wmf]max

x

表示x中的最大值，这样像素灰度的范围就变成[0,1]，便于后面处理。
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本文选取了三种典型的核函数对KPCA的主元累积贡献率进行比较。为了便于表示，我们将核主成分分析方法采用的核函数为多项式核函数、高斯径向基(RBF)核函数和多层感知器(MLP)核函数分别表示为KPCA1，KPCA2和KPCA3。其中KPCA1的核参数
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取0.01，KPCA2的核参数
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取10000，KPCA3的核参数
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和核参数
[image: image334.wmf]n

分别取4，10
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-

。在相同参数下,随机选取40幅正常图像和40幅异常图像进行计算,重复4次得到4幅PCA和KPCA算法各主元累积贡献率的比较图（如图5.12所示），我们对其中一幅进行列表说明KPCA对特征的压缩优势（如表5.2所示）。
图5.12是PCA和KPCA算法各主元累积贡献率的比较图，从图中可以清晰地看出，若核函数中的参数选择合适，KPCA都可以取得很好的降维效果。
从表5.2的比较可以看出，针对非线性问题，采用KPCA可以获得比PCA好的降维效果，而采用核主成分分析（KPCA)算法，无论选取哪种核函数，第一主元的贡献率约70%，都高于PCA的60%左右。
由表5.2可以看出，如果直接采用PCA算法，它的前四个特征值依次为8.801，1.345，0.764，0.566，累积贡献率分别为58.71%，67.68%，72.77%，76.55%。第一主元所占有的比例太低，降维效果并不理想。
从上面的讨论可以看出，KPCA实质上是在高维非线性映射空间中进行PCA分析，既保留了PCA的优点，同时又具有处理非线性问题的能力。KPCA在高维空间是一种正交变换，所得非线性主分量是互不相关的，而且按照特征值大小选取的非线性主分量也携带了足够的数据结构变异信息，这种分析方法表现出了比线性PCA更有效的特征提取能力。PCA只能提取图像的各个像素间的二阶关系，而图像像素之间更高阶的关系，利用PCA方法就无法提取。对于滑油滤图像，由于很多重要的图像信息都包含在图像像素之间的高阶关系中，而KPCA正好可以提取图像像素间的高阶关系，因此用其可以提取图像的非线性特征。
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表5.2 PCA与KPCA的效果对比

	特征值
序号
	PCA
	KPCA1

	
	
[image: image336.wmf]i

l

值
	贡献率/%
	累积贡献率/%
	
[image: image337.wmf]i

l

值
	贡献率/%
	累积贡献率/%

	1
	8.801
	58.71
	58.71
	5.179
	75.56
	75.56

	2
	1.345
	8.97
	67.68
	0.363
	5.3
	80.86

	3
	0.764
	5.09
	72.77
	0.193
	2.82
	83.68

	4
	0.566
	3.78
	76.55
	0.151
	2.21
	85.89

	5
	0.463
	3.09
	79.64
	0.116
	1.7
	87.59

	6
	0.348
	2.32
	81.96
	0.096
	1.4
	88.99

	7
	0.301
	2
	83.96
	0.094
	1.36
	90.35

	8
	0.289
	1.93
	85.89
	0.082
	1.19
	91.54

	9
	0.269
	1.8
	87.69
	0.068
	1.07
	92.61

	10
	0.248
	1.66
	89.35
	0.056
	0.98
	93.59

	特征值
序号
	KPCA2
	KPCA3
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l

值
	贡献率/%
	累计贡献率/%
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l

值
	贡献率/%
	累计贡献率/%

	1
	1.299
	68.96
	68.96
	1.746
	70.88
	70.88

	2
	0.12
	6.39
	75.35
	0.165
	6.69
	77.57

	3
	0.069
	3.71
	79.06
	0.085
	3.45
	81.02

	4
	0.063
	3.36
	82.42
	0.072
	2.91
	83.93

	5
	0.052
	2.77
	85.19
	0.047
	1.95
	85.88

	6
	0.042
	2.22
	87.41
	0.039
	1.57
	87.45

	7
	0.035
	1.85
	89.26
	0.036
	1.47
	88.92

	8
	0.03
	1.61
	90.87
	0.032
	1.34
	90.26

	9
	0.029
	1.58
	92.45
	0.028
	1.15
	91.41

	10
	0.026
	1.38
	93.83
	0.027
	1.12
	92.53


核函数及其参数的选择是KPCA存在的典型问题，目前尚没有统一的选择理论和依据。针对核函数选取的不同而导致识别效果的不同，本文将在相同的特征维数下，基于
[image: image340.wmf]p

阶多项式核函数，高斯径向基核函数，多层感知器核函数的不同参数的KPCA算法以及PCA算法对滑油滤图像进行识别时的识别率作了对比，实验结果分别如表5.3－表5.7所示。其中表5.3－表5.6分别是特征维数为80，40，20和10时在不同的核函数及参数下KPCA所对应的识别结果，表5.7为PCA在不同的特征维数所对应的识别结果。以上算法识别阶段均采用最近邻分类器进行识别。
表5.3特征维数为80时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
[image: image341.wmf]p


	0.01
	0.05
	0.1
	0.5
	1
	5

	
	识别率
	97.5%
	97.5%
	96.25%
	95%
	92.5%
	92.5%

	高斯径向基

核函数
	核参数
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	0.1
	1
	10
	100
	1000
	10000

	
	识别率
	92.5%
	93.75%
	95%
	96.25%
	96.25%
	97.5%

	多层感知器

核函数
	核参数
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	1
	1
	2
	2
	4
	4

	
	核参数
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	10
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	识别率
	93.75%
	92.5%
	96.25%
	95%
	97.5%
	95%


表5.4特征维数为40时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
[image: image351.wmf]p


	0.01
	0.05
	0.1
	0.5
	1
	5

	
	识别率
	96.25%
	96.25%
	95%
	93.75%
	92.5%
	91.25%

	高斯径向基

核函数
	核参数
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	0.1
	1
	10
	100
	1000
	10000

	
	识别率
	91.25%
	93.75%
	95%
	95%
	95%
	96.25%

	多层感知器

核函数
	核参数
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	1
	1
	2
	2
	4
	4

	
	核参数
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	10
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	识别率
	91.25%
	91.25%
	95%
	95%
	96.25%
	93.75%


表5.5特征维数为20时不同的核函数及参数下KPCA对应的识别结果

	多项式

核函数
	核参数
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	0.01
	0.05
	0.1
	0.5
	1
	5

	
	识别率
	97.5%
	97.5%
	96.25%
	96.25%
	93.75%
	92.5%

	高斯径向基

核函数
	核参数
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	0.1
	1
	10
	100
	1000
	10000

	
	识别率
	93.75%
	93.75%
	95%
	96.25%
	97.5%
	97.5%

	多层感知器

核函数
	核参数
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	1
	1
	2
	2
	4
	4

	
	核参数
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	识别率
	95%
	93.75%
	96.25%
	95%
	97.5%
	96.25%


表5.6特征维数为10时不同的核函数及参数下KPCA对应的识别结果

	多项式
核函数
	核参数
[image: image371.wmf]p


	0.01
	0.05
	0.1
	0.5
	1
	5

	
	识别率
	97.5%
	96.25%
	96.25%
	95%
	93.75%
	92.5%

	高斯径向基

核函数
	核参数
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	0.1
	1
	10
	100
	1000
	10000

	
	识别率
	92.5%
	93.75%
	96.25%
	96.25%
	97.5%
	97.5%

	多层感知器

核函数
	核参数
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	1
	1
	2
	2
	4
	4

	
	核参数
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	识别率
	93.75%
	92.5%
	96.25%
	93.75%
	97.5%
	95%


表5.7 PCA在不同的特征维数对应的识别结果

	特征维数
	80
	40
	20
	10

	识别率
	90%
	88.75%
	91.25%
	90%


实验结果说明：在相同的特征维数下，KPCA相对于PCA在识别效果上有明显优势，解决了滑油滤图像特征提取中维数和小样本问题，而且不同的核函数及其参数选取，对滑油滤图像的识别率也有所不同。

这是因为KPCA是一种很好的特征提取方法，它是在PCA方法的基础上结合核函数而形成的一种新的特征提取方法；相对PCA方法而言，它保留了原始图像的高阶信息，描述了多个像素间的非线性相关性，这样使得提取的特征值包含的信息更为丰富，对后续的训练识别有很大的帮助；另一方面，由于它是将输入数据变换到特征空间，从而提取的特征值是线性可分的，这样又简化了分类器的设计。
为了进一步验证KPCA方法在发动机滑油滤图像特征提取中的有效性，与无特征提取方法及PCA方法在最近邻分类器下的识别效果进行了对比。其识别率和CPU平均计算时间分别列于表5.8。
表5.8在最近邻分类器下不同的方法识别效果比较
	方法
	识别率
	CPU平均计算时间

	无特征提取方法
	82.75%
	2257.6ms

	PCA
	91.25%
	30.9ms

	KPCA
	97.5%
	70.3ms


从表5.8可以看出，PCA方法与无特征提取方法相比，识别时间得到了大大缩短，而且识别率也有了很大的提高，取得了较好的降维效果。而KPCA考虑了图像像素之间的非线性相关性关系，从而识别效果比PCA和无特征提取方法有了明显的提高；在识别时间上，与无特征提取方法相比得到了大大缩短，而与PCA相比虽然识别时间较长，但这并不影响KPCA在发动机滑油滤图像中的识别效果。
5.4本章小结

从本章的实验可看出，KPCA实质上是在高维非线性映射空间中进行PCA分析，既保留了PCA的优点，同时又具有处理非线性问题的能力。KPCA在高维空间是一种正交变换，所得非线性主分量是互不相关的，而且按照特征值大小选取的非线性主分量也携带了足够的数据结构变异信息，这种分析方法表现出了比线性PCA更有效的特征提取能力。PCA只能提取图像的各个像素间的二阶关系，而图像像素之间更高阶的关系，利用PCA方法就无法提取。对于滑油滤图像，由于很多重要的图像信息都包含在图像像素之间的高阶关系中，而KPCA正好可以提取图像像素间的高阶关系，因此用其可以提取图像的非线性特征。本章通过用PCA方法和KPCA方法对滑油滤图像作对比实验，KPCA不仅实现了降维，而且能取得比PCA更好的识别性能，解决了图像特征提取中维数和小样本问题，验证了KPCA方法的有效性。
第六章 KPCA在航空发动机转子故障诊断中的应用研究
航空发动机是典型的旋转机械，旋转机械是各种机械设备中数量最多应用最广泛的一类机械，除航空发动机以外，还有电动机、气轮机、球磨机、水泵以及各种加工机床等。大型旋转机械在石化、电力、冶金等支持国家命脉的一些工业部门是属于关键设备，一旦发生故障其造成的损失及影响是十分严重的。因此，对旋转机械的检测与诊断是很必要的。转轴组件又称为转子-轴承系统或转子系统，它包括转子（轴、齿轮转动件、叶轮、联轴器等）、轴承（滑动、滚动）、支座（定子、机座等）及密封装置等部分，是旋转机械的主要组成部分，转轴部件是在复杂的动态工况下工作的，其运行的状态将决定整机的命运。从诊断技术的观点来看，转轴组件又是旋转机械的核心部分，是监测和诊断的主要对象。因此，对转轴组件监测诊断方法的研究是具有一定典型和普遍意义的[75]。

通常，不平衡、不对中、碰摩及油膜涡动是旋转机械的典型故障，本文将在转子实验台上获取4类转子故障样本，然后利用KPCA方法提取故障特征，进行故障诊断研究，同时与其他特征提取方法进行比较，以表明KPCA方法的有效性。
6.1转子故障模拟实验台系统
[image: image477.png]


实验系统由ZT-3型转子振动实验台、DH5910A数据采集系统和DHDAS信号测试分析系统软件组成，能有效地模拟航空发动机的转子不平衡、不对中、碰摩以及油膜涡动等常见故障。

6.1.1ZT-3多功能转子故障模拟实验台

由东大仪器厂生产的ZT-3型转子振动实验台是一种用来模拟旋转机械振动的实验装置，主要用于实验室验证转子轴系的强迫振动和自激振动特性，它能有效的再现大型旋转机械所产生的多种振动现象。通过不同的选择改变转子转速，轴系刚度，质量不平衡，轴承的摩擦或冲击条件以及连轴节的形式来模拟机器的运行状态，由配置的检测仪来观察和记录其振动特性。
该转子实验台是一个综合性实验台架，由电机、转子、转速控制系统等组成，上面可以灵活的安装振动、位移、转速、加速度等机械参量测量的传感器，进行综合性的工程测试。转子实验台如图6.1所示，实物图如图6.2所示。
实验台配有电涡流传感器、光电传感器及ZXP-8型动平衡分析仪等几种测试仪表，使实验能很方便地描绘出波特图（幅值和相频特性曲线）、轴心轨迹图、频谱图、阶次谱图等。它可以通过位移传感器和加速度传感器采集数据。
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6.1.2 数据采集及分析系统

上海东昊测试技术有限公司生产的 DH5910A数据采集系统和开发的DHDAS信号测试分析系统软件，可以根据需要选择通道的类型，自由进行组合，测量通道最多可达128个，具有很强的灵活性。该系统的采样频率范围为10HZ到128HZ，可以满足绝大多数类型的测量需要。该系统的测量和分析功能有：时域波形、线性谱、阶次谱、三维瀑布图、坎贝尔图、波德图、轴心轨迹、自功率谱、功率谱密度（PSD）、传递函数、相干函数、脉冲响应函数、互功率谱、互功率谱密度、自相关函数、互相关函数、概率密度函数（PDF）、累积分布函数、直方图（Histogram）、倒频分析谱（实倒谱、复倒谱、逆复倒谱）。
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本实验装置原理图如图6.3所示，实验装置均由电动机带动，通过转速传感器（反射式光电传感器）获知转速，轴的振动由位移传感器采集，经过模/数变换，将数字信号送给计算机（或数字信号处理器）进行处理。
6.1.3 ZT-3型转子振动实验台故障实验

通过不同的选择改变转子转速、轴系刚度、质量不平衡、轴承的摩擦或冲击条件以及连轴节的型式来模拟及其的运行状态，由配置的检测仪表来观察和记录其振动特性。
（1）不平衡实验方法
在转子侧面凹槽内加入3—5个螺钉,螺钉要集中以使转子发生不平衡，加入后拧紧。

（2）不对中实验方法

将轴承座的螺丝拧开，在轴承座下面放入一个或两个垫片，然后拧紧，将使转轴偏移而造成不对中，从而模拟不对中实验。
（3）转静碰摩实验方法

在碰摩镙钉支架上小心地向下拧摩擦螺钉，直至与轴接触，从而来模拟转静碰摩。
（4）油膜涡动实验方法

为验证油膜涡动实验，需使用下列组件：带轴肩的油膜涡动转轴(500mm)、装有滑动轴承套的涡动轴承支架、针阀式油杯和接油盒。实验步骤如下：1）拆去后两跨转子，仅留第一跨转子和第二跨的内轴承座；2）把转子套装在涡动转轴上，涡动转轴插入第二跨的内轴承座；3）安装涡动轴承座，使涡动转轴的轴肩进入涡动轴承座内，同时调整涡动轴承座与转轴的轴向距离，保证有1～2 mm的间隙；4）装好针阀式油杯和接油盒；5）调整转子在轴上的位置，离涡动轴承座约2／3处固紧； 6）打开油流阀，直至油从轴承滴下，启动实验台，逐渐提高转速，约在3000～4000rpm时，发生涡动，如果涡动没有立即发生，则使用尼龙预负荷棒往涡动轴承端轻轻地抬起轴。

6.2基于核主成分分析（KPCA）的转子故障特征提取

本文利用ZT-3多功能转子实验台和DH5922动态信号测试分析系统，在不同的转速下采集了不平衡、碰摩、不对中及油膜涡动四类转子故障样本：其中，不平衡故障样本26个、不对中故障样本26个、碰摩故障样本26个、油膜涡动故障样本26个。这些转子故障数据将用于下面的KPCA的特征提取的实验研究。
6.2.1 转子故障信号频谱预处理

在进行核主成分分析（KPCA）之前，需要对转子故障信号频谱进行预处理，即对所有转速下的故障信号，使频谱中的频率间隔为相同的值，设为
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为转子旋转频率，
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通常设定为0.1或更小，视频率分辨率而定。由离散傅立叶变换可知，信号的分析时间应为：
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由采样定理可知，设故障信号最高分析频率为
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代入（6.2）得
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综上所述，转子故障信号的预处理步骤为[83]：

STEP1：对原始信号按式（6.3）进行重采样；

STEP2：设频率分辨率
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，对重采样信号进行快速傅立叶变换，其中变换的数据点数为
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；

STEP3：在频谱中取前n个点作为故障信号的离散频谱特征值，设所选取的频谱值最高频率为
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。显然，n的值与所选取的信号最高分析频率有关，当n=100时，所选取的频谱值最高频率为
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STEP4：对每个故障信号则形成一个n维的特征向量。

STEP5：对m个故障样本，重复STEP1到STEP4可以得到m个n维特征向量，从而构成矩阵
[image: image401.wmf]x

。然后可以按上述PCA方法进行特征提取。

图6.4—图6.7分别为不同转速下的不平衡、不对中、碰摩及油膜涡动故障预处理后的频谱，为了表现清楚，选取了前100个频率点，即n=100。频率间隔为
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，故图中横坐标为10时，所对应的频率值为
[image: image403.wmf]R
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。从图6.4中可以看出不平衡故障主要表现为1倍频；从图6.5可以看出不对中故障表现出了1倍频、2倍频、4倍频及6倍频等偶数倍频；从图6.6可以看出碰摩故障表现出了1倍频、2倍频、3倍频、4倍频及5倍频等成分；从图6.7可以看出，油膜涡动故障主要表现出的0.5倍频成分。显然，本文频谱预处理方法是正确合理的。
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6.2.2 实验结果与分析
为了验证本文提出的基于KPCA的转子故障频谱特征提取方法的有效性，将故障样本随机分为训练样本集（52个样本）、测试样本集（52个样本）,每个样本集中均包含了不平衡、不对中、碰摩以及油膜涡动四种故障。
表6.1为PCA与KPCA的特征提取效果对比，其中三种核主成分分析方法KPCA1,KPCA2和KPCA3所采用的核函数分别为多项式核函数、高斯径向基(RBF)核函数和多层感知器(MLP)核函数。其中KPCA1的核参数
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取0.001，KPCA2的核参数
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取10
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，KPCA3的核参数
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和核参数
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分别取-4，0.1。
目前，KPCA存在的典型问题就是核函数及其参数的选择，也没有统一的选择标准和理论。针对核函数的选取不同所带来的识别率的不同，本文将在相同的特征维数下，基于
[image: image409.wmf]p

阶多项式核函数，高斯径向基核函数，多层感知器核函数的不同参数的KPCA算法以及PCA算法对转子故障进行识别时的识别率作了对比，实验结果分别如表6.2－表6.6所示。其中表6.2－表6.5分别是特征维数为14，6，4和3时在不同的核函数及参数下KPCA所对应的识别结果，表6.6为PCA在不同的特征维数所对应的识别结果。以上算法识别阶段均采用最近邻分类器进行识别。
表6.1 PCA与KPCA的效果对比

	特征值

序号
	PCA
	KPCA1

	
	
[image: image410.wmf]i

l

值
	贡献率/%
	累积贡献率/%
	
[image: image411.wmf]i

l

值
	贡献率/%
	累积贡献率/%

	1
	1.51
	68.97
	68.97
	4.727
	63.97
	63.97

	2
	0.282
	12.89
	81.86
	1.002
	13.56
	77.53

	3
	0.22
	10.06
	91.92
	0.772
	10.45
	87.98

	4
	0.073
	3.32
	95.24
	0.334
	4.51
	92.49

	5
	0.021
	1.22
	96.46
	0.175
	2.36
	94.85

	6
	0.012
	0.92
	97.38
	0.088
	1.2
	96.05

	特征值

序号
	KPCA2
	KPCA3

	
	
[image: image412.wmf]i
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值
	贡献率/%
	累积贡献率/%
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值
	贡献率/%
	累积贡献率/%

	1
	4.109
	65.44
	65.44
	4.157
	64.53
	64.53

	2
	0.797
	12.69
	78.13
	0.859
	13.33
	77.86

	3
	0.637
	10.14
	88.27
	0.663
	10.29
	88.15

	4
	0.267
	4.25
	92.52
	0.289
	4.5
	92.65

	5
	0.131
	2.09
	94.61
	0.139
	2.16
	94.81

	6
	0.074
	1.18
	95.79
	0.078
	1.22
	96.03


表6.2特征维数为14时不同的核函数及参数下KPCA对应的识别结果

	多项式

核函数
	核参数
[image: image414.wmf]p


	0.001
	0.01
	0.05
	0.1
	0.5
	1

	
	识别率
	92.31%
	92.31%
	92.31%
	92.31%
	90.38%
	88.46%

	高斯径向基

核函数
	核参数
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	识别率
	90.38%
	92.31%
	92.31%
	92.31%
	92.31%
	90.38%

	多层感知器

核函数
	核参数
[image: image422.wmf]c


	-1
	-1
	-2
	-2
	-4
	-4

	
	核参数
[image: image423.wmf]n


	0.1
	1
	0.1
	1
	0.1
	1

	
	识别率
	92.31%
	90.38%
	92.31%
	90.38%
	92.31%
	90.38%


表6.3特征维数为6时不同的核函数及参数下KPCA对应的识别结果

	多项式

核函数
	核参数
[image: image424.wmf]p


	0.001
	0.01
	0.05
	0.1
	0.5
	1

	
	识别率
	86.54%
	86.54%
	86.54%
	86.54%
	86.54%
	84.62%

	高斯径向基

核函数
	核参数
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	识别率
	84.62%
	86.54%
	86.54%
	86.54%
	86.54%
	84.62%

	多层感知器

核函数
	核参数
[image: image432.wmf]c


	-1
	-1
	-2
	-2
	-4
	-4

	
	核参数
[image: image433.wmf]n


	0.1
	1
	0.1
	1
	0.1
	1

	
	识别率
	88.46%
	86.54%
	88.46%
	86.54%
	88.46%
	86.54%


表6.4特征维数为4时不同的核函数及参数下KPCA对应的识别结果

	多项式

核函数
	核参数
[image: image434.wmf]p


	0.001
	0.01
	0.05
	0.1
	0.5
	1

	
	识别率
	88.46%
	88.46%
	88.46%
	88.46%
	86.54%
	86.54%

	高斯径向基

核函数
	核参数
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	识别率
	86.54%
	88.46%
	88.46%
	88.46%
	88.46%
	88.46%

	多层感知器

核函数
	核参数
[image: image442.wmf]c


	-1
	-1
	-2
	-2
	-4
	-4

	
	核参数
[image: image443.wmf]n


	0.1
	1
	0.1
	1
	0.1
	1

	
	识别率
	88.46%
	88.46%
	88.46%
	88.46%
	88.46%
	88.46%


表6.5特征维数为3时不同的核函数及参数下KPCA对应的识别结果

	多项式

核函数
	核参数
[image: image444.wmf]p


	0.001
	0.01
	0.05
	0.1
	0.5
	1

	
	识别率
	86.54%
	86.54%
	86.54%
	84.62%
	84.62%
	84.62%

	高斯径向基

核函数
	核参数
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	识别率
	84.62%
	86.54%
	86.54%
	86.54%
	86.54%
	84.62%

	多层感知器

核函数
	核参数
[image: image452.wmf]c


	-1
	-1
	-2
	-2
	-4
	-4

	
	核参数
[image: image453.wmf]n


	0.1
	1
	0.1
	1
	0.1
	1

	
	识别率
	86.54%
	86.54%
	86.54%
	86.54%
	86.54%
	84.62%


表6.6 PCA在不同的特征维数对应的识别结果

	特征维数
	14
	6
	4
	3

	识别率
	86.54%
	82.69%
	84.62%
	82.69%


从表6.1可看出，三种KPCA的前3个主元的累积贡献率(均为88%左右)虽然小于PCA的前3个主元累积贡献率(91.92%)，但是其携带的变异信息大于85%，因此可以用来描述转子的工作状态，用于状态识别。从表6.2－表6.6的分析结果可看出，KPCA的前3个主元的识别分类效果明显优于PCA的前3个主元。

为了更直观地比较KPCA和PCA不同主元特征的可分性大小，把第一主元和第二主元投影到2维平面显示。其中PC代表线性主元，KPC代表核函数求得的非线性主元，二者均为量纲一的参量。图6.8,图6.9，图6.10和图6.11分别是基于PCA、KPCA1,KPCA2和KPCA3的主元方向特征矢量的投影图。图中4种标志‘.’、‘*’、‘○’、‘+’分别表示转子的不平衡、不对中、碰摩、油膜涡动4种故障状态。由图6.8可以看出，PCA虽然可以降低特征集合维数，但是在主元方向特征矢量的投影图上，除了油膜涡动外，不平衡、不对中、碰摩的主元特征混杂在一起，难以区分，所得主元投影并不能很好地将这三种不同的状态区分开来，识别效果较差。由图6.9，图6.10和图6.11可以看出，三种KPCA基本可以将不平衡、不对中、碰摩和油膜涡动的主元特征区分开来，识别效果有了明显改善。虽然碰摩和不平衡的主元特征有一点混在一起，但这并不影响KPCA的总体识别效果，从以上分析中可以看出KPCA有较强的非线性故障识别能力。
原因分析如下：PCA和KPCA中主元对特征集贡献率的大小表示了它所携带的原始特征变异信息的大小，贡献率越大，表明它对特征信息的解释能力越强，对原始变量的综合能力也越好。由表6.1可见，PCA第3个主元携带的变异信息,就接近92%。但是用于模式识别分类效果却不理想，可分性较低，原因在于转子的振动信号本身就具有非线性，而带有故障的转子振动信号所具有的非线性就更强，此时PCA的线性主元分析方法已不再适用；并且原始特征集中存在重叠信息，夸大了前3个主元对转子工作状态的反映能力并且舍弃的较小主元中可能包含一些重要的非线性信息。而核函数主元分析适用于对非线性数据进行处理，它的前3个主元的累积贡献率虽然小于PCA线性主元的累积贡献率，但是携带的变异信息大于85%，故可以用来描述转子的工作状态，用于状态识别，并且分类效果明显优于采用PCA线性主元分析的结果。
核主成分分析（KPCA）通过核方法将线性主元分析拓展到非线性数据处理领域，利用内积运算求取原始特征的非线性主元，却无需考虑非线性映射的具体形式。这样即使变换空间维数增加很多，求解分类问题却没有增加计算复杂度。而且，它保留了PCA的优点，在非线性主元子空间自动按照各个主元对故障的敏感程度进行排序，根据主元的贡献率有较为直观的解释。
为了进一步验证本文基于KPCA的转子故障特征提取的有效性，与传统的频谱分析法、文献[84]中提出的小波能量特征自动提取方法及利用本文频谱的预处理后未特征提取的方法进行对比。
传统的频谱分析法的原理是：对转子信号进行傅立叶变换（FFT），通过提取信号在频域上的特征量，确定各特征频率成分以及幅值大小。由于转子故障的特征频率通常为旋转频率的k倍频，为了满足诊断，k倍频可取为：0.2(，0.25(，0.33(，0.43(，0.5(，0.67(，0.75(，1(，2(，3(，4(，5(，6(，7(，8(，9(，10(这17个特征量。同样，利用最近邻分类器，对相同的故障数据，得到的识别结果如表6.7所示。
文献[84]中提出的小波能量特征自动提取方法的原理是：受倍频分析思想的启发，运用尺度变换原理，通过对原始时间信号进行重采样，对重采样后的信号进行小波变换，并统一分解到给定层上，从而获取信号的频带特征，它能够消除转子转速和信号采样频率对小波分解频带分布的影响，所提取出的频带能量特征具有统一的物理意义。根据文献[84]选取重采样间隔
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的采样间隔进行重采样；统一将重采样后的信号进行9层小波分解，最后得到10个小波能量特征，同样，利用最近邻分类器，对相同的故障数据，得到的识别结果如表6.7所示。
为了便于与传统的频谱分析法、文献[84]中提出的小波能量特征自动提取方法及本文频谱的预处理后未特征提取方法进行对比，将本文中基于PCA的特征提取方法和基于KPCA的特征提取方法利用最近邻分类器，对相同的故障数据得到最高识别率分别列于表6.7。
比较表6.7的计算结果，可以看出，传统的频谱特征提取方法、本文频谱的预处理后未特征提取方法和基于文献[84]的小波能量特征提取方法的识别力较差，对测试样本的识别率分别仅达到73.44%，77.59%，80.62%，并且本文在频谱的预处理后未进行特征提取方法的CPU平均计算时间最长，比其他方法多近乎100倍。基于PCA的特征提取方法比上述三种方法识别力就要强得多，对测试样本的识别率达到86.54%，并且识别时间也较短。而本文提出基于KPCA的特征提取方法，在CPU平均计算时间变化不大的情况下，特征识别力最强，对测试样本识别率达到92.31%。由此可见，本文提出的基于KPCA的转子故障特征提取方法的正确性和有效性。
表6.7在最近邻分类器下不同的方法识别效果比较
	方法
	识别率
	CPU平均计算时间

	传统的频谱分析方法
	73.44%
	14.9ms

	本文频谱的预处理后未特征提取方法
	77.59%
	1036ms

	基于文献[84]的小波能量特征提取方法
	80.62%
	13.1ms

	基于PCA的特征提取方法
	86.54%
	14.2ms

	基于KPCA的特征提取方法
	92.31%
	29.7ms


6.3本章小结

与传统的线性主元分析方法PCA相比，核主成分分析（KPCA）对于转子故障的非线性特征更为敏感，更适于非线性数据的处理。基于核主成分分析（KPCA）的这一优势，提出了基于核主成分分析（KPCA）的转子故障特征提取方法。使用KPCA特征提取方法，通过核函数映射将非线性问题转换成高维的线性特征空间，然后对高维空间中的映射数据作主元分析，提取其非线性特征，对4种转子故障模式（不平衡、不对中、碰摩和油膜涡动）进行识别，并与PCA方法、频谱分析以及小波分析的特征提取方法进行了对比。实验结果表明，核主成分分析（KPCA）更适合提取转子故障的非线性特征，并能很好地识别转子故障的模式。
第七章 总结与展望

7.1总结

基于核的主成分分析（KPCA）是目前国际上非线性特征提取研究领域的一个热点问题。无论从理论分析方面还是实际应用方面都具有较高的研究价值。本文通过对KPCA在香烟条包端面透明纸图像检测，航空发动机滑油滤图像分析以及航空发动机转子故障诊断中的应用研究，取得了以下研究成果：

第一，阐述了基于主成分分析(PCA)的特征提取方法，为了解决PCA方法在特征值和特征向量计算量大的问题，又引入了奇异值分解（SVD）定理，同时又简单介绍了特征提取后用于分类的最近邻算法。将基于主成分分析(PCA)的特征提取方法运用于人脸识别，得到了较高的识别率。

第二，研究了KPCA方法在香烟条包端面透明纸图像损伤检测，航空发动机滑油滤图像特征提取中的应用。PCA方法只考虑了图像数据的二阶统计信息，未能利用数据中的高阶统计信息，忽略了多个像素间的非线性相关性。而图像的高阶统计往往包含了图像边缘或曲线的多个像素间的非线性关系。而KPCA正好基于数据的高阶统计特性，考虑了图像像素之间的非线性关系，因此用其可以提取图像的非线性特征。本文通过用PCA方法和KPCA方法的对比实验，发现KPCA不仅实现了降维，解决了图像特征提取中维数和小样本问题，而且取得了比PCA更好的识别效果。
第三，本文将KPCA应用于转子故障的特征提取，通过核函数映射将转子故障的非线性问题转换成高维的线性特征空间，然后对高维空间中的映射数据作主元分析，提取其非线性特征，并对转子故障的4种模式不平衡、不对中、碰摩和油膜涡动进行识别，同时与PCA方法、频谱分析以及小波分析的特征提取方法进行了对比。实验结果表明，核主成分分析（KPCA）更适合提取转子故障的非线性特征，较其他方法具有明显的优势。
7.2展望
总之，本文对基于核的主成分分析（KPCA）及其应用进行了一些研究，并有效应用到香烟条包端面透明纸图像，航空发动机滑油滤图像以及航空发动机转子故障中，并取得了一定的成果，但是还有一些工作尚待进一步研究：
（1）核函数和参数的选择缺乏理论指导，其内在本质、基本性质等还有赖进一步研究；怎样将核技术或内积思想应用于其它方面，对一些传统的算法进行改造；基于核技术的方法其训练算法往往对训练集大小具有上界限制、训练算法不够完善、收敛慢、不支持增量学习等等。

（2）大部分单一分类器只是利用了部分信息或者从特定的角度提取特征，没有哪一个分类器在任何情况(如识别率、运行时间、算法复杂度、算法稳定性等)下都是最优的，如果将众多不同的特征组合在一起建立单一分类器，有时候是很难的或不可能的，这就为多分类器组合提供了潜在的可能。分类器的组合判决将是一个研究方向，无论是单一分类器的选择和数目，组合规则的建立和应用，还是训练样本的产生、组合器结构的构造，都是值得研究的问题。

（3）本文也详细地分析了KPCA相对于PCA所具有的优势，但是从KPCA的操作过程中也不难发现它也存在不足，主要体现在三点：各特征的物理意义很不明确，一般的PCA仅是原有各特征的线性叠加，还可以勉强找出其含义，而KPCA是不可能明确其物理含义的；求投影所需的计算相对要难得多；测试样本在F空间向量
[image: image456.wmf]k

V

上的投影太复杂。

对于第一个不足从目前来看是不可克服的，因为这一不足是由非线性变换引起的，而核方法必须经过非线性变换。后两个不足实际上涉及的是同一个问题，即如何减少训练所需的样本数目。因此，如何从学习样本集中选择最具代表性的学习样本是KPCA的一个研究方向，或许主动学习（active learning）是解决这两个问题的一条有效途径。

（4）基于核的主成分分析（KPCA）的方法在很多应用领域的研究还有待探索和完善，缺乏与各种应用问题的先验知识的整合能力。
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图6.3实验装置信号采集原理图








图3.1 核方法框架示意图
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图3.2 KPCA算法流程图
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输出特征向量
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图4.4 PCA与KPCA各主元累积贡献率比较图
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图4.2 VS-808HC微型彩色高清工业摄像机实物图





图5.11异常滑油滤典型图像














图6.1 ZT-3多功能转子模拟实验台
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图2.1 ORL人脸数据库中的部分人脸图像
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图5.9 DH－HV02系列数字摄像机实物图











图5.8取下磁环的滑油滤磨屑图像








图5.7带磁环的滑油滤磨屑图像
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图5.6 滑油滤清洗装备结构设计图











图5.5滑油滤清洗和磨屑收集系统实物图








图5.4滑油滤清洗和磨屑收集系统结构原理图
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图5.1航空发动机主滑油滤位置示意图
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图6.11 KPCA3的主元方向特征矢量的投影图
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图6.10 KPCA2的主元方向特征矢量的投影图
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图6.9 KPCA1的主元方向特征矢量的投影图








图6.8 PCA的主元方向特征矢量的投影图
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图6.7 油膜涡动故障信号预处理后的频谱 (100个点)
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图6.6 碰摩故障信号预处理后的频谱 (100个点)
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图6.5 不对中故障信号预处理后的频谱 (100个点)
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图6.4 不平衡故障信号预处理后的频谱(100个点)
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图6.2 ZT-3多功能转子故障模拟实验台
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图5.12 PCA与KPCA各主元累积贡献率比较图








图5.3滑油滤图像








图5.2滑油滤及金属屑图像
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图4.3 MV-E8800 PCI-E 8路高清实时图像采集卡实物图





图5.10 正常滑油滤典型图像











图4.1 图像检测系统原理图
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