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摘   要

神经网络由于其超强的非线性映射能力、容错性和知识获取潜力，以及分布式的知识表达和隐含的并行性，在航空发动机气路、磨损及振动故障诊断中均得到了广泛的应用。然而，神经网络方法存在一个固有的缺陷，即由于其获取的知识蕴涵在大量的连接权中,难以理解，也难以为推理过程给出清晰的解释，严重地限制了神经网络智能诊断的发展。因此，需要从训练好的神经网络中提取知识规则，这也是神经网络智能诊断和神经网络专家系统的迫切需求。本文在研究现有神经网络规则提取方法的基础上，基于功能性观点，提出一种新的神经网络规则提取方法，并将之运用于航空发动机转子振动故障诊断中。
（1）综述了现有的神经网络规则提取方法和研究现状，介绍了目前国内外几种主要的基于结构性观点和基于功能性观点的神经网络规则提取方法。并指出了神经网络规则提取方法在航空发动机故障诊断中的意义以及现有方法的缺陷。

（2）讨论了神经网络专家系统原理以及神经网络专家系统智能诊断过程，比较了基于规则的专家系统和神经网络专家系统各自的优缺点，指出了神经网络规则提取是神经网络专家系统发展的客观需要。

（3）针对功能性观点，研究了一种新的神经网络规则提取方法，在特征选取中，引入了数据挖掘中广泛应用的熵法；在连续属性离散中，引入了粗糙集理论中的由S. H. Nguyen和Skowron 提出的布尔逻辑与粗糙集理论相结合的经典离散化方法，该方法可以将离散属性看作连续属性的特例，同时进行处理，这在很大程度上降低了计算的复杂性；在神经网络结构设计中，引入遗传算法，实现了神经网络结构自动优化，以保证训练好的神经网络具有最佳的泛化能力；在规则提取中，提出了一种分层穷举式的规则提取方法，保证了规则提取的完整性和优先次序。并用Iris数据和人群分类问题数据验证了方法的正确有效性。
（4）利用ZL-3型多功能转子实验台和航空发动机转子实验器采集了包含不平衡、碰摩及油膜涡动的故障样本，利用本文方法提出的新的神经网络规则提取方法直接从大量的故障样本中提取故障诊断知识规则，结果表明了方法的正确有效性以及规则的良好解释性。

关键词：神经网络；规则提取；知识获取；航空发动机；智能诊断；专家系统
ABSTRACT

Neural networks have been widely applied in fault diagnosis of Aero-engine’s performance, wear and vibration, because it has strong nonlinear mapping and error-tolerance ability, the distributed knowledge expression, and implied parallel computation. However, neural networks have an inherently defect: knowledge is implied in lots of connect wights, so that it is difficult to be understood and explained. This has seriously limited the development of neural networks in intelligent diagnosis. Therefore, it is needed to extract rules from neural networks. This is also the instant need to the development of neural networks intelligent diagnosis and neural network expert systems. On the basis of the existing method of neural networks rule extraction, in this paper a new approach based on the functional opinion.is given to extract the rules from neural networks, and it is applied to carry out the intelligent diagnosis of rotor faults. 
(1) In this paper, an overview of the present studies on neural networks rule extraction methods is summarized, some methods of neural networks rule extraction at home and abroad which are based on the functional opinion or the structural opinion are intrduced, and the meanings and defects of the existing methods are pointed out aiming at the intelligent diagnosis of Rotor faults
(2) In this paper, heprinciple and the diagnosis process of neural networks expert system are discussed, neural networks expert system and rule expert system are compared with each other, their advantages and defects are pointed out respectively. It also points out that extracting rules from neural networks is the objective need of the development of neural networks expert system.

(3) According to the function opinion, in this paper, a new method of extracting rules from neural networks is put forward. In feature selection, the entropy method is introduced which has been used extensively in data mining; In discreting continuous attributes, a classic method which is put forward by S. H. Nguyen and Skowron is introduced, this method can deal with discreted attributes as continuous attributes, it can reduce the complexity; In structural design of neural networks, genetic algorithm is introduced, and the automatic optimization of neural networks’ structure is realized in order to ensure the trained neural networks have the best generalization ability; In rule extracting, a new rule extraction method is advanced for ensuring the integrity and the priorities of etracted rules. The correctness and validity of the new method is verified by Iris Data and Crowd Classification Data.

(4) Fault samples are acquired from ZL-3 rotor experimental test-bed and aero-engine rotor experimental rig. These faults include imbalance, rubbing and film whirling. The new method is used to extract fault diagnosis knowledge from lots of fault samples. The result indicates that the extracted rules are correct and easily to be understood.

Keywords: Neural Networks; Rule Extraction; Knowledge Acquisition; Aero-engine; Intelligent Diagnosis; Expert System;
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第一章 绪论
1.1航空发动机故障诊断现状

航空发动机是一种典型的高速旋转机械设备,其机器结构复杂,工作在高温、高速的恶劣条件下，很容易发生各种机械故障。飞机发生故障常常会导致灾难性的后果，因此，对航空器的故障诊断显得尤为重要。
发动机常用的几种故障诊断的方法为：基于发动机气路性能参数的状态诊断；基于发动机转子系统的振动诊断；基于滑油分析的发动机磨损状态诊断以及发动机内部气路部件的孔探检测技术等[1]。

（1）发动机状态诊断

发动机状态诊断方法又称故障方程法，是基于航空发动机热力状态故障方程的故障诊断方法。它包含两方面的意义：一是它所采用的故障诊断算法是故障方程法，即它要根据航空发动机的气动热力学模型及故障建立航空发动机的故障方程并求解；二是它的应用对象是与航空发动机热力性能有关的部件（即气路部件）。
（2）发动机转子系统诊断

在航空发动机故障诊断技术领域，发动机振动诊断方法是最常规和常用的，这种方法的使用时间已经很长，在理论上比较成熟，应用技术上也比较简便易行，因而已经得到了广泛使用。振动诊断方法不仅是故障诊断的重要方法，也是发动机状态监控的主要技术手段。

航空发动机振动监控和故障诊断方法主要用于发动机结构系统，特别是转子系统的机械状态。发动机的振动诊断方法包括两个方面的内容：一是对发动机振动故障本身的原因进行诊断；二是利用振动诊断方法对发动机其它子系统的故障进行诊断。

（3）发动机磨损状态诊断

航空发动机的磨损故障诊断主要是通过监测发动机滑油中的金属和非金属磨粒的含量、浓度、尺寸、形状和颜色等信息来诊断发动机的传动系统和具有相互运动的摩擦副的磨损性质、磨损类型和磨损部位。常用的方法是铁谱分析、光谱分析、污染分析、油品理化及能谱分析等。

（4）发动机孔探检测技术

航空发动机结构复杂，工作在高温、高速等恶劣条件下，而且经常需要变换工作状态，承受很大的交变载荷。因此，它的故障一直是威胁飞行安全的首要问题。因此，在使用过程中采取必要的监测手段，对其承受高负荷和处于腐蚀介质中的零部件进行定期与非定期探测、检验，及时发现各类损伤、缺陷是保障飞行安全的重要措施之一。由于航空发动机的关键部件如主气流通道部件、高压压气机、高低压涡轮的各级轮盘及叶片、燃油喷嘴、燃烧室等都是不易拆卸且检验可达性较差的零部件，采用孔探仪对这些部件的损伤进行窥探和分析是实现发动机无损探伤的重要手段。因此，孔探技术在各航空公司和飞机维修企业得到了普遍采用和重视。

1.2 知识获取在在航空发动机故障智能诊断中的意义

目前，用于系统故障诊断的方法主要有两大类：一类是完全基于检测数据处理的诊断方法，通过对故障检测信号的处理而较早地发现故障、预报故障；另一类则是专家系统诊断方法，它是模仿人类专家在进行故障诊断时先观察系统症状，然后依据这些症状，利用自己所具有的知识来对故障原因进行推测，是一种智能诊断方法。航空发动机是一个高复杂、非线性的系统，其故障与征兆之间有着复杂的对应关系，具有不确定性。因此，采用专家系统方法对航空发动机进行故障诊断[1] 具有重要意义。

专家系统是以故障诊断领域专家知识为基础，使计算机能模拟人类专家的思维方式，使之成为具有专家水平的、具有解决本领域内复杂问题能力的系统，知识获取的基本任务就是为专家系统的知识库获取知识，建立健全完善有效的知识库，以满足解决该领域问题的需要。获取的知识的数量和质量将直接影响到专家系统的诊断效率和诊断准确度。知识获取是一个与领域专家、专家系统建造者以及专家系统本身都有密切相关的复杂问题，被公认是专家系统建造的“瓶颈”[2] 。
目前知识获取主要有两种途径：即机器自动获取和人工移植。后者需要知识工程师和领域专家的反复交流，从领域专家获取知识，然后由知识工程师将知识输入到知识库。而且在很多情况下，领域专家很难将自己的经验知识讲清楚，尤其是凭直觉解决的问题，获取知识的有效性、先验性和针对性，在一定程度上取决于获取过程中人的因素，带有感性的、盲目的特征。因此这种方法一则效率很低，二则所获得的知识精度不高。
机器自动获取知识就是机器通过学习，获取知识，进行知识积累并对知识库进行更新。系统不仅可以直接与专家进行对话，从专家提供的原始信息中学习到专家系统所需要的知识，而且还能从大量的学习样本中归纳出新的知识，发现知识中可能存在的错误，不断地自我完善，建立起性能优良、知识完善的知识库。机器学习的方法目前有很多种，根据其对导师的依赖程度可分为：机械式的学习、类比学习、归纳学习、观察发现式的学习以及近来发展的基于解释的学习、基于事例的学习、基于神经网络的学习、遗传算法的学习以及基于粗糙集理论的学习等。
1.3神经网络专家系统的应用现状

诊断专家在进行机器故障诊断时，首先是利用机器所表现的症状（或征兆），按自己以往所积累的诊断经验判断出机器故障的原因及类型。诊断的关键是领域专家的经验知识，这种知识是领域专家在其诊断生涯中从大量有意义的故障实例中抽象出来的，有关故障、征兆和原因之间相互关系的知识。也就是说，领域专家每当遇到一个新的实例，它实现的是由相似性而联想到过去的某一实例，并与之相比较，然后作结论。这是一种按相似进行分类的方法。然而传统诊断专家系统广泛采用的是基于规则表示领域专家知识的方法，只能对分类做出明确表示，很难表示出故障实例与实例相对比所表现出来的相似性。另外，知识工程师提取规则不仅工作量大、周期长、效率低，而且对某些经验知识也很难用明确规则表达出来。因此，知识获取就成为传统专家系统研究中的瓶颈问题。而基于神经网络的知识获取并不需知识工程师从领域专家的经验中提取规则，它只是对领域专家提供的大量故障实例进行学习，自动从领域专家的实例中提取知识，知识也是隐含的分布存储在神经网络中，并不像规则那样显示地表示出来，这种知识的获取方式是自动的，它在一定程度上缓解或克服了传统专家系统研究中存在的知识获取瓶颈问题。目前，神经网络专家系统已经被广泛应用在故障诊断、医疗、军事、勘探等各个领域[2] 。
与传统专家系统相比，神经网络专家系统具有以下几个优点：

（1）具有统一的内部知识表示形式，任何知识规则都可通过对范例的学习存储于同一个神经网络的各连接权值中，便于知识库的组织与管理，通用性强；知识容量大，可把大量的知识规则存储于一个相对小的多的神经网络中。
（2）便于实现知识的自动获取，能够自适应环境的变化。

（3）推理过程为并行的数值计算过程，避免了以往的“匹配冲突”、“组合爆炸”和“无穷递归”等问题；推理速度快。

（4）具有联想、记忆、类比等形象思维能力，克服了传统专家系统中存在的“知识窄台阶”问题，可以工作于所学习过的知识以外的范围。

（5）实现了知识表示、存储和推理三者融为一体，即都由一个神经网络来实现。

但是，神经网络有一个固有的缺点，即其获取的知识蕴涵在大量的连接权中，因而难以理解，也很难给它的推理过程给出清晰的解释。它的决策模型对用户来说就是一个“黑箱”。
1.4 神经网络规则提取研究现状

神经网络是一种可靠的并行式计算模型，在解决复杂人工智能问题方面有出色表现。然而，由于神经网络知识储存的隐蔽性以及推理过程的不明确性，要想知道神经网络是如何得出他的结论是一个困难的课题。这是一个很严重的缺点，因为缺少产生可理解决策的能力，要让人们确切相信神经网络可以解决现实问题就太难了。如果能从神经网络中抽取出明确的、可理解的规则，那么他的推理过程自然一目了然。因此，神经网络规则提取技术被研究人员提出。
从神经网络中提取规则的研究可以上溯到20世纪80年代末Gallant[3] 的工作。1988年。Gallant在其连接主义专家系统中，对不采用分布式知识表示的连接主义模型与析合范式之间的关系进行了研究，他根据推理强度对可用属性进行排序，从而构造出可以解释网络如何为某个给定事例产生结论的if-then规则。虽然Gallant的主观目的是比较连接主义模型与析合范式的知识表示法效率，但他的工作在客观上给出了一种神经网络规则提取方法的雏形。在此之后，尤其在20世纪90年代初，随着数据挖掘的兴起，机器学习和神经计算界的很多研究者意识到神经网络规则提取的重要性，纷纷投身到这方面的研究中去。

根据设计思想的不同，目前的神经网络规则提取方法大致可以分成两大类，即基于结构分析的方法和基于功能分析的方法。

1.4.1 基于结构分析的方法

基于结构分析的神经网络规则提取方法把规则提取视为一个搜索过程，其基本思想是把已训练好的神经网络结构映射成对应的规则，由于搜索过程的计算复杂度与神经元的数目呈指数级关系，当神经元很多时，会出现组合爆炸。因此，此类算法一般采用剪枝聚类等方法来减少网络中的连接以降低计算复杂度。

1991年，Fu[4]提出了KT算法，该算法将网络中神经元的激活值通过近似处理为0和1，将属性分为“正属性”和“负属性”，前者对某结论起到确认作用，后者则起否定作用。KT算法对“正”、“负”属性的区分降低了规则搜索复杂度，但这也限制了算法的规则提取能力，使得提取出的规则无法精确的描述原神经网络。

1992年,Towell和Shavlik[5]为基于知识的神经网络（knowledge based artificial neural networks,KBANN）设计了一种规则提取算法，即MOFN算法，该算法可以提取出如下形式的M-of-N规则：if (M of N antecedents are true)then……。
1993年，Sestito和Dillon[6]提出了一种利用抑制性单层网络为神经网络中每个输出神经元提取相应规则的算法。这种算法对前馈网络相当有效，可以提取出较好的规则，但由于在规则提取过程中需要额外的构造并训练两个神经网络，其时间代价相当高.

1.4.2基于功能分析的方法

与基于结构分析的方法不同，基于功能分析的神经网络规则提取方法并不对神经网络结构进行分析和搜索，而是把神经网络作为一个整体来处理，这类方法更注重的是提取出的规则在功能上对网络的重现能力，即产生一组可以替代原网络的规则。

1990年，Saito和Nakano[7]提出了两个规则提取算法，RF（rule from facts）从示例集中提取规则，RN(rule from networks)从神经网络中提取规则，提取的规则用析合范式表示，两个算法都是先从少数正例中提取规则，然后根据被覆盖的所有反例来缩小该规则，直到该规则不包含任何反例为止。

1992年，Giles[8]等人提出了一种从循环神经网络中提取有限状态自动机的方法。此后，Gedeon[9]等人提出了一种从循环神经网络中提取确定性有限状态自动机的方法，缓解了以往方法由于计算复杂度太高而导致的对网络状态聚类数以及隐循环状态神经元输出空间探察范围的限制，提高了提取出的知识的保真度。

1994年Craven 和 shavlik[10]为神经网络规则提取任务下了一个定义，即“给定一个训练好的神经网络以及用于其训练的训练集，为网络产生一个简洁而精确的符号描述”，在该定义的基础上，Craven 和 Shavlik 将规则提取视为一个目标概念为网络计算功能的学习任务，提出了一种基于学习的规则提取算法，该算法不需使用特殊的网络训练方法，也不需将隐层神经元近似为阈值单元，但其计算量较大。

周志华等[29]从功能性观点出发，提出了一种统计的神经网络规则提取方法SPT，提取出了可理解性好，简洁、紧凑、保真度高的符号规则。所提出的基于统计的神经网络规则抽取方法尽管在应用中取得了很好的效果，但是该方法的复杂性较高，而且在使用过程中需要进行人为干涉，难于实现规则的自动提取。主要表现在两方面，其一，在对连续属性的离散化处理中，寻找聚类效果好的属性进行离散，这本身就是比较困难且难于用计算机自动实现的问题，其二，在神经网络训练中，神经网络本身的泛化能力优劣也往往依靠人为判断。
1.5本文主要研究内容

由于神经网络在航空发动机智能诊断与专家系统中得到了极其广泛的应用，因此，解释神经网络的诊断过程，从神经网络黑箱中提取出反映故障本质的、易于被人们理解的知识规则具有十分重要的意义。本文在现有研究基础上，综合机器学习和数据挖掘的相关理论，提出一种简洁实用的神经网络规则提取算法，并将算法运用于航空发动机磨损故障诊断和转子振动故障诊断中，取得了良好的效果。本文研究内容包括：
（1）第一章综述了神经网络智能诊断与专家系统及现有神经网络规则提取方法研究现状，指出了神经网络规则提取的重要意义及其在航空发动机故障诊断中的必要性。

（2）第二章介绍了故障诊断专家系统原理以及神经网络专家系统的诊断方法，比较了传统基于规则的专家系统和神经网络专家系统的优缺点，指出了在神经网络专家系统中进行神经网络规则提取的必要性。

（3）第三章在现有研究基础上，引入粗糙集理论及数据挖掘中的相关方法，提出一种基于功能性观点的神经网络规则提取方法。在特征选取中，引入了数据挖掘中广泛应用的平均值方差法和熵法；在连续属性离散中，引入了粗糙集理论中的由S. H. Nguyen和Skowron 提出的布尔逻辑与粗糙集理论相结合的经典离散化方法，在很大程度上降低了计算的复杂性；在神经网络结构设计中，引入遗传算法，实现神经网络结构自动优化，以保证训练好的神经网络具有最佳的泛化能力；在规则提取中，提出了一种分层穷举式的规则提取方法，保证了规则提取的完整性和优先次序。

（4）第四章主要研究了所提出的神经网络规则提取新方法在航空发动机故障诊断中的应用。利用ZL-3型多功能转子实验台和航空发动机转子实验器获取包括不平衡、碰摩及油膜涡动四类转子故障的样本，利用本文提出的神经网络知识规则提取方法进行了验证分析，表明了方法的有效性。
（5）最后，总结了本文的主要结论，并展望了需要进一步研究的内容。

第二章 神经网络专家系统原理
2.1 专家系统起源、发展与现状

传统的故障诊断方法如故障树法、故障字典法等对于简单的诊断对象比较容易实现，对于复杂的诊断对象则实现难度较大且效果不好。人工智能的引进，为故障诊断领域开拓了一片新天地，采用专家系统为复杂对象进行故障诊断已成为一种趋势。

1965年，美国斯坦福大学研究出了第一个计算机专家系统DENDRAL，取得巨大成功[2]。1972年斯坦福大学又研究出专家系统MYCIN，该专家系统用于诊断血液细菌感染以及脑膜炎。由于早期的这些计算机专家系统获得了巨大的成功，从那之后的几十年间，各式各样的专家系统如雨后春笋遍及各类专业领域。又由于它的广泛应用和能产生巨大的经济利益，专家系统得到迅速的发展，现已成为人工智能领域的研究前沿。
2.2 基于规则的专家系统

所谓“专家系统”就是：能够借助人类知识采取一定搜索策略并通过推理的手段来解决某一特定领域困难问题的一个（或一组）计算机程序。专家系统的一般结构包括六个部分：知识库、推理机、人机接口、知识获取子系统、解释子系统、全局数据库。如图2-1所示。
[image: image284.wmf]w

)

48

.

0

42

.

0

(

-

=

W


（1）知识库：知识库用于存储领域内的原理性知识、专家的经验性知识、专家系统的思维机构，是构成专家系统的核心部分。在规则专家系统中，知识采用规则表示，规则表示法又称产生式表示法，早在40年代就由逻辑学家Post提出，称为Post演算[ 28]。它是依据人类大脑记忆模式中的各种知识块之间大量存在的因果关系，把某一领域内被公认的权威专家的经验精选出来，并归纳成一定形式的规则，以“IF THEN”的形式（即产生式）表示出来。这种形式的规则捕获了人类求解问题的行为特征，并通过认识—系列的循环过程求解问题。其问题求解的过程同人类的认知相似。产生式规则由Post严格的理论证明，具有完美的理论基础；各产生式之间相互较为独立，修改与扩充都较容易，所以应用较广。
（2）数据库：数据库通常由动态数据库和静态数据库两部分构成。静态数据库存放相对稳定的参数，如机器的设计参数：额定转速、额定功率等。动态数据库是运行过程中的机组参数，如某润滑油样的铁谱及光谱分析数据等。这些数据都是推理过程中不可缺少的诊断依据。
（3）推理机：推理机是执行问题求解过程中的规则解释程序。在全局数据库中，事实可以用任何方便的形式进行表示，诸如数组、字符串、表结构等。规则的形式为：如果[前提]则[动作]。一般来讲，规则的前提部分或则规则的左部可以是能和数据库进行匹配的任何模式。一旦匹配成功，则执行规则的动作部分或规则的右部。其任务是模拟领域专家的思维过程，控制并执行对问题的求解。它能根据当前已知的事实，利用知识库中的知识，按一定的推理方法和控制策略进行推理。
（4）知识获取程序：用于部分代替知识工程师进行专门知识的自动获取。知识获取机构的基本任务是把知识输入到知识库中，并负责维持知识的一致性及完整性，建立起良好的知识库。
（5）解释程序：对系统给出的结论、求解过程以及系统当前的求解状态提供说明。
（6）人机接口：把系统向专家或用户输入的信息转换成人类易理解的外部形式。

规则专家系统的优点：

（1）知识结构接近人类思维和会话形式，易于理解。

（2）规则表示形式一致，易于控制和操作。
（3）具有高度模块化，规则之间互相独立，易于做增删、修改等知识更新操作。

（4）能有效地表达表层知识。

2.3 神经网络专家系统原理

2.3.1 神经网络专家系统优点

虽然规则专家系统在很多领域中都得到广泛的应用并取得了不少成果，但是也表现出了不少问题[2]：

（1）知识获取“瓶颈”问题：传统专家系统主要采用两种方法来获取知识。一种是领域知识先由知识工程师从领域专家这儿获得（通过这两者的反复交谈或者前者对后者实际操作的观察），再由知识工程师输入知识库中。这种方法造成知识失真的可能性有两方面：一方面，领域专家自己也很难描述自己所拥有的知识，对于具体故障，他们往往只知道如何去解决，却说不出采用这种解决方法的理由，而且，有时他们的知识也是有错误的成分；另一方面，不同的领域专家的知识可能不一样，甚至是互相矛盾，在这种情况下，知识工程师往往显得束手无策。第二种知识获取的方法是机器学习，目前，利用机器学习方法获取知识尚不成熟，离实际应用还有很长的距离。
（2）知识难以维护：现有的规则专家系统知识库中的知识大都是依靠知识工程师人为输入，在知识库里面往往是简单地堆放在一起。规则间的相互关系不明显，知识的整体形象难以把握，难于管理和维护。这样，当这个专家系统的知识库中的知识达到成千上万条时，维护与管理就显得十分困难。
（3）知识窄台阶：专家系统的工作范围很狭窄，只能对专家知识领域范围内的问题以专家级的水平去解决，但对于专家知识领域以外的问题则显得无能为力从而不能正确处理。只能得出一些希奇古怪的结论，即传统专家系统没有联想、记忆、类比等形象的思维能力，致命的问题是，系统本身无法判断自己是否工作在专家领域知识范围内。另外，与真正专家的知识结构不同，不能表示具有结构性的知识。
（4）推理能力弱：传统专家系统推理方法一般较为简单，控制策略不灵活，容易出现诸如“匹配冲突”、“组合爆炸”以及“无穷递归”等问题，推理速度慢，效率低。知识和故障征兆往往有一定的模糊性，采集的数据也有模糊性（如测量误差、元件参数的容差等），而传统专家系统的不精确推理是基于概率的，与“模糊”是两个不同的概念。
（5）实用性差：由于上面的这些严重缺陷，使得一些专家系统很难进入实用阶段。同时，由于推理速度慢，导致一般的传统专家系统难以适应在线工作要求，只能在离线、非实时条件下工作。规则之间的约束及相互作用导致知识处理的低效率。由于规则库一般都比较庞大，而匹配又是一件非常费时的工作，因此其工作效率十分低。
而人工神经网络是对人脑神经网络的某中程度上的简化、抽象和模拟，具有学习、记忆和归纳的能力，神经网络专家系统为专家系统的发展开辟了崭新的途径。与传统专家系统相比，神经网络专家系统具有以下几个优点：

（1）具有统一的内部知识表示形式，任何知识规则都可通过对范例的学习存储于同一个神经网络的各连接权中，便于知识库的组织与管理，通用性强；知识容量大，可把大量的知识规则存储于一个相对小的多的神经网络中。
（2）便于实现知识的自动获取，能够自适应环境的变化。
（3）推理过程为并行的数值计算过程，避免了以往的“匹配冲突”、“组合爆炸”和“无穷递归”等问题；推理速度快。
（4）具有联想、记忆、类比等形象思维能力，克服了传统专家系统中存在的“知识窄台阶”问题，可以工作于所学习过的知识以外的范围。

（5）实现了知识表示、存储和推理三者融为一体，即都由一个神经网络来实现。
2.3.2 人工神经网络的拓扑结构及学习规则

人工神经网络是由大量简单单元——人工神经元高度错综复杂连接而成的网状系统。人工神经元的特性、连接拓扑结构以及学习规则是确定一个网络的三要素。

2.3.2.1 生物神经元与人工神经元模型

神经元（神经细胞）是大脑组织的基本单元。人脑是由大约1011个不同种类的神经元所组成的，神经元的主要功能是传输信息[12]。典型的神经元结构如图2-2所示。
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它具有以下结构特性。

（1）细胞体：由细胞核、细胞质与细胞膜等组成；

（2）轴突：由细胞体向外伸出的最长的一条神经纤维称为轴突。轴突相当于神经元的输出电缆，其端部的许多神经末梢为信号的输出端子，用于输出神经冲动（信息）；
（3）突触：轴突神经末梢与树突相接触的交界面称为突触，每个神经元约有103—104个突触。突触是神经元之间信息传递的载体，它将一个神经元的神经冲动信息传递给其他神经元。突触有两种类型，即兴奋型和抑制型。

（4）膜电位：神经元细胞膜内外之间存在约20—100mV的电位差。膜外为正，膜内为负。

（5）结构可塑性：神经元突触的信息传递特性是可变的，随着神经冲动传递方式的变化，其传递作用可增强或减弱，即神经元之间的连接强度具有可塑性。生物实验表明，突触结构的可塑性是大脑学习和记忆的基础。

神经元的功能：首先，神经元具有时空整合功能，神经元对于不同时间通过同一突触传入的神经冲动具有时间整合功能，对于同一时间通过不同突触传入的神经冲动具有空间整合功能。其次，传入的神经冲动经时空整合的结果导致神经元处于两种常规工作状态：兴奋和抑制。当传入冲动的时空整合结果使细胞膜电位升高，超过被称为动作电位的阈值（约40mv）时，神经元进入兴奋状态，产生神经冲动，由轴突输出；当传入的神经冲动经时空整合的结果使膜电位下降至低于动作电位的阈值，细胞进入抑制状态，无神经冲动输出。满足“0－1”律，即为“兴奋－抑止”状态。突触界面具有脉冲／电位信号转换功能，沿神经纤维传递的电脉冲为等幅、恒宽、编码的离散脉冲信号。而细胞膜电位变化为连续的电位信号。在突触接口处进行“数／模”转换时，通过神经介质以量子化学方式实现（电脉冲—神经化学物质—膜电位）的变化过程。突触对神经冲动的传递还具有延时和不应期；所谓不应期是指在相邻的两次冲动之间需要一个时间间隔，在此期间对激励不响应，不能传递神经冲动。突触对神经冲动的作用可增强或减弱，甚至达到饱和，这就是神经元的可塑性，所以神经元具有相应的学习功能、遗忘或疲劳（饱和）效应。

2.3.2.2人工神经元模型

人工神经网络是由大量处理单元也就是人工神经元广泛互连组成的网络，反映了人脑功能的基本特性，是人脑的某种抽象、简化与模拟[12]。
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人工神经网络突破了以传统的线性处理为基础的数字电子计算机的局限，它是一个具有高度非线性的超大规模连续时间动力系统。其主要特征为连续时间非线性动力学、网络的全局作用、大规模并行分布处理和联想学习能力。

神经元一般是一个多输入/单输出的非线性器件结构，如图2-3所示：
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表示求和；
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表示阈值；
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表示神经元j的求和输出，常称为神经元的激活水平；
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为输出；
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为输入，即其他神经元的轴突输出；n为输入数目；
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为其它n个神经元与神经元j的突触连接强度，通常成为权重，
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可以为正或负，分别表示为兴奋性突触和抑制性突触；
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为神经元的I/O特性，即神经元的激活函数或者转移函数。其作用是将可能的无限域输入变换到一指定的有限范围内。

神经元模型可以表示为：
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                                                             (2-1)
常用的功能函数有：

（1） 线性函数
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（2） 阈值函数（阶跃函数）：
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（3） Sigmiod函数（S函数）：
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（4） 双曲正切函数：
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（5） 高斯型函数：
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从神经生物学的角度看人工神经元模型是过于简化的，它没有考虑影响神经元动态特性的时间延迟，没有包括同步机能和神经元的频率调制功能，而这些特性被认为是非常重要的。尽管如此，人工神经网络对于认识人脑“计算”的原则仍然具有重要价值。

2.3.2.3 人工神经网络的拓扑结构

虽然单个神经元的信息处理功能十分有限,但将多个神经元连成网状结构其处理功能却将大大增强。按照神经元连接方式的不同，神经网络可以分为以下两种类型的结构形式：
（1） 不含反馈的前向神经网络：神经元分层排列，组成输入层、隐层（也称中间层，可有若干个）和输出层。每一层的神经元只接受前一层神经元的输出作为输入。输入模式经过各层的顺次处理后得到输出层输出。多层感知机MLP（Multi-layers perceptron）和误差反向传播（Back Propagation）算法（BP算法）中所使用的网络都属于这一类型。

（2） 反馈网络：包括Hopfield网络、全互联网络以及具有局部互联反馈的网络模型，如状态神经网络、输出反馈神经网络等。由于存在反馈，这种网络具有相当丰富的动态特性，从某一初始状态开始，网络经过若干次的状态变化，才能达到某一稳定点，进入周期振荡或混沌等状态。

2.3.2.4 人工神经网络的学习规则

人工神经网络最有价值的特性就是它的自适应功能，这种自适应功能是通过所谓的学习或训练实现的。任何一个神经网络模型要实现某种功能的操作，必须先对它进行训练，即使得它学会所要完成的任务，并把这些学得的知识记忆（存储）在网络权值中。

人工神经网络的学习规则分为如下几种：

（1）相关规则：仅依赖于连接间的激活水平改变权值，如Hebb规则及其各种修正形式等。

（2）纠错规则：依赖于输出节点的外部反馈改变网络权值，如感知器学习规则、(规则以及广义(规则等。

（3）竞争学习规则：类似于聚类分析算法，学习表现为自适应输入空间的事件分布，如矢量量化（Learning Vector Quantization，简称LVQ）算法、SOM算法、以及ART训练算法都利用了竞争学习规则。

（4）随机学习规则：利用随机过程、概率统计和能量函数的关系来调节连接权，如模拟退火（Simulated Annealing）算法，此外，基于生物进化规则的基因遗传（Genetic Algorithm: GA）算法在某种程度上也可视为一类随机学习算法。

尽管神经网络的学习规则多种多样，但他们一般都可归结为以下两类：

（1）有导师学习：不但需要学习用的输入事例（即训练样本，通常为一矢量），同时还要求与之对应的表示所需输出的目标矢量。进行学习时，首先计算一个输入矢量的网络输出，然后同响应的目标输出比较，比较结果的误差用来按规定的算法改变加权。如上述纠错规则和竞争学习规则。

（2）无导师学习：不要求有目标矢量，网络通过自身的“经历”来学会某种功能，在学习时，关键不在于网络实际输出怎样与外部的期望输出相一致，而在于调整权值以反映学习样本的分布，因此整个训练过程实质是提取训练样本集的统计特性。

2.3.3 多层前向神经网络模型及BP算法

2.3.3.1 BP网络及BP算法

多层前向网络也称之为BP网络，得名于著名的BP算法。BP网络是经典的前向网络，主要由输入层、隐层（可有若干层）和输出层组成。已经证明，一个具有任意的压缩型激活函数（如Sigmoid函数、双曲正切函数等等）的单隐层前向网络。只要有充分多的隐层单元，就能够已任意精度逼近任意一个有限维的Borel可测函数，从而表明BP网络可以作为一个通用的函数逼近器。

事实上，基于BP网络的故障诊断模型也就是利用BP网络的泛函逼近能力，逼近故障的分类边界，从而完成特征空间到故障空间的非线性映射。
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                                                             (2-7)
BP算法的学习过程由正向传播和反向传播两部分组成，在正向传播过程中，输入模式从输入层经过隐层神经元的处理后，传向输出层，每一层神经元的状态只影响下一层神经元状态。如果在输出层得不到期望的输出，则转入反向传播，此时误差信号从输出层向输入层传播并沿途调整各层间连接权值和阈值，以使误差不断减小，直到达到精度要求。该算法实际上是求误差函数的极小值，它通过多个样本的反复训练，并采用最快下降法使得权值沿着误差函数负梯度方向改变，并收敛于最小点。
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图2-4为典型的多层BP网络结构。设神经网络有m层，如果在输入层加上输入模式P，并设第k层i单位输入的总合为
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，由k-1层的第j个神经元到k层的第i个神经元的结合权值为
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。各个神经元的输入与输出关系函数是f，则各变量之间的关系为
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其中输入与输出函数f常用S型函数表示，如：
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这个算法的学习过程，由正向传播和反向传播组成。正向传播过程中，输入模式从输入层经隐层处理，并传向输出层。每一层神经元的状态只影响下一层神经元的状态。如果在输出层不能得到期望的输出，则输入反向传播，将误差信号沿原来的连接通路返回，通过修正各神经元的权值，使得误差信号最小。

首先定义误差函数E为期望输出与实际输出之差的平方和：
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式中Yi是输出单元的期望输出，在这里作为有师信号，因此BP算法是一种有导师学习算法。
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是实际输出，它是输入模式P和权值W的函数。

BP学习算法实际上是求误差函数的极小值。可利用非线性规划中的最快下降法，使权值沿着误差函数的负梯度方向改变，其权值Wij的更新量
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式中( 是学习步长，取正数。设
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为误差信号，即可得学习公式
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下面讨论
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，分为两种情况考虑：
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（1）如果k是输出层（第m层）的神经元，k=m，则Yi是整个网络的期望输出，为定值。由式（3-40）可得
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（2-15）

（2）如果k不是在输出层，而是中间的隐层k，因为，
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所以有

                                                            (2-16)
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    从上式可见，k层的误差信号
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正比于上一层的误差信号
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综上所述，BP算法可以描述为：

1）选定初始权值W，一般产生在[-1，1]区间平均分布的随机数；

2）重复下述过程直到收敛：

a 对k=1到m计算
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（正向过程）；

b对各层从m到2反向计算（反向计算），对同一层节点由式（3-44）和式（3-45）计算
[image: image30.wmf]k

i

d

；

c 修正权值
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                 （2-18）
为了提高收敛速度，在权值修改中往往还加入一个惯性项（亦称为动量项）
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，即后一次的权值更新适当考虑到上一次的权值更新值，其中惯性项调整系数为
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，当学习步长
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可取0.7~0.9。需要注意的是BP算法容易收敛到局部最小，将BP算法与模拟退火算法和遗传算法相结合可以有效地消除局部最小问题。

2.3.3.2 BP网络及BP算法的缺陷及解决方法

BP网络及BP算法在诸如模式识别、系统辨识、图像处理、语言理解、函数拟合等一系列实际问题中得到了极为广泛的应用[11]。但是BP网络及BP算法本身依然存在着一些不足之处，具体表现在：

（1）训练速度过于缓慢，通常要数千步以上；

（2）存在局部极小问题，难以发现最佳权值；

（3）网络结构的确定（主要是隐层节点数）缺乏严格的理论依据，通常依据经验选取；

（4）网络在学习新样本时有遗忘已学样本的趋势，存在“突然遗忘”现象。同时应用BP网络时要求刻划每个样本特征数目必须相同。

（5）模型泛化能力不能在理论上得到保证。

对上述第一个问题,许多研究者提出了各种不同的改进BP算法,如附加动量项,采用不同的目标函数，应用其他高阶非线性优化方法（共轭梯度法、牛顿法等）等，从不同程度上提高了网络的目标函数；

对第二个问题，目前解决的方法主要是利用全局优化算法进行训练，如GA、SA以及隧道效应法等，但由于这些算法的复杂性，实际应用中并不一定保证收敛到全局最优解；

对第三个问题，虽然目前已经提出了一些BP网络的结构优化算法，如裁减法（权衰减算法、最优脑损伤算法等）以及各种构造算法，但前者的缺陷在于初始网络规模难以确定，规模过大，不仅导致训练时间过长，而且易于陷入局部极小，后者的缺陷在于构造标准选择不当，可能导致网络的规模超过实际需要。

对第四个问题目前还没有有效的解决方法，通常采用对网络重新训练时包括以前的训练样本的方法解决。

对第五个问题，由于神经网络的BP算法本身是基于经验误差最小，即根据模型对已知样本的逼近程度的原则来进行的计算，因此，对训练样本以外的样本识别精度就无法保证，没有泛化能力的神经网络是没有用处的，目前有效地方法是采用交叉验证法来提高模型的泛化能力，即用一部分数据建模，另一部分数据对模型进行测试。

2.4 神经网络智能诊断专家系统诊断流程

将神经网络用于故障诊断，首先对神经网络进行训练，只有达到训练要求的网络才能得出正确的诊断结果，通常按照如图2-5所示的流程进行：
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在神经网络专家系统智能诊断的过程中，需要解决数据预处理、网络结构的确定以及网络的训练与验证等关键问题。

2.4.1 数据预处理

由于诊断数据和量纲均不相同，给后续的计算带来不便，在神经网络进行训练之前，因此对原始征兆数据进行预处理，包括数据补齐、离散化处理、特征提取与选择等等。

2.4.2神经网络诊断模型设计

BP神经网络用于故障诊断需要遵循的步骤:

STEP1：首先根据诊断对象的特点划分其故障类型,获取故障信息,然后选取对故障比较敏感的一些参数为信号的特征参数作为BP网络的输入单元。

STEP2：根据诊断对象的特点构造BP网络的结构即输入节点个数、隐层数、输出节点个数等。

STEP3：用已知诊断的结果作为样本数据对网络进行训练,调整数值矩阵、阈值矢量。对网络进行训练，如果训练不成功，需要改变网络结构参数。

STEP4：将待检征兆数据输入到训练成功的网络中,计算输出向量。输出向量的结果最接近哪种故障类型就认为它属于此类。

尽管在诊断过程中，一个征兆往往对应着多个故障模式，而且单个网络具有同时诊断多个故障的能力，但是它在实际应用中有一定的弊端：

（1）如果要实现同时多个故障模式的诊断，网络学习需要大量的故障样本，而且构造能反映多种故障的特征向量并不容易。

（2）适合于诊断多类故障的网络结构难以确定，即使确定，网络的节点会过多，结构复杂，造成训练收敛困难。

（3）对新出现的故障，单子网络必须抹去全部记忆，重新学习。

基于这些问题，本系统采用将任务分解，把一个诊断多个故障模式的神经网络分解成多个子网络来实现，每个子网络承担一个故障模式的诊断任务。如图2-6所示：
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2.4.3神经网络泛化能力测试
训练好的神经网络是否具有良好的泛化能力，即推广性能，直接关系到该神经网络是否有用，其所获取的知识是否正确。没有泛化能力的神经网络是没有任何用处的。而建立在经验风险最小基础上的神经网络学习模型无法从理论上保证其泛化能力，这就要求神经网络使用者要有丰富的神经网络结构设计技巧。对训练好的神经网络，其推广能力的验证是检验神经网络是否设计合理的重要方法。
为了实现对神经网络泛化能力的评价和估计，往往将可用样本分为训练样本集和检验样本集，首先用训练样本设计模型，然后根据其在检验样本上的表现来对其泛化能力进行估计。为了让误差估计可用于预测未来模型的正确性，训练样本和检验样本数据集不仅要足够大，而且是独立的。而独立性要求在实践中常常被忽略。由于故障诊断所依据的样本均为小样本，基本上不可能成千上万，因此，如何将有用的样本集分割为训练样本和检验样本，通常采用再取样技术。用于较小数据集的再取样方法有多种，它们的不同在于划分初始集方法。目前，常用的再取样方法[13]有：
（1）再替换方法：这是最简单的方法。所有可用的数据集都既用于训练也用于测试。即训练集与测试集是相同的。对这种“数据分布”的误差率的估计是乐观有偏的，即估计误差常常小于模型的现实应用中的期望误差。亦即，训练误差最小并不能保证期望误差最小，相反，当训练误差过小，将出现过学习情况，则神经网络将无任何推广能力。因此，这种方法很少采用，尤其是在样本数目和样本维数的比值很小的时候。
（2）坚持法：将数据的一半，有时侯是2/3，用作训练集，剩下的数据作为检验集。训练集是检验集相互独立的，不同的划分得出不同的估计。随机选择训练集和测试集，将此过程循环，将误差结果综合为一个标准参数，这样可以改善模型估计；
（3）单个输出法：用n-1个样本作为训练集，剩下1个样本作为测试集，由此设计一个模型。从n个样本中选择n-1个样本有n种选择，所以可用不同的选择为n-1的训练样本重复n次。由于要设计n个不同的模型并对它们进行比较，这种方法计算量很大。

（4）旋转法（n叠交叉验证法）：这种方法是坚持法和单个输出法的折衷。它把可用样本分成P个没有交集的子集，1(P(n。P-1个子集用作训练数据，剩下的一个子集用作检验。这是现在最流行的方法，尤其是对样本量相对小的时候。
（5）Bootstrap法：这种方法用替代物对可用数据重取样，产生大量和已知数据集大小相同的“伪”数据集。这些新集一般有几百个。这些新的训练集可用于定义所谓的误差率的自举估计。实验结果显示自举估计胜过交叉验证估计。这种方法在小数据集的情况下尤其有用。

第三章 神经网络规则提取方法
3.1神经网络规则提取的意义
众所周知，神经网络是一种可靠的并行式计算模型，在解决复杂人工智能问题方面有出色表现，已经被证明了在机器学习中是一种强力、有效的方法。但它有一个固有的缺点，即其获取的知识蕴涵在大量的连接权中，用户无法了解神经网络到底学到了什么、能处理什么样的任务，也无从知道网络如何进行预测、为什么得出这样或那样的推理结论因而难以理解，也很难给它的推理过程给出清晰的解释。

一般来说，“可解释性”是专家系统的必备特性，由于通常的神经网络模型都是“不可解释”的，这在一定程度上影响了用户对通过神经计算技术构建智能系统的信心。虽然Baum和Haussler[30]在1989年指出，“如果一个神经网络可以为大量训练示例产生正确的结果，那么可以相信它也能为类似于训练示例的未知示例产生正确结果”。但这并没有消除用户对可理解性的偏好。由于神经网络的决策模型对用户来说就是一个“黑箱”。这一缺陷已经严重地限制了神经网络的进一步发展。

此外，训练好的神经网络学习到的知识不能以容易理解的形式提交给决策者，这也是神经计算技术难以用于数据挖掘领域的主要原因之一。

为了充分发挥神经网络的特长，获取神经网络中的知识，并将其表示为易于理解的符号规则已经成为该领域中一个非常重要的研究课题。

3.2神经网络规则提取技术的研究现状

从神经网络中提取符号规则有助于增强神经网络的可理解性.这方面的研究可上溯到20世纪80年代末Gallan[3]的工作.1988年,Gallant 在其连接主义专家系统中,对不采用分布式知识表示的连接主义模型与析合范式之间的关系进行了研究,他根据推理强度对可用属性进行排序,从而构造出可以解释网络如何为某个给定事例产生结论的if-then 规则.虽然Gallant 的主观目的是比较连接主义模型与析合范式的知识表示效率,但他的工作在客观上给出了一种神经网络规则提取方法的雏形.在此之后,尤其在20世纪90年代初,随着数据挖掘的兴起,机器学习和神经计算界的很多研究者意识到神经网络规则提取的重要性,纷纷投身到这方面的研究中去.1995年,Andrew[15]等人对该领域早期的一些成果做了一个很好的综述.
1998年,《IEEE Transaction on Neural Networks》为神经网络规则提取出版了一期专刊，Tickle和Andrews[16]在首篇文章中明确指出，从神经网络中提取规则已经是当前神经网络界急需解决的问题.目前,已经有大批研究者涌入该领域,新成果层出不穷.这充分说明了该领域已经成为机器学习和神经计算研究的热点。
根据设计思想的不同，目前的神经网络规则提取方法大致可以分成两大类，即基于结构分析的方法和基于性能分析的方法。
3.2.1 基于结构分析法的规则提取技术
基于结构分析的神经网络规则提取方法把规则提取视为一个搜索过程，其基本思想是把已经训练好的神经网络结构映射成对应的规则。由于搜索过程的计算复杂度与神经元的数目呈指数级关系，当神经元很多时，会出现组合爆炸。因此，此类算法一般采用剪枝聚类等方法来减少网络中的连接以降低计算复杂度。
1991年，Fu[4]提出了KT算法。该算法将网络中神经元的激活值通过近似处理为0和1，将属性分为“正属性”和“负属性”，前者对某结论起到确定作用，后者则起否定作用。在所有的“负属性”都不出现的情况下，找出所有最多由k个“正属性”组合的集合。然后从该集合中找出最多有k个前件的规则，这些规则在“负属性”部分或全部出现的情况下，仍然使某结论成立。对单层网络，通过上述处理就可以提取出规则。对多层网络，KT将隐层神经元视为“隐属性”，然后按处理单层网络的方法一层一层的提取出规则，最后通过“代入”等方法重写这些规则，直到规则中只出现输入属性和输出规则为止。值得注意的是，虽然KT算法对“正”、“负”属性的区分降低了规则搜索复杂度，但这也限制了算法的规则提取能力，使得提取出的规则无法精确的描述原神经网络。
1992年，Towell和Shavlik[5]为基于知识的神经网络（knowledge based artificial neural networks, KBANN）设计了一种规则提取算法，即MOFN算法。该算法先用标准聚类算法合并KBANN中权值接近的连接以创建等价类，并将每个等价类的权值设为该组连接权的平均值，然后去掉那些对结果影响不大的等价类，在不调整权值的前提下对神经网络重新进行训练，最后直接根据网络结构和权值提取出形如下式的M-of-N规则：
If（M of N antecedents are true）then ….

M-of-N规则形式不仅减少了提取出的规则数量，还使得规则集比较简单
另外，由于对连接权值进行了聚类，也使得规则搜索空间大为减少，从而较大的降低了规则提取的时间开销。图3-1是一个典型的提取了M-of-N规则的例子。
[image: image37.wmf]
值得注意的是，在普通的神经网络中，由于连接权大多发散地分布在权值空间中，不像在KBANN中那样容易聚为等价类，因此一般来说，MOFN算法仅适用于KBANN。1993年，Craven和Shavlik[17]提出，可以用柔性权共享方法（soft weight sharing）训练网络，然后用MOFN算法提取规则。由于柔性权共享方法会促进连接权在训练中聚类，这样就使得MOFN算法的适用范围有所扩大。但是，由于MOFN算法对神经网络的结构有一些很强的要求，例如要求神经元激活值为二值模式，每个神经元表示唯一的概念，网络输入为离散值等，这使其适用范围受到很大的限制。
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1993年，Sestito和Dillon[6]提出了一种利用抑制性单层网络为神经网络中每个输出神经元提取相应规则的算法。他们首先将网络的输出神经元作为附加输入神经元，利用扩展后的输入神经元、初始的输出神经元以及一个隐含层建立多层网络，用BP算法对其进行训练。训练完成之后，对所有输入和附加输入神经元，根据下式计算他们之间的误差平方和SSE，其中a为输入神经元，b为附加输入神经元（即输出神经元），
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和
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w

分别为神经元a,b与隐层神经元j之间的连接权。

[image: image40.wmf]å

=

-

=

its

ofHiddenUn

no

j

aj

bj

ab

W

W

SSE

.

0

2

)

(

                 （3-1）
SSE实际上度量了输入神经元a和输出神经元b之间的接近程度，
[image: image41.wmf]ab
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越小则说明输入a对输出b的作用越大。

然后，利用扩展后的输入神经元以及初始的输出神经元建立一个单层抑制性网络，用Hebb规则确定神经元间的抑制性连接权
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Weight

，该权值实际上度量了输入神经元与输出神经元之间的相关度，值越小则说明某输入与某输出的关系越密切。在此基础上，对每一个输入神经元a和输出神经元b，根据下式计算其
[image: image43.wmf]ab

SSE

和抑制性连接权
[image: image44.wmf]ab

Weight

的积。

[image: image45.wmf]ab

ab

ab

SSE

Weight

oduct

´

=

Pr

                    （3-2）
最后，将乘积
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从大到小排列。对某个特定的输出，先找出乘积表中的截断点，即乘积表中的某一个位置，从该处断开的两个乘积在数值上至少相差2到3倍。然后把截断点以下的所有输入作为规则前件，输出作为规则后件，构造出合取规则。
Sestito和Dillon的算法对前馈网络相当有效，可以提取出较好的规则。但由于在规则提取过程中需要额外构造并训练两个神经网络，时间代价相当高。
3.2.2 基于功能分析法的规则提取技术

与基于结构分析方法不同，基于功能分析的神经网络规则提取方法并不对神经网络结构进行分析和搜索，而是把神经网络作为一个整体来处理，这类方法更注重的是提取出的规则在功能上对神经网络的重现能力，即产生一组可以替代原网络的规则。

1990年，Saito和Nakano[7]提出了2个规则提取算法，RF（rule from facts）从示例集中提取规则，RN（rule from networks）从神经网络中提取规则，提取的规则用析合范式表示。两个算法都是先从少数正例中提取规则，然后根据未被覆盖的正例扩展规则，根据被覆盖的反例缩减规则，直到规则覆盖了所有正例且不覆盖任何反例为止。虽然该算法并不对网络结构进行分析和搜索，但其要搜索正、反例空间，因此该算法在示例空间较大时将面临组合爆炸问题。
1992年，Giles[8]等人提出了一种从循环神经网络中提取有限状态自动机的方法。假设网络具有s个状态单元，该方法首先将每个状态单元的激活值范围等分为q个区间，这样就将s维空间划分为
[image: image47.wmf]s
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个部分。然后向网络提交输入序列，并记录状态转换、与各状态转换相关的输入向量以及网络输出值。在此基础上建立一个有限状态自动机，并用标准算法对其进行简化。此后，Gedeon[67]等人提出了一种从循环神经网络中提取确定性有限状态自动机的方法。该方法使用多项式时间的符号学习算法，仅通过对网络输入和输出行为的观察来进行推导，从而缓解了以往方法由于计算复杂度太高而导致的对网络状态聚类以及隐循环状态神经元输出空间探察范围的限制，提高了提取出的知识的保真度。
1994年，Craven 和Shavlik[10]为神经网络规则提取任务下了一个定义，即“给定一个训练好的神经网络以及用于其训练的训练集，为网络产生一个简洁而精确的符号描述”。显然，该定义来自功能分析的角度。在该定义的基础上，Craven 和Shavlik 将规则提取视为一个目标概念为网络计算功能的学习任务，提出了一种基于学习的规则提取算法。该算法使用了两个外部调用(Oracle)，其中EXAMPLES的作用是为规则学习算法产生训练例，SUBSET的作用则是判断被某个规则覆盖的示例是否都属于某个指定类。算法为每个分类产生各自的DNF表达式，它反复地通过EXAMPLES产生训练例，如果某训练例没有被当前该类的DNF表达式覆盖，则新规则被初始化为该训练例所有属性值的合取，然后反复尝试去掉该规则的一些前件，并且调用SUBSET来判断该规则是否与网络保持一致，从而使规则得以一般化。该算法不需要使用特殊的网络训练方法，也不需要将隐层神经元近似为阈值单元，但其计算量较大。
1995年，Thrun[18]为前馈神经网络提出了一种基于有效区间分析（validity interval analysis）的规则提取算法。该算法的关键是为所有或部分神经元找出激活区间，即有效区间。算法通过检查有效区间集合的一致性而不断排除导致不一致的区间。Thrun描述了两种不同的操作方式，即从特殊到一般和从一般到特殊。前者是从一个随机选择的示例开始，通过不断扩大相应的有效区间，逐渐得到一般的规则；后者则是从一个未加验证的假设集开始，通过有效区间来验证假设集中的规则。利用该算法可以提取出精度较高的规则，但其以区间形式表示的规则前件使得规则的可理解性较差。另外，由于该算法的计算开销非常大，因此其只适用于对规则进行理论验证，难以完成实际的神经网络规则提取任务。
1977年，Benitez[19]等人证明，多层前馈神经网络和基于模糊规则的系统是等价的，对任何一个以布尔函数为隐层神经元激活函数的单隐层前馈网络，均存在一个对应的模糊系统，使得网络可以由该系统的模糊规则进行解释。此后，Palade 等人提出了一种将神经网络转化为等价模糊集的方法。该方法利用遗传算法来确定与网络等价的模糊模型的正确结构以及隶属度函数的最佳形态。为了减少模糊规则的数目，该方法在考虑网络输入间关系的同时，还利用遗传算法来确定模糊规则的最佳层次结构。由这两种方法虽然可以很容易的提取出模糊规则，但由于这些规则对不具有模糊数学背景的普通用户来说可理解性太差，因此其在实际应用，尤其在数据挖掘任务中用途不大。
周志华等[28]人从功能性观点出发，提出了一种基于统计的神经网络规则抽取方法。该方法利用统计技术对抽取出的规则进行评价，使其可以较好地覆盖示例空间。采用独特的连续属性处理方式，降低了离散化处理的主观性和复杂度。采用优先级规则形式，不仅使得规则表示简洁、紧凑，而且还免除了规则应用时所需要的一致性处理。该方法不依赖于具体的网络结构和训练算法，可以方便地应用于各种分类器型神经网络。实验表明，利用该方法可以抽取出可理解性好 ,简洁、紧凑、保真度高的符号规则。但是，所提出的基于统计的神经网络规则抽取方法尽管在应用中取得了一定效果，但是该方法的复杂性较高，而且在使用过程中需要进行人为干涉，难于实现规则的自动提取。主要表现在两方面，其一，在对连续属性的离散化处理中，寻找聚类效果好的属性进行离散，这本身就是比较困难且难于用计算机自动实现的问题，其二，在神经网络训练中，神经网络本身的泛化能力优劣也往往依靠人为判断。
第四章 一种基于功能性分析的神经网络规则提取新方法
本文在研究现有基于功能性观点的神经网络规则提取方法的基础上，通过引入粗糙集理论及数据挖掘中的相关方法，提出一种新的神经网络规则提取方法。在该新方法中增加特征排序及选取以及神经网络结构自动优化功能，以降低算法复杂性及提高算法的自动化程度和自适应能力。

在特征选取中，引入了数据挖掘中广泛应用的熵法；在连续属性离散中，引入了粗糙集理论中的由S. H. Nguyen和Skowron[14]提出的布尔逻辑与粗糙集理论相结合的经典离散化方法，该方法可以将离散属性看作连续属性的特例，同时进行处理，这在很大程度上降低了计算的复杂性；在神经网络结构设计中，引入遗传算法，实现神经网络结构自动优化，以保证训练好的神经网络具有最佳的泛化能力，同时，整个优化过程能够自动完成；在规则提取中，提出了一种分层穷举式的规则提取方法，保证了规则提取的完整性和优先次序。

本文将对所提出的神经网络规则提取新方法的关键技术进行详细阐述。包括特征排序与选择、连续属性离散、神经网络训练与结构优化、神经网络示例样本的产生以及基于分层策略的知识规则提取等。
4.1 特征排序与选取

特征排序与选取对于减少数据特征的冗余、降低计算的复杂程度以及提高计算效率具有重要意义，同时，它也是从大量数据中成功进行知识发现和规则提取的关键步骤。特征排序与选择通常始于数据预处理阶段，在很多情况下，特征排序和选取是数据挖掘算法的一部分。因此，本文将特征排序与选取作为神经网络规则提取的第一步，首先根据数据特征重要性排序，然后依据排序结果，对特征进行适当删减。

4.1.1平均值方差法

特征选择的一种可行技术是基于平均值和方差的比较[21]。通常，数据特征值分布的均值和方差是关于特征的重要信息，此方法的主要缺点是特征的分布必须事先已知，然而，通常数据特征值的分布规律往往是未知的。如果假定其为正态分布，统计学可以计算出很好的结果，但实际上这个假设可能是毫无价值的。如果不知道分布曲线的形状，均值和方差只能被看作是特征选择的试探式的、不严密的数学建模工具。

通常，如果一个特征描述了不同种类的实体，则可以检查不同种类的样本。用特征的方差对特征的均值进行标准化，然后在不同类之间进行比较。如果均值偏离很远，此特征的重要性增加，它有分别两类样本的潜力。如果均值是不可区分的，这个特征的重要性减弱。它是一种试探性的、非最优的特征选择方法，但是符合很多特征选择分类数据挖掘应用的实际经验。

设A和B是测量的两个不同类特征的值的集合，
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是相应的样本数。则特征A和B的方差可定义为：
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特征重要性定义为： 
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根据所计算出的特征重要性指标
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F

来对特征实现排序，可以设定适当的阈值，来对特征进行选取。需要注意的是，在特征重要性指标的计算中，特征的均值和方差是在两类中进行比较，并且不考虑它与其余特征的关系，因为在这种特征选择方法中，我们假设已知特征独立于其他特征。如果数据特征对应于k（k>2）类，那么需要对其进行成对比较，比较每一个类和其补类，计算出k个特征重要性指标，并选择其最大值来代表此特征的重要性。如果它大于给定的阈值，则此特征被保留。

4.1.2 熵法

基于熵的特征排列与选择技术[9]是一种无指导方法，它的复杂性也随着大量的特征明显的增加。基本前提是所有样本都以特征值的向量形式给出，而无样本分类信息。从数据集中去除不相关特征或冗余特征，都不会改变数据集的基本特性。其基本思想是要尽可能多的去除数据集特征，同时仍然保证数据集中样本间的差别水平，就好像没有去掉任何特征一样。其算法基于一个相似性度量S，它与两个n维样本之间的距离D成反比例。相似样本间的距离度量D比较小（接近于零），截然不同的样本之间的距离D则比较大（接近于1）。
本文将离散型特征的取值变换为整数，因此两个样本间的相似性度量S的计算可统一定义为：
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其中，
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是样本
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间的距离，α是一个参数，其数学表达式为：
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D是数据集中样本间的平均距离。因此，α由全部数据决定。通常，α=0.5。标准化的欧氏距离度量用于计算样本
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其中n是维数，
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是用于第k维的最大和最小值。
一个已知数据集的所有相似性（距离）的分布，是n维空间中数据的结构和顺序的特性。这种结构可能或多或少的有序。一个数据集的有序程度的变化是将一个特征包含在特征集内还是排除在外的主要标准，这些变化可通过熵来度量。

从信息论中我们知道熵是一个全局变量，它对于有序结构来讲较少，对无序结构较多。因此，对特征移除前后的已知数据集的熵进行比较。如果两个度量接近，归约后的特征集将较满意的接近原始集。对一个N个样本的数据集来说，熵为：
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其中
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的相似性。在每次迭代中，熵都是作为决定特征等级的依据而计算的。我们通过逐步的去除最不重要的特征并保持数据结构的有序性来排列特征。算法的步骤为。

（1）从初始的特征全集F开始。
（2）对每个特征f ∈F，从F中去除一个特征f，得到一个子集
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。找出F的熵和所有
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的熵之间的差。比较
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之间的差值。
（3）选择特征
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，使得F的熵和
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F

的熵之间的差值最小。
（4）更新特征集F=F-{
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}，其中“-”是集合的减操作。
（5）重复步骤（2）到步骤（4），直到F中只有一个特征。
一个排序过程可在任何迭代中停止，并可用第四步中附加一个特征选取标准将其转换为一个选择特征过程。这个标准就是F的熵和
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F

之间的差要小于已规定的阈值才能从集合F中删除
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f

。这种算法的主要缺点是计算比较复杂。
4.2连续属性离散

从处理连续属性的神经网络中抽取规则是一个非常困难的问题，目前还未完全解决，如果不对连续属性进行离散化处理，以类似于回归树的方式进行反复的区间切分，则会由于连续属性取值空间的广大而陷入组合爆炸，因此，适当的离散化处理是必需的。

由于粗糙集理论[20]不需要先验知识便可完全从数据或经验中获取知识，因此，本文引入粗糙集合理论中的离散化理论来进行连续属性的离散化处理。下面将本文所要涉及到的粗糙集基本概念进行简单介绍。

定义1：决策表 决策表是一个通过信息表来进行知识表达的系统，表的列表示属性，表的行表示实例对象。一般来讲，决策表由四部分构成，
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分别称为条件属性和决策属性。
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中每一个对象的属性值。
定义2：不可分辨关系 对于每个属性子集
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定义3：基本集 由论域中相互间不可分辨的对象组成的集合，是组成论域知识的颗粒。
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其中，
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定义5： 正负域 
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定义6： 边界 
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的粗糙集。图4-1 清晰地示意了粗糙集的基本概念。
定义7：分类质量 集合簇
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进行分类时候，能确定决策对象在整个论域中的比例。

定义8：属性重要性 对于一个给定的论域，属性的重要程度可以参照属性对论域样本的分类质量来衡量，即由分类质量的定义7，可以用从属性集
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中去掉一个属性子集
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设
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如果属性的重要程度为0，则该属性为冗余属性，可以删除；反之，如果属性的重要程度越大，则说明该属性的分类能力越强。

定义9：连续属性的离散化处理

设决策表
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因此，任意的
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离散化本质上可归结为利用选取的断点来对条件属性构成的空间进行划分的问题，把这个n（n为条件属性的个数）维空间划分成有限个区域，使得每个区域中的对象的决策值相同。假设某个属性有m个属性值，则在此属性上就有m-1个断点可取，随着属性个数的增加，可取的断点数将随着属性值的个数呈几何增长，选取断点的过程也是合并属性值的过程，通过合并属性值，减少属性值的个数，减少问题的复杂度，这也有利于提高知识获取过程中所得到的规则知识的适应度。
目前，已有多种连续属性值离散化方法，如等距离法[20]、等频率法[20]、L-方法、W-方法、P-方法和C-方法等，其中等距离和等频率方法算法简单、应用方便，但是会导致数据分布不均，丢失部分信息；L-方法、W-方法、P-方法和C-方法是基于统计学的离散化方法，若数据不充分，则结果意义不大。而且，这些算法由于仅仅考虑单个属性，因此可以看作是局部的，数据经过离散化后，数据可能将引入冲突。
本文运用文献[14]中由S. H. Nguyen和Skowron 提出的布尔逻辑与粗糙集理论相结合的离散化方法，该方法是粗糙集理论中离散化思想的重大突破，其基本思想是首先在保持信息系统的不可分辨关系不变的前提下，尽量以最小数目的断点把所有实例的分辨关系区分开，因此，离散化后数据集不会引入冲突。由于求最小数目的断点集是NP完全问题，因此只能寻找近似最优的算法来求得最小数目的断点集。在文献[14]中，S. H. Nguyen和Skowron 采用启发式算法（贪心算法）来求得最小数目的断点集。本文采用此算法来实现连续属性的离散化处理。其基本步骤为：

（1）根据原来的信息表
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那么
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（2）初始化最佳断点集
[image: image158.wmf]F
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CUT

；

（3）选取信息表
[image: image159.wmf]*
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所有列中1的个数最多的断点加入到CUT中，去掉此断点所在的列和在此断点上值为1的所有行；

（4）如果信息表
[image: image160.wmf]*

S

中的元素不为空，则转（3）；否则停止。此时，CUT即是所求的断点集。

布尔逻辑和Rough集理论相结合的离散化算法是Rough集理论的离散化算法在思想上的突破，是基于两个实例的不同的不分明关系而把区分这种分辨关系的任务让其中一个断点去执行。此算法的思想是首先在保持信息系统的不可分辨关系不变的前提下，尽量以减少数目的断点集来把所有实例间的不可分辨关系区分开。

4.3训练样本产生

为了提高神经网络的泛化能力，通常对训练样本要增加一定的噪声。设噪声强度为信号的10%，训练样本有k个特征，一共有N个样本，则如果每个样本产生M个样本，则一共将产生M(N个样本。本文方法为：
（1）对第i个样本；
（2）第j个特征；
（3）产生0-1分布的随机噪声，叠加到第i个样本，第j个特征值上，形成一个新的样本，重复M次，则得到M个样本；
（4）i=i+1，转至（1），直到i=N，结束。最终产生M(N规定噪声强度的样本。
4.4神经网络训练

神经网络由于超强的非线性映射能力和容错性，目前已经广泛应用在模式识别、机器学习和专家系统中，但是神经网络的基于经验风险最小的学习思想，在理论上导致其仅仅注重对训练样本的逼近，而无法保证其对未知样本的识别能力，即泛化能力，因此，为了保证神经网络的泛化能力，需要合理地设计神经网络的结构，而这往往需要依赖使用者的经验，神经网络这一弊端一定程度上制约了其发展和应用。

在基于神经网络的知识获取和规则提取研究中，针对具体的样本数据，设计出具有最大泛化能力的最优网络结构至关重要。本文提出了一种能够实现结构风险最小化思想的结构自适应神经网络模型。能够从给定样本中自动设计出具有最佳泛化能力的神经网络模型，有效地克服对使用者经验和技巧的依赖。

4.4.1结构风险最小原则

统计学习理论中关于经验风险和实际风险之间的关系的结论，即推广性的界[14,15]，是分析学习机器性能和发展新的学习算法的重要基础。关于推广性的界可以描述为：在置信水平
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式中，
[image: image163.wmf])
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为期望风险；
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为经验风险；
[image: image165.wmf]F

为置信区间；n为样本数；h为VC维（表示模型的复杂性）。
该定理给出了关于经验风险和真实风险之间差距的上界，从推广性的界可以得出以下结论：

（1）当n/h较小时（通常小于20），置信范围(较大，用经验风险近似真实风险就有较大的误差，用经验风险最小化取得的最优解可能具有较差的推广能力；如果样本数较多，n/h较大时，则置信范围就会很小，经验风险最小化的最优解就接近实际的最优解。
（2）对于一个特定的问题，其样本数n是固定的，此时学习机器（分类器）的VC维越高（即复杂性越高），则置信范围就越大，导致真实风险与经验风险之间可能的差就越大。因此，设计分类器时，不但要使经验风险最小化，还要使VC维尽量小，从而缩小置信范围，使期望风险最小。这就是为什么在一般情况下选用过于复杂的分类器或神经网络往往得不到好的效果的原因。
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传统机器学习方法中普遍采用的经验风险最小化原则是首先确定选定分类器模型，然后最小化经验误差。由于缺乏对模型推广能力的认识，这种选择往往是依赖先验知识用另一种和经验进行的，造成了神经网络方法对使用者“技巧”的过分依赖。

结构风险最小化思想首先把函数集
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使各个子集能够按照(的大小排列，也就是按照VC维大小排列，即
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这样在同一个子集中置信范围就相同。在每个子集中寻找最小经验风险，通常它随着子集复杂度的增加而减少。选择最小经验风险与置信范围之和最小的子集，就可以达到期望风险的最小，这个子集中使经验风险最小的函数就是要求的最优函数。如图4-2所示。

在结构风险最小化原则下，一个分类器的设计过程包括以下两方面任务：

（1）选择一个适当的函数子集（使之对问题来说有最优的分类能力）；

（2）从这个子集中选择一个判别函数（使经验风险最小）。

第一步相当于模型选择，而第二步则相当于在确定了函数形式后的参数估计。与传统方法不同的是，在这里，模型的选择是通过对它的推广性的估计进行的。

结构风险最小化原则为我们提供了一种不同于经验风险最小化的更科学的学习机器设计原则，但是，实施这一原则却非常困难。如果能找到一种子集划分方法，使得不必逐一计算就可以知道每个子集中所可能取得的最小经验风险（比如使所有子集都能把训练样本集完全正确分类，即经验风险都为0，则上面的两步任务就可以分开进行，即先选择使置信范围最小的子集，然后在其中选择最优函数。

可见，这里的关键是如何构造函数子集结构。遗憾的是，目前尚无关于如何构造预测函数子集结构的一般性理论。

4.4.2实现结构风险最小化思想的结构自适应神经网络模型

为了有效地实现结构风险最小化思想，本文构造了结构自适应神经网络学习模型。算法的基本思想是：将神经网络模型分为外部结构参数和内部权值参数。利用样本集中的一部分数据作为训练样本，在给定神经网络模型初始外部结构参数的情况下，利用神经网络的BP算法进行学习，获取模型的内部连接权值参数，再利用学习模型实现对全体样本的预测或识别，计算预测或识别误差，形成遗传算法的适应度函数，然后运用遗传算法的学习机制，自动调节神经网络模型的外部结构参数，在新的外部结构参数下，应用神经网络BP调整算法再得到模型内部连接权值参数，同时计算预测误差和适应度值，再进行调整直到达到遗传算法停止条件。最后输出具有最优泛化能力的神经网络模型。整个学习过程均自动完成。因此，该机器学习算法具有很强的自适应能力，同时有效地实现了结构风险最小化思想。

结构自适应神经网络学习模型的学习流程如图4.3所示，该学习过程包括内部连接权值参数的学习和外部结构参数的学习，在图4.3中，虚线框为内部参数的学习过程，双点划线框中为外部参数的学习。下面将详细阐述该方法的学习过程。
（1）算法开始后，读取样本数据，同时启动遗传算法，对模型外部结构参数进行编码，产生初始种群，对种群解码后得到模型的外部结构参数；

（2）将样本数据的一部分数据作为神经网络的训练样本，对于模式识别，通常随机选取一半作为训练样本，对于时间序列预测问题，通常为前一半数据。

（3）在获取了模型的初始外部结构参数和训练样本数据后，将启动神经网络的BP算法通过对训练样本的学习，算法收敛后将得到模型的内部连接权值参数。对所得到的神经网络模型，用全体样本数据进行验证，以衡量模型的泛化能力。通常用模型的预测值与样本的实际值进行比较得到模型的误差，并转化为遗传算法的适应度函数值。

（4）依据种群中各染色体的适应度值，对种群中的个体进行选择、交叉和变异以获得新一代的种群，再对新一代的种群中的染色体解码，获取模型的新的外部参数，然后启动神经网络/支持向量机在给定训练样本学学习得到新的内部参数。再运用全体样本对内部参数进行验证，并对外部参数进行调整，进行下轮的外部参数学习，直到达到遗传停止条件。

（5）最后输出模型最优的外部参数，同时在给定的训练样本下，通过神经网络的学习也将得到最优的内部参数。
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4.4.3神经网络识别

本文以三层BP网络[11]为研究对象。设{x1, x2, …xn}为n维输入向量，输入向量需要归一化处理，将数值变换到0和1之间；{y1, y2, …ym}为m维输出向量，对于训练样本，其每维的取值为“1”或“0”。神经元激活函数均为Sigmoid函数，即
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                      （4-14）
设神经网络模型的隐层节点数为q，隐层节点的激活函数为fH、阈值为(j（j=1,2,…q）；输出层节点数为1，输出层节点的激活函数为fO、阈值为(。第i个隐节点与第j个输入节点的连接权为wij，则，第i个隐节点与第k个输出节点的连接权为Wik。则
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（4-15）
由分类器原理，根据输出yk的值来对样本进行判别分类，即：如果
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；如果
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，则判别为
[image: image172.wmf]0
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。设输出{ y1, y2, …ym}，当i=k，yk=1，而i(k，yk=0，则识别为第k类，否则，无法识别，其中，i，k=0, 1, (m。
4.4.4结构自适应神经网络分类验证

为了验证方法的正确性，本文用经典的圆分类问题和双螺旋问题来进行验证[31]。本文遗传算法参数为：种群数n=10，基因串（染色体）采用二进制编码，交叉率和变异率分别为0.50和0.05、进化代数为10代。隐层节点数M用3位二进制编码，随机种子和最大训练步数均用5位二进制编码，为了避免节点数为0，规定解码后，对于隐层节点数加上2得到M，最大训练步数加上1得到，随机种子乘上10。适应度函数取为
[image: image173.wmf]error
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[image: image174.wmf]error
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为测试样本中被错误识别或无法识别的样本数。
（1） 数据1：圆分类问题

在直角平面XOY上，在圆x2+y2=16内定义为一类，标记为“-1”，在圆外定义为一类，标记为“+1”，随机产生60个训练样本，其中30个“+1”类，30个“-1”类；随机产生800个测试样本进行分类精度测试。

（2） 数据2：双螺旋问题

训练样本数为200个，在直角平面XOY上，设i=0,1,…,99，((i)=i((/16，r(i)=6.5(（104-i）/104，x(i)=r(i)(sin[((i)]，y(i)=r(i)(cos[((i)]。由点（x(i), y(i)）（i=0,1,…,99）组成第一类，标记为“+1”；由点（-x(i),-y(i)）（i=0,1,…,99）组成第二类，标记为“-1”。

测试样本数为160个，在直角平面XOY上，设i=0,1,…,80，((i)=(i+0.5)((/16，r(i)=6.5([104-i -0.5]/104，x(i)=r(i)(sin[((i)]，y(i)=r(i)(cos[((i)]。由点（x(i),y(i)）（i=0,1,…,80）组成第一类，标记为“+1”；由点（-x(i),-y(i)）（i=0,1,…,80）组成第二类，标记为“-1”。

表4-1结构自适应神经网络模型参数及计算结果 

	分类数据
	隐层节点M编码位数
	训练步数S编码位数
	随机种子R编码位数
	隐层节点M优化结果
	训练步数S优化结果
	随机种子R优化结果
	误差率
	识别率

	数据集1
	5
	5
	5
	28
	13
	200
	1.375%
	98.625%

	数据集2
	5
	10
	5
	27
	258
	10
	8.75%
	91.25%


表4-1为结构自适应神经网络的机模型参数及计算结果。图4-4为对数据1，利用结构自适应神经网络学习模型得到的最优分类器对样本进行训练所得到分类曲线；图4-5为对数据2，利用结构自适应神经网络学习模型得到的最优化分类器对样本进行训练所得到分类曲线；。从表4-1、图4-4、图4-5中可以得出以下结论：

（1） 对数据集1和2，结构自适应神经网络模型获得了非常好的计算结果，对数据集1和2的识别率均达到了90%以上，整个学习过程不需要人工干扰，大大提高了模式识别的自动化程度和精度。

（2） 对于双螺旋这样的经典分类难题，许多文献均进行了详细的研究，通常认为用常规的BP网络很难获得好的泛化特性，Baum等人试图用一个2-50-1的BP网络来解决，未能获得良好的结果；Chen等人提出生成一个收缩算法来训练一个2-20-20-1的BP网络，经过3000次迭代后对测试样本的识别率只有89.6%[7]；文献[29]用优化神经元激活函数的方法使识别率达到了100%。而本文结构自适应神经网络学习模型对双螺旋问题所得到的常规BP网络模型，模型结构为2-27-1，训练步数为258，网络初始权值的随机种子为10，最后对双螺旋问题的识别率达到了91.25%。整个过程不需要人工设置神经元函数、网络层数、每层节点数以及设计复杂的学习算法等繁琐程序，因此，本文的算法在自动化、适应性和识别精度等方面较其他方法具有明显优势。

（3） 在结构自适应神经网络学习模型中，遗传算法起到了调节模型泛化能力的作用，因此在很大程度上弥补了神经网络模型的不足，有效地实现了结构风险最小化思想，从而大大提高了神经网络的泛化能力。
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4.5示例样本产生

通过结构自适应神经网络获取的神经网络模型应该具有较强的泛化能力，因此，如果用原始数据集训练出一个神经网络，再利用该神经网络产生一个数据集，则该数据集将比原始的数据集包含更多的有助于预测的信息。假设现有一个训练好的神经网络ANN，如果用ANN对输入模式
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进行判别，则神经网络将产生与
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对应的输出模式
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，其中n为输入属性数，q为输出分类数。将
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和
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组合起来就可以得到一个示例样本（
[image: image180.wmf]k

A

,
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），如果有很多这样（
[image: image182.wmf]k
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,
[image: image183.wmf]k
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）的示例样本，就得到了一个示例样本Ⅰ。
示例样本Ⅰ可以通过在实例空间中缓慢移动
[image: image184.wmf]k

A

而产生，即对每一个输入属性
[image: image185.wmf]i

a

（i=1，2，…，n），令其值在取值范围内逐渐变化，使得尽可能多的值得以出现，对离散属性来说，只需对
[image: image186.wmf]i
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的值进行列举即可，而对连续属性来说，则需要以一个较高的频率在其取值范围内抽样，例如，可以对一个取值范围为[0，1]的属性取100个样本，即以0.01为取样间隔。
本文采用如下方法得到示例样本Ⅰ，首先确定输入属性的取值范围，然后在该范围内生成一个随机数据集，原始的训练集也被加入到该数据集中，然后，由训练好的神经网络对该数据集进行判别，以产生相应的输出，再将输入和输出进行结合即得到规则学习部分所用的示例样本，实验结果表明：当随机数据集中的个数为原样本数的5倍，可以获得相当好的规则，由于这个实例集是用由神经网络产生的，所以实例集能够体现神经网络的分类功能。
4.6 规则提取

4.6.1 基本概念

首先对粗糙集理论[20]中关于规则提取的基本定义进行简单介绍。

定义10：约简 属性约简的目标就是从条件属性集合
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中发现一个较小的属性集合
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描述的对象集合可以用
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来进行描述，从而消除冗余属性。如果属性集
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相对于决策属性的分类一致，也就是具有相同的分类能力，这就称
[image: image193.wmf]B

为
[image: image194.wmf]A

的相对约简。
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是独立的 ,则称
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对于论域
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定义11 可信度 对于决策表
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分别称为条件属性集和决策属性集。决策规则
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其中：
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[image: image224.wmf]x

A

表示实例x的条件属性值满足公式
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，
[image: image226.wmf]x

B

表示实例x的决策属性值满足公式
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，即集合X是条件属性值满足公式
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的实例集合，集合
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是决策属性值满足公式
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的实例集合。

对于决策规则的可信度，只能用来评价依据该决策规则得到正确结论的概率估计，而不能表达该决策规则在决策系统中的同类决策中覆盖程度，即该决策是基于多少同类决策实例而得到的。这一信息在故障诊断的推理过程中是很重要的。因此，引入一个诊断规则的评判指标——决策规则的覆盖度F。

定义12 覆盖度 对于决策规则R：
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其中，
[image: image233.wmf]i
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为条件属性C对论域的一个划分，
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4.6.2 分层穷举式规则提取方法

为了从数据中提取出更多的满足一定可信度的知识规则，同时规则具有更大的适应性（即泛化能力），本文提出了分层穷举式规则提取方法。该方法的基本思想是按属性数目由少到多进行分层，在每层中进行穷举组合提取知识规则。为了避免陷入组合爆炸，算法以规则条件数最少为启发知识并以最大的属性数为限制条件。算法的具体描述为：
算法输入：决策表
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分别称为条件和决策属性集，条件属性数目为m，决策属性数目为1，可信度阈值为pTh，最大条件属性数目NMAX。
算法输出：可信度大于pTh的规则集。
STEP1：如果条件属性数目m大于NMAX，则计算每个条件属性的重要性，按属性重要性从小到大依次去掉（m-NMAX）个属性；否则不对原属性进行任何删除。
STEP2：条件属性数NC从1开始到NMAX进行下列循环计算；
STEP3：在第NC层，首先进行属性组合，属性组合的数目为
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则得到规则：
RULE：
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其中
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将原始决策表S中满足该条规则的实例删除，得到新的决策表
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STEP3：设示例样本总数为N，则定义
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为该规则在决策表中的相对覆盖度，如果相对覆盖度大于给定的阈值，则该规则有效，否则规则无效，即该规则不放入规则集合中。
STEP4：如果
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，如果NC > NMAX，则转入STEP5。否则转入STEP2；
STEP5：输出所有规则集。计算结束。
4.6.3 规则提取方法验证

4.6.3.1模拟数据验证

为了与同类方法进行比较，本文首先选取一个来自文献[22]的决策表，并将本文算法与文献[22]的启发式值约简算法和文献[23]的归纳值约简方法进行比较。三种方法在进行规则提取前，均用辨识矩阵法进行属性约简，并用相同的属性组合{A1A2A4}进行值约简进行规则提取。在本文算法中，设定最大条件属性数目NMAX=6；可信度阈值pTh=0.5。从表4-3中可以看出，本文的分层穷举规则提取法提取的规则不仅包含了不确定的规则，而且更加完善，本文方法提取的规则集包含了文献[22]的启发式值约简法和文献[23]的归纳值约简法提出的所有规则。由此可见本文方法的完备性。同时也可以看出其他方法的局限性。

表4-2 原始决策表

	U
	A1
	A2
	A3
	A4
	D

	x1
	2
	1
	1
	2
	2

	x2
	2
	1
	1
	1
	2

	x3
	1
	1
	1
	1
	1

	x4
	2
	2
	1
	2
	1

	x5
	2
	2
	1
	3
	3

	x6
	3
	2
	1
	3
	3

	x7
	3
	3
	3
	3
	3


表4-3 不同算法提取的规则集

	规则提取方法
	规则集

	文献[2]

启发式值约简方法
	(A1=2)&(A2=1)=>(D=2)[1.00][2,2]  (A1=1)=>(D=1)[1.00][1,1]

	
	(A2=2)&(A4=2)=>(D=1)[1.00][1,1]  (A4=3)=>(D=3)[1.00][3,3]

	文献[3]

归纳值约简方法
	(A2=1)&(A4=2)=>(D=2)[1.00][1,1]  (A1=2)&(A4=1)=>(D=2)[1.00][1,1] 

	
	(A1=2)&(A2=1)=>(D=2)[1.00][2,2]  (A1=1)=>(D=1)[1.00][1,1] 

	
	(A2=2)&(A4=2)=>(D=1)[1.00][1,1]  (A4=3)=>(D=3)[1.00][3,3]

	本文分层穷举式规则提取方法
	(A1=1)=>(D=1)[ 1.00][1,1]  (A1=3)=>(D=3)[ 1.00][2,2]

	
	(A2=1)=>(D=2)[ 0.67][2,3]  (A2=2)=>(D=3)[ 0.67][2,3]

	
	(A2=3)=>(D=3)[ 1.00][1,1]  (A4=3)=>(D=3)[ 1.00][3,3]

	
	(A1=2)&(A2=1)=>(D=2)[ 1.00][2,2]  (A1=2)&(A2=2)=>(D=1)[ 1.00][1,1]

	
	(A2=1)&(A4=2)=>(D=2)[ 1.00][1,1]  (A2=1)&(A4=1)=>(D=2)[ 1.00][1,1]  

	
	(A2=2)&(A4=2)=>(D=1)[ 1.00][1,1]  (A2=1)&(A4=2)=>(D=2)[ 1.00][1,1]  

	
	(A2=1)&(A4=1)=>(D=2)[ 1.00][1,1]  (A2=2)&(A4=2)=>(D=1)[ 1.00][1,1]


4.6.3.2 UCI数据验证

为了进一步说明本文分层穷举式规则提取方法的有效性，选择本文方法与文献[22]和文献[23]方法进行比较，对获取的知识规则用相同的推理机进行测试。实验中采用了五组取自UCI机器学习数据库的不同实验数据，每组数据中，随机选一半用于学习，利用所得到的规则对其余数据进行测试，识别结果如表3所示。对连续属性的离散算法采用文献[23]的贪心算法。在本文算法中，设定最大条件属性数目NMAX=6；可信度阈值pTh=0.5。

规则推理采用多数优先的推理机制，其匹配原则是首先选择可信度最高的规则，当最高可信度的规则有多条时，选取支持规则的样本数最多的规则。因此定义正确识别为：根据多数优先的推理机制的到的规则结论正确；定义错误识别为：根据多数优先的推理机制的到的规则结论错误；拒识定义为：①测试样本在规则集中找不到与之相匹配的规则；②规则集中有多条规则与测试样本相匹配，具有最高可信度的规则有多条，且他们的支持样本数相同，同时规则结论不都一样。

三种方法在进行规则提取前，均用辨识矩阵法进行属性约简，用相同的属性约简形式进行值约简实现规则提取。五个数据集的属性组合分别为：Iris—{A1A3A4}；Ecoli—{A1A2A5A6A7}；Glass—{A1A2A3A4A5A6A7}； HSV—{A1A2A3A4A6A7A9A11}；Pima—{A1A2A3A4A5A6A7A8}

从表4-4的识别结果可以看出，由于本文方法能够提取出更多的规则，因此知识获取的更为重要全面，从识别率来看，对于五组数据，所得到的识别率均比文献[11]和文献[73]的方法要高。比较结果充分验证了本文分层穷举知识获取方法的有效性。
表4-4 识别结果
	数据集
	样本数
	文献[2]启发式值约简方法
	文献[3]归纳值约简方法
	本文分层穷举方法

	
	
	识别率
	误识率
	拒识率
	识别率
	误识率
	拒识率
	识别率
	误识率
	拒识率

	Iris
	150
	0.949
	0.025
	0.026
	0.949
	0.051
	0.000
	0.949
	0.051
	0.000

	Ecoli
	336
	0.511
	0.242
	0.247
	0.664
	0.282
	0.054
	0.687
	0.258
	0.055

	Glass
	214
	0.427
	0.428
	0.145
	0.384
	0.283
	0.333
	0.478
	0.522
	0.000

	HSV
	122
	0.300
	0.417
	0.283
	0.433
	0.184
	0.383
	0.700
	0.300
	0.000

	Pima
	768
	0.379
	0.179
	0.442
	0.437
	0.108
	0.455
	0.694
	0.306
	0.000


4.7 神经网络规则提取流程
综上所述，本文提出的基于功能性观点的神经网络规则提取方法的流程依次为特征排序与选择、连续属性的离散、神经网络训练样本的产生、神经网络的结构优化设计、神经网络训练、示例样本集的产生、规则可信度与覆盖度、阈值的确定以及基于分层策略的规则提取方法。其流程如图4-6所示。
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由神经网络规则提取方法产生的规则和离散所产生的离散断点分别存入规则库和阈值库中。对待识别或诊断样本，首先通过与阈值库中各属性的阈值进行比较来实现离散化处理，由处理后的属性值构成规则的前件，运用正向推理的方法在规则库中进行匹配，实现专家推理并获取推理结果。其匹配的方法采取多数优先的规则推理方法。

多数优先的规则选择策略就是认为覆盖多数样本的规则（即根据多个样本得到的规则）具有更大的适应性，具有得到合适结论的更高的概率。其基本思想是：假设有两条不一致的规则
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即在频度一样的情况下选择可信度较大的那条规则的结论；
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（出现频度大的规则的可信度低），则选择
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4.8 神经网络规则提取方法验证
4.8.1 IRIS(鸢尾花)数据

Iris数据库[24]来自美国加州大学Irvine分校的UCI机器学习数据库，Iris数据是由杰出的统计学家R. A. Fisher在20世纪30年代中期开创的，它被公认为用语数据挖掘的最著名的数据集。它包含三种鸢尾花种类，即1—setosa；2—versicolor和3—virginica ，每类50个样本，共计150个样本。数据中包含4个属性，即，A1—花萼长sepal length（cm）、A2—花萼宽sepal width（cm）、A3—花瓣长petal length（cm）、A4—花瓣宽petal width（cm）。该数据表见附表1。
（1）特征排序与选取
表4-5为运用平均值方差法和熵法对Iris数据的属性排序结果，从表4-5中可以看出，可以得出，按属性重要性从高到低排列，用平均值方差法的计算结果为A3、A4、A1、A2；用熵法计算结果为A4、A3、A2、A1。两种方法的计算结果尽管有差别，但是计算结果均表明了属性A3和A4比A1和A2更为重要，而且差别很大，显然可以去除后面两个属性。

因此，本文用三种不同顺序的属性组合来分别进行规则提取与验证实验，即属性组合1：A1-A2-A3-A4、属性组合1：A3-A4、属性组合1：A4-A3。

表4-5特征排序结果

	特征排序方法
	花萼长A1
	花萼宽A2
	花瓣长A3
	花瓣宽A4

	平均值方差法
	3.8355
	2.4984
	12.1403
	11.3663

	熵法
	141.1336
	212.6386
	425.0094
	780.0215


（2）数据离散
表4-6为不同属性组合下的数据离散化结果。从表中可以看出三种属性组合下的数据离散结果差别很大，每个属性的断点值和断点数均不相同。这主要是由于本文利用的贪心算法离散思想是在保持信息系统的不可分辨关系不变的前提下，尽量以最小数目的断点把所有实例的分辨关系区分开的缘故，不同的属性组合将产生不同的不可分辨关系，因此也必将导致不同的离散结果。

表4-6不同属性组合的离散化结果

	
	属性
	断点值
	属性
断点数
	断点
总数

	属性组合1

A1-A2-A3-A4
	A1
	6.05
	1
	7

	
	A2
	2.25，3.05
	2
	

	
	A3
	2.45，4.95
	2
	

	
	A4
	1.65，1.75
	2
	

	属性组合2

A3-A4
	A3
	2.45，4.85，4.95，5.15
	4
	7

	
	A4
	1.55，1.65，1.75
	3
	

	属性组合3

A4-A3
	A4
	0.8，1.55，1.65，1.75
	4
	7

	
	A3
	4.85，4.95，5.15
	3
	


（3）神经网络训练

首先，在样本集中对150个样本迭加10%的随机噪声，每个样本产生10个新的样本，一共产生1500个新样本。形成神经网络训练集。按同样方法得到1500个新样本作为测试集。

在结构自适应神经网络中，训练集用于对神经网络进行训练以获取网络内部参数，以测试测试网络的泛化能力，并以测试集的识别率构造遗传算法的适应度函数。

本文遗传算法参数为：种群数n=10，基因串（染色体）采用二进制编码，交叉率和变异率分别为0.50和0.05、进化代数为10代。隐层节点数M用3位二进制编码，随机种子和最大训练步数均用5位二进制编码，为了避免节点数为0，规定解码后，对于隐层节点数加上2得到M，最大训练步数加上1得到，随机种子乘上10。适应度函数取为
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为测试样本中被错误或无法识别的样本数。
表4-7为不同属性组合下，通过自适应神经网络得到的最优神经网络结构参数。图4-7（a）、图4-7（b）、图4-7（c）分别为不同属性组合下得到的最优网络对训练样本集的训练误差曲线。
表4-7不同属性组合下得到的最优神经网络结构参数
	属性组合
	输入层
节点数
	中间层
节点数
	最大训练
步数
	权值随机
种子
	训练
误差

	属性组合1

A1-A2-A3-A4
	4
	6
	27
	170
	0.001

	属性组合2

A3-A4
	2
	3
	23
	240
	0.001

	属性组合3

A4-A3
	2
	3
	15
	170
	0.001
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（4）规则提取
首先，通过在属性值域内随机产生数值，用训练好的神经网络训练得到1000个示例，然后，将原始样本也通过训练好的神经网络计算后得到150个示例，一共形成1500个示例。对此1500个示例，用本文分层穷举式的规则提取方法，对属性组合1、属性组合2和属性组合3分别得到规则集如表4-8、表4-9和表4-10所示。表4-11为利用所提取的规则对原始样本集的测试结果。从表4-8-表4-11中的计算结果可以发现，本文所提取的规则均比较简洁，通过特征选取后，尽管识别率有所下降，但规则的前件更少，表达更为简洁。

表4-8提取的规则集（属性组合1）

	规则号
	规则集

	R1
	(1.75<a4<2.5000)=>(D=3)[ 0.9][337,374]   

	R2
	(2.45<a3<4.95)&(0.1000<a4<1.65)=>(D=2)[ 1.0][153,153]   

	R3
	(1.0000<a3<2.45)&(0.1000<a4<1.65)=>(D=1)[ 1.0][112,112]   

	R4
	(4.3000<a1<6.05)&(2.0000<a2<2.25)&(1.65<a4<1.75)=>(D=3)[ 1.0][62,62]   

	R5
	(6.05<a1<7.9000)&(4.95<a3<6.9000)&(0.1000<a4<1.65)=>(D=3)[1.0][63,63]   

	R6
	(6.05<a1<7.9000)&(4.95<a3<6.9000)&(0.1000<a4<1.65)=>(D=3)[1.0][63,63]  


表4-9不同算法提取的规则集（属性组合2）

	规则号
	规则集

	R1
	(1.0000<a3<2.45)=>(D=1)[ 1.00][139,139]  

	R2
	(1.75<a4<2.5000)=>(D=3)[ 1.00][253,253]  

	R3
	(2.45<a3<4.85)&(0.1000<a4<1.55)=>(D=2)[ 1.00][93,93]  

	R4
	(4.85<a3<4.95)&(0.1000<a4<1.55)=>(D=2)[ 1.00][54,54]  

	R5
	(4.85<a3<4.95)&(1.55<a4<1.65)=>(D=2)[ 1.00][62,62]  

	R6
	(4.95<a3<5.15)&(0.1000<a4<1.55)=>(D=3)[ 1.00][54,54]  

	R7
	(2.45<a3<4.85)&(1.65<a4<1.75)=>(D=3)[ 1.00][59,59]


表4-10不同算法提取的规则集（属性组合3）

	规则号
	规则集

	R1
	(1.75<a4<2.5000)=>(D=3)[ 1.00][232,232]  

	R2
	(0.80<a4<1.55)&(1.0000<a3<4.85)=>(D=2)[ 1.00][93,93]  

	R3
	(1.65<a4<1.75)&(5.15<a3<6.9000)=>(D=2)[ 1.00][58,58]  

	R4
	(1.55<a4<1.65)&(4.85<a3<4.95)=>(D=2)[ 1.00][62,62]  

	R5
	(0.1000<a4<0.80)&(1.0000<a3<4.85)=>(D=1)[ 1.00][104,104]  

	R6
	(0.80<a4<1.55)&(4.95<a3<5.15)=>(D=3)[ 1.00][60,60]


表4-11 规则验证结果

	
	数据个数
	正确数
	误识数
	拒识数
	识别率
	误识率
	拒识率

	属性组合1
	150
	145
	1
	4
	96.67%
	0.67%
	2.67%

	属性组合2
	150
	143
	1
	6
	95.33%
	0.67%
	4%

	属性组合3
	150
	140
	1
	9
	93.33%
	0.67%
	6%


图4-8为文献[63]中利用决策树算法从IRIS数据中获取的知识规则，从图中可以看出，所提取出的规则非常复杂，规则数目为15条，。而本文方法根据属性组合1和2所提取出的规则为6条，根据属性组合2所提取出的规则为7条。显然与文献[24]相比，本文神经网络规则提取方法得到了更加简洁有效地知识规则，从而在一定创收上验证了本文方法的有效性。
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4.8.2人群分类数据

该数据见文献[25]，该实例集有四个特征，其中有两个离散属性eye和hair和两个连续属性Height和Weight。其中，属性A1：Hair（blond、red、dark、gray）；属性A2：Eye（blue、brown、dark）；属性A3：Height；属性A4：Weight。该实例集有三类人群Race，即1—white；2—Black；3—Yellow。该数据见附表2。

（1）特征排序与选取
表4-12为运用平均值方差法和熵法对人群分类数据的属性排序结果，从表4-12中可以看出，可以得出，按属性重要性从高到低排列，用平均值方差法的计算结果为A4、A2、A3、A1；用熵法计算结果为A4、A2、A1、A3。两种方法的计算结果具有较大的差别，平均值方差法的计算结果各特征的重要性相差不大，因此可以不去除特征。而熵法的计算结果则表明A3的重要性最低，故可以删除。因此，本文用三种不同的属性组合来分别进行规则提取与验证实验，即属性组合1：A1-A2-A3-A4、属性组合2：A4-A2-A3-A1、属性组合3：A4-A2-A1。

表4-12特征排序结果

	特征排序方法
	A1：Hair
	A2：Eye
	A3：Height
	A4：Weight

	平均值方差法
	1.9024
	2.0270
	1.9224
	3.7711

	熵法
	22.557
	25.471
	5.1507
	35.480


（2）数据离散

表4-13为不同属性组合下的数据离散化结果。从表中可以看出，三种属性组合下的数据离散结果差别很大，每个属性的断点值和断点数均不相同。另外，本文的离散方法不区分连续属性和离散属性，统一按连续属性考虑，这样可以大大简化问题，从表2中可以看出，在属性组合3中，属性A2（eye）为离散属性，取值为1（blue），2（brown），3（dark）。断点2.5表明取在2和3之间，其中1和2为一类，3为另一类。

表4-13离散化断点结果

	
	属性
	断点值
	断点数
	总断点数

	属性组合1

A1-A2-A3-A4
	A1
	—
	0
	2

	
	A2
	—
	0
	

	
	A3
	169，187
	2
	

	
	A4
	—
	0
	

	属性组合2

A4-A2-A3-A1
	A4
	65
	1
	2

	
	A2
	—
	0
	

	
	A3
	187
	1
	

	
	A1
	—
	0
	

	属性组合3

A4-A2-A1
	A4
	65，102.5
	2
	3

	
	A2
	2.5
	1
	

	
	A1
	—
	0
	


（3）神经网络训练

首先，在样本集中对32个样本迭加10%的随机噪声，每个样本产生10个新的样本，一共产生320个新样本。形成神经网络训练集。按同样方法得到320个新样本作为测试集。

在结构自适应神经网络中，训练集用于对神经网络进行训练以获取网络内部参数，以测试测试网络的泛化能力，并以测试集的识别率构造遗传算法的适应度函数。

本文遗传算法参数为：种群数n=10，基因串（染色体）采用二进制编码，交叉率和变异率分别为0.50和0.05、进化代数为10代。隐层节点数M用3位二进制编码，随机种子和最大训练步数均用5位二进制编码，为了避免节点数为0，规定解码后，对于隐层节点数加上2得到M，最大训练步数加上1得到，随机种子乘上10。适应度函数取为
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为测试样本中被错误或无法识别的样本数。
表4-14为不同属性组合下，通过自适应神经网络得到的最优神经网络结构参数。图4-9（a）、图4-9（b）、图4-9（c）分别为不同属性组合下得到的最优网络对训练样本集的训练误差曲线。

表4-14不同属性组合下得到的最优神经网络结构参数

	属性组合
	输入层
节点数
	中间层
节点数
	最大训练步数
	权值随机种子
	训练
误差

	属性组合1

A1-A2-A3-A4
	4
	2
	30
	30
	0.001

	属性组合2

A4-A2-A3-A1
	4
	2
	30
	30
	0.001

	属性组合3

A4-A2-A1
	3
	2
	30
	30
	0.001
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（4）规则提取
首先，通过在属性值域内随机产生数值，用训练好的神经网络训练得到1000个示例，然后，将原始样本也通过训练好的神经网络计算后得到32个示例，一共形成1032个示例。对此1032个示例，用本文分层穷举式的规则提取方法，对属性组合1、属性组合2和属性组合3分别得到规则集如表4-15、表4-16和表4-17所示。表4-18为利用所提取的规则对原始样本集的测试结果。从表4-15-表4-18中的计算结果可以发现，本文所提取的规则不仅简洁，而且识别率均为100%。

从所提取的规则可以发现，对于属性组合1，仅仅通过“Height”即可对人群进行识别，因此规则前件最少，规则条数为3。对于属性组合2，利用“Height”和“Weight”两个属性即可对人群进行识别，规则条数为3；对于属性组合3，利用了“Eye”和“Weight”两个属性对人群进行识别，其中规则条数为4。由此可见，不同的属性组合将提取出不同的规则。

文献[8]对人群分类数据的规则提取如表4-19所示，从所提取的规则可以发现，与本文方法相比，文献[29]中所提取出的规则条数为6，所利用的属性也更多，仔细检验文献[29]所提取的规则，可以发现，其中规则5是一条错误的规则，因为从数据表中不难观察出，体重Weight>65.3kg并不能得出黑人black这个结论，而本文所提取的规则R3和R4则是完全正确的。显然，本文所提出的规则不仅更加简洁，而且精度更高
表4-15提取的规则集（属性组合1）

	规则号
	规则集

	R1
	(187<Height<220)—>(D=1)[ 1.00][345,345]

	R2
	(132<Height<169)—>(D=3)[ 1.00][328,328]

	R3
	(169<Height<187)—>(D=2)[ 1.00][359,359]


表4-16 不同算法提取的规则集（属性组合2）

	规则号
	规则集

	R1
	(42.5<Weight<65)—>(D=3)[ 1.00][268,268] 

	R2
	(187<Height<220)—>(D=1)[ 1.00][260,260] 

	R3
	(65<Weight<125)^(132<Height<187.00)—>(D=2)[ 1.00][251,251] 


表4-17 不同算法提取的规则集（属性组合3）

	规则号
	规则集

	R1
	(42.5<Weight<65)=>(D=3)[ 1.00][349,349]

	R2
	(102.5<Weight<125)=>(D=1)[ 1.00][338,338]


(65<Weight<102.5)&(Eye=1( Eye=2)=>(D=1)[ 1.00][171,171] 

	
	

	R4
	(65<Weight<102.5)&(Eye=3)=>(D=2)[ 1.00][174,174]


表4-18规则验证结果

	
	数据个数
	正确数
	误识数
	拒识数
	识别率
	误识率
	拒识率

	属性组合1
	32
	32
	0
	0
	100%
	0%
	0%

	属性组合2
	32
	32
	0
	0
	100%
	0%
	0%

	属性组合3
	32
	32
	0
	0
	100%
	0%
	0%




第五章 神经网络规则提取在转子故障诊断中的应用研究

5.1 航空发动机转子部件常见故障及特征分析

5.1.1 概述

航空发动机是典型的旋转机械，旋转机械是各种机械设备中数量最多应用最广泛的一类机械，除航空发动机以外，还有电动机、气轮机、球磨机、水泵以及各种加工机床等。大型旋转机械在石化、电力、冶金等支持国家命脉的一些工业部门是属于关键设备，一旦发生故障其造成的损失及影响是十分严重的。因此，对旋转机械的检测与诊断是很必要的。转轴组件又称为转子-轴承系统或转子系统，它包括转子（轴、齿轮转动件、叶轮、联轴器等）、轴承（滑动、滚动）、支座（定子、机座等）及密封装置等部分，是旋转机械的主要组成部分，转轴部件是在复杂的动态工况下工作的，其运行的状态将决定整机的命运。从诊断技术的观点来看，转轴组件又是旋转机械的核心部分，是监测和诊断的主要对象。因此，对转轴组件监测换诊断方法的研究是具有一定典型和普遍意义的。

在机械故障诊断中，可用于监测与诊断的信息很多，包括振动、温度、压力、声音和变形等，在众多的信息中，振动信号能够更迅速、更直接地反映机械设备的运行状态，根据统计，70%以上的故障都是以振动形式表现出来的。

5.1.2转子系统振动故障机理及特征分析

旋转机械故障指机器的功能失常,即其动态性能劣化，不符合技术要求。例如,机器运行失稳，机器发生异常振动和噪音,机器的工作转速，输出功率发生变化，,以及介质的温度、压力、流量异常等.机器发生故障的原因不同，所产生的信息也不一样，根据机器所特有的信息。可以对机器进行故障诊断，但发生故障的原因往往不是单一因素，所以对旋转机械的故障诊断，必须进行全面的综合分析研究。

对旋转机械的故障诊断，应在获取机器的稳态数据，瞬态数据以及过程参数和运行工作状态等基础上,通过信号分析和数据处理从中提取机器特有的故障征兆以及故障敏感参数等,经过综合判断才能确定故障原因，做出符合实际的诊断结论。

5.1.2.1转子不平衡

转子不平衡是各类旋转机械失效的常见因素。转子不平衡包括转子系统的质量偏心以及转子部件出现缺损.转子质量偏心是由于转子的制造误差，装配误差,材质不均匀等原因造成的，转子部件缺损是指转子在运行中由于腐蚀、磨损，介质结垢以及转子受疲劳力作用，使转子的零部件局部损坏,脱落等造成新的转子不平衡。

转子不平衡的振动特征主要为:

1）频率特征：振动的激振频率为单一的旋转频率(即工作频率),而无其他倍频成分。

2）相位特征：在工作频率下相位稳定。

3）转速跟踪动态特征：在单自由度的情况下，转子启动时,振幅随转速增大而增大。临界转速时出现最大峰值(共振峰).超过临界转速时振幅逐渐减小而趋向于一定值即偏心值.在多自由度情况下，超临界转速主要指转速在一阶和二阶共振峰之间，其振幅减小并不趋向于偏心值，而与转速及阻尼之水平有关。

不平衡有以下几类：

（1）固有不平衡

由于各转子残余不平衡的累积，材质不良、安装不当等原因，即使机组在制造过程中已经对各个转子作了动平衡，但是连接起来的转子系统还是存在固有不平衡。为了消除质量不平衡，应在平衡机或现场作静平衡和动平衡，加以校正。

（2）转子弯曲

转子的初始弯曲是由于加工不良、残余应力或碰撞等原因引起的，将引起转子系统工频振动，通过振动测量并不能把它与转子质量不平衡区分开。而应在低速转动下检查转子各部位的径向跳动量予以判断。当转子弯曲不严重时也可以用平衡方法加以校正；当弯曲严重时，必须进行校正。

（3）转子热弯曲：

由于转子与静子发生间歇性局部接触，产生摩擦热引起的转子临时性弯曲，或者转子不均匀受热或冷却引起转子的临时性弯曲。其特点是转子的振动随时间、负荷的变化而在大小和相位上均有改变。因此，可通过变负荷或一段时间的振动监测判断转子热弯曲故障，防止热弯曲一方面要减小使转子不均匀受热的影响因素，如启停机时充分暖机，保证机组均匀膨胀；另一方面应注意装配间隙，各部件要有相近的线膨胀系数。

（4）转子部件脱落

当旋转转子上部件突然脱落时，使转子产生阶跃性的不平衡变化，其表现形式也是一次的振动成分，使机组振动加剧。但由于转子部件脱落不平衡矢量与原始转子不平衡矢量在大小、相位和位置三方面均与原始转子不平衡矢量发生了变化，因此，可通过测量相位进一步诊断。

5.1.2.2转子不对中

机组各转子之间由连轴器连接成轴系，传递运动和转矩。由于机器的连接误差，承载后的变形以及机器基础的沉降不均等，造成机器工作时各转子轴线之间产生轴线平行位移,轴线角度位移或综合位移等变化误差，统称转子不对中。转子系统故障60%由转子不对中引起.具有不对中故障的转子系统在运行中产生一系列有害于设备的动态效应,如引起连轴器偏转，轴承早期损坏，油膜失稳等。转子不对中故障是旋转机械常见故障之一，不对中分为：平行不对中、角度不对中以及这两者的组合。如图5-1所示。

转子不对中的轴系，不仅改变了转子轴颈与轴承的相互位置和轴承的工作状态，同时也降低了轴承的固有效率。使转子受力及支撑所受的附加力是转子发生异常振动和轴承早期损坏的主要原因。

（1）造成转子不对中的原因：转子及支座安装不良；轴承支座由不均匀膨胀引起变形以及地基下沉。

（2）不对中的转子振动特征：

1）振动的形态特征：由平行不对中主要引起转子的径向振动,而角度不对中除了引起径向振动外，还引起轴向振动，实际上发生的多为综合不对中，因此轴向振动往往是存在不对中的一种征兆。

2）振动的频率特征：转子不对中相当于在联轴器端输入某种激励。理论及实验结果表明，对刚性连轴器及齿轮连轴器，其径向激励频率除旋转频率（由角度不对中引起）外，主要以旋转频率的2倍频或4倍频为主，尚伴有高次偶数倍频。

5.1.2.3转静碰摩

在高速旋转机械中,为了提高机械效率，往往把密封间隙、轴承间隙做的很小，但是小间隙除了会引起流体动力激振外，还会发生转子与静止部件的摩擦，此外，轴承中也会发生干摩擦与半干摩擦，这种摩擦有时是不明显的，并不发生明显故障,机器未拆开检查之前找不出异常振动的原因，转子与静止部件发生摩擦有两种情况:一种是转子在涡动过程中轴颈或转子外缘与静止部件接触引起的径向摩擦，另一种是转子在轴向与静止部件接触而引起的轴向摩擦。

摩擦振动是非线性的振动,局部摩擦引起的振动频率中包含有2×、3×…一些高次谐波及次谐波振动.在频谱图上出现(1/n)×的次谐波成分，重摩擦时
n =2 ,轻摩擦时n =2,3,4…次谐波的范围取决于转子的不平衡状态,在足够高阻尼的转子系统中也可能完全不出现次谐波振动。
在刚发生摩擦接触的情况下，由于转子不平衡或转子弯曲,转子的基频幅值较大，高次谐波中2倍频、3倍频谐波一般并不太大，而且2倍频幅值大于3倍频谐波幅值，随着转子摩擦接触弧的增加，由于摩擦起到附加支撑作用，基频幅值有所下降，2倍频及3倍频谐波幅值由于附加的非线性作用有所增大。
5.1.2.4油膜涡动及油膜振荡

转子在涡动共振状态下，将表现为强烈的振荡称为油膜振荡，油膜振荡是一种自激振荡，其形成机理十分复杂，它可以由半速涡动发展成为自激振动，也可能不经过半速涡动直接产生油膜振荡，是一种破坏力极大的共振现象，对高速旋转机械造成很大危害。

高速工作的柔性转子旋转机械，都采用流体动压滑动轴承，这种轴承靠油膜形成动压来支撑载荷，以达到完全流体润滑的状态，使摩擦功率达到最小。

当轴受到瞬时扰动时，轴颈中心位置移动，这时油膜动压合力与轴负荷不再保持平衡而构成合力，当恢复力大于涡动力矩时，轴承将回到稳定工作状态，相反，当涡动力矩大于恢复力矩时，则轴心开始涡动，即转轴除了自转外，还绕轴承中心进行公转，这种公转称为涡动，根据不同的涡动因素，涡动的方向或与自转的方向相同，也可以与自转的方向相反。轴颈半速涡动的形成可用图5-2来说明。

设轴颈中心处于平衡状态的某一偏心位置，转速以角速度(在旋转，同时又以角速度(绕轴承几何中心旋转。根据流体润滑理论，油膜靠近轴颈处的速度等于轴颈圆周速度，靠近轴瓦处的油层速度为零，中间油层的速度假定是按直线分布的。因此，通过间隙的任何断面的平均油膜速度应为轴颈转速的一半。假设轴承两端的泄油量为dQ，则在此时间内流经A侧和B侧的流量应相等，即：

（5-1）

式中：C—轴承间隙；e—偏心；d—轴颈直径；l—轴承宽度。
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—油膜下部涡动增加的体积。由上式可解得

（5-2）

当轴承两端泄漏量
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时，可得
（5-3）

这就形成了半速涡动的原因。实际上，由于轴承两侧有泄漏用以带走轴承工作产生的热量，即
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等原因，实际产生涡动的频率约为

                            （5-4）

油膜振荡是转子的涡动频率与转子固有频率接近时发生的自激振动，振幅突然大幅度升高，剧烈振动,会严重损坏轴承和转子，但是在工作转速之半与转子固有频率接近发生异常振动，并不一定是油膜振荡造成的,而且油膜振荡与转子过临界转速的振动也不一样，主要特征为：

（1）油膜振荡是自激产生的，其振动具有非线性的振动特征。特征频率有基频与涡动频率的组合频率，振动的发生和消失具有突然性。

（2）发生油膜振荡之前一般会有油膜涡动现象，油膜共振动时，轴颈涡动的频率为转子一阶固有频率。

（3）油膜振荡发生后，继续升高转速，振幅不下降。

5.2 航空发动机转子部件常见故障实验

5.2.1 ZL-3多功能转子故障模拟实验台实验
5.2.1.1实验台及测试系统简介
由东大仪器厂生产的ZT—3型转子振动实验台是一种用来模拟旋转机械振动的实验装置。主要用于实验室验证转子轴系的强迫振动和自激振动特性，它能有效的再现大型旋转机械所产生的多种振动现象。通过不同的选择改变转子转速，轴系刚度，质量不平衡，轴承的摩擦或冲击条件以及连轴节的形式来模拟机器的运行状态。

上海东昊测试技术有限公司生产的 DH5910A数据采集系统和开发的DHDAS信号测试分析系统软件，可以根据需要选择通道的类型，自由进行组合，测量通道最多可达128个，具有很强的灵活性。该系统的采样频率范围为10HZ到128HZ，可以满足绝大多数类型的测量需要。该系统的测量和分析功能有：时域波形、线性谱，阶次谱、三维瀑布图、坎贝尔图、波德图、轴心轨迹、自功率谱、功率谱密度（PSD）、传递函数、相干函数、脉冲响应函数、互功率谱、互功率谱密度（CSD）、自相关函数、互相关函数、概率密度函数（PDF）、累积分布函数、直方图（Histogram）、倒频分析谱（实倒谱、复倒谱、逆复倒谱）。
ZL-3型转子实验台是一个综合性实验台架，由电机、转子、转速控制系统等组成，上面可以灵活的安装振动、位移、转速、加速度等机械参量测量的传感器，进行综合性的工程测试。转子故障测试试验装置如图5-3所示，由电动机带动，通过转速传感器（反射式光电传感器）获知转速，利用电涡流位移传感器采集转子振动模拟信号，利用DH5922动态信号测试分析系统进行模/数变换，将数字信号送给计算机（或数字信号处理器）进行处理。

5.2.1.2 转子故障的实验
（1）不平衡实验

不平衡设置方法：为了便于转子动平衡，在每个转子两侧面加工有周向平衡槽。使用标准的M2螺钉和螺母作为平衡配重。每一套螺钉约重0.3克，周向槽侧均有角度刻度、转子质量和平衡配重位置半径R =33，以方便平衡计算。 

进行多次实验时可以改变螺钉数量和位置、转速。

在转子侧面凹槽内加入3—5个螺钉，螺钉要集中以使转子发生不平衡，加入后拧紧。如图5-4所示。
图5-5为不平衡故障信号的阶次频谱，横坐标为旋转频率的整数倍，从图中可以看出不平衡故障的典型特征为：不平衡振动的激振频率为单一的旋转频率(即工作频率)，而基本上无其他倍频成分。通常，不平衡引起的轴心轨迹理论上应为圆形，但是由于转轴油膜刚度在X,Y方向上的差别，以及其他一些因素的影响，实际上是一个椭圆。

通过不断改变不平衡螺钉的数量及位置，以及转子转速可以获得多个不平衡故障样本。


（2）不对中实验

实验原理如图5-6所示。不对中设置方法为：将固定架的螺丝拧开，在固定架下面放入一个或两个垫片，然后拧紧,将使转轴偏移而造成不对中，从而模拟不对中实验。

图5-7为不对中实验阶次谱，从图中可以清楚地看到1X、2X、4X及8X频率成分的存在。不对中故障机理表明，转子不对中相当于在连轴器端输入某种激励。理论及实验结果表明，对刚性连轴器及齿轮连轴器，其径向激励频率尚伴有高次倍频。由此可见，实验结果验证了不对中的故障机理。
多次实验时可以改变垫片的数量和位置和转速来获取不对中故障样本。


（3）碰摩实验

碰摩设置方法如图5-8所示：在转子上面拧上一螺钉，转子高速旋转后将螺钉慢慢靠近转轴,从而造成转子和静止部件摩擦,模拟碰摩实验。此实验要注意的是实验时间不能过长,避免过久的摩擦对转轴造成破坏。多次实验时可以改变碰摩的位置和转速。

碰摩故障机理为：在刚发生摩擦接触的情况下，由于转子不平衡或转子弯曲,转子的基频幅值较大，次谐波中2倍频、3倍频谐波一般并不太大，而且2倍频幅值大于3倍频谐波幅值，随着转子摩擦接触弧的增加，由于摩擦起到附加支撑作用，基频幅值有所下降，2倍频及3倍频谐波幅值由于附加的非线性作用有所增大，这时转子的振动响应中具有振幅很大的次谐波成分。

频率特征：摩擦振动是非线性的振动,局部摩擦引起的振动频率中包含有2×、3×…一些高次谐波及次谐波振动.在频谱图上出现(1/n)×的次谐波成分，重摩擦时n=2 ,轻摩擦时n=2,3,4…次谐波的范围取决于转子的不平衡状态,在足够高阻尼的转子系统中也可能完全不出现次谐波振动。

图5-9为碰摩故障信号的阶次谱。从图中可以明显看出若干高次谐波的存在，因此，在一定程度上验证了碰摩故障机理。

不断改变转速和碰摩强度可以得到碰摩故障的若干样本。



（4）油膜涡动实验

油膜涡动实验设置方法如图5-10：为验证油膜涡动实验，需使用下列组件：带轴肩的油膜涡动转轴(500mm)、装有滑动轴承套的涡动轴承支架、针阀式油杯和接油盒。实验步骤如下：1）拆去后两跨转子，仅留第一跨转子和第二跨的内轴承座；2）把转子套装在涡动转轴上，涡动转轴插入第二跨的内轴承座；3）安装涡动轴承座，使涡动转轴的轴肩进入涡动轴承座内，同时调整涡动轴承座与转轴的轴向距离，保证有1～2 mm的间隙；4）装好针阀式油杯和接油盒；5）调整转子在轴上的位置，离涡动轴承座约2／3处固紧； 6）打开油流阀，直至油从轴承滴下，启动实验台，逐渐提高转速，约在3000～4000rpm时，发生涡动，如果涡动没有立即发生，则使用尼龙预负荷棒往涡动轴承端轻轻地抬起轴。
图5-11为一典型的油膜涡动故障信号的频谱，从图中可以，明显观察到0.5X频率成分。由此可见实验反映了油膜涡动故障的本质规律。

不断改变转速可以得到若干油膜涡动的故障样本。



5.2.2航空发动机转子实验器

5.2.2.1航空发动机转子实验器

为了与真实的航空发动机接近，由沈阳航空发动机设计研究所设计制造的航空发动机转子故障试验器，该试验器在结构设计上，首先考虑在外形上与发动机核心机的机匣一致，尺寸缩小三倍；内部结构作了必要简化，将核心机简化为0—2—0支承结构形式，并设计了可调刚度支承结构以调整系统的动特性；多级压气机简化为单级的盘片结构； 叶片简化为斜置平面形状；封严蓖齿为可拆卸的；轴为实心按刚性设计，最大工作转速为7000rpm。压气机盘与轴、涡轮盘与轴、接手与轴的连接采用圆锥形配合面和180o双键连接，便于装卸、减少配合面的磨损、延长使用寿命、保证对中性、减少转子系统本身的不平衡量；采用电机驱动，取消了火焰筒，即得到一个单转子系统模型。该试验器的真实图片如图5-12（a）所示，剖面图如图5-12（b）所示。






该转子试验器主要由演示模型、安装台架、电机、基础平台及润滑系统组成。试验器可以演示和模拟发动机中可能出现的几种典型故障：（1）涡轮叶片与机匣封严间隙处的碰摩（可能实现点碰摩、局部碰摩、轻度或重度碰摩）；（2）封严蓖齿间的碰摩；（3）轴承损坏；（4）前后支承不同心；（5）支承刚度的变化对振动特性的影响。

5.2.2.2航空发动机转子实验器振动测试系统

转子实验器由电动机带动，考虑到电机轴难于与实验器的转轴对中，因此在设计上两根轴的连接采用软连接。转速是通过检测位于电机与实验器联接处的电涡流位移传感器的脉冲来获取，转子故障信号是利用位于前后轴承处的水平和垂直方向的电涡流位移传感器来拾取。模拟信号经过前置放大器放大后，输入到成都华太测控技术有限公司的USB-14054数据采集器，通过计算机编程控制数据采集器，实现模拟信号的A/D转换，并将采集到的数字信号进行保存和处理等。转子实验器的振动测试系统如图5-12所示。

5.2.2.3航空发动机转子实验器碰摩故障实验
航空发动机碰摩实验如图5-14所示，碰摩擦故障的模拟过程为，首先将发动机旋转到一定转速，然后，用板手“5”拧碰摩环点变形顶螺栓“1”，使碰摩环产生变形，从而与旋转的涡轮叶片产生碰摩，当碰摩严重时，将产生碰摩火花“2”，轴的振动位移通过X向电涡轮位移动传感器“4”和Y向电涡轮位移动传感器“3”拾取。

5.3 从转子故障样本数据中提取诊断规则

5.3.1 从ZL-3多功能转子故障模拟实验台的模拟故障样本中获取的诊断知识
本文利用ZL-3多功能转子故障模拟实验台和DHDAS信号测试分析系统获取了不同转速下的26个不平衡故障样本、30个碰摩样本及40个油膜涡动样本。利用频谱分析获取频谱特征并做归一化处理，得到5个频谱特征，即A1（1/2X）、A2（1X）、A3（2X）、A4（3X）、A5（4X）。转子故障数据见附表3。

（1）特征排序与选取

表5-1为运用平均值方差法和熵法对转子故障数据的属性排序结果，从表中可以看出，按属性重要性从高到低排列，用平均值方差法的计算结果为A1、A2、A3、A5、A4；用熵法计算结果为A3、A1、A4、A2、A5。本文根据计算属性重要性的计算结果，用三种不同顺序的属性组合来分别进行规则提取与验证实验，即属性组合1：A1-A2-A3-A4-A5、属性组合1：A1-A2-A3、属性组合1：A3-A1-A4。

表5-1 特征排序结果

	特征排序方法
	A1：1/2X
	A2：1X
	A3：2X
	A4：3X
	A5：4X

	平均值方差法
	7.1801
	6.0887
	4.7974
	3.5246
	3.7589


73.4341

	
	49.2722


表5-2离散化断点结果

	
	属性
	断点值
	每属性断点数
	总断点数

	属性组合1

A1-A2-A3-A4-A5
	A1
	0.1357
	1
	2

	
	A2
	—
	0
	

	
	A3
	0.0980
	1
	

	
	A4
	—
	0
	

	
	A5
	—
	0
	

	属性组合2

A1-A2-A3
	A1
	0.1357
	1
	2

	
	A2
	—
	0
	

	
	A3
	0.0980
	1
	

	属性组合3

A3-A1-A4
	A3
	0.0980
	1
	2

	
	A1
	0.1357
	1
	

	
	A4
	—
	0
	


(2)数据离散
表5-2为不同属性组合下的数据离散化结果。从表中可以看出，三种属性组合下尽管属性个数和顺序不同，但其离散结果完全相同。其中，A1（1/2X）属性的断点为0.1357，即由该断点将属性分为大于0.1357和小于0.1357的两类。A3（2X）属性的断点为0.098，即由该断点将属性分为大于0.098和小于0.098的两类。

 (3)神经网络训练

首先，在样本集中对76个样本迭加10%的随机噪声，每个样本产生10个新的样本，一共产生760个新样本。形成神经网络训练集。按同样方法得到760个新样本作为测试集。
在结构自适应神经网络中，训练集用于对神经网络进行训练以获取网络内部参数，以测试测试网络的泛化能力，并以测试集的识别率构造遗传算法的适应度函数。
本文遗传算法参数为：种群数n=10，基因串（染色体）采用二进制编码，交叉率和变异率分别为0.50和0.05、进化代数为10代。隐层节点数M用3位二进制编码，随机种子和最大训练步数均用5位二进制编码，为了避免节点数为0，规定解码后，对于隐层节点数加上2得到M，最大训练步数加上1得到，随机种子乘上10。适应度函数取为
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为测试样本中被错误或无法识别的样本数。
表5-3为不同属性组合下，通过自适应神经网络得到的最优神经网络结构参数。图5-15（a）、图5-15（b）、图5-15（c）分别为不同属性组合下得到的最优网络对训练样本集的训练误差曲线。从表5-3和图5-15中可以看出不同属性组合下，由结构自适应神经网络得到的最优神经网络结构相同，但是其误差曲线不同。
表5-3不同属性组合下得到的最优神经网络结构参数

	子网络
	输入层
节点数
	中间层
节点数
	最大训练步数
	权值随机种子
	训练误差

	属性组合1

A1-A2-A3-A4-A5
	5
	2
	30
	30
	0.001

	属性组合2

A1-A2-A3-A5-A4
	3
	2
	30
	30
	0.001

	属性组合3

A3-A1-A4-A2-A5
	3
	2
	30
	30
	0.001




（4）规则提取
首先，通过在属性值域内随机产生数值，用训练好的神经网络训练得到1000个示例，然后，将原始样本也通过训练好的神经网络计算后得到76个示例，一共形成1076个示例。对此1076个示例，用本文分层穷举式的规则提取方法，对属性组合1、属性组合2和属性组合3分别得到规则集如表5-4、表5-5和表5-6所示。表5-7为利用所提取的规则对原始样本集的测试结果。从表中的计算结果可以发现，本文所提取的规则不仅简洁，而且识别率均为98.68%。

从所提取的规则可以发现，不同属性组合所提取出的规则集完全相同，且充分反映了不平衡、碰摩及油膜涡动故障的特征。其中，

1）规则(0.14<1/2X<1)=>油膜涡动：表示当1/2倍频很大时，为油膜涡动故障；

2）规则(0.0015<1/2X<0.14)&(0.018<2X<0.1)=>不平衡：表示当1/2倍频较小、同时2倍频也较小时，为不平衡故障；

3）规则(0.0015<1/2X<0.14)&(0.10<2X<0.6722)=>碰摩：表示当1/2倍频较小、同时2倍频较大时，为碰摩故障。

表5-4提取的规则集（属性组合1）

	规则号
	规则集

	R1
	(0.14<1/2X<1)=>油膜涡动[ 1.00][524,524]

	R2
	(0.0015<1/2X<0.14)&(0.0180<2X<0.10)=>不平衡[ 1.00][270,270]

	R3
	(0.0015<1/2X<0.14)&(0.10<2X<0.6722)=>碰摩[ 1.00][282,282]


表5-5不同算法提取的规则集（属性组合2）

	规则号
	规则集

	R1
	(0.14<1/2X<1.0000)=>油膜涡动[ 1.00][524,524]

	R2
	(0.0015<1/2X<0.14)&(0.0180<2X<0.10)=>不平衡[ 1.00][270,270]

	R3
	(0.0015<1/2X<0.14)&(0.10<2X<0.6722)=>碰摩[ 1.00][282,282]


表5-6不同算法提取的规则集（属性组合3）

	规则号
	规则集

	R1
	(0.14<1/2X<1.0000)=> 油膜涡动 [ 1.00][529,529]

	R2
	(0.0180<2X<0.10)&(0.0015<1/2X<0.14)=> 不平衡 [ 1.00][267,267]

	R3
	(0.10<2X<0.6722)&(0.0015<1/2X<0.14)=> 碰摩 [ 1.00][280,280]


表5-7规则验证结果

	
	数据个数
	正确数
	误识数
	拒识数
	识别率
	误识率
	拒识率

	属性组合1
	76
	75
	1
	0
	98.68%
	1.32%
	0%

	属性组合2
	76
	75
	1
	0
	98.68%
	1.32%
	0%

	属性组合3
	76
	75
	1
	0
	98.68%
	1.32%
	0%


5.3.2航空发动机转子实验器中获取的诊断知识 
本文利用航空发动机转子实验器和USB-14054数据采集器获取了不同转速下的不平衡故障样本10个及碰摩样本26个。利用频谱分析获取频谱特征并做归一化处理，得到5个频谱特征，即A1（1/2X）、A2（1X）、A3（2X）、A4（3X）、A5（4X）。航空发动机转子故障数据见附表4。

（1）特征排序与选取

表1为运用平均值方差法和熵法对转子故障数据的属性排序结果，从表5-8中可以看出，可以得出，按属性重要性从高到低排列，用平均值方差法的计算结果为A3、A1、A5、A4、A2；用熵法计算结果为A4、A3、A1、A5、A2。其中，A2的属性重要性指标为0，表明此属性对故障识别无任何用处。事实上，从实验数据中可以看出，1倍频对于所有样本君为最大值1，故其对故障无分辨能力。本文根据计算属性重要性的计算结果，用三种不同顺序的属性组合来分别进行规则提取与验证实验，即属性组合1：A1-A2-A3-A4-A5、属性组合2：A3-A1-A5-A4、属性组合3：A4-A3-A1-A5。

表5-8特征排序结果

	特征排序方法
	A1：1/2X
	A2：1X
	A3：2X
	A4：3X
	A5：4X

	平均值方差法
	0.9675
	0.0000
	3.0049
	0.4608
	0.8125

	熵法
	24.5506
	0.0000
	29.5115
	38.6305
	17.8199


（2）数据离散

表5-9为不同属性组合下的数据离散化结果。从表中可以看出，三种属性组合下尽管属性个数和顺序不同，但其离散结果完全相同。其中，A3（2X）属性的断点为0.0987，即由该断点将属性分为大于0.0987和小于0.0987的两类，其他属性没有断点，则该属性所对应的所有数据为均为同一类。

表5-9离散化断点结果

	
	属性
	断点值
	每属性断点数
	总断点数

	属性组合1

A1-A2-A3-A4-A5
	A1
	—
	0
	1

	
	A2
	—
	0
	

	
	A3
	0.0987
	1
	

	
	A4
	—
	0
	

	
	A5
	—
	0
	

	属性组合2

A1-A2-A3-A4-A4
	A3
	0.0987
	1
	1

	
	A1
	—
	0
	

	
	A5
	—
	0
	

	
	A4
	—
	0
	

	属性组合3

A4-A3-A1-A5-A2
	A4
	—
	0
	1

	
	A3
	0.0987
	1
	

	
	A1
	—
	0
	

	
	A5
	—
	0
	


(3)神经网络训练

首先，在样本集中对36个样本迭加10%的随机噪声，每个样本产生10个新的样本，一共产生360个新样本。形成神经网络训练集。按同样方法得到360个新样本作为测试集。

在结构自适应神经网络中，训练集用于对神经网络进行训练以获取网络内部参数，以测试测试网络的泛化能力，并以测试集的识别率构造遗传算法的适应度函数。

本文遗传算法参数为：种群数n=10，基因串（染色体）采用二进制编码，交叉率和变异率分别为0.50和0.05、进化代数为10代。隐层节点数M用3位二进制编码，随机种子和最大训练步数均用5位二进制编码，为了避免节点数为0，规定解码后，对于隐层节点数加上2得到M，最大训练步数加上1得到，随机种子乘上10。适应度函数取为
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为测试样本中被错误或无法识别的样本数。

表5-10为不同属性组合下，通过自适应神经网络得到的最优神经网络结构参数。图5-16（a）、图5-16（b）、图5-16（c）分别为不同属性组合下得到的最优网络对训练样本集的训练误差曲线。从表5-10和图5-16中可以看出不同属性组合下，由结构自适应神经网络得到的最优神经网络结构相同，但是其误差曲线不同。
表5-10不同属性组合下得到的最优神经网络结构参数

	子网络
	输入层
节点数
	中间层
节点数
	最大训练步数
	权值随机种子
	训练误差

	属性组合1

A1-A2-A3-A4-A5
	5
	2
	30
	30
	0.001

	属性组合2

A1-A2-A3-A4-A4
	4
	2
	30
	30
	0.001

	属性组合3

A3-A1-A4-A2-A5
	4
	2
	30
	30
	0.001



（4）规则提取
首先，通过在属性值域内随机产生数值，用训练好的神经网络训练得到1000个示例，然后，将原始样本也通过训练好的神经网络计算后得到36个示例，一共形成1036个示例。对此1036个示例，用本文分层穷举式的规则提取方法，对属性组合1、属性组合2和属性组合3分别得到规则集如表5-11、表5-12和表5-13所示。表5-14为利用所提取的规则对原始样本集的测试结果。从表中的计算结果可以发现，本文所提取的规则不仅简洁，而且识别率均为100%。

从所提取的规则可以发现，不同属性组合所提取出的规则集完全相同，且充分反映了碰摩故障特征。其中，

1）规则(0.10<2X<0.2990)=> 碰摩：表示当2倍频较大时，为碰摩故障；

2）规则(0.0534<2X<0.10)=> 不平衡：表示当2倍频较小时，为不平衡故障；

表5-11提取的规则集（属性组合1）

	规则号
	规则集

	R1
	(0.10<2X<0.2990)=> 碰摩 [ 1.00][541,541]

	R2
	(0.0534<2X<0.10)=> 不平衡 [ 1.00][495,495]


表5-12不同算法提取的规则集（属性组合2）

	规则号
	规则集

	R1
	(0.0534<2X<0.10)=> 不平衡 [ 1.00][519,519]

	R2
	(0.10<2X<0.2990)=> 碰摩 [ 1.00][517,517]


表5-13不同算法提取的规则集（属性组合3）

	规则号
	规则集

	R1
	(0.0534<2X<0.10)=> 不平衡 [ 1.00][530,530]  

	R2
	(0.10<2X<0.2990)=> 碰摩 [ 1.00][506,506]  


表5-14 规则验证结果

	
	数据个数
	正确数
	误识数
	拒识数
	识别率
	误识率
	拒识率

	属性组合1
	36
	36
	0
	0
	100%
	0%
	0%

	属性组合2
	36
	36
	0
	0
	100%
	0%
	0%

	属性组合3
	36
	36
	0
	0
	100%
	0%
	0%


图5-17（a）和（b）分别为不碰摩（即不平衡）和碰摩实验样本的三维瀑布图，从图中可以看出，对本次实验结果，2倍频即2X频率成分是区分碰摩故障的最好特征。从而表明本文神经网络规则提取方法获取了碰摩故障诊断的有效知识规则。


第六章 总结与展望

神经网络技术从八十年代初期复苏以来，得到了迅速的发展。神经网络规则提取技术的提出和发展进一步弥补了神经网络黑箱性的不足，将隐含在网络连接权中的知识以清晰易懂的形式表现出来，从而可以直观的为决策提供依据，大大的丰富了数据挖掘的应用。本文基于功能性观点，提出一种新的神经网络规则提取方法，并应用于转子故障诊断中，总结起来，本文取得了以下研究成果：

（1）在特征选取中，引入了数据挖掘中广泛应用的平均值方差法和熵法；进行了特征的排序和选取；在连续属性离散中，引入了粗糙集理论中的由S. H. Nguyen和Skowron 提出的布尔逻辑与粗糙集理论相结合的经典离散化方法，该方法可以将离散属性看作连续属性的特例，同时进行处理，在很大程度上降低了计算的复杂性；在神经网络结构设计中，引入遗传算法，实现神经网络结构自动优化，以保证训练好的神经网络具有最佳的泛化能力。并用圆分类数据和双螺旋数据进行了验证，表明了方法的正确性；在规则提取中，提出了一种分层穷举式的规则提取方法，保证了规则提取的完整性和优先次序，并用UCI机器学习数据库的数据与其他规则提取方法进行了比较分析，表明了方法的有效性；

（2）用Iris数据和人群分类问题验证了本文提出的神经网络规则提取新方法的正确有效性。

（3）将本文神经网络规则提取方法应用于航空发动机转子故障智能诊断，从ZL-3多功能转子实验台的模拟故障样本和航空发动机转子实验器的碰摩故障样本中直接提取了转子故障的诊断知识规则，验证了规则的正确性及可理解性。

本文方法能有效提取出隐含在神经网络连接权中的知识，形成简洁、紧凑、保真度高的符号规则集，为推理过程给出清晰的解释，使神经网络更加易懂和易行。但是本文方法尚存在以下不足，需要进一步研究和发展。
（1）本文限于篇幅，只在2个数据集上进行了实验，与现有的神经网络规则提取方法比较不多，为了使结果更具说服力，需要进一步进行比较实验； 

（2）对所提取的规则验证需要进一步改进，比如可以采用10折交叉验证来测试所提取的规则有效性；

（3）需要进一步研究神经网络规则提取是用来抽取规则来解释神经网络，还是利用神经网络产生高精度的规则？这对如何衡量算法的性能有很大的影响。因此需要进一步深入研究；

（4）需要进一步开展应用研究，开发基于神经网络专家系统的转子故障智能诊断系统，将神经网络规则提取方法应用于诊断知识的获取。
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附表1 IRIS(鸢尾花)数据

	No
	花萼长
sepal length（cm）
	花萼宽
sepal width（cm）
	花瓣长
petal length（cm）
	花瓣宽
petal width（cm）
	种类

	1
	5.1000
	3.5000
	1.4000
	0.2000
	setosa

	2
	4.9000
	3.0000
	1.4000
	0.2000
	setosa

	3
	4.7000
	3.2000
	1.3000
	0.2000
	setosa

	4
	4.6000
	3.1000
	1.5000
	0.2000
	setosa

	5
	5.0000
	3.6000
	1.4000
	0.2000
	setosa

	6
	5.4000
	3.9000
	1.7000
	0.4000
	setosa

	7
	4.6000
	3.4000
	1.4000
	0.3000
	setosa

	8
	5.0000
	3.4000
	1.5000
	0.2000
	setosa

	9
	4.4000
	2.9000
	1.4000
	0.2000
	setosa

	10
	4.9000
	3.1000
	1.5000
	0.1000
	setosa

	11
	5.4000
	3.7000
	1.5000
	0.2000
	setosa

	12
	4.8000
	3.4000
	1.6000
	0.2000
	setosa

	13
	4.8000
	3.0000
	1.4000
	0.1000
	setosa

	14
	4.3000
	3.0000
	1.1000
	0.1000
	setosa

	15
	5.8000
	4.0000
	1.2000
	0.2000
	setosa

	16
	5.7000
	4.4000
	1.5000
	0.4000
	setosa

	17
	5.4000
	3.9000
	1.3000
	0.4000
	setosa

	18
	5.1000
	3.5000
	1.4000
	0.3000
	setosa

	19
	5.7000
	3.8000
	1.7000
	0.3000
	setosa

	20
	5.1000
	3.8000
	1.5000
	0.3000
	setosa

	21
	5.4000
	3.4000
	1.7000
	0.2000
	setosa

	22
	5.1000
	3.7000
	1.5000
	0.4000
	setosa

	23
	4.6000
	3.6000
	1.0000
	0.2000
	setosa

	24
	5.1000
	3.3000
	1.7000
	0.5000
	setosa

	25
	4.8000
	3.4000
	1.9000
	0.2000
	setosa

	26
	5.0000
	3.0000
	1.6000
	0.2000
	setosa

	27
	5.0000
	3.4000
	1.6000
	0.4000
	setosa

	28
	5.2000
	3.5000
	1.5000
	0.2000
	setosa

	29
	5.2000
	3.4000
	1.4000
	0.2000
	setosa

	30
	4.7000
	3.2000
	1.6000
	0.2000
	setosa

	31
	4.8000
	3.1000
	1.6000
	0.2000
	setosa

	32
	5.4000
	3.4000
	1.5000
	0.4000
	setosa

	33
	5.2000
	4.1000
	1.5000
	0.1000
	setosa

	34
	5.5000
	4.2000
	1.4000
	0.2000
	setosa

	35
	4.9000
	3.1000
	1.5000
	0.1000
	setosa

	36
	5.0000
	3.2000
	1.2000
	0.2000
	setosa

	37
	5.5000
	3.5000
	1.3000
	0.2000
	setosa

	38
	4.9000
	3.1000
	1.5000
	0.1000
	setosa

	39
	4.4000
	3.0000
	1.3000
	0.2000
	setosa

	40
	5.1000
	3.4000
	1.5000
	0.2000
	setosa

	41
	5.0000
	3.5000
	1.3000
	0.3000
	setosa

	42
	4.5000
	2.3000
	1.3000
	0.3000
	setosa

	43
	4.4000
	3.2000
	1.3000
	0.2000
	setosa

	44
	5.0000
	3.5000
	1.6000
	0.6000
	setosa

	45
	5.1000
	3.8000
	1.9000
	0.4000
	setosa

	46
	4.8000
	3.0000
	1.4000
	0.3000
	setosa

	47
	5.1000
	3.8000
	1.6000
	0.2000
	setosa

	48
	4.6000
	3.2000
	1.4000
	0.2000
	setosa

	49
	5.3000
	3.7000
	1.5000
	0.2000
	setosa

	50
	5.0000
	3.3000
	1.4000
	0.2000
	setosa

	51
	7.0000
	3.2000
	4.7000
	1.4000
	versicolor

	52
	6.4000
	3.2000
	4.5000
	1.5000
	versicolor

	53
	6.9000
	3.1000
	4.9000
	1.5000
	versicolor

	54
	5.5000
	2.3000
	4.0000
	1.3000
	versicolor

	55
	6.5000
	2.8000
	4.6000
	1.5000
	versicolor

	56
	5.7000
	2.8000
	4.5000
	1.3000
	versicolor

	57
	6.3000
	3.3000
	4.7000
	1.6000
	versicolor

	58
	4.9000
	2.4000
	3.3000
	1.0000
	versicolor

	59
	6.6000
	2.9000
	4.6000
	1.3000
	versicolor

	60
	5.2000
	2.7000
	3.9000
	1.4000
	versicolor

	61
	5.0000
	2.0000
	3.5000
	1.0000
	versicolor

	62
	5.9000
	3.0000
	4.2000
	1.5000
	versicolor

	63
	6.0000
	2.2000
	4.0000
	1.0000
	versicolor

	64
	6.1000
	2.9000
	4.7000
	1.4000
	versicolor

	65
	5.6000
	2.9000
	3.6000
	1.3000
	versicolor

	66
	6.7000
	3.1000
	4.4000
	1.4000
	versicolor

	67
	5.6000
	3.0000
	4.5000
	1.5000
	versicolor

	68
	5.8000
	2.7000
	4.1000
	1.0000
	versicolor

	69
	6.2000
	2.2000
	4.5000
	1.5000
	versicolor

	70
	5.6000
	2.5000
	3.9000
	1.1000
	versicolor

	71
	5.9000
	3.2000
	4.8000
	1.8000
	versicolor

	72
	6.1000
	2.8000
	4.0000
	1.3000
	versicolor

	73
	6.3000
	2.5000
	4.9000
	1.5000
	versicolor

	74
	6.1000
	2.8000
	4.7000
	1.2000
	versicolor

	75
	6.4000
	2.9000
	4.3000
	1.3000
	versicolor

	76
	6.6000
	3.0000
	4.4000
	1.4000
	versicolor

	77
	6.8000
	2.8000
	4.8000
	1.4000
	versicolor

	78
	6.7000
	3.0000
	5.0000
	1.7000
	versicolor

	79
	6.0000
	2.9000
	4.5000
	1.5000
	versicolor

	80
	5.7000
	2.6000
	3.5000
	1.0000
	versicolor

	81
	5.5000
	2.4000
	3.8000
	1.1000
	versicolor

	82
	5.5000
	2.4000
	3.7000
	1.0000
	versicolor

	83
	5.8000
	2.7000
	3.9000
	1.2000
	versicolor

	84
	6.0000
	2.7000
	5.1000
	1.6000
	versicolor

	85
	5.4000
	3.0000
	4.5000
	1.5000
	versicolor

	86
	6.0000
	3.4000
	4.5000
	1.6000
	versicolor

	87
	6.7000
	3.1000
	4.7000
	1.5000
	versicolor

	88
	6.3000
	2.3000
	4.4000
	1.3000
	versicolor

	89
	5.6000
	3.0000
	4.1000
	1.3000
	versicolor

	90
	5.5000
	2.5000
	4.0000
	1.3000
	versicolor

	91
	5.5000
	2.6000
	4.4000
	1.2000
	versicolor

	92
	6.1000
	3.0000
	4.6000
	1.4000
	versicolor

	93
	5.8000
	2.6000
	4.0000
	1.2000
	versicolor

	94
	5.0000
	2.3000
	3.3000
	1.0000
	versicolor

	95
	5.6000
	2.7000
	4.2000
	1.3000
	versicolor

	96
	5.7000
	3.0000
	4.2000
	1.2000
	versicolor

	97
	5.7000
	2.9000
	4.2000
	1.3000
	versicolor

	98
	6.2000
	2.9000
	4.3000
	1.3000
	versicolor

	99
	5.1000
	2.5000
	3.0000
	1.1000
	versicolor

	100
	5.7000
	2.8000
	4.1000
	1.3000
	versicolor

	101
	6.3000
	3.3000
	6.0000
	2.5000
	virginica

	102
	5.8000
	2.7000
	5.1000
	1.9000
	virginica

	103
	7.1000
	3.0000
	5.9000
	2.1000
	virginica

	104
	6.3000
	2.9000
	5.6000
	1.8000
	virginica

	105
	6.5000
	3.0000
	5.8000
	2.2000
	virginica

	106
	7.6000
	3.0000
	6.6000
	2.1000
	virginica

	107
	4.9000
	2.5000
	4.5000
	1.7000
	virginica

	108
	7.3000
	2.9000
	6.3000
	1.8000
	virginica

	109
	6.7000
	2.5000
	5.8000
	1.8000
	virginica

	110
	7.2000
	3.6000
	6.1000
	2.5000
	virginica

	111
	6.5000
	3.2000
	5.1000
	2.0000
	virginica

	112
	6.4000
	2.7000
	5.3000
	1.9000
	virginica

	113
	6.8000
	3.0000
	5.5000
	2.1000
	virginica

	114
	5.7000
	2.5000
	5.0000
	2.0000
	virginica

	115
	5.8000
	2.8000
	5.1000
	2.4000
	virginica

	116
	6.4000
	3.2000
	5.3000
	2.3000
	virginica

	117
	6.5000
	3.0000
	5.5000
	1.8000
	virginica

	118
	7.7000
	3.8000
	6.7000
	2.2000
	virginica

	119
	7.7000
	2.6000
	6.9000
	2.3000
	virginica

	120
	6.0000
	2.2000
	5.0000
	1.5000
	virginica

	121
	6.9000
	3.2000
	5.7000
	2.3000
	virginica

	122
	5.6000
	2.8000
	4.9000
	2.0000
	virginica

	123
	7.7000
	2.8000
	6.7000
	2.0000
	virginica

	124
	6.3000
	2.7000
	4.9000
	1.8000
	virginica

	125
	6.7000
	3.3000
	5.7000
	2.1000
	virginica

	126
	7.2000
	3.2000
	6.0000
	1.8000
	virginica

	127
	6.2000
	2.8000
	4.8000
	1.8000
	virginica

	128
	6.1000
	3.0000
	4.9000
	1.8000
	virginica

	129
	6.4000
	2.8000
	5.6000
	2.1000
	virginica

	130
	7.2000
	3.0000
	5.8000
	1.6000
	virginica

	131
	7.4000
	2.8000
	6.1000
	1.9000
	virginica

	132
	7.9000
	3.8000
	6.4000
	2.0000
	virginica

	133
	6.4000
	2.8000
	5.6000
	2.2000
	virginica

	134
	6.3000
	2.8000
	5.1000
	1.5000
	virginica

	135
	6.1000
	2.6000
	5.6000
	1.4000
	virginica

	136
	7.7000
	3.0000
	6.1000
	2.3000
	virginica

	137
	6.3000
	3.4000
	5.6000
	2.4000
	virginica

	138
	6.4000
	3.1000
	5.5000
	1.8000
	virginica

	139
	6.0000
	3.0000
	4.8000
	1.8000
	virginica

	140
	6.9000
	3.1000
	5.4000
	2.1000
	virginica

	141
	6.7000
	3.1000
	5.6000
	2.4000
	virginica

	142
	6.9000
	3.1000
	5.1000
	2.3000
	virginica

	143
	5.8000
	2.7000
	5.1000
	1.9000
	virginica

	144
	6.8000
	3.2000
	5.9000
	2.3000
	virginica

	145
	6.7000
	3.3000
	5.7000
	2.5000
	virginica

	146
	6.7000
	3.0000
	5.2000
	2.3000
	virginica

	147
	6.3000
	2.5000
	5.0000
	1.9000
	virginica

	148
	6.5000
	3.0000
	5.2000
	2.0000
	virginica

	149
	6.2000
	3.4000
	5.4000
	2.3000
	virginica

	150
	5.9000
	3.0000
	5.1000
	1.8000
	virginica


附表2 人群分类数据

	No
	Hair
	Eye
	Height
（cm）
	Weight
（kg）
	Race

	1
	blond
	blue
	189
	80
	white

	2
	blond
	blue
	199
	100
	white

	3
	red
	brown
	198
	105
	white

	4
	blond
	brown
	199
	100
	white

	5
	red
	dark
	220
	125
	white

	6
	red
	dark
	205
	125
	white

	7
	dark
	brown
	210
	120
	white

	8
	dark
	dark
	220
	123
	white

	9
	dark
	dark
	215
	118
	white

	10
	dark
	dark
	170
	70
	black

	11
	dark
	dark
	178
	73
	black

	12
	dark
	dark
	180
	82.5
	black

	13
	dark
	dark
	175
	95
	black

	14
	dark
	dark
	185
	100
	black

	15
	gray
	dark
	178
	73
	black

	16
	gray
	dark
	180
	82.5
	black

	17
	gray
	dark
	175
	95
	black

	18
	gray
	dark
	185
	100
	black

	19
	gray
	dark
	185
	100
	black

	20
	gray
	dark
	185
	100
	black

	21
	dark
	dark
	155
	50
	yellow

	22
	dark
	dark
	165
	60
	yellow

	23
	dark
	dark
	168
	60
	yellow

	24
	dark
	dark
	153
	45
	yellow

	25
	dark
	dark
	132
	42.5
	yellow

	26
	dark
	dark
	166
	50
	yellow

	27
	dark
	brown
	160
	47.5
	yellow

	28
	dark
	brown
	160
	47.5
	yellow

	29
	dark
	brown
	160
	47.5
	yellow

	30
	dark
	brown
	167
	53.5
	yellow

	31
	dark
	brown
	160
	47.5
	yellow

	32
	dark
	brown
	167
	53.5
	yellow


附表3 ZL-3多功能转子实验台模拟故障样本

	No
	1/2X
	1X
	2X
	3X
	4X
	故障

	1
	0.0107
	1.0000
	0.0707
	0.0240
	0.0112
	不平衡

	2
	0.0064
	1.0000
	0.0860
	0.0292
	0.0168
	不平衡

	3
	0.0131
	1.0000
	0.0575
	0.0224
	0.0432
	不平衡

	4
	0.0251
	1.0000
	0.0535
	0.0334
	0.0595
	不平衡

	5
	0.0194
	1.0000
	0.0618
	0.0244
	0.0301
	不平衡

	6
	0.0134
	1.0000
	0.0448
	0.0251
	0.0253
	不平衡

	7
	0.0153
	1.0000
	0.0359
	0.0104
	0.0120
	不平衡

	8
	0.0426
	1.0000
	0.0949
	0.0164
	0.0400
	不平衡

	9
	0.0198
	1.0000
	0.0459
	0.0142
	0.0274
	不平衡

	10
	0.0073
	1.0000
	0.0386
	0.0248
	0.0206
	不平衡

	11
	0.0073
	1.0000
	0.0196
	0.0179
	0.0162
	不平衡

	12
	0.0069
	1.0000
	0.0238
	0.0174
	0.0054
	不平衡

	13
	0.0353
	1.0000
	0.0224
	0.0629
	0.0093
	不平衡

	14
	0.0227
	1.0000
	0.0204
	0.0876
	0.0117
	不平衡

	15
	0.0163
	1.0000
	0.0180
	0.0293
	0.0144
	不平衡

	16
	0.0269
	1.0000
	0.0441
	0.0434
	0.0125
	不平衡

	17
	0.0203
	1.0000
	0.0561
	0.0369
	0.0382
	不平衡

	18
	0.0123
	1.0000
	0.0785
	0.0675
	0.0222
	不平衡

	19
	0.0217
	1.0000
	0.0897
	0.0385
	0.0232
	不平衡

	20
	0.0191
	1.0000
	0.0978
	0.0676
	0.0254
	不平衡

	21
	0.0167
	1.0000
	0.0774
	0.0581
	0.0378
	不平衡

	22
	0.0316
	1.0000
	0.2148
	0.0512
	0.0381
	碰摩

	23
	0.0495
	1.0000
	0.5439
	0.1955
	0.1552
	碰摩

	24
	0.0592
	1.0000
	0.3474
	0.1119
	0.2019
	碰摩

	25
	0.0348
	1.0000
	0.5056
	0.1928
	0.1592
	碰摩

	26
	0.0487
	1.0000
	0.3414
	0.1024
	0.2527
	碰摩

	27
	0.0104
	1.0000
	0.4420
	0.1525
	0.1588
	碰摩

	28
	0.0015
	1.0000
	0.4350
	0.1544
	0.1734
	碰摩

	29
	0.0560
	1.0000
	0.4579
	0.1628
	0.1623
	碰摩

	30
	0.0362
	1.0000
	0.4410
	0.1247
	0.3156
	碰摩

	31
	0.0591
	1.0000
	0.6681
	0.0724
	0.4695
	碰摩

	32
	0.0257
	1.0000
	0.3661
	0.0868
	0.1189
	碰摩

	33
	0.0398
	1.0000
	0.3189
	0.0791
	0.1814
	碰摩

	34
	0.0649
	1.0000
	0.6722
	0.1670
	0.2885
	碰摩

	35
	0.0151
	1.0000
	0.3878
	0.1161
	0.1753
	碰摩

	36
	0.0327
	1.0000
	0.5731
	0.1810
	0.2625
	碰摩

	37
	0.0190
	1.0000
	0.3554
	0.2802
	0.2835
	碰摩

	38
	0.0246
	1.0000
	0.3562
	0.1571
	0.2146
	碰摩

	39
	0.0403
	1.0000
	0.3302
	0.1460
	0.2920
	碰摩

	40
	0.0312
	1.0000
	0.3470
	0.0843
	0.1802
	碰摩

	41
	0.0158
	1.0000
	0.3856
	0.1330
	0.2389
	碰摩

	42
	0.0361
	1.0000
	0.3743
	0.2134
	0.0863
	碰摩

	43
	0.0034
	1.0000
	0.4379
	0.1626
	0.2341
	碰摩

	44
	0.0185
	1.0000
	0.3219
	0.1342
	0.1531
	碰摩

	45
	0.0179
	1.0000
	0.4262
	0.2288
	0.1642
	碰摩

	46
	0.0214
	1.0000
	0.0983
	0.1768
	0.2208
	碰摩

	47
	0.0028
	1.0000
	0.1951
	0.1411
	0.1832
	碰摩

	48
	0.0097
	1.0000
	0.1371
	0.0759
	0.1257
	碰摩

	49
	0.0209
	1.0000
	0.1242
	0.1293
	0.1075
	碰摩

	50
	0.0163
	1.0000
	0.1296
	0.1140
	0.1761
	碰摩

	51
	0.3126
	0.6322
	0.2027
	0.0980
	0.0887
	油膜涡动

	52
	1.0000
	0.5668
	0.2209
	0.0989
	0.0768
	油膜涡动

	53
	0.2065
	1.0000
	0.3480
	0.0569
	0.0763
	油膜涡动

	54
	1.0000
	0.7105
	0.2985
	0.0537
	0.0614
	油膜涡动

	55
	0.9241
	1.0000
	0.2725
	0.0543
	0.0685
	油膜涡动

	56
	0.2499
	0.5964
	0.2442
	0.0679
	0.0490
	油膜涡动

	57
	0.2822
	0.3501
	0.1638
	0.0106
	0.0046
	油膜涡动

	58
	1.0000
	0.3789
	0.2816
	0.0693
	0.0591
	油膜涡动

	59
	1.0000
	0.0793
	0.0856
	0.0225
	0.0284
	油膜涡动

	60
	1.0000
	0.3351
	0.2182
	0.0724
	0.0877
	油膜涡动

	61
	1.0000
	0.0536
	0.0638
	0.0237
	0.0228
	油膜涡动

	62
	1.0000
	0.1785
	0.2174
	0.0525
	0.0685
	油膜涡动

	63
	1.0000
	0.1764
	0.2432
	0.0521
	0.0683
	油膜涡动

	64
	0.2441
	0.1025
	0.1511
	0.0464
	0.0400
	油膜涡动

	65
	1.0000
	0.0764
	0.1784
	0.0415
	0.0399
	油膜涡动

	66
	1.0000
	0.2381
	0.6583
	0.1932
	0.1993
	油膜涡动

	67
	1.0000
	0.0537
	0.1226
	0.0426
	0.0480
	油膜涡动

	68
	1.0000
	0.0905
	0.1237
	0.0314
	0.0295
	油膜涡动

	69
	1.0000
	0.1763
	0.1435
	0.0390
	0.0365
	油膜涡动

	70
	1.0000
	0.1385
	0.0962
	0.0308
	0.0195
	油膜涡动

	71
	1.0000
	0.4426
	0.1581
	0.0653
	0.0617
	油膜涡动

	72
	1.0000
	0.4216
	0.2544
	0.0505
	0.0721
	油膜涡动

	73
	1.0000
	0.6430
	0.1956
	0.0942
	0.0606
	油膜涡动

	74
	1.0000
	0.5644
	0.2733
	0.0613
	0.0797
	油膜涡动

	75
	1.0000
	0.3724
	0.2058
	0.0487
	0.0374
	油膜涡动

	76
	0.2135
	0.4749
	0.5256
	0.1227
	0.1408
	油膜涡动


附表4 航空发动机转子实验器碰摩故障样本

	iNo
	1/2X
	1X
	2X
	3X
	4X
	sFaultType

	1
	0.0211
	1.0000
	0.0731
	0.0314
	0.0170
	不平衡

	2
	0.0244
	1.0000
	0.0917
	0.0305
	0.0187
	不平衡

	3
	0.0154
	1.0000
	0.0707
	0.0431
	0.0187
	不平衡

	4
	0.0172
	1.0000
	0.0534
	0.0391
	0.0215
	不平衡

	5
	0.0224
	1.0000
	0.0584
	0.0851
	0.0278
	不平衡

	6
	0.0358
	1.0000
	0.0663
	0.0557
	0.0401
	不平衡

	7
	0.0363
	1.0000
	0.0727
	0.0769
	0.0512
	不平衡

	8
	0.0198
	1.0000
	0.0764
	0.1057
	0.0125
	不平衡

	9
	0.0152
	1.0000
	0.0955
	0.0716
	0.0197
	不平衡

	10
	0.0213
	1.0000
	0.0891
	0.2099
	0.0187
	不平衡

	11
	0.0054
	1.0000
	0.1440
	0.0410
	0.0264
	碰摩

	12
	0.0574
	1.0000
	0.1316
	0.0448
	0.0732
	碰摩

	13
	0.0835
	1.0000
	0.2242
	0.0944
	0.0418
	碰摩

	14
	0.0489
	1.0000
	0.1065
	0.0463
	0.0262
	碰摩

	15
	0.0468
	1.0000
	0.1308
	0.1263
	0.0432
	碰摩

	16
	0.0547
	1.0000
	0.1147
	0.1838
	0.0899
	碰摩

	17
	0.0165
	1.0000
	0.2307
	0.0177
	0.0475
	碰摩

	18
	0.0409
	1.0000
	0.2990
	0.0348
	0.0284
	碰摩

	19
	0.0134
	1.0000
	0.1020
	0.0872
	0.0209
	碰摩

	20
	0.0080
	1.0000
	0.1963
	0.0297
	0.0331
	碰摩

	21
	0.0509
	1.0000
	0.1067
	0.0379
	0.0698
	碰摩

	22
	0.0330
	1.0000
	0.1019
	0.0306
	0.0207
	碰摩

	23
	0.0549
	1.0000
	0.1546
	0.0398
	0.0279
	碰摩

	24
	0.0259
	1.0000
	0.1323
	0.0195
	0.0228
	碰摩

	25
	0.0208
	1.0000
	0.1365
	0.0312
	0.0171
	碰摩

	26
	0.0106
	1.0000
	0.1289
	0.0215
	0.0180
	碰摩

	27
	0.0366
	1.0000
	0.1816
	0.0173
	0.0236
	碰摩

	28
	0.0147
	1.0000
	0.1538
	0.0457
	0.0175
	碰摩

	29
	0.0232
	1.0000
	0.1553
	0.0845
	0.0315
	碰摩

	30
	0.0240
	1.0000
	0.2664
	0.2476
	0.0503
	碰摩

	31
	0.0291
	1.0000
	0.2210
	0.2875
	0.0304
	碰摩

	32
	0.0321
	1.0000
	0.1732
	0.2006
	0.0269
	碰摩

	33
	0.0231
	1.0000
	0.1454
	0.1148
	0.0322
	碰摩

	34
	0.0392
	1.0000
	0.2290
	0.2254
	0.0345
	碰摩

	35
	0.0369
	1.0000
	0.2435
	0.2410
	0.0311
	碰摩

	36
	0.0372
	1.0000
	0.2416
	0.1819
	0.0251
	碰摩
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图5-2轴颈半速涡动分析图
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图5-1 联轴节的不对中


(a)平行不对中；(b)角度不对中；(c)组合不对中
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（a）属性组合1                （b）属性组合2                   （c）属性组合3


图4-9 神经网络训练误差曲线
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误差目标值
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图4-2结构风险最小化示意图
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图4-3结构自适应神经网络模型学习流程





� EMBED Equation.3  ���





误差曲线
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（a）属性组合1                    （b）属性组合2                  （c）属性组合3


图5-15 神经网络训练误差曲线
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图2-3 神经元模型
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图2-1  故障诊断专家系统结构图
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图5-13航空发动机转子实验器振动测试系统原理图
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(b) 航空发动机转子试验器剖面图





1-碰摩环, 2-球轴承, 3-涡轮盘, 4-碰摩环点变形顶螺栓, 5-压气机轮盘, 6-滚珠轴承, 7-轴


图5-12航空发动机转子试验器
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(a) 航空发动机转子实验器实物图
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图5-3转子实验装置信号采集原理图





（a）属性组合1                   （b）属性组合2                   （c）属性组合3


图4-7神经网络训练误差曲线
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（a）属性组合1                  （b）属性组合2                  （c）属性组合3


图5-16 神经网络训练误差曲线





训练步数





训练误差





误差曲线





误差目标值





训练步数





误差目标值





训练误差





误差曲线















































� EMBED Equation.3  ���





W jn





W j2





Wj1





(Si





yj





(j





sj





…





xn





误差曲线





训练误差





训练误差





训练误差





误差曲线





� EMBED Equation.3  ���





� EMBED Equation.3  ���





�EMBED Equation.3���





�EMBED Equation.3���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





� EMBED Equation.3  ���





yn





y2





y1





xn





x2





x1





V





W





图2-4  BP网络结构
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图2-5 神经网络诊断流程
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图2-6 任务分解子神经网络示意图
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 图3-1 MOFN算法规则提取





� EMBED Equation.3  ���





� EMBED Equation.3  ���





图2-2 生物神经元结构
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图4-1 粗糙集概念示意图
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图4-5数据2的分类曲线
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图4-4 数据1的分类曲线
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图4-6神经网络规则提取方法流程





图4-8 文献[24]得到的IRIS数据规则








表4-19文献[29]对人群分类数据提取的规则








图5-4 转子不平衡实验





图5-5 转子不平衡实验的阶次谱图





图5-6 转子不对中实验





图5-7转子不对中实验的阶次谱图





图5-8 转静碰摩实验





图5-9转静碰摩实验的阶次谱图





图5-10油膜涡动实验





图5-11油膜涡动阶次谱





（b）碰摩








（a）不平衡（不碰摩）








图5-17 故障实验样本三瀑布图
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碰摩螺钉；2—碰摩火花；3—Y向电涡流位移传感器；4—X向电涡流位移传感器；


5—拧螺钉产生碰摩


图5-14 航空发动机转子故障碰摩实验
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