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摘  要

在现代化生产中，机械设备的结构日趋复杂，一旦某个零部件出现故障，就容易引发链式反应，导致整个设备损坏，因此机械设备的故障诊断技术越来越受到重视。任何机械设备在动态下都会产生一定的振动，当设备发生异常或故障时，振动将会发生变化，一般表现为振幅加大，并表现出很强的非线性和非平稳性，这一特点使从振动信号中获取诊断信息，实现智能诊断变为可能。本文针对转子实验器的振动信号，进行了基于Hilbert谱图特征和野点检测的旋转机械故障智能诊断研究，主要工作如下：
一、介绍了旋转机械故障诊断的背景和意义，并综述了旋转机械故障诊断的研究现状和发展概况，特别是对基于时频分析的旋转机械故障诊断方法进行了简要说明，经过几种方法的对比，表明了Hilbert-Huang变换在旋转机械故障诊断中的优越性。
二、研究了Hilbert-Huang变换的基本理论，包括经验模态分解方法的原理、流程和特点，Hilbert变换原理及仿真信号的Hilbert谱计算，以及Hilbert-Huang变换中存在的问题和改进方法，通过对仿真信号的分析，表明了Hilbert-Huang方法对信号分解的有效性。

三、利用ZT-3型转子故障模拟实验台采集转子故障信号，然后对信号进行Hilbert-Huang变换处理，得到了故障信号的Hilbert谱，并使用PCA方法进行故障信号Hilbert谱的特征提取。
四、针对实际设备故障数据较少的现状，提出利用野点检测方法对Hilbert谱特征进行分类，并利用粒子群算法对野点检测模型参数进行优化，得到了模型的最优参数，并利用实验数据进行了分析和验证，表明了该方法的有效性。
关键词：Hilbert-Huang变换，经验模态分解，Hilbert谱，主成分分析，特征提取，野点检测，粒子群算法，故障诊断。
Abstract

In modern production, the structure of machinery and equipment is becoming more and more complex. Once a component is failure, it is easy to trigger chain reaction, resulting in great damage to the equipment. So fault diagnosis technology of mechanical equipment is more and more important. Any dynamic mechanical device will have a certain vibration. When an exception occurs, the vibration will change as amplitude increases usually, and will show a strong non-linear and non-stationary nature of this characteristic. So that diagnostic information should be obtain from the vibration signals, and intelligent fault diagnosis could realize. In this paper, the intelligent fault diagnosis of rotating machinery based on the Hilbert spectrum is studied through vibration signals of the rotor experimental instrument. the main jobs are as follows:

Firstly, the paper introduces the background and the significance of rotating machinery fault diagnosis, and makes an overview of rotating machinery fault diagnosis methods. In particular, time-frequency analysis methods of rotating machinery fault diagnosis are described briefly. After contrast of several methods, the Hilbert-Huang Transform in rotating machinery fault diagnosis shows superiority. 

Secondly, the paper introduces the basic theory, processes and characteristics of the Hilbert-Huang transform, including the empirical mode decomposition (EMD) principles, Hilbert transform theory, Hilbert spectrum calculation of simulation signal, as well as the existing problems and improve the method of the Hilbert-Huang transform. HHT method shows the effectiveness of signal decomposition, through the analysis of the simulation signals. 
Thirdly, using ZT-3 multiple-function experimental instrument acquires rotor fault signal, and the Hilbert spectrum of fault signals has been obtained through Hilbert-Huang transform. Then feature of fault signal is extracted from Hilbert spectrum using the PCA method. 

Finally, for there is limited real fault signal of instrument, so the Hilbert spectrum features are classified using the novelty detection, and parameters of novelty detection are optimized using particle swarm optimization algorithm and the adaptive optimal parameters are obtained. The experiment using experimental data is carried out, and the results show the effectiveness of the method.
Key words: Hilbert-Huang Transform, Empirical Mode Decomposition, Hilbert Spectrum, Principle Component Analysis, Feature Extraction, Novelty Detection, Particle Swarm Optimization, Fault Detection.
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第一章 绪论
1.1旋转机械故障诊断的背景及意义

在现代化生产中，机械设备的自动化程度和智能化水平越来越高，结构日趋复杂，一旦某个零部件出现故障，就容易引发链式反应，导致整个设备损坏，因此机械设备的故障诊断技术越来越受到重视。旋转机械是一类被广泛应用于电力、矿山、冶金、石化、炼油、军工等行业的关键设备，这些设备一旦出现故障，轻则降低或者失去系统的某些预定功能，重则造成严重的、甚至灾难性的事故，将会对国民经济造成重大损失。所以，旋转机械故障诊断技术对机械的无故障运行，工业企业的安全生产和效益的提高具有重要的作用，在国民经济发展中有着十分重要的意义。
任何机械设备在动态下都会产生一定的振动，当设备发生异常或故障时，振动将会发生变化，一般表现为振幅加大，这一特点使人们可以从振动信号中获取诊断信息。随着信号分析技术的发展，人们认识到不同类型、性质、原因和部位产生的故障所激发的振动将具有不同的特征。这些特征表现为频率成分、幅值大小、相位差别、波形形状、能量分布状况等[1]。这一特点使人们从振动信号中识别故障成为可能。

采用基于线性理论的时域和频域分析方法进行故障诊断中的特征选择和提取，是目前应用最成熟的方法。但是随着科学技术的发展及设备结构的复杂化，它的一些缺点和局限性也逐步暴露出来了，其主要问题是在诊断非线性较强的系统故障时往往失效。当非线性的因素很大时，应用基于线性系统的故障诊断方法难以取得令人满意的效果，因而在实际应用中遇到了不可逾越的障碍。由于非线性系统的多样性和复杂性，为非线性系统的故障诊断提出了新的课题。除了借鉴己有的线性系统故障诊断技术以外，随着非线性理论、先进算法、信号处理及智能控制等技术的深入，非线性系统的故障诊断技术已有了很大的发展。

1.2旋转机械故障诊断的现状

一般来说，旋转机械故障诊断应包含两方面的内容：第一，有了故障时能够识别，并寻找故障所在，分析故障原因；第二，也是最重要的，就是能够进行早期诊断，即在故障发生之前能及时地把故障将要发生的征兆提取出来，以便采取相应的措施，“防患于未然”。因此旋转机械故障诊断基本上可分三个步骤：第一是诊断信息的获取，最常用的方法是测取机械设备的故障振动信号，第二是故障特征提取，第三是状态识别和故障诊断[2]。其中的关键是从旋转机械故障振动信号中提取故障特征，应用于机械故障诊断的信号特征指的是从原始数据当中提取出来的能反映是否存在故障的参数，信号分析和处理是提取机械故障振动信号特征最常用的方法，这就需要找到一种有效的数学方法来分析和处理机械故障振动信号，以便于提取振动信号中的故障特征，从而进行状态识别和故障诊断。
然而，旋转机械故障诊断技术是综合性很强的技术，它涉及到计算机技术、传感器与检测技术、数学及振动工程、信号分析与处理、特征提取、系统辨识、人工智能等多个领域[3]。虽然旋转机械故障诊断技术在近十年内得到了前所未有的发展，但仍然没有形成特别完善的科学体系，因此旋转机械故障诊断的新技术、新方法的研究就显得特别重要。

目前常用的故障诊断方法有基于傅里叶变换（Fourier Transform，简称FT）的频谱分析方法、高阶谱、ARMA（Auto Regressive Moving Average，简称ARMA）模型分析方法、集合分形分析方法等，这些方法中傅立叶变换仍然是信号处理的核心，如频谱分析、相关分析、相干分析、传递函数分析、细化谱分析、时间序列分析、倒频谱分析、包络分析等都是基于傅立叶变换[4]。傅里叶变换是一种纯频域分析方法，它用频率从零到无穷大的各个复正弦分量的叠加来拟合原函数
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，其存在以下方面的不足：

（1）为得到Fourier变换在任意频率点处的信息，必须知道所有时间
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上的信号信息。即计算单个频率处的信息需要使用过去，现在和将来的时间信息，这与实际情况不符。

（2）信号的Fourier变换没有反应随时间变化的频率，
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在每个时刻的值，也即用
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来分辨
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在有限频域上的信息就不足以确定在任意小范围内的函数
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，特别是非平稳信号在时间轴上的任何突变，其频谱将散布在整个频率轴上，因此Fourier变换不适用于非平稳信号的分析。

（3）从
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属于某一给定的区域反映不出
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在任一时间区域上的信息，即Fourier变换无法做局部分析。

所以，Fourier分析非常适用于确定性的平稳信号，在对非线性、非平稳过程的处理上，分析显然存在着一定的不足。近几十年来，学者们研究出一系列时频分析方法来处理非线性、非平稳过程，其基本思想是：设计时间和频率的联合函数，用它同时描述信号在不同时间和频率的能量密度或强度，主要的时频分析方法有基于窗口傅里叶变换（Windowed Fourier Transform，简称WFT）、Wigner分布（Wigner-Ville Distribution，简称WVD）、小波分析（Wavelet Analysis）方法和Hilbert-Huang变换方法。
1.2.1 窗口傅里叶变换

大多数的旋转机械故障振动信号都是非平稳的，对这类信号傅里叶变换只能给出在时域和频域内的统计平均结果，不能同时提供信号的时域和频域局部化信息。为了克服这一缺陷，1946年gabor提出了窗口傅里叶变换[5]，它在非平稳信号的分析中起到了很大的作用，其基本思想是将时间信号加时间窗，然后将时间窗滑动做傅里叶变换，得到信号的时变频谱。信号
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其中，
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起频限作用，
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起时限作用，这样就可以起到时频双限作用。
窗口傅里叶变换简单、高效，但信号的窗口傅里叶变换很大程度上受分析窗
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的影响，窗函数有高斯函数，汉明窗、汉宁窗、平顶窗及矩形窗等。窗函数的选择一般考虑两个因素，一是泄露，窗越短，泄露越严重；另一个是窗函数的窗口特性。在振动信号分析的实际应用中发现，高斯函数和汉明窗具有较好的效果。何正嘉等人把窗口傅里叶变换用于大型电铲提升系统中的状态监测和故障诊断，取得了电铲传动系统中不稳定摩擦的特征[6]；张绪省等人把窗口傅里叶变换用于冲击信号的分析，用该方法来取得冲击信号的发生时刻[7]；Kim YH、Stazewski W J等人把窗口傅里叶变换应用于滚动轴承的故障诊断中[8,9]。

虽然窗口傅里叶变换能进行时频局部化分析，但是一旦窗函数确定，其时频窗的大小也就确定，在任意给定的时间和频率上，时间和频率的分辨率固定不变，只适于分析所有特征尺度大致相同的各种信号，窗口没有自适应性，不适于分析旋转机械中常见的多尺度信号过程和突变过程，其离散形式没有正交展开，难以实现高效算法，这些缺点大大限制了窗口傅里叶变换的应用。
1.2.2 Wigner-Ville分布

由于傅里叶谱分析和窗口傅里叶变换难以满足对非平稳信号的分析要求，人们非常希望有一种同时具有高的时间和频率分辨率的时频联合分布。1932年，Wigner提出了Wigner分布[10]，最初应用于量子力学研究。1948年，Ville将其入信号分析领域[11]。设连续时间信号
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                  （1.2）
二十世纪八十年代，Classen和Mecklenbranker首次介绍Wigner分布的离散算法[12-14]以后，Wigner分布在信号探测和故障诊断中得到广泛应用[15-19]。如文献[20]采用Wigner分布对具有裂纹的转子振动信号进行分析，结果发现时频分布特征与正常的相比明显不同；Forrester将加权的Wigner分布用于提取齿轮振动信号的特征[21]；文献[22]将Wigner分布与基于统计和神经网络的模式识别方法相结合应用于齿轮箱的故障诊断。在国内也开展了相关的研究工作，并取得了一些成果[23,24]。张绪省等人把窗口傅里叶变换、Wigner分布及小波变换，应用到非平稳信号分析中，对这三种方法的原理、性质、优缺点及实际应用逐一进行了论述[7]。

Wigner-Ville分布具有很高的时频分辨率，时频聚集性比较好，而且还具有许多优越的性质，如有很好的时频聚集性、对称性、时移性、频移性、时域和频域压扩特性、组合性、复共轭关系等，使其具有十分明确的物理意义，但是Wigner-Ville分布不能保证非负性，而且对多分量信号会产生交叉项，交叉项通常是振荡的，而且幅度可以达到自项的两倍，造成信号的时频特征模糊不清，交叉项作为虚假信号有时会严重干扰信号的分析与处理，这就严重地限制了它的广泛应用。
1.2.3 连续小波变换

连续小波变换(Continuous Wavelet Transform，CWT)亦称积分小波变换(Integral Wavelet Transform，IWT)。最早是由法国地球物理学家Morlet于80年代初在分析地球物理信号时提出来的，它实质上是时间窗可调整的窗口傅立叶频谱分析。小波分析的基本思想是：将频率域的表征改为另外一个域(如尺度域)，而用联合的时间和尺度平面来描述信号。其定义如下：
满足如下允许条件：
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在上式中，函数系为
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称为小波函数(Wavelet Function)或简称为小波(Wavelet)，它是由函数
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经过不同的时间的尺度伸缩（Time Scale Dilation）和不同的时间平移（Time Translation）得到的，因此
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是小波原型（Wavelet Prototype），并称为母小波（Mother Wavelet）。也可以在时域定义小波函数：
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变量a反映函数的尺度（或宽度），变量b检测沿t轴的平移位置，一般情况下，母小波函数
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能量集中在原点，小波函数
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能量集中在b点。
小波变换运用到实际分析中只有十多年的时间，但是小波变换己经成为研究信号分析与处理的一大热点。通过十余年的发展，小波变换现已广泛用于信号处理、计算机视觉、图像处理、语音分析与合成等诸多领域，在分形和混沌领域也有应用[25-30]。小波变换的多尺度分辨率特性使得它在旋转机械故障诊断中获得了广泛的应用[31-35]，例如，采用小波分解提取振动信号的故障特征来监测设备的状态和对轴承、齿轮进行故障诊断，可以得到较好的结果[31-34]；Mori等人采用离散小波变换预测球轴承裂纹的产生[35]；文献[32]采用小波包把局部损伤的滚动轴承振动信号分解为包含不同时间尺度的分量，然后按照提出的方法选择那些包含重要故障信息的分量进行谱分析，从中找出故障特征频率。

虽然小波分析已经在众多领域广泛应用，但是小波分析也有局限性，主要表现在以下几个方面：

（1）难以选择的小波基

小波分析由于它的优越特性而被广泛应用于旋转机械故障诊断中，但是在应用中也存在以下难以克服的局限性，其中之一就是小波基的选择问题。在傅里叶分析中有唯一的基函数，因此对不同的信号没有适应性，而在小波变换中，可以根据不同的要求构造不同的小波基。但是对某一信号，依据什么原则，用什么判据选择小波基在理论上和实际应用中都还是一个难点。而且不同的小波基得到的结果基本上没有可比性。即使可以从信号的全局出发，根据一定的准则构造后者选择最佳的小波基函数，但是在小波变换中，小波基一旦选定，在整个分解和重构过程中都无法更改，因此有可能小波基在全局上是最佳的，但是对于某个局部来说却有可能是最差的，这也说明了小波基函数对信号的局部没有自适应性。
（2）固定的基函数
小波变换具有可调的自适应时频窗口，但是，在小波分解和小波包分解过程中，首先要选择合适的基函数，而且一经选择，在分解过程中就不能更改，因此它的基函数是固定的，不可能随信号改变。一旦选择了分解尺度，所得的小波分解结果是某一个频率段的时频波形，这一频率段只与分析频率有关，而与信号本身无关。如果把小波看成是一个滤波器，那么它的带宽和截止频率都是固定的，从这点上来说，小波变换不具备自适应的信号分解特性，从而使得在某些应用中小波分解结果失去了其本身的物理意义。
（3）恒定的多分辨率

在小波分析中，通过改变尺度参数和滤波器的中心频率平移，从而能够对信号中的各种频率成分进行分析，达到逐渐精细的目的。小波变换的多尺度特征使得小波具有“数学显微镜”的特性和多分辨率分析功能。然而，一旦选择了小波基函数和变换尺度，分辨率的大小也就确定了，并不随信号的改变而改变，因此，小波变换可以实现多分辨率分析，且其分辨率的大小是恒定的。

（4）窗口可调的傅里叶变换

小波变换通过可以伸缩和平移的小波对信号作变换而达到时频局部化分析目的，但是小波本质上是一种窗口可调的傅里叶变换，其小波窗内的信号必须是平稳的，因而没有摆脱傅里叶分析的局限，小波基的有限长会造成信号能量的泄露，使得信号的能量-时间-频率分布很难定量给出。
小波变换中存在的这些问题一直在研究中，如文献[36]采用基于熵的算法来选择最好的小波基函数。林京等采用Morlet小波熵确定小波的参数后，采用小波基进行机械故障诊断[37]。文献[38]提出了基于自适应小波滤波器的齿轮故障诊断方法，采用峭度最大化来对Morlet小波的参数进行优化，小波基参数在分析过程中随信号发生变化，从而使得小波滤波器具有自适应性。文献[39]采用互信息寻找合适的小波基函数，以便提取机械故障信号特征。文献[40]也提出了用于振动信号瞬态分析的小波基函数的优化方法。

1.2.4 Hilbert-Huang变换

由以上可知，几十年来，学者们相继发展了许多适合于非平稳信号的处理方法，但是效果都不理想。基于此，1998年由美国宇航局Norden E. Huang等人首次提出希尔伯特-黄变换（Hilbert-Huang Ttransformation，简称HHT）方法，这是一种新的分析非线性非平稳数据的方法。其关键是经验模式分解，利用经验模式分解后，任何复杂的数据都可以被分解为确定的并且通常少量个数的内在模式函数。由于分解是基于信号时域局部特征的，因此它特别适合用来分析非线性非平稳过程。内在模式函数适于进行变换，从而求解每个内在模式函数的瞬时频率，以及幅度函数，其最终结果是一个能量-频率-时间分布，称为谱。

Hilbert-Huang方法提出后，广泛地应用于地球物理学、生物医学、结构分析、设备诊断学等各个科学研究领域，取得了较好的效果。文献[41]提出的基于局域波时频图像处理的智能诊断方法，对往复压缩机振动信号进行局域波时频处理，能有效地应用于往复式压缩机气缸的运行监测中。B.M.Gravier把该方法用于潜艇叶片的故障诊断[42]；重庆大学的钟佑明等把该方法用到了磨床主轴振动信号的分析中[43]；湖南大学的于德介教授把该方法用于机械故障诊断领域[44]；浙江大学的胡劲松博士把该方法应用于旋转机械的故障诊断中，取得了较好的效果[45]；重庆大学的秦树人对此方法的滤波特性进行了研究[46]。Nunes等人提出了二维经验模式分解(Bidimensional Empirical Mode Decomposition，BEMD)方法，并用于图像纹理分析[47]；Linderhed[48]将BEMD用于图像压缩；刘忠轩等人[49]提出了方向经验模式分解(Directional Empirical Mode Decomposition，DEMD)并用于图象分割。浙江大学的刘伟、张宏等人将Hilbert-Huang变换用于医学图像检索[50]。
1.3 本文的主要研究内容
通过振动信号进行故障诊断的方法很多，从振动信号中提取反映设备状态的信息进行故障诊断是最常用的方法，也是最有效的方法之一。提取故障振动信号特征最主要的方法是时域分析、频域分析和时频分析等。振动信号的时域和频域分析只能对信号进行整体刻画，不能反映信号在局部区域上的特征。当设备发生故障时，其振动信号往往是非平稳的，需要同时对信号进行时间一频率局域性分析。时频分析方法着眼于提供时域和频域的综合信息，可以获得更丰富的信号特征，是设备振动信号处理及故障诊断的发展趋势。

Hilbert-Huang变换是一种新的处理非线性、非平稳过程的信号处理方法，本文应用其进行旋转机械故障信号的分析，得到故障信号的Hilbert谱，通过反映故障信号特征的Hilbert谱对转子故障信号进行分析，并结合PCA特征提取、野点检测分类和粒子群算法参数优化实现了转子故障的智能诊断。最后利用实验台数据对此方法进行了验证，结果表明了此方法的正确有效性。本文具体章节安排为：
（1）第一章介绍了旋转机械故障诊断的背景和意义，并综述了旋转机械故障诊断中的研究现状和发展概况，特别是对基于时频分析的旋转机械故障诊断方法进行了简要说明，经过几种方法的对比，表明了Hilbert-Huang变换在旋转机械故障诊断中的优越性和应用前景。
（2）第二章介绍了Hilbert-Huang变换的基本理论，包括经验模态分解方法（EMD）的原理、流程和特点，Hilbert变换原理及仿真信号的Hilbert谱计算，以及Hilbert-Huang变换中存在的问题和改进方法，通过对仿真信号的分析，表明了HHT方法对信号分解的有效性。

（3）第三章介绍了ZT-3型转子故障模拟实验台和转子各种故障的实验方法，并利用此实验台采集了多组转子故障信号，然后对信号进行Hilbert-Huang变换处理，得到了故障信号的Hilbert谱。
（4）第四章介绍了PCA方法原理及计算步骤，以其在人脸识别中的应用表明了PCA方法对数据压缩和特征提取的有效性，从而使用PCA方法进行转子模拟故障信号Hilbert谱的特征提取。

（5）第五章利用野点检测方法对第四章中得到的Hilbert谱特征进行分类，并提出了野点检测参数优化方法——利用粒子群优化算法进行优化，得到了自适应的最优参数，从而实现转子故障的智能诊断，并利用实验数据进行了分析和验证，表明了方法的有效性。
（6）最后总结了本文研究所得出的主要结论以及今后要继续开展的工作。
第二章Hilbert-Huang变换及Hilbert谱
美籍华人Norden E. Huang等人经过多年研究，于1998年提出了适于分析非平稳信号的新方法——希尔伯特-黄变换（Hilbert-Huang Transformation，简称HHT）方法 [51]。该方法创造性地提出了本征模态函数(Intrinsic Mode Function，简称IMF)的新概念，以及将合成信号分解成具有单一频率成分的各本征模态函数的方法——经验模态分解法(Empirical Mode Decomposition，简称EMD)。经过大量仿真实验及实际工程应用，证实该方法不仅能有效处理线性、平稳信号，而且对于非线性、非平稳信号仍具有有效的处理能力。该方法主要由两部分组成，第一部分是经验模态分解法，它是最重要、最具创新性的部分，第二部分是对经过经验模态分解后得到的各本征模态函数进行Hilbert变换，进而推导得出Hilbert谱及Hilbert边际谱，这样就有了对数据进行时频分析的依据，并且从图中可以清晰地看出时间与频率的相互关系，从而赋予了瞬时频率合理的定义及物理意义，初步建立了以瞬时频率为表征信号交变的基本量的新时频分析方法体系。该方法体系从根本上摆脱了以傅立叶变换理论为基础的其它时频分析方法的束缚，能很好地解释以傅立叶变换为基础的方法所不能解释的现象。

2.1 经验模态分解

经验模态分解从本质上讲是对一个信号进行平稳化处理，将信号中不同尺度的波动或趋势逐级分解出来，产生一系列具有不同特征尺度的数据序列，每一个序列称为一个本征模函数IMF，它们都是平稳的。再对这些平稳的本征模函数进行处理便可以提取出信号的特征信息，为机械设备的故障诊断提供依据。
2.1.1 EMD方法原理及流程
随着时频理论研究的不断发展，Norden E.Huang提出了一种采用经验模态分解（EMD）来分析非线性、非稳定信号的方法，EMD方法基于信号局部特征时间尺度，从原信号中提取出本征模函数IMF。所分解出的IMF包含并突出了原信号的局部特征信息，并且各IMF分量分别包含了原信号的不同时间尺度的局部特征信息。所谓的局部特征时间尺度是指信号中两邻近极大值点或极小值点的时间间隔。

与其他信号处理方法相比，Hilbert-Huang变换的创新点是引入了基于信号局部特征的本征模函数IMF，以获得具有物理意义的瞬时频率，是一种更具适应性的时频局部化分析方法[52]。IMF具有如下特点：
（1）在整个数据段内，其极值点的个数和过零点的个数必须相等或最多相差最多一个；
（2）在任意时刻，分别连接其局部极大值和局部极小值所形成的两条包络线的均值在任一点处为零，即上、下包络线相对于时间轴局部对称。
第一个条件类似于高斯正态平稳过程的传统窄带要求，第二个条件是为了保证由本征模函数求出的瞬时频率有意义。基于这个定义，本征模函数反映了信号内部固有的波动性，在它的每一个周期上，仅仅包含一个波动的模态，不存在多个波动模态的混叠现象。从而使瞬时频率的计算称为可能。提取信号
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的IMF分量的计算过程如下：

（l）确定信号
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的所有局部极值点，用三次样条线分别将所有的局部极大值点和局部极小值点连接起来形成上、下包络线，上下包络线应该包络所有数据点。

（2）上下包络线的平均值记为
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理想地，如果
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（3）如果
[image: image38.wmf]1

h

不满足IMF的条件，把
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作为原始信号，重复第一步，得到上下包络线的平均值
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的第一个满足IMF条件的分量。

（4）将
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将
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作为原始数据重复步骤（1）~（2），得到
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的第二个满足IMF条件的分量
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，重复循环n次，得到信号
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当
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成为一个单调函数不能再从中提取出满足IMF条件的分量时，循环结束。这样由式（2.2）和式（2.3）得到：
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式中，
[image: image57.wmf]n
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称为残余函数，代表信号的平均趋势。
EMD的分解过程其实是一个“筛分”过程，在“筛分”的过程中，不仅消除了模态波形的叠加，而且使波形轮廓更加对称。EMD方法从特征时间尺度出发，首先把信号中特征时间尺度最小的模态分离出来，然后分离特征时间尺度较大的模态函数，最后分离特征时间最大的分量，因此，可以把EMD方法看成是一组高通滤波器。图2.1给出了整个“筛分”过程的流程。
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为了演示EMD的分解过程，下面给出一个EMD分解实例，它由调幅信号和正弦信号合成，该信号由式（2.5）给出：
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其时域波形如图2.2中
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所示，经EMD方法分解得到2个IMF分量和一个残余函数r2，两个IMF都具有物理意义，第一个IMF分量对就着调幅信号，仍然保留着调幅信号的特征，是信号中频率成分最高，特征时间尺度最小的分量，第二个IMF分量对应着一个正弦信号，对应着信号中特征时间尺度最大的分量。
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2.1.2 EMD方法的特点
EMD方法自问世以来，由于它的优越特性而在很多方面都得到了应用。EMD方法具有自适应性、正交性与完备性、分量的调制特性等突出特点。

（1）自适应性

EMD方法的自适应性表现在以下几个方面：

1）基函数的自动产生：EMD方法在整个“筛分”过程中是直接的和自适应的，它不像小波分解那样需要预先选择基函数。在EMD的分解过程中，基函数直接从信号本身产生，不同的信号会产生不同的基函数，因此EMD方法是依据信号本身的信息对信号进行分解，得到的IMF分量的个数通常是有限的，而且每一个IMF分量都表现了信号内含的真实物理信息。

2）自适应的滤波特性：经过“筛分”过程，EMD方法将信号进行分解，得到一系列包含了从高到低不同频率成分、而且可以是不等带宽的IMF分量
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这些频率成分和带宽是随信号的变化而变化的。因此，EMD方法可以看成是一组自适应的高通滤波器，它的截止频率和带宽都随信号的变化而变化。而对于小波和小波包分解，一旦选择了小波分解尺度，得到的将是某一个固定频率段的时域波形，这一频率段与信号无关，只与信号的分析频率有关，因此，相比之下，小波或小波包分解不具有自适应性。
3）自适应的多分辨率：前面已经讨论过，EMD方法将信号进行分解，得到有限数目的分量，各个IMF分量包含了不同的特征时间尺度，这样就可以使信号特征在不同的分辨率下显示出来，因此EMD方法可以实现多分辨率分析。
（2）完备性与正交性

所谓信号分解方法的完备性，指的是分解后的各个分量相加就能获得原信号的性质。从EMD的整个分解过程和结果可以说明EMD方法的完备性，同时把分解得到的分量和残余函数相加与原始信号比较也可以证明方法的完备性。图2.2所示为式（2-5）仿真信号的重构过程，采用EMD方法将信号分解后得到两个IMF分量c1、c2和一个残余分量r2，从最大特征时间尺度的IMF分量c2和残余分量相加出发，一步步得到重构信号r0，Err表示原始信号和重构信号之间的差值，它的数量级已经达到10-16，并且黄也证明了其误差主要是由计算机的精度误差导致的[5]，从而证明了EMD分解良好的完备性。
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在EMD方法中，根据的IMF定义，每一个IMF在局部吻合标准正弦曲线，而且不同的IMF分量包含了不同的特征时间尺度，因此在局部应该是彼此正交的，但是目前在理论上还难以严格地进行证明。在实际应用中，可以通过后验的方法对各个IMF分量之间的正交性进行验证。

（3）分量的调制特性

前面已经论述，EMD方法的分解结果是满足特定条件的IMF分量。这些IMF分量可以是幅值或频率调制的，可变的瞬时幅值与瞬时频率不但很大程度地改进了信号分解的效率，而且使EMD方法可以非常适合处理非线性和非平稳信号。

2.2 Hilbert变换和Hilbert谱
2.2.1 Hilbert变换原理
EMD方法基于信号的局部特征时间尺度，将信号自适应地分解为若干个IMF分量之和，这样使得瞬时频率这一概念具有了实际的物理意义，从而可以对IMF分量进行Hilbert变换，计算出每一个IMF分量的瞬时频率和瞬时幅值，得到信号的Hilbert谱。
对式（2.4）中的每个本征模态函数
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构造解析信号
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于是得到幅值函数
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和相位函数
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进一步可以求出瞬时频率
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这样，可以得到
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这里省略了残量
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，RP表示取实部。展开式（2.12）称为Hilbert谱，记作：
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再定义Hilbert边际谱：
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式中，T为原始信号的长度。
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精确的描述了信号的幅值在整个频率段上随时间和频率的变换规律，而
[image: image75.wmf])
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反映了信号的幅值在整个频率段上随频率的变化情况。
2.2.2仿真信号的Hilbert谱

为验证Hilbert-Huang变换对信号分析的有效性，通过仿真信号进行数值分析。如式（2.14）所示仿真信号
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为突变信号，由两段不同频率正弦组成的信号
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[image: image339.wmf]s


突变正弦信号的Hilbert谱和频谱图如图2.5和2.6所示，通过对比可以看出，Hilbert谱准确地描述了信号频率变化的时刻，但频谱图只是显示出频率组成，没能表达出频率随时间变化的信息，可见Hilbert谱很好地表现了信号的局部特征。
如式（2.15）所示仿真信号
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为调频仿真信号：
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它由一个正弦调频信号、线性调频信号及一个正弦信号组成。其中各组成信号的频率成分分别为：
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由图2.8所示，仿真信号
[image: image84.wmf])
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的正弦调频信号的时间频率变化以150Hz为基频，并以幅值50Hz的余弦波形上下波动；线性调频信号的时间频率变化大约以40Hz为初始点，斜率为60的一条斜线；正弦信号的频率为恒定20Hz的一条直线。可见，Hilbert-Huang变换完整地分解出了各个频率组成成分，Hilbert谱很好地描述各个模态函数频率随时间变化规律。
2.3 Hilbert-Huang变换的优势

Hilbert-Huang变换的两大特点是本征模函数（IMF）的概念和经验模态分解（EMD）方法的提出。Norden E. Huang等人认为组成非线性、非平稳信号的基函数不再是正弦或余弦函数分量，而是IMF分量。IMF可以看作是定义在时域上的单分量信号，能够充分地体现信号的局部特性，因此通过对它进行Hilbert变换可以获得有物理意义的瞬时频率。引入基于信号局部特性的IMF是Hilbert-Huang变换的独特之处，也是与其它信号分析方法的本质区别。

EMD方法是基于IMF的时域分解方法，它能将任意一个复杂的非线性、非平稳信号都分解成一组数目较少的IMF，每个IMF都表示了信号内在的一个固有振动模态。EMD方法的实质是通过时间序列数据的特征时间尺度去确定固有振动模态，然后相应地分解出该时间序列的所有的IMF分量。它们经过Hilbert变换得到的Hilbert谱在时域和频域内的分辨率都远远高于小波谱，依此得到的分析结果能够准确地反映出非平稳信号原有的物理特性[5]。正是EMD方法具有平稳化处理和自适应性的特点，使得Hilbert-Huang变换在处理非平稳信号方面具有独特的优势。

2.4 Hilbert-Huang变换中存在的问题及改进
2.4.1“筛选”停止条件

筛选过程实际上有两个目的：一是消除信号的骑波，另一个是令波形相对于零值更加对称。如果通过筛选过程消除信号骑波与迫使局部均值为零是必须的，则进行必要次数的筛选过程才能满足这两个目的。EMD方法的优点是其结果只有有限个IMF分量，而且每个IMF分量都可与一定的物理过程相对应，要分解出IMF分量，必须确定IMF的判据，因为，EMD分解过程是一个“筛分”过程，在三次样条拟合的过程中可能产生人为的干扰，一般情况下，需要多次的迭代才能分解出一个IMF分量，虽然在方法中定义IMF分量时要求其上下包络线的平均值为零，而事实上，从实际信号中分离出来的IMF分量的包络线平均值不可能为零。当然“筛分”次数越多，包络线的平均值可能会越接近于零，但是如果“筛分”次数太多，只能得到定常振幅的调频波，失去了原始信号的物理意义。
最早停止标准是Huang等人于1998年提出的，其称为柯西收敛准则，即当两个连续筛选结果之差小于一个预设值时，筛选过程停止于该点。这一方法的主要缺陷就是它与本征模态函数的定义无关，并且每一次筛选过程的停止准则是固定的而且还是相同的，这样就会随着筛选过程的继续，误差也越来越大，产生的边界效应也越来越大。由此Huang等人于1999年提出了改进的停止准则，即对于不同的阈值，当过零点的数目与极值点数目相等时，筛选过程停止。

为了得到较完美的IMF信号，同时又保证IMF在幅度和频率上保持足够的物理意义，一般在原筛选过程中用
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标准来结束每层的筛选过程中的筛选次数。
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式2.19中
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和
[image: image88.wmf]i
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分别为经过第i-1次和i次筛选后的信号。当
[image: image89.wmf]end

e

降到0.2或0.3后结束筛选。但是，式2.19中分母出现零值是不可避免的，因此，计算的
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结果不准确，这样会给筛选带来很大的不便，而且可能出现无限循环。根据IMF信号的特点，当一个信号完全具备IMF信号的条件时，它的上下包络线以时间轴为对称轴，它们对应点的平均值处处为零，这时
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是在相位和幅度完全相同的信号，相关系数就应该是1了，因此本文采用式2.20计算出来的
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和
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的相关系数e作为判别筛选是否结束的标准，当相关系数在0.995以上时就结束筛选。
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2.4.2端点效应问题及解决
经验模态分解基于信号的局部时间特征尺度分析原信号，克服了傅里叶变换用高次谐波频率分量拟合非线性、非平稳信号的缺点。但是，EMD方法中存在一个关键难题便是信号边界失真问题。这是因为在EMD筛选过程中，利用三次样条函数将信号
[image: image96.wmf])
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的局部极大值点与局部极小值点分别拟合成
[image: image97.wmf])
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的上、下包络线时，由于
[image: image98.wmf])
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两端(边界)处的局部极值点数目稀少甚至为零，使得拟合出的上、下包络曲线出现发散现象，并且随着“筛选”过程的逐步进行，该发散现象将会向信号内部扩展，最终导致处理结果严重失真。
针对经验模态分解的边界效应问题，许多学者相继提出了一系列解决方法和处理技术。文献[54]提出了利用神经网络技术对原始信号两端进行预测来抑制端点效应。文献[55]和文献[56]分别提出了采用对信号端点和边界极值点进行镜像延拓方式去抑制端点效应，以减小包络拟合时边界处的误差。文献[57]和文献[58]提出了通过添加极值点的方法处理边界效应，即对信号两个边界的少量极值点分别进行求和平均，得到的结果作为信号新的极值点，从而解决了信号包络拟合时因缺少极值点信息的问题，将边界效应限制到信号的外侧。文献[59]和文献[60]提出了采用时间序列分析建模与预测来处理边界效应，即通过AR模型或者ARMA模型对信号两侧进行延拓，以得到信号外端的极值点来解决边界效应问题。通过上面的讨论可以看出，上述的几种边界效应处理方法，为了抑制EMD方法中的边界效应，本质上都是解决EMD过程中利用三次样条函数拟合得到的包络在信号端点附近的失真问题。因此解决边界效应的必经途径是通过某种延拓方式或预测手段获得信号本身的极值点之外的包络。
对信号进行延拓技术的操作过程为先对原信号进行延拓，对延拓后的信号进行分解获得本征模函数，把各个本征模函数的延拓部分去掉，就获得原数据的本征模函数，同样把未去掉延部分的各个本征模函数分别进行希尔伯特变换组成时频谱图，然后在时频谱图去掉延拓部分的数据点便获得原数据的时频谱图。
本文选择基于时间序列的延拓来解决边界效应问题，此方法具有稳定性好、方法简单、执行效率高等特点。ARMA模型(特别是其中的AR模型)是时序方法中最基本的、实际应用最广的时序模型。ARMA模型具有随机差分方程的形式，采用它可揭示动态数据本身的结构与规律，定量地了解观测数据之间的线性相关性，预测其未来值。对于平稳、正态、零均值的信号时间序列
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有关，则可得到ARMA模型：
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其中，
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当
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此即为AR模型。AR模型具有结构简单、构造方便、效率高的特点。业已证明，对于一个存在的ARMA模型，只要提高AR模型的阶数，便可构造出等效的ARMA模型，因此，为了方便，本文在数据预测延拓中采用AR模型。

基于AR模型的数据时间序列预测延拓的步骤可分为以下几步：第一步，数据的采样、检验与预处理；第二步，AR模型的参数估计建模；第三步，根据模型预测数据，进行数据延拓。
AR模型的参数估计方法大致可分为两类：一类称为直接估计法，这类方法直接根据观测数据或数据的统计特性估计出模型参数；另一类称为递推估计法，较适合于连续的数据采集和建模，具有效率高、实时性好的特点。在数据延拓中，由于每一组数据都要建模，不能体现递推估计法的优点，所以采用直接参数估计法。直接参数估计法有最小二乘估计等方法，下面阐述最小二乘估计方法。将时间序列
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用矩阵形式可表示为：
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式中，
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根据多元回归理论，参数矩阵
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的最小二乘估计为：
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时间序列向前l步的最佳预测为：
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由此式可得n阶
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             （2.28）
为验证上述方法的有效性，采用式（2.29）的叠加信号进行基于10阶的AR模型预测延拓后，再进行EMD分解，试验结果如图2.9-2.12所示： 
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通过对比可以得出，经过AR模型延拓后信号的EMD分解结果的端点效应明显减弱，说明了AR模型对改善了EMD分解端点效应的有效性。

2.5 本章小结
本章详细介绍了Hilbert-Huang变换的基本原理，并重点介绍了EMD分解的特点和流程，以及Hilbert变换和Hilbert谱的定义，同时介绍了Hilbert-Huang变换中存在的问题和解决方法，并通过对仿真信号的分析，表明了Hilbert-Huang变换对信号分解的有效性。
第三章 转子故障信号Hilbert谱分析

在旋转机械故障诊断技术领域，发动机振动诊断方法被广泛应用，该方法主要用于发动机结构系统，特别是转子系统的机械状态检测。一般地，振动信号所包含的机械状态的信息非常丰富，信号中所包含的幅值、频率、相位、模态等多种信息，能够直接反映转子系统的工作状况。因此，对于航空发动机这样的高速旋转机械来说，通过振动信号分析来实现转子系统的常见故障诊断具有很高的灵敏度，是航空发动机振动监控和故障诊断的重要方法。

发动机非正常振动一般可能是发动机的故障征兆，对非正常振动信号进行分析检测，对于保障航空器的安全性、可靠性和经济性有重要意义。航空发动机转子和轴承各个故障都表现出不同的振动特征，通过对航空发动机振动信号的研究可以得出其运行状况，从而实现对航空器运行状态的检测，及时发现故障，避免事故发生。
3.1 转子系统振动故障特征分析

旋转机械故障指机器的功能失常，即其动态性能劣化，不符合技术要求。例如，机器的运行失稳，机器发生异常振动和噪音，机器的工作转速、输出功率发生变化以及介质的温度、压力、流量异常等。机器发生故障的原因不同，所产生的信息也不一样。航空发动机转子的故障类型主要包括，转子不平衡、转子不对中、动静碰摩、油膜涡动等，各种故障都有各自的振动特征。
3.1.1转子不平衡
转子不平衡是各种旋转机械失效的常见因素，转子不平衡包括转子系统的质量偏心以及转子部件出现缺损，转子质量偏心是由于转子的制造误差，装配误差，材质不均匀等因素造成的。转子部件缺损是指转子在运行中由于腐蚀、磨损、介质结垢以及转子受疲劳力作用，是转子的零部件局部损坏，脱落等造成新的转子不平衡。转子不平衡主要有以下几类：固有不平衡、转子弯曲、转子热弯曲、转子部件脱落、联轴器精度不良等。
转子不平衡的振动特征主要为：1）频率特性：振动的激振频率为单一的旋转频率（即工作频率），而无其它倍频成分。2）相位特性：在工作频率下相位稳定。3）转速跟踪动态特性：在上述单自由度模型的情况下，转子启动时，振幅随转速增大而增大。临界转速时出现最大峰值（共振峰），超过临界转速时振幅逐渐减小而趋于一定值即偏心值。在多自由度模型下，超临界转速主要是指转速在一阶和二阶共振峰之间，其振幅减小并不趋向于偏心值而与转速和阻尼之水平有关。

3.1.2转子不对中

机组各转子之间由连接器连接成轴系，传递运动和转矩。由于机器的连接误差，承载后的变形以及机器基础的沉降不均等，造成机器工作时位移或综合位移等变化误差。统称转子不对中。转子系统故障60％由转子不对中引起。具有不对中故障的转子系统在运行中产生一系列有害于设备的动态效应，如引起联轴器偏转、轴承早期损坏、油膜失稳等。转子不对中故障是旋转机械常见故障之一，不对中分为：平行不对中、角度不对中以及两者的组合。

转子不对中的轴系，不仅改变了转子轴颈与轴承的相互位置和轴承的工作状态，同时也降低了轴承的固有效率。使转子受力及支撑所承受的附加力是转子发生异常振动和轴承早期损坏的主要原因。造成转子不对中的原因有转子及支座安装不良及轴承支座由不均匀膨胀引起变形以及地基下沉。

不对中的振动特性：1）振动的形态特征：由平行不对中主要引起转子的径向振动，而角度不对中除了引起径向振动外，还引起轴向振动，实际上发生的多为综合不对中，因此轴向振动往往是存在不对中的一种征兆。2）振动的频率特性：转子不对中相当于在连轴器输入某种激励。理论及试验结果表明，对刚性连轴器及齿轮连轴器，其径向激励频率除旋转频率（由角度不对中引起）外，主要以旋转频率的2倍频或4倍频为主，尚伴有高次偶数倍频。

3.1.3动静碰摩

在高速旋转机械中，为提高机器效率，往往把密封间隙，轴承间隙做得较小，以减小气体与润滑油的泄漏，但是，小间隙除了会引起流体动力激振外，还会发生转子与静止部件的摩擦。此外，轴承中也会发生干摩擦或半干摩擦，这种摩擦有时是不明显的，并不发生明显故障。机器未停机拆检前找不出异常振动的原因。

转子与静止件发生摩擦有两种情况：一种是转子在涡动过程中轴径或转子外缘与静止件接触而引起的径向摩擦；另一种是转子在轴向与静止件接触而引起的轴向摩擦。摩擦振动是非线形的振动，局部摩擦引起的振动频率中包含有2倍，3倍等一些高次谐波及次谐波振动，在频谱图上出现（1/n）(的次谐波成分，重摩擦时n=2，轻摩擦时n=2,3,4……，次谐波的范围取决于转子的不平衡状态，在足够高阻尼的转子系统中也可能完全不出现谐波振动。

在刚发生摩擦接触的情况下，由于转子不平衡或转子弯曲，转子的基频幅值较大，高次谐波中2倍频，3倍频谐波一般并不太大，而且2倍频幅值大于3倍频谐波幅值，随着转子摩擦接触弧的增加，由于摩擦起到附加支撑的作用，基频幅值有所下降，2倍频及3倍频谐波幅值由于附加的非线形作用有所增大。
3.1.4油膜涡动与油膜振荡
涡动是轴旋转时发生的一种自激振动，它既不具有自由振动的特征也不属于受迫振动的类型，它的特征是轴在轴承间表面为回转运动，这种振动并不是在转轴达到临界转速时发生，而是在较大范围内发生并且与转轴本身的转速关系较少。转子在涡动共振状态下，表现为强烈的振荡称为油膜振荡。油膜振荡是一种自激振荡，其形成机理十分复杂，它可以由半速涡动发展成为自激振动，也可能不经过半速涡动直接产生油膜振荡，是一种破坏性极大的共振现象，对高速旋转机械造成很大危害。

油膜涡动的特征频率约等于转子的工作频率的一半。振幅小的油膜涡动会引起零件的疲劳、松动、瓦面龟裂等，当工作转速增加到一阶临界转速的两倍时，涡动频率就会等于一阶临界转速这时就会发生共振现象，这时便会演变为油膜振荡，引起动静部件摩擦，转子热弯曲、瓦面碎裂等，具有较大破坏力。

3.2 转子信号采集实验装置

3.2.1转子信号采集实验台介绍
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本文所涉及到的转子故障实验数据均来自于实际的故障模拟实验台——ZT-3多功能转子故障模拟实验台，该实验系统由ZT-3型转子振动实验台[54,55]、DH5910A数据采集系统和DHDAS信号测试分析系统软件组成，能有效地模拟航空发动机的转子不平衡、不对中、碰摩以及油膜涡动等常见故障。该实验台，由东大仪器厂生产的ZT-3型转子振动实验台是一种用来模拟旋转机械振动的实验装置。主要用于实验室验证转子轴系的强迫振动和自激振动特性，它能有效的再现大型旋转机械所产生的多种振动现象。通过不同的选择改变转子转速，轴系刚度，质量不平衡，轴承的摩擦或冲击条件以及连轴节的形式来模拟机器的运行状态。

该转子实验台是一个综合性实验台架，由电机、转子、转速控制系统等组成，上面可以灵活的安装振动、位移、转速、加速度等机械参量测量的传感器，进行综合性的工程测试。转子实验台如图3.1所示。通过不同的选择改变转子转速、轴系刚度、质量不平衡、轴承的摩擦或冲击条件以及连轴节的型式来模拟及其的运行状态，由配置的检测仪表来观察和记录其振动特性。
ZT-3型转子振动实验台的数据采集及分析系统采用上海东昊测试技术有限公司生产的DH5910A数据采集系统和开发的DHDAS信号测试分析系统软件，其可以根据需要选择通道的类型，自由进行组合，测量通道最多可达128个，具有很强的灵活性。该系统的采样频率范围为10HZ到128HZ，可以满足绝大多数类型的测量需要。该系统的测量和分析功能有：时域波形、线性谱，阶次谱、三维瀑布图、坎贝尔图、波德图、轴心轨迹、自功率谱、功率谱密度（PSD）、传递函数、相干函数、脉冲响应函数、互功率谱、互功率谱密度（CSD）、自相关函数、互相关函数、概率密度函数（PDF）、累积分布函数、直方图（Histogram）、倒频分析谱（实倒谱、复倒谱、逆复倒谱）。

本实验装置原理图如图3.2所示，实物图如图3.3。试验装置均由电动机带动，通过转速传感器（反射式光电传感器）获知转速，位移传感器采集模拟信号，经过模/数变换，将数字信号送给计算机（或数字信号处理器）进行处理。
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3.2.2 ZT-3型转子振动实验台故障实验方法
（1）不平衡实验方法

在转子侧面凹槽内加入3—5个螺钉,螺钉要集中以使转子发生不平衡，加入后拧紧。

（2）不对中实验方法

将轴承座的螺丝拧开，在轴承座下面放入一个或两个垫片，然后拧紧，将使转轴偏移而造成不对中，从而模拟不对中实验。

（3）转静碰摩实验方法

在碰摩镙钉支架上小心地向下拧摩擦螺钉，直至与轴接触，从而来模拟转静碰摩。

（4）油膜涡动实验方法

为验证油膜涡动实验，需使用下列组件：带轴肩的油膜涡动转轴(500mm)、装有滑动轴承套的涡动轴承支架、针阀式油杯和接油盒。实验步骤如下：1）拆去后两跨转子，仅留第一跨转子和第二跨的内轴承座；2）把转子套装在涡动转轴上，涡动转轴插入第二跨的内轴承座；3）安装涡动轴承座，使涡动转轴的轴肩进入涡动轴承座内，同时调整涡动轴承座与转轴的轴向距离，保证有1～2 mm的间隙；4）装好针阀式油杯和接油盒；5）调整转子在轴上的位置，离涡动轴承座约2／3处固紧；6）打开油流阀，直至油从轴承滴下，启动实验台，逐渐提高转速，约在3000～4000rpm时，发生涡动，如果涡动没有立即发生，则使用尼龙预负荷棒往涡动轴承端轻轻地抬起轴。
3.3 转子故障信号的Hilbert谱分析

按照上述ZT-3型转子振动实验台故障实验操作方法，采集各种故障的振动信号若干。然后，随机选择获得的数据，对其进行Hilbert-Huang变换，得到故障信号的Hilbert谱。其中5413r/min下的不平衡信号、3136r/min下的不对中信号、6021r/min下的碰摩信号、3681r/min油膜涡动信号的时域波形、频谱和Hilbert谱如图3.4~3.11所示。
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从图3.8~3.11中可以看出，在Hilbert谱上，不平衡故障的谱线为1倍频处的一条直线；不对中故障的谱线不只是一条直线，在2倍频处存在波动，在4倍频处有微小波动；碰摩故障的谱线在1倍频处几乎为一条直线，在2、3和4倍频处存在波动；油膜涡动故障的谱线在1/2倍频处为一条直线，在1倍频处近似一条直线，而在其他倍频处也存在很小的波动。对照转子各故障的振动特征可以得出，Hilbert谱可以很好的表现出故障信号的特征。
3.4 本章小结
本章详细介绍了转子常见故障的产生机理及其振动特征，并介绍了本文实验所用试验台及实验方法，并对实验台所得数据进行Hilbert-Huang变换，得到故障信号的Hilbert谱，实验结果表明了Hilbert谱良好地反映出了各种故障的振动特性。
第四章 基于PCA的转子故障信号Hilbert谱特征提取

许多实际信号处理系统中影响分析结果的参数众多，但对结果影响较大的参数只有少数的几个。如果把所有的参数都作详细分析无疑会增加分析问题的难度和复杂性。所以需要一种方法来找出分析问题的几个关键参数，只要能达到分析问题的目的就可以，而不需要将每个参数都加以分析。主成分分析(Principle Component Analysis，简称PCA)方法[61-63]即为这样一种方法：可以判断哪些参数是对分析结果影响较大的参数，提取出代表信号特征的主要分量，舍弃冗余的分量，实现特征的提取和数据的压缩。

主成分分析是应用最广泛的一种特征提取方法之一，它是一种统计学方法，在信号处理、模式识别、数字图像处理等领域已经得到了广泛的应用。主成分分析方法基本思想是提取出空间原始数据中的主要特征(主元)，减少数据冗余，使得数据在一个低维的特征空间被处理，同时保持原始数据的绝大部分的信息，从而解决数据空间维数过高的瓶颈问题。
4.1 主成分分析方法的基本原理

4.1.1 PCA方法的基本思想

主成分分析最早由Pearson于1901年提出，随后大量的文献对其作了深入的研究，使其理论逐步完善[64-66]。PCA主成分分析是设法将原来众多具有一定相关性（比如P个指标），重新组合成一组新的互相无关的综合指标来代替原来的指标。通常数学上的处理就是将原来P个指标作线性组合，作为新的综合指标。最经典的做法就是用F1（选取的第一个线性组合，即第一个综合指标）的方差来表达，即
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越大，表示F1包含的信息越多。因此在所有的线性组合中选取的F1应该是方差最大的，故称F1为第一主成分。如果第一主成分不足以代表原来P个指标的信息，再考虑选取F2即选第二个线性组合，为了有效地反映原来信息，F1已有的信息就不需要再出现再F2中，用数学语言表达就是要求
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，则称F2为第二主成分，依此类推可以构造出第三、第四，……，第P个主成分。

4.1.2 PCA方法原理
考虑这样的问题，有n个d维的样本
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，如果能过用仅仅一个d维的向量x0来最好的代表这n个样本，或者更确切的说，我们希望这个代表向量
[image: image129.wmf]0

x

与各个样本
[image: image130.wmf]n

k

x

k

,

,

1

,

L

=

的距离平方和越小越好。定义平方误差准则函数
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如下：
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寻找能够使
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最小化的那个d维的向量
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。容易想到，这个问题的解答就是
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这个结论的正确性可以证明如下：
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上式最右边的第二项不依赖于
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样本均值是样本数据集的零维表达，不能反映出样本之间的不同。通过把全部样本向通过样本均值的一条直线作投影，我们能够得到代表全部样本的一个一维向量。让
[image: image140.wmf]e

表示这条通过样本均值的直线上的单位向量，那么，这条直线的方程可以表示为
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其中的a为一个实数的标量，表示直线上的某个点离开点m的距离。如果用
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，那么通过最小化平方误差准则函数，可以得到一组最优的
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的集合，其过程如下：
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由于
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从几何上说，这个结果表明只需要把向量
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寻找直线e的最优方向，需要引入散布矩阵的概念
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上式实际上是样本协方差矩阵的n-1倍，将式（4.6）带入式（4.7）可以得到：
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在式（4.8）中，显然使
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最小的那个向量e，能够使
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对e求偏导，得到

[image: image158.wmf]e

Se

e

u

l

2

2

-

=

¶

¶

                                 （4.10）
令这个梯度向量等于零，则e必须为散布矩阵的本征向量：
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特别，因为
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这一结论从一维空间推广到
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维空间，将公式（4.4）改写为
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其中
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在向量
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分别为散布矩阵的
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个最大本征值所对应的本征向量的时候，去除了最小值。因为散布矩阵式是对称矩阵因此这些本征向量都是相互正交的。这些本征向量代表了任意向量x的基向量。式（4.12）中的系数
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的系数，被称作主成分[67]。
4.1.3 主成分计算步骤

可以通过以下步骤来计算主成分：

（1）构造特征方程（4.11），求出特征值，并使其按大小顺序排列，即
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（2）分别求出对应于特征值
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个分量。
（3）特征选择

虽然散布矩阵最多有对应于非零特征值的k(
[image: image177.wmf]'
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且k远小于d)个特征向量，但是通常情况下，k仍然很大，而事实上，根据应用的要求，并非所有的特征向量都有需要保留，而特征空间投影的计算速度是直接与创建子空间所用的特征向量的数目相关，若考虑到计算时间的因素，可以适当的减去一些信息量少的特征向量，而且，去掉这些特征向量之后不一定不利于分类结果，有的情况下反而能够提高识别性能。下面讨论四种不同的特征值选择方法：
1）标准的特征空间投影：所有k个对应于非零特征值的特征向量均被用于创建特征子空间。该方法在k值比较大的时候，计算速度比较慢，而且不利于分类，没有达到降维的效果。

2）丢弃最后40%的特征向量：因为特征向量是按照特征值降序来排列的，该方法丢弃了反映最少的40%数据间差异的特征向量。

3）保持前面的C-1个特征向量：将特征值按照降序排列，同时只保留最前面的C-1个特征向量，其中C为数据的类别数。

4）按照计算能量（信息量）贡献率来确定维数：不同于前面固定的丢弃一些特征向量，该方法采用保证剩余的特征向量所包含的信息与总的信息量相比，即剩余特征向量的累计贡献率大于一定的阈值，阈值通常取为0.85。可以依照下列公式计算前i个主元的贡献率为：
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关于使用哪一种特征提取方法，要按照实际情况确定，本文选择按照能量贡献率的方法来提取主成分。

（4）按式（4.14）计算累计贡献率，选择相应阈值，其中：各主成分各自的贡献率为
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（5）计算主成分系数
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（6）各主成分为：
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由以上计算过程可以看出，主成分分析方法将多个相关变量简化为几个不相关变量线性组合，在保证数据信息丢失最少的原则下，经线性变换和舍弃一部分信息，以少数新的变量取代原来的多维变量，从而实现对高维变量空间到低维空间的映射。该方法具有着优良性质，如信息损失最少，主成分之间互不相关，均方误差最小等等[68]。Malhi等提出一种基于PCA的特征提取方案来保证从多域特征中选择出最有效的两个特征来进行轴承状态监测的故障分类[69]。Yan[70]利用PCA方法对不同时刻测得的固有频率数据进行提取，以消除环境因素的影响，提高识别的可靠性。杨晓楠等人[71]提出了基于主成分分析法的概率神经网络损伤定位方法，运用该方法不仅输入矢量数目和训练时间减少，而且可以极大地提高损伤定位的识别精度。然而PCA方法比较经典的应用领域是在人脸识别领域，下面介绍一下PCA在人脸识别中的应用。
4.2 PCA在人脸识别中的应用

在人脸识别研究中，通常遇到图像数据的高维问题。由于变量个数太多，并且彼此之间存在一定的相关性，因而使得所观察的数据在一定程度上反映的信息有所重叠。而且当变量数据较多时，在高维空间研究样本的分布规律比较复杂，势必增加问题的复杂性。基于PCA的人脸特征提取的目的是推导出新的变量(按重要性降序排列)，这些新变量是原始变量的线性组合而且互不相关。当使用这些新变量去重建原始变量时，使得均方误差最小，最大程度表示原始数据。
本文利用ORL人脸数据库对PCA特征提取方法进行了验证。该数据库是剑桥大学贝尔实验室1994年制作，用于测试人脸识别算法。该数据库包括40个人的不同表情、姿势的400幅人脸图像，图4.1列出了部分人脸图像。实验时，随机抽取每个人的5幅图像作为训练样本，另外5幅图像作为测试样本，得到训练集共有200幅图像，测试集200幅图像。
在识别阶段本文用的是最近邻分类器[72]，进行在不同特征维数下的识别。最近邻的基本思想很简单，设有一组n个样本：
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每个样本都已标以类别标志。如果在这n个样本中与待分类样本X相距最近的一个样本为
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所在的类别中去。也可以用判别函数来说明最近邻法，设有c类模式样本
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于是决策法则就是：若有
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 EMBED Equation.3  [image: image194.wmf]j
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，则把X分到第i类中。
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实验时，首先将每个人脸图像变成10304×1的列向量，构造训练集和测试集，对训练集求出特征值和特征向量，并按特征值的大小顺序排列，然后在不同的能量保持率下，选择对应的特征向量，并将测试集和训练集的向量在特征向量上的投影系数就是PCA提取的特征。
ORL人脸数据库在不同能量保持率下识别结果如表4.1所示，从表中可以看出，在不同能量保持率下，人脸识别率均达到85%以上，即能量保持率在90%和95%时的识别率最高，达到88%。表明了PCA特征提取的有效性。
表4.1不同的能量保持率下人脸识别结果
	能量保持率
	99%
	95%
	90%
	85%

	特征维数
	170
	110
	71
	47

	识别率
	87.5%
	88%
	88%
	86%


4.3 Hilbert谱图特征提取的PCA方法

PCA作为数据压缩和特征提取方法，在图像处理领域发挥了重要作用。本文通过Hilbert-Huang变换得到的发动机转子振动信号的Hilbert谱，以图像的形式表现出信号的时频特征，但其具有500*400维，数据量大，且包含大量的相互关联的特征，不利于下一步的计算，所以选用PCA特征提取方法对Hilbert谱进行降维，把高维的具有一定相关性的Hilbert谱图像数据映射为几个最能保持图像特征的综合特征，计算步骤如下：
（1）将每幅Hilbert谱图像，按列相连构成
[image: image195.wmf])

400

500

(

1

´

´

的矢量，将上一章得到120个矢量ai标记故障类型后组成
[image: image196.wmf])

400

500

(

120

´

´

的样本矩阵A；

（2）构造离散度矩阵
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其中
[image: image198.wmf]m

为样本矩阵A的平均图像
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                                    （4.21）
（3）求解离散度矩阵S的本征值向量v和本征向量矩阵D，本征值的大小即可表示其所对应的本征向量所占的原图像的能量的大小，将本征值降序排列，本征向量也按照相应顺序按列排序；

（4）选取前p个本征值，所对应的本征向量即构成了最能代表原始数据的投影方向Base。此时对原始数据的能量保持率为
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（5）将原图像数据矩阵A向方向Base上投影，即得代表原图像特征的主成分
[image: image201.wmf]A
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表4.2列出了使用PCA方法对Hilbert谱提取出的前16个主成分的贡献率和累计贡献率，表4.3列出了不同能量保持率下使用最近邻分类的效果。
表4.2 PCA提取的主成分的贡献率和累计贡献率
	特征值

序号
	特征值
	贡献率

（%）
	累计贡献率（%）
	特征值

序号
	特征值
	贡献率

（%）
	累计贡献率（%）

	1
	10.59
	20.34
	20.28
	9
	2.45
	4.71
	82.10

	2
	6.85
	13.17
	33.52
	10
	1.77
	3.40
	85.50

	3
	5.37
	10.31
	43.83
	11
	1.58
	3.03
	88.53

	4
	4.24
	8.15
	51.98
	12
	1.36
	2.61
	91.15

	5
	3.78
	7.26
	59.24
	13
	1.32
	2.53
	93.68

	6
	3.54
	6.81
	66.05
	14
	1.11
	2.14
	95.81

	7
	3.09
	5.94
	71.99
	15
	0.90
	1.74
	97.55

	8
	2.81
	5.40
	77.39
	16
	0.69
	1.32
	98.87


表4.3 不同能量保持率下Hilbert谱最近邻分类效果
	能量保持率
	99%
	95%
	90%
	85%

	特征维数
	17
	14
	12
	10

	识别率
	78.33%
	85%
	83.33%
	83.33%


由以上数据可以得出，PCA提取的特征值，有效地保留了Hilbert谱特征数据的能量，代表了原始数据，从而起到了降维作用。
4.4本章小结

本章介绍了主成分分析（PCA）方法的基本原理及计算步骤，并以其在人脸识别中的应用，说明了PCA方法的有效性，本章将PCA方法引入到故障信号Hilbert谱的数据压缩中，并通过实验证明了PCA方法对Hilbert谱特征有效的提取。
第五章 基于野点检测的转子故障诊断

一般来说，旋转机械振动状态大多为正常状态，正常状态的表现形式较为统一，异常状态各种各样，与正常状态存在较大差异。机械设备的运行状态监测中，野点对应着一个奇异状态，往往表明该设备运行在不正常的状态中。因而通过对状态空间中的野点的捕捉和识别，可以有效监控设备的运行状态，从而具有重要的现实意义。
5.1 野点的定义

尽管野点检测是新知识、新类别发现的一条有效途径，并已经成功应用于电子商务、伪造信用卡检测、机械设备运行监测与故障诊断等领域，然而至今尚没有一个广为接受的关于野点的定义[73]。野点的定义最早由Edgeworth在1887年给出：野点是显然严重偏离了样本集合的其他观测值的数据点。
从区别程度上出发，Hawkins给的定义为：An outlier is an observation that deviates so much from other observations as to arouse suspicions that it was generated by a different mechanism. 

野点是远离其他观测点的一个观测点，由于离得太远而产生怀疑，认为它是由一个不同的机制产生的。我国学者范金成等人在分析、综合国内外多种定义的基础上，从工程信号处理的实际出发，建议野点的定义为：集合中严重偏离大部分数据所呈现趋势的小部分数据点。Kunsch从时间序列分析的稳健性分析出发，首次提出了野点的生成模型，并将动态测量数据中的野点分成三种类型：

（1）离群点：出现在简单随机抽样的情况中，是统计诊断领域中研究得最多也是最成熟的一类。

（2）孤立点：其基本特征是在某一时刻
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（3）斑点：是指成片出现的异常数据，其特点是在
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也成为野点。
5.2 核方法下基于边界的野点检测原理
在一些应用领域中，如数据库中的知识发现、机械设备运行状态监测等，野点能提供比正常数据点更多、更重要的信息，是发现新知识、确定新状态的有力手段。可见，对野点的研究有特殊的意义。野点检测目前已经应用在机械设备状态监测、文档分类、图像检索、人脸识别、车辆识别及航空发动机故障诊断等领域[73-78]。
基于边界的野点检测方法本质上是寻找包含全体正类样本的最小球体，球体外即为野点区域。对于样本集
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由式（5.1）和式（5.2）可定义Lagrange函数：
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式中，
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为Lagrange系数。将式（5.3）对R和a求偏微分，并令它们等于0，即
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有以上式（5.4）和（5.5）有
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将式（5.6）（5.7）带入式（5.3）求解即有优化方程
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约束条件为
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根据KKT条件，
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对应的样本点决定了边界的构成，即为支持向量。已知
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任选一支持向量，求其与球心距离即为半径R。
对于待定状态数据z，令
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则依据下式可判断z是否为野点：
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实际上，如果考虑到
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令
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则野点的判别方式为
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或
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显然采用
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的相对大小，而不需要求解绝对值，省去了计算R和a的过程。此外，表达式（5.16）和式（5.17）本身所具有的含义也更明确了。为了表示野点检测算法正类区域的形成过程，本文利用表5.1的数据进行验证。

表5.1 野点检测实验数据
	样本点
	1
	2
	3
	4
	5
	6
	7
	8
	9
	10

	x
	0.2
	0.15
	0.32
	0.8
	0.58
	0.28
	0.68
	0.7
	0.45
	0.8

	y
	0.74
	0.83
	0.71
	0.5
	0.5
	0.78
	0.52
	0.5
	0.6
	0.45

	样本点
	11
	12
	13
	14
	15
	16
	17
	18
	19
	20

	x
	0.18
	0.7
	0.75
	0.87
	0.8
	0.4
	0.95
	0.28
	0.4
	0.65

	y
	0.94
	0.65
	0.58
	0.55
	0.7
	0.74
	0.5
	0.78
	0.81
	0.52


由表5.1所示正类样本数据点分布，求得的边界如图5.1（a）所示，由于采用球形边界，形状单一，且边界区域显得过大，不够紧凑，所形成的区域容易进入野点区域。为此，在式（5.8）中引入核函数
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则在属性空间中的优化方程式为
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约束条件不变，式（5.11）变为
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特别地，选择高斯径向基核函数：
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式（5.19）~（5.21）转换为
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                        （5.26）
仍用表5.1中数据，采用核方法求其正常域边界，通过选择合适的参数，采用核方法后求出的正类区域如图5.1（b）所示，可以看出所得的正类区域非常紧凑，基本上没有剩余空间，因而具有更为优秀的野点识别能力。
此外，在一定范围内，采用核方法确定正常域边界还能排除干扰样本的影响。如图5.2所示，在已有数据点的技术上增加噪声点（1.5，1.5），利用常规方法，由于干扰点的存在，正类区域的面积急剧增大，如图5.2（a）所示。而采用核方法，在选择合适的参数时，正类区域未急剧增大，只是在干扰点出增加了一个很小的孤立区域，且容易采用其他手段去除这一孤立区域。
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与支持向量机类似，为了实现错误划分和区域范围之间的折中，可在优化过程中引入松弛变量，此时样本集满足
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定义Lagrange函数
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式中，Lagrange系数
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 EMBED Equation.3  [image: image259.wmf]³

0（i=1，2，…，N）。
对式（5.28）分别关于R和a求偏微分，并令它们为0，得到优化方程
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核方法下的优化方程为
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             （5.30）
约束条件不变。与式（5.8）比较，仅是约束条件发生了变化。此后各表达式，不论是否引入了核变换都与前面相同。选择合适的惩罚系数C，采用式（5.30）计算正类区域的边界，选择合适的参数，孤立的正类区域便可予以剔出，结果如图5.3所示
[image: image353.jpg]



可见，惩罚系数C和对正类区域边界有很大的影响，下面使用表5.1中的数据对高斯核函数参数
[image: image262.wmf]s

对正类区域的影响进行验证，此时保持惩罚系数C不变。
从图5.4中可以看出，随着参数
[image: image263.wmf]s

的减小，正常区域范围越来越紧致，构成区域边界的数据，即支持向量的数目则不断增加。但当参数
[image: image264.wmf]s

小到一定程度之后，过小的参数
[image: image265.wmf]s

会造成正常域分成多个不相连通的小区域，如图5.4（f）所示，这样显然使不合理的。所以选择合适的参数值对于野点检测正类区域边界的构造是非常重要的。
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5.3 基于野点检测和Hilbert谱图特征的转子故障识别
为验证Hilbert谱时频特征对于转子故障诊断的有效性，本文采集ZT-3型转子故障试验台故障数据120组，其中四种故障数据各30组，然后按照下列步骤进行诊断：
（1）对所有故障信号进行Hilbert-Huang变换得到Hilbert谱；
（2）用主成分分析方法对所得Hilbert谱进行特征提取；
（3）分别把每种故障作为正类，其余三种故障作为负类进行野点检测。

首先，选取PCA提取的不平衡故障Hilbert谱的20组特征数据作为此故障的训练样本，其余10组作为正类测试样本，随机取剩余三种故障各10组特征数据，组成30个样本的负类测试集，形成以不平衡故障为正类时的样本集。然后，运用野点检测方法对上述故障数据进行分类，寻找能包含所有不平衡故障特征数据样本的最小超球体，得到球心a和半径R，对于待定状态数据z求其与球心距离，距离大于半径R则为野点数据，反之，则不是野点。表5.1-5.4为能量保持率为95%时各种故障作为正类时的识别率。
表5.2 不平衡故障作为正类时的识别率
	参数C
	参数
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	正类
识别率
	负类
识别率
	参数C
	参数
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	正类
识别率
	负类
识别率

	1
	0.5
	0.8
	1
	9
	0.5
	1
	1

	
	0.8
	1
	1
	
	0.8
	0.9
	0.93

	
	1
	0.9
	0.93
	
	1
	1
	0.93

	
	5
	0.9
	0.9
	
	5
	0.8
	0.9

	5
	0.5
	0.8
	1
	10
	0.5
	1
	1

	
	0.8
	1
	1
	
	0.8
	0.93
	0.933

	
	1
	0.9
	0.93
	
	1
	0.9
	0.9

	
	5
	0.8
	0.9
	
	5
	0.8
	0.9


表5.3 不对中故障作为正类时的识别率

	参数C
	参数
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	正类
识别率
	负类
识别率
	参数C
	参数
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	正类
识别率
	负类
识别率

	1
	0.5
	0.7
	1
	5
	0.5
	0.8
	1

	
	1
	0.8
	0.93
	
	1
	0.9
	0.9

	
	5
	0.9
	0.9
	
	5
	1
	0.9

	
	10
	1
	0.83
	
	10
	1
	0.83

	3
	0.5
	0.8
	1
	10
	0.5
	0.8
	0.9

	
	1
	0.9
	1
	
	1
	0.9
	0.9

	
	5
	1
	0.9
	
	5
	1
	0.9

	
	10
	1
	0.83
	
	10
	1
	0.83


表5.4 碰摩故障作为正类时的识别率

	参数C
	参数
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	正类
识别率
	负类
识别率
	参数C
	参数
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	正类
识别率
	负类
识别率

	0.5
	0.5
	0.8
	1
	1.5
	0.5
	0.8
	1

	
	1
	0.9
	1
	
	1
	1
	1

	
	1.5
	1
	1
	
	1.5
	1
	1

	
	2
	1
	1
	
	2
	1
	0.93

	1
	0.5
	0.8
	1
	2
	0.5
	0.8
	1

	
	1
	1
	1
	
	1
	1
	1

	
	1.5
	1
	1
	
	1.5
	1
	1

	
	2
	1
	1
	
	2
	1
	0.9


表5.5 油膜涡动故障作为正类时的识别率

	参数C
	参数
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	正类
识别率
	负类
识别率
	参数C
	参数
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	正类
识别率
	负类
识别率

	3
	0.1
	0.7
	1
	5
	0.1
	0.8
	1

	
	0.25
	1
	1
	
	0.25
	0.9
	1

	
	0.5
	1
	1
	
	0.5
	1
	1

	
	1
	0.8
	1
	
	1
	0.8
	0.93

	4
	0.1
	0.7
	1
	6
	0.1
	0.7
	1

	
	0.25
	1
	1
	
	0.25
	1
	1

	
	0.5
	1
	1
	
	0.5
	1
	1

	
	1
	0.8
	0.9
	
	1
	0.9
	0.8


由表5.2~5.5的数据可以得出，野点检测中在惩罚因子C不变的情况下，正常测试样本的识别率随参数
[image: image274.wmf]s

的增大而逐渐升高的趋势，异常测试样本的识别率随参数
[image: image275.wmf]s

的增大而逐渐降低的趋势；在一定范围内，惩罚因子C增大，正类测试样本识别率升高，超出一定的范围时，C的作用将不明显。可见，这些参数在一定程度上对模型的分类精度具有很大影响。只有当C和
[image: image276.wmf]s

取到某合适值时，对正常样本和异常样本才能均达到较高的识别率。实际应用中，选择适当的惩罚因子C和高斯核函数参数
[image: image277.wmf]s

尤为重要。

5.4基于粒子群算法的野点检测参数优化

本文借鉴文献[79]的思想，采用群体智能算法(Swarm Intelligence Algorithm，简称SIA)来优化野点检测的参数，取得了较好的效果。群体智能算法的研究开始于20世纪90年代，其基本思想是模拟自然界生物的群体行为来构造随机优化算法[80,81]，通常单个自然界的生物并不是智能的，但是整个生物群体却表现出处理复杂问题的能力，群体智能算法就是模仿这些生物的团体行为并把它应用在人工智能问题中，其中粒子群优化算法(Particle Swarm Optimization，简称PSO)就是群体智能算法的一种，它是由美国社会心理学家James Kennedy和电气工程师Russell Eberhart在1995年提出的，其基本思想是对鸟群、鱼群的觅食过程中的迁徙和聚集的行为模拟，并利用了生物学家Frank Heppner的生物群体模型[82,83]。PSO算法是一类基于群体智能的随机优化技术，相对遗传算法而言，二者都是基于群体的迭代搜索，但是PSO算法没有交叉、变异算子，粒子群优化算法是通过个体之间的协作来搜寻最优解，它利用了生物群体中信息共享的思想，其概念简单、易于实现，同时又有深刻的智能背景，既适合科学研究，又特别适合工程应用。因此，PSO一提出，就引起了众多学者的关注，并在短短几年的时间里出现了大量的研究成果[80-84]。
5.4.1 粒子群算法

粒子群优化算法是一种基于群体智能的优化算法，而其功能与遗传算法(Genetic Algorithm，简称GA)非常相似。PSO优化算法起源于对简单社会系统的模拟，是一种很好的优化工具，由于其简单易于实现的优点，被越来越多地应用于函数优化、神经网络训练、模式分类，以及传统优化算法的应用领域。
5.4.1.1 粒子群算法原理

PSO模拟鸟群的捕食行为，设想这样一个场景：一群鸟在随机搜索食物，在这个区域里只有一块食物。所有的鸟都不知道食物在那里，但是他们知道当前的位置离食物还有多远。那么找到食物的最优策略是什么呢？最简单有效的就是搜寻目前离食物最近的鸟的周围区域，PSO从这种模型中得到启示并用于解决优化问题。PSO中每个优化问题的解都是搜索空间中的一只鸟，我们称之为“粒子”，所有的粒子都有一个由被优化函数决定的适应值(fitness value)，每个粒子还有一个速度决定他们飞翔的方向和距离，然后粒子们就追随当前的最优粒子在解空间中搜索。
假设用
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,

,

,

,

(

3

2

1

id

i

i

i

i

x

x

x

x

X

×

×

×

=

表示第i个粒子,其中d是粒子的维数，它经历过的最好位置(有最好的适应值)表示为
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，而整个群体经历过的最好位置表示为
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，粒子i的速度用
[image: image281.wmf])
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表示。对于每一代个体，在找到两个最优值时，粒子根据如下公式(5.31)、(5.32)来更新自己的速度和位置：

[image: image282.wmf])

(

)

(

)

(

)

(

2

1

id

gd

id

id

id

id

x

p

random

c

x

p

random

c

v

w

v

-

´

´

+

-

´

´

+

´

=

     （5.31）
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其中，
[image: image284.wmf]w

为惯性权重，random()是介于(0，1)之间的随机数，
[image: image285.wmf]2

1

,

c

c

是学习因子(或者称为加速度系数)。另外，粒子的每一维速度都会被一个最大速度
[image: image286.wmf]max

V

限定，如果某一维的速度更新后的速度超过用户设定的
[image: image287.wmf]max

V

，那么这一维的速度就被限定为
[image: image288.wmf]max

V

。式(5.31)中第一部分可理解为粒子先前的速度或惯性，第二部分可理解为粒子的“认知”行为，表示粒子本身的思考能力，第三部分可理解为粒子的“社会”行为，表示粒子之间的信息共享与相互合作。
PSO主要有六个基本实现步骤：
(1)初始化每个微粒的起始位置和速度；
(2)计算每一个微粒的适应度值；
(3)对于每一个微粒，如其适应度值优于其本身经历过的最好位置的适应度，则用当前的位置作为其新的最好位置；
(4)对于整个微粒群，如果存在这样的个体，其适应度值优于整个微粒群的历史最好位置的适应度，则用整个微粒群中适应度值最好的个体的位置作为新的整体最好位置；
(5)对于每一个微粒，先根据方程(5.31)重新计算微粒的速度，然后根据方程(5.32)重新计算微粒的位置；
(6)如果达到最大迭代次数或符合终止条件，则终止迭代，否则跳转到步骤(2)。
虽然PSO的功能与遗传算法非常相似，但是其实现技术却有如下五个显著的优点：(1)无交叉和变异运算，依靠粒子速度完成搜索；(2)有记忆性，粒子和群体的历史最好位置可以记忆并传递给其他粒子；(3)需调整的参数较少，结构简单，易于实现；(4)采用实数编码，直接由问题的解决定，问题解的变量数直接作为粒子的维数；(5)收敛速度快，在迭代进化中只有最优的粒子把信息传递给其他粒子，属于单向信息流动。
5.4.1.2 粒子群算法的改进
粒子群优化算法适用于求解大量非线性、不可微和多峰值的复杂优化问题。由于PSO算法的程序实现起来异常简洁，需要调整的参数也少，因而已应用于多个科学和工程领域。与遗传算法等其他全局优化算法一样，粒子群算法同样存在早熟收敛现象和后期振荡现象。针对这些问题，国内外的研究者做了大量的工作，并提出了各种改进的算法[85-88]，如Berhart和Shi的惯性权值线性递减(Linearly Decreasing Weight，简称LDW)PSO算法[89]，即在优化方程的性能上有明显的效果。但是，PSO在实际搜索过程中是非线性的且是高度复杂的，致使惯性权重
[image: image289.wmf]w

线性递减的策略不能反映实际的优化搜索过程。粒子群优化算法首先初始化一群随机粒子，然后通过迭代找到最优解。在每一次迭代中，粒子通过跟踪当前自身找到的个体最优值
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p

和整个种群找到的全局最优值
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g

，并根据式（5.31）（5.32）来更新自己的速度和位置。

全局最优值取决于个体最优值的变化，同时也反映了粒子群的所有粒子的运动效果。在迭代过程中，当前迭代的全局最优值总是要优于或至少等于上一次迭代的全局最优值。（在此，为方便后续算法的进行，假定适应度函数在搜索空间内的值恒大于零，小于零的适应度函数值可以加一正数来调整。）具体地说，如果优化目标是寻找极大值，
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；如果优化目标是寻找极小值，
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并将
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称之为进化速度因子。根据上面的假设和定义，
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。该参数考虑了算法运行的历史，也反映了粒子群进化速度，即
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值越小，进化速度越快。当经过了一定的迭代次数之后，
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影响算法性能的另一个因素是粒子的聚集度。在算法中，全局最优值总是优于所有个体的当前的适应度值。如果
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并将s称之为粒子聚集度因子。显然，0<s≤1，它反映了所有粒子当前的聚集程度，同时在一定程度上也反映出粒子的多样性。s值越大，粒子群聚集程度也越大，粒子多样性越小。当
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时，粒子群中的所有粒子具有同一性，如果此时算法陷入局部最优，则结果不容易跳出该局部极点。
则得到了自适应的惯性权值：
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其中，
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的取值在0.4~0.6之间，
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的取值在0.05~0.20之间，算法的性能较好[90]，
5.4.2 诊断算例分析
由上文的论述可知，核函数参数
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和惩罚系数C在很大程度上影响到分类器的性能，因此本文使用粒子群算法来优化这两个参数，将
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和C分别作为粒子的x轴坐标和y轴坐标，群体规模设为20，最大迭代次数为100，并按以下步骤进行优化：

（1）初始化粒子群，随机设置粒子的初始位置x和速度v；

（2）计算每个粒子的适应度值fitness。在每个粒子位置，运用训练样本数据训练野点检测分类器，并用训练好的分类器分别计算正类验证样本和负类测试集的识别率，根据交叉验证原理，识别率在一定程度上反映了野点检测模型的推广能力和分类能力，因此本文选择正类识别率和负类识别率的和RR作为粒子的适应度值，以保证在同一组参数下，正类和负类识别率同时达到满意效果；

（3）对所有的
[image: image317.wmf]}

20

,

,

2

,

1

{

×

×

×

Î

i

，如果
[image: image318.wmf]i

i

Pbest

fitness

>

（
[image: image319.wmf]i

Pbest

为第i个粒子曾经达到的最大适应度值），则令
[image: image320.wmf]i

i

fitness

Pbest

=

，
[image: image321.wmf]i

Pbest

i

x

x

=

（
[image: image322.wmf]Pbest

i

x

为粒子曾经到达的最大适应度值时对应的位置），如果
[image: image323.wmf]gbest

fitness

i

>

（gbest为在群体所有粒子经历过的最好位置），则重新设置gbest的索引号g；

（4）根据式（5.36）、（5.37）调整每一个粒子的位置
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（5）检查停止条件，如果达到最大迭代次数则停止迭代，否则返回（2）。
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本文取学习因子
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利用PCA方法Hilbert谱特征提取时，在能量保持率95%下，主成分特征维数取得14维，利用野点检测分类，通过粒子群算法优化参数，得到各种故障正负类识别率和RR优化结果如图5.5、5.6所示，可以看出，在14维特征下，各故障正负类识别率的和RR在经过粒子群算法优化后均达到了最大值2，即正类和负类识别率都达到了100%，表明了粒子群算法对野点检测最优参数的搜索能力。
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PCA特征提取时，在能量保持率95%、90%和85%下，特征维数分别取得14维、12维和10维，按照上述方法进行分类及参数优化，在最优参数下识别率如表5.6：
表5.6 Hilbert谱特征识别率

	能量保持率
	作为正类的故障类型
	正类识别率
	负类识别率
	参数C
	参数
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	95%
	不平衡
	1
	1
	10.98
	0.81

	
	不对中
	1
	1
	12.06
	2.50

	
	碰摩
	1
	1
	17.82
	15.36

	
	油膜涡动
	1
	1
	10.90
	0.43

	90%
	不平衡
	1
	1
	10.27
	6.88

	
	不对中
	0.8
	1
	12.80
	20.89

	
	碰摩
	0.9
	0.97
	17.47
	10.55

	
	油膜涡动
	1
	1
	7.02
	0.15

	85%
	不平衡
	0.9
	1
	20.16
	12.58

	
	不对中
	0.8
	1
	10.50
	0.37

	
	碰摩
	0.9
	1
	5.24
	7.71

	
	油膜涡动
	0.8
	0.97
	7.95
	1.32


由以上数据可以得出，在经过粒子群算法优化的野点检测参数下，在不同能量保持率下，Hilbert谱不同故障的分类识别率均达到了较为理想效果，特别是能量保持率在95%时，各故障的正负类识别率均达到了100%，说明了本文基于Hilbert谱图特征诊断方法的正确性。

为了进一步验证此方法，本文与频谱分析法相对比。频谱分析法的原理是：对转子信号进行傅立叶变换，通过提取信号在频域上的特征量，确定各特征频率成分以及幅值大小。由于转子故障的特征频率通常为旋转频率的k倍频，为了满足诊断要求，k倍频可取为：0.2(、0.25(、0.33(、0.43(、0.5(、0.67(、0.75(、1(、2(、3(、4(、5(、6(、7(、8(、9(及10(这17个特征量。运用上述相同的故障信号，提取出17维频谱特征，不进行PCA特征提取，按照与Hilbert谱特征相同的方法形成将17维特征分为训练集和测试集，利用野点检测分类，并经过粒子群算法优化参数，得到的基于频谱特征的识别率如表5.7所示：
表5.7 频谱特征识别率

	作为正类的故障类型
	正类识别率
	负类识别率
	参数C
	参数
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	不平衡
	0.9
	0.97
	10.36
	4.47

	不对中
	0.7
	0.8
	5.58
	0.45

	碰摩
	0.8
	0.87
	5.88
	9.37

	油膜涡动
	0.8
	0.9
	10.13
	15.64


由以上数据可以看出，基于Hilbert谱特征的识别率明显高于频谱特征识别率，说明了Hilbert谱具有更好的故障信号特征表征能力，从而验证了本文方法的优越性。
5.5本章小结

本章介绍了核方法下的基于边界的野点检测的原理，并利用野点检测方法对转子模型故障信号的Hilbert谱特征进行分类，并使用粒子群方法优化对野点检测中惩罚因子C和高斯核函数参数
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进行了优化，得到自适应的最优参数，实现了转子故障的智能诊断，并利用实验数据验证了此方法的有效性。
第六章 总结与展望
6.1总结

本文研究基于Hilbert谱图特征和野点检测的旋转机械故障的智能诊断技术，取得的研究成果总结如下：

（1）对Hilbert-Huang变换进行了理论研究，结合仿真信号，说明了Hilbert-Huang变换的优越性，并对其存在的问题进行了进一步的研究，并提出了相应的解决方法，改善了Hilbert-Huang变换的效果。并将Hilbert-Huang变换方法应用于转子故障信号处理中，得到了充分表现故障时频特征的Hilbert谱。
（2）将图像处理的方法应用于机械故障信号特征提取，借鉴人脸识别的思想，利用PCA方法进行Hilbert谱数据的压缩和特征的提取，按照能量保留方法选择了合适的主成分数目，从而得到了不仅简化了计算又对图像充分描述的特征。
（3）本文针对现实中航空发动机正常样本丰富，异常样本缺少的情况，提出使用野点检测方法作为发动机故障诊断的方法，建立了野点检测故障诊断模型，并利用转子实验台数据对其进行了验证，结果表明了此方法的正确性。另外，本方法可以自动设定诊断分类阈值，减少了对专家知识的依赖。
（4）本文对粒子群算法进行了理论研究，并使用改进的粒子群算法对野点检测中的一类SVM参数进行了优化，从而解决了影响野点检测分类性能的惩罚因子和核函数参数选取的难题，免除了人工选择参数的盲目性和庞大的工作量，更加凸显出野点检测方法的优越性。
6.2展望

本文为旋转机械振动故障信号的诊断提供了新的思路，并进行了相应的研究和实验验证，取得了一定的成果，但还有一些工作尚待进一步研究：
（1）Hilbert-Huang变换还存在较多的问题需要进一步的深入研究，例如“筛选”的停止条件，端点效应等问题，本文虽然提出了一定的改进方法，但还未能从根本上解决此问题，
（2）本文对粒子群算法的惯性权重进行了改进，提高其搜索能力和收敛速度，但最优惯性权重的选择还需要进一步的研究。
（3）实际旋转机械设备（如航空发动机）的振动数据采集，以及归一化处理方法需要进一步研究。
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图3.3 ZT-3多功能转子故障模拟实验台
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图3.9 不对中信号的Hilbert谱
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图3.10 碰摩信号的Hilbert谱
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图2.9延拓前信号的EMD分解结果            图2.10延拓后信号的EMD分解结果
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图5.4 参数� EMBED Equation.3  ���对正常区域边界的影响
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图5.1 正常域边界的形成方法





x(t)/mV


()





|X(f)|


()





时间t/s                                倍频


图3.7 油膜涡动信号的时域波形和频谱图
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图2.8 仿真信号� EMBED Equation.3  ���的Hilbert谱
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图3.4 不平衡信号的时域波形和频谱图
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图3.6 碰摩信号的时域波形和频谱图
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图5.6 粒子群最优粒子适应度值（识别率）变化图
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图2.3 EMD方法的完备性验证
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