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摘  要

对航空发动机油样分析数据进行非线性建模，是预测发动机磨损故障发展趋势，是进行发动机状态维修的关键。本文在分析发动机磨损故障规律和航空发动机监控技术的基础上，首先介绍了实际中常用的三种预测模型（ARMA模型、灰色模型及神经网络模型）的原理及实际应用于油样分析数据建模的例子。但是实际油样分析数据由于定期或不定期的加油/补油和换油的影响而导致数据出现突变性特征，从而使得传统的单变量预测模型预测失效。人工神经网络由于具有高度的并行分布式、联想记忆、自组织及学习能力和极强的非线性映射能力，易于建立多变量预测模型，从而为突变型油样分析数据的预测提供了新的思路。所以着重讨论了BP神经网络的算法，建立BP神经网络多变量预测模型对发动机磨损状态监测中的突变性油样分析数据进行预测，同时探讨了神经网络参数对预测精度的影响。最后运用Matlab软件编制了程序进行了模型验证。

关键词:  航空发动机，磨损，预测，人工神经网络， 突变性，油样分析数据

Abstract

Establishing the non-linear model for the oil analyzing data of the aeroengine is the development trend to predict the engine’s wear and failure and is also the key to carry out the state maintenance of the engine. On the base of analyzing the law of the engine’s wear and the failure and the monitoring technology of the aeroengine, this paper firstly present the principle of three real forecasting models in common use (ARMA model, grey model, Artificial Neural Network model),and the examples of establishing models by oil analyzing data. As real oil analyzing data appear sharp variation characteristic because of the influence of fill/add oil periodically or aperiodically, the traditional single variable forecasting models fail. The Artificial Neural Network (ANN) possesses the high parallel distributed processing, associative memory, self-organization, self-learning and strong nonlinear mapping abilities, so it is easy to establish many variables forecasting models. These above offer new train of thoughts for sharp variation analyzing data. So Back-Propagation Neural Networks (BPNN) algorithm is mainly discussed. BPNN many variables forecasting model to predict the oil analyzing data of sharp variation on monitoring the wear condition of the engine. This paper also probes into the influence of the parameter of the neural network on the predicting precision. Finally the procedure is worked out by using the software of MATLAB to verify the model.

Key:words: aeroengine, wear, forecast, Artificial Neural Network (ANN),sharp variation, oil analyzing data
第一章 航空发动机状态监测及故障诊断研究现状

1.1 航空发动机监控技术
在发动机工作过程中，对发动机的一些参数及系统的工作情况进行监控，是保证发动机正常工作的重要手段之一。同时，它也为发动机的视情维护提供了必要的依据，从而提高发动机的可维修性。使维护人员能及时根据监控情况，作出分析、判断而采取相应的维护措施，排除故障或潜在故障，保证发动机安全工作，延长发动机的装机寿命。

发动机的监控包括下面几个方面：(1)发动机工作状态监控，通常由发动机的指示系统来完成;(2)发动机振动监控;(3)滑油监控;(4)发动机气路参数分析，即目前各发动机厂家所采用的“飞机发动机状态监控系统”。

1.3发动机磨损状态监测与故障诊断的意义

目前，机械设备正朝着大型化、连续化、高速化、精密化、系统化和自动化方向发展，设备结构越来越复杂，给设备管理与维修工作带来新的问题。机械设备一旦发生故障，所造成的经济损失是十分惊人的。而生产过程的现代化对设备的可靠性、设备维修与更换的经济性提出了更高的要求。在机器设备的维修体系中，预防性定期维修和转至损坏再维修体制主要缺陷是：欠维修和过维修并存，其结果导致，不是设备“带病工作”，就是设备“无病症治”，显然它已不能满足企业“精益化生产方式”的要求。取而代之的，是一种新型的维修体系——智能诊断与预知维修系统。在智能诊断与预测维修系统中，为了使设备的监控和维修取得最佳经济技术效果，掌握机械设备的故障规律，并对其运行状态劣化趋势进行预测就显得非常重要。

随着科学技术的发展，数据设备、加工中心等现代化设备不断出现。这些精密、大型、数控等结构复杂设备的故障规律与传统的浴盆曲线相背离，使人们开始对这些设备的故障规律进行研究。为此，我们提倡状态维修，特别是结构复杂的现代化设备，充分利用潜在故障已经发生并在其转变成为功能性故障之前的这段时间做好状态检测。针对故障前兆，实施状态修理，可使维修工作量和维修费用大幅度地降低，实现少投入多产出的理想效果。

第二章 状态监测技术中的常用预测模型

在状态监测技术中，趋势预测主要用于估计故障的传播、发展，并对设备的劣化趋势作出预报。趋势预测是事故预防和进行无破坏性检测的重要手段，能帮助维修人员早期发现异常，迅速查明故障原因，预测故障影响，从而有针对性地进行状态或视情检修，延长检修周期，缩短检修时间，提高检修质量，减少备件贮备，将常规检修次数减少到最少，并在最有利的时间进行维修，提高设备维修的管理水平。下面就一些已有的趋势预测方法作一归纳介绍。

2.1 时间序列ARMA模型
2.1.1引言

    时间序列分析是对一串随时间变化而又相互关联的动态数据(动态信号)进行分析、研究和处理的一种方法。

时间序列或动态数据是依时间顺序或空间顺序或依某种物理顺序先后排列的，各有其大小的一列数据。这种有序性和大小反映了数据内部的相互联系和变化规律，蕴含着产生这列数据的现象、过程或系统的有关特性，有关的信息。从系统分析角度来看，如将动态数据作为某一系统的输出，则这一输出应包含三方面的信息:第一，系统本身有关的固有特性;第二，输入的特性，即同此系统有关的外界特性;第三，输人同系统的关系，即有关的外界同系统的关系。研究、分析与处理动态数据，正是为了揭示数据本身的结构与规律，了解系统的特性，明了系统与外界的联系，推断数据与系统的未来情况.

动态数据或时间序列就是离散的随机过程、有序的随机变量的集合。随机过程的每一样本就是所观测的一次有序的随机数据的集合，每一样本中的每一观测数据是相应随机变量的一次实现。

动态数据的分析与处理，一般是直接由数据本身计算出其统计特征。例如，数据的一阶矩与二阶矩。然而，由于一阶矩和二阶矩等统计特征的真值不可能获得，而由数据直接获得的估计一般是劣估计，这在数据较少时尤为突出。这种传统的方法常称为非参数模型法。对动态数据，采用合适的建模方法，拟合适用的参数，再用此参数模型进行分析与处理的方法，就是参数模型法。传统的回归模型就是一种参数模型。

回归模型是静态模型，该模型在
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时，“扰动”被“忘掉”了，即模型是无“记忆”的或非动态的，因而回归模型只有一个变量对另一些变量的静态相关。这种静态相关性在ARMA模型的条件回归形式中也有，然而在它的无条件形式中还有扰动或记忆，即t时刻的扰动能被“记住”，并且继续在后续时刻起影响，正是这种记忆或动态造成数据的相关性，显示出ARMA模型处理和分析动态数据的有效性。

2.1.2  ARMA模型[1]
对于平稳、正态、零均值的时间序列
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代入后移算子B，上式可写为：
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简写为：
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显然，此模型是将序列
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转化为独立序列
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其中           
[image: image15.wmf]å

¥

=

=

0

)

(

j

j

j

B

G

B

G

   
[image: image16.wmf]1

0

=

G

                               (2-5)

式中，
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称为Green函数，作为“权”，即
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的过去值与现在值加权的线性组合，从而可采用统计学方法进行处理
2.1.2.2建模

假设
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1．长自回归白噪化建模、估计参数
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设长自回归的阶数
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其中：             
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2．求残量
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3．检验
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是否为白噪声序列，检验统计量
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4．ARMA模型的参数估计

给定阶数
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其中：              
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5．BIC准则

在阶数范围
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的估计。此时，ARMA模型便建立而成。公式为：
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且要求满足                         
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2.1.2.3预测

1．用直接法求预测初识值
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其中：                 
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2．预报向量递推
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当
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3．
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2.2 灰色模型及其应用

任何动态过程都可以称之为系统。当系统的参数及其内部的结构和与外部联系的关系（即传递函数的特性）已知时，其输入输出关系便确定了。这种系统可称之为“白色”系统。当系统的参数和内部结构及特征无法获知时，这种系统便称之为“黑色”或黑箱。而对系统的参数，结构和特征部分已知，部分未知时，这种系统则称之为“灰色”系统。或者更概括地说，部分信息已知，部分信息未知的这类系统便可称之“灰色”系统。

灰色系统理论是用一种新颖思路和独特方法研究利用已知信息来确定系统之未知信息而使系统由“灰”变“白”的过程，又称为系统的“白化过程”。一台运行中的设备就是一个复杂的灰色系统。它主要表现在其故障（输入）和征兆（输出）之间关系的随机性和模糊性。灰色系统理论则把这种关系称为“灰色”关系，进行统一处理。灰色系统理论包括灰色系统建模、关联度分析以及灰色模型预测等

2.2.1灰色系统理论的数据处理方法

灰色系统理论采用了一种独特的数据处理方法：累加处理或累减处理。其目的是为了削弱信号中的随机成分而加强其确定性成分（单调性趋势或周期性趋势）从而提高其信噪比

A　 数据累加处理

数据累加又称为累加生成，简记为AGO（Accumulated Generating Operation），社原始数据为
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由此可得1-AGO的新数列
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,对于含有单调趋势的信号来说，当m足够大时，m-AGO的数列即可认为数据的随机性已被消除而变成确定性数列了。单调趋势数列可用指数函数来逼近。

图2-1为一具有明显摆动（随机性）的原始序列，图2-2为经1-AGO后的数列，显然随机性已被明显地削弱
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             图2-1
B 　数据累减处理

在灰色建模时，常需要对累加数据数列再进行累减处理，它是累加处理的逆运算，记为IAGO(Inverse AGO)，

　　　令    
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2.2.2灰色系统的建模

灰色系统模型简称GM模型(GreyModel)。它是基于原始数列所得的1-AGO数列而建立的微分方程式，记为GM(n，N)。其中n为微分方程的阶数，N为微分方程中包含变量的个数。

作预测用的模型一般为GM（n，1）模型。其中最重要的同时也是在实际中应用得最多的是GM（1，1）模型。

GM（1，1），包含一个变量的一阶微分方程式：
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设微分方程系数
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和参数
[image: image112.wmf]u

组成之间向量为
[image: image113.wmf]{

}

u

a

a

,

ˆ

=



 EMBED Equation.3 [image: image114.wmf]T

，则
[image: image115.wmf]a

ˆ

可用最小二乘法解出：

                  
[image: image116.wmf]{

}

(

)

N

T

T

T

Y

B

B

B

u

a

a

1

,

ˆ

-

=

=

                         (2-32)
其中
           B=
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GM（1，1）的解为：
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作1-IAGO处理即可求得原始数列的预测公式：
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2.2.4 GM（1，1）模型的拓展[2]——对非等间隔和突变性数据的预测
在很多实际工程问题上，初创的GM（1，1）模型表现出其薄弱环节。于是在GM（1，1）模型的基础上，又建立了许多灰色模型。由于初创的GM（1，1）模型是建立在等时空距的基础上，为进一步拓展其应用的范围，针对工程中的非等时空距问题，可以直接应用非等间距GM模型建模。当原始数据列发生转折或周期性趋势变化时，GM（1，1）模型的精度相当差，为了能够识别这类变化中的磨损趋势，可以采用灰色预测校正模型来实现磨损趋势的预报。文献[3]在综合以上两种模型的基础上，构建了非等间距灰色预测校正模型。对某舰船用德国MTU公司制造的MTU20V956TB92型柴油机上进行的了非等间隔和转折性数据的建模。计算结果入图2-3所示 。
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                          图2-3光谱分析铁元素浓度拟合结果

结果表明应用灰色理论方法进行故障预测具有较高的精度，预测方法切实可行，能够比较真实地反映故障的发展情况，在工程应用上具有现实意义；

2.3 人工神经网络

2.3.1人工神经网络及其特征

人工神经网络是采用物理可实现的器件或采用现有的计算机来模拟生物体中神经网络的某些结构与功能，并反过来用于工程或其它领域。
图2-4是一个人工神经元的示意图。图中
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，为其它
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个神经元的突轴联接，其符号的正负分别表示为兴奋性突触和抑制性突触；其数值的大小表示突触的不同的化学变化情况。
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每个人工神经元满足：
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图2-4  人工神经元的示意图
其中式（2-37）表示神经元
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突触后电位的累加值，
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q

为阈值 。式（2-39）中，
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为细胞
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的状态，
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y

为神经元
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的输出 。

人工神经网络是对生物神经系统的模拟，其信息处理功能是由网络的单元（神经元）的输入输出特性（激活特性），网络的拓扑结构（神经元的连接方式）所决定的。按突出修正假说，神经网络在拓扑结构固定时，其学习归结为连接权的变化。
2.3.3反向传播神经网络（Back-Propagation Neural Networks）

反向传播神经网络（Back-Propagation Neural Networks）的结构如图2-6所示，又称BP模型。在这一神经模型中引入了中间隐含神经元层。故标准的BP模型由三个神经元层次组成，其最下层称为输入层，中间层称为隐含层，最上层称为输出层。各层次之间的神经元形成全互连接，各层次内的神经元之间没有连接
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BP网络用作异联想函数估值器，它能存储任意连续值模式对（
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）。网络通过多层次误差修正梯度下降离线学习，按离散时间方式进行。其中输入层的
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误差反向传播算法（BP算法）是通过一个使代价函数最小化过程来完成输入到输出的映射。通常代价函数定义为所有输入模式上输出层单元希望输出与实际输出的误差平方和。当然，代价函数也可以有其它形式。

2.3.3.1 BP学习算法

下面以代价函数取误差平方和的形式为例，说明图3-6所示网络的误差反向传播学习算法。这个学习算法的数学原理将在这之后给予介绍，误差反向传播学习算法的步骤如下：

（1）给输入层单元到隐含层单元的连接权
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（2）对于样本模式对（
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式中
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   ②计算输出层单元的激活值
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   ③计算输出层单元的一般化误差
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式中
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式中
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；上式相当于将输出层单元的误差反向传播到隐含层；
⑤调整隐含层到输出层的连接权
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式中
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⑥调整输入层到隐含层的连接权
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式中
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式中
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式中
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（3）重复步骤（2），直到对于
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变得足够小或变为零为止。

从上面的学习过程可以看出，误差反向传播学习分成两个阶段；在第一阶段，对于给定的网络输入，通过现有连接权将其正向传播，获得各个单元的实际输出，在第二阶段，首先计算出输出层各单元的一般化误差，这些误差逐层向输入层方向逆向传播，以获得调整各连接权所需要各单元参考误差。学习后的网络在回想时使用正向传播公式，即式（2-40）和是（2-44）。

2.3.3.3 BP的算法的改进

为了克服BP算法收敛速度慢和局部极小点问题，许多学者从不同的侧面对BP算法进行修正。

（1） 步长算法
BP算法是在梯度法基础上推算出来的，在一般最优梯度法中，步长
[image: image241.wmf]h

是由一维搜索求得的，求解有下面几个步骤：
①给定初始权
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②计算误差E的负梯度方向
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作一维搜索，求出最优步长
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④进行权的迭代：
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并转②。但是在BP算法中
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（学习率）是不变的，其原因是由于
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是一个十分复杂的非线性函数，很难通过最优求极小的方向得到最优的步长
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。可是从BP网络的误差曲面看出，有平坦区存在，如果在平坦区上
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太小使迭代次数增加，而当W落到误差剧烈变化的地方，步长太大又使误差增加，反而使迭代次数增加影响了学习收敛的速度，变步长方法可以使步长得到合理的调节。这里推荐一种方法：先设一初始步长，若一次迭代后误差函数E增大，则将步长乘以小于1的常数
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沿原方向重新计算下一个迭代点，若下一次迭代后误差函数E减小，则将步长乘一个大于1的常数
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，这样既不增大太多的计算，又使步长得到合理的调整。
                    
[image: image257.wmf]lj

l

=

  
[image: image258.wmf]1

>

j

，当
[image: image259.wmf]0

<

D

E


                    
[image: image260.wmf]lb

l

=

  
[image: image261.wmf]1

>

b

，当
[image: image262.wmf]0

>

D

E

                        （2-49）

这里
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当然变步长也可以用其它方法进行。很多文章都讨论了这种步长改变和选择的方法。确定了步长以后，可得到其迭代公式：
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由于
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次迭代时刻误差函数E对连接权W的负梯度，则变步长算法可对照式（2-45）写成
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（2） 加动量项
为了加速收敛和防止振荡，在许多文献中都建议引入一个动量因子
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其中第三项是记忆上一时刻权的修改方向，而在时刻
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上式中动量因子
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增加时，使
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恢复。

2.3.3.4 BP神经网络设计

1．输入与输出层的设计

输入的神经单元可以根据需要求解的问题和数据表示的方式而定。如果输入的是模拟信号波形，那么输入层可以根据波形的采样点数决定输入单元的维数，也可以用一个单元输入，这时输入样本为采样的时间序列。如果输入为图象，则输入单元可以为图象的像素，也可以是经过处理后的图象特征
输出层维数根据使用者的要求来确定。如果BP网络用作分类器，其类别为m个，有两种方法确定输出层神经元个数：

①输出层有m个神经元，其训练样本集中
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   即第
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个神经元输出输出为1，其输出均为0

②输出层有
[image: image288.wmf]m

2

log

个神经元。这种方式是根据类别进行编码。
2．隐层的数目

1989年Robert Hecht-Nielson证明了对于任何在闭区间的一个连续函数都可以用一个隐层的BP网络来逼近，因而一个三层的BP网络可以完成任意的的n维到m维的映射

3．隐单元数数目的选择

对于隐单元数的选择是一个十分复杂的问题，往往根据设计得的经验来确定，因而没有一个很好的解析式来表示。可以说隐单元数与问题的要求，输入输出单元的多少都有直接的关系。
对于要作分类的BP网络，可以参照感知器中间隐单元数的公式
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，但由于BP网络隐单元的输入输出函数为非线性函数，因此比感知器要求的隐单元数目少。隐单元数太多会导致学习时间过长，误差也不一定最佳：隐单元数太少，容错性差，不能识别以前没有看到的样本。因此存在一个最佳的隐单元数，提供以下几个公式供参考。
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      式中
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其中m为输出神经元数，n为输入神经元数，
[image: image298.wmf]a

为1~10之间的常数

③                    
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n为输入神经元

对于用于数据压缩情况下的网络，隐单元与输入单元的比为其数据的压缩比，它可参照（3-56）来考虑。

还有一种考虑是使隐单元的数目可变，或初始放入足够多的隐单元，然后把学习后那些不起作用的隐单元逐步去掉，一直减小到不可收缩为止。也可在初始放入比较少的隐单元，学习一定次数后，不成功再增加隐单元数，一直达到比较合理的隐单元数为止。
4．初始值的选取

由于系统是非线性的，初始值对于学习是否达到局部最小和是否能收敛的关系很大。一个重要的要求是希望初始权在输入累加使每个神经元的状态值接近于零，这样可保证一开始不落到那些平坦区上。权一般取随机数，而且权的值要比较小，这样可以保证每个神经元一开始都在它们的转换函数变化最大的地方进行
对于输入样本同样希望能够归一，使那些比较大的输入仍落在神经元的转换函数梯度大的那些地方

第三章 突变性油样数据的神经网络多变量预测
3.1 突变性油样数据的建模分析

油样分析技术目前已广泛应用于机械工况监测、磨损机理研究等领域，它不仅能检验在用油中磨损颗粒的浓度、大小，而且能了解颗粒的形貌及组成，从而更深入地认识磨损颗粒的过程和机理。大量试验表明，润滑油中的磨损颗粒携带有关机械磨损状态的详细信息，这些信息通过磨损颗粒的浓度、尺寸、形状及组成表现出来。根据这些特征，可以断定零件所处的磨损状态以及该状态下发生的磨损类型，可以定量地分析磨损的严重程度，检测出运行中机械的不正常情况，考察油品对机械的适用性及在使用过程中的质量衰变规律。理想状态下油样的分析是比较有规律的。实际中，由于加油/补油和换油，浓度的变化使得磨损颗粒浓度产生变化。所以实际油样分析数据出现突变性特征，从而导致传统的预测方法失效。

对于突变性数据建模型，传统ARMA法是针对平稳的、零均值、正态分布的随机序列的线性模型，因此不适合进行非线性预测；统计回归法进行非线性预测时需要知道序列的非线性模型，且回归阶次难于确定。灰色系统模型相当于指数回归模型，但是在实际应用中，一个非负序列累加生成序列未必有指数规律，累加生成和累减还原的方法建模必将加大模型的误差，因此在实际应用中，要慎用灰色系统法，通常，当序列的趋势呈指数函数递增或递减时，灰色模型GM（1，1）具有相当高的精度，当系统发生转折或周期性变化时，其精度就变得相当差，灰色预测-校正模型尽管能弥补该缺陷，但需要对原始序列进行平滑，同时需要人工选取分段点，建模复杂，且通用性较差。神经网络方法是由于人工神经网络具有逼近任意非线性函数和一定的泛化能力，在预测领域显示出了强大的生命力和巨大的发展潜力。

下面模拟油样分析中由于加油/补油或换油而出现的突变特征。并用神经网络多变量变预测模型进行突变性油样数据的建模预测。

模拟的突变性油样分析数据模型为：
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表示滑油中Fe元素的累计磨损量（ng）随时间t（小时）的变化关系。
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表示换油量（mL）与时间t的关系。

[image: image311.png]



表示滑油中Fe元素浓度与时间的关系。1000为Fe元素初始时刻的质量（ng），100为滑油总体积（mL）。

假设：

（1） 滑油箱中各元素都是由发动机磨损产生。附着在发动机各摩擦副部位油中的元素可以忽略不计；

（2） 磨损下来的各种元素在滑油箱中均匀分布。

（3） 隔5小时取样一次，每5次取样加油一次，加油时间在取样之间。
3.3神经网络多变量预测模型
3.3.1 神经网络单变量预测模型
[image: image312.wmf] 
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设一个单变量时间序列
[image: image300.wmf]}
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，对它进行预测的前提是认为其未来值与其前面的
[image: image301.wmf]m

个值之间有着某种函数关系，可描述为：

建模过程如右图所示。
利用神经网络来拟合这种函数关系F，并用它来推导未来的值。进行时间序列预测的神经网络结构可以分为两种，一种是单步预测网络，一种是多步预测网络，单步预测网络输出个数为1个，一次可计算一步预测值。多步预测网络的输出个数不止一个而是多个（k个），每次可计算出k步的预测值。在预测过程中，可将得到的预测值作为下一步预测的输入来计算进一步的预测值，这样通过迭代来进行多步预测。
3.3.2 建立考虑加油因素的神经网络多变量预测模型
利用神经网络进行多变量时间序列的预测原理与单变量时间序列预测相同。本文所提的引入时间间隔信息后构造多变量预测模型，就是在单变量预测模型基础上，引入每时刻的加油量dOili作为另一个输入信息。从而就形成一个既包含数据信息又包含每时刻加油信息的训练样本和预测样本（如下图所示的建模过程），从而也就使得突变性信息也反映到了建模过程中。这也是本文所讲述的重点。这也将在3.4中被重点介绍。
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3.4编制程序

3.4.1MATLAB神经网络工具箱简介

MATLAB的神经网络工具箱是以人工神经网络理论为基础，利用MATLAB语言构造出典型神经网络的激活函数，如S型、线性等激活函数，使设计者对所选定网络输出的计算，变成对激活函数的调用。另外，根据各种典型的修正网络权值的规则，加上训练过程，用MATLAB编写出各种网络设计与训练的子程序，网络的设计者可以根据自己的需要去调用工具箱中有关神经网络的设计训练程序，使自己能够从繁琐的编程中解脱出来，集中精力去思考问题和解决问题，从而提高效率和解题质量

目前MATLAB版本几乎完整的概括了神经网络的基本成果，涉及到的网络模型有：

（1）感知器；

（2）线性网络；

（3）BP网络；

（4）径向基函数网络；

（5）自组织网络；

（6）回归网络。

对于各种网络模型，神经网络工具箱集成了多种学习算法，为用户提供了极大的方便。此外，神经网络工具箱还给出了大量的示例程序，为用户轻松的使用工具箱提供了生动实用的范例。
MATLAB的神经网络工具箱所给出的神经网络模型主要适用的应用范围有：函数和模型逼近、信号处理和预测、分群、自适应控制、故障诊断推理等。

在实际应用中，面对一个具体的应用问题时，首先要分析用神经网络求解问题的性质，然后根据问题特点，确定网络模型，最后通过网络仿真模型分析，确定网络是否适应，是否需要修改，具体过程如下：
（1）定信息表达式

将领域问题极及其相应的领域知识化为网络所能表达并能处理的形式，即将领域问题提炼成适合网络求解所能接受的某种数据形式。
（2）网络模型选择

这主要包括确定激活函数，联接方式，各神经元的相互作用等。
（3）网络参数选择

确定输入、输出神经元的数目、多层网的层数和隐含层神经元数等
（4）学习训练算法选择

确定网络学习训练似的学习规则及改进学习规则，在训练时，还要结合具体的算法，考虑初始化问题。
（5）系统仿真
3.4.2 计算结果

数据序列分为训练集和测试集，用测试集的预测值与模拟值的均方误差来表示预测效果。由于神经网络的结构对其预测性能具有很大影响，所以需要对其进行仔细研究以确定最佳预测效果的网络结构。

本文所选择的神经网络结构参数有：样本比例、隐层节点数、输入层节点数、训练精度。

样本比例选择0.5-0.6，其它参数不变。见表3-1

表3-1
	样本比例
	隐层节点
	输入层节点
	精度
	均方差

	0.5
	30
	5
	0.001
	0.2194

	0.6
	30
	5
	0.001
	0.09481

	0.7
	30
	5
	0.001
	0.1678

	0.8
	30
	5
	0.001
	0.01446

	0.9
	30
	5
	0.001
	0.009337


可见样本比例0.9所得均方差最小，拟合最好。如图3-3。
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图3-3

所以样本比例选为0.9

隐层节点选为10-50，其它参数不变。见表3-2

表3-2

	样本比例
	隐层节点
	输入层节点
	精度
	均方差

	0.9
	10
	5
	0.001
	0.02074

	0.9
	20
	5
	0.001
	0.005166

	0.9
	30
	5
	0.001
	0.009337

	0.9
	40
	5
	0.001
	0.002293

	0.9
	50
	5
	0.001
	0.007076


可见隐层节点40所得均方差最小，拟合最好，如图3-4
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图3-4

所以隐层节点选40

输入层节点选为5-9，其它参数不变。见表3-3

表3-3

	样本比例
	隐层节点
	输入层节点
	精度
	均方差

	0.9
	40
	5
	0.001
	0.002293

	0.9
	40
	6
	0.001
	0.01263

	0.9
	40
	7
	0.001
	0.004134

	0.9
	40
	8
	0.001
	0.002542

	0.9
	40
	9
	0.001
	0.008142


可见输入层节点5所得均方差最小，拟合最好，如图3-5
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图3-5

精度选0.01-0.000001，其它参数不变。见表3-4

表3-4

	样本比例
	隐层节点
	输入层节点
	精度
	均方差

	0.9
	40
	5
	0.01
	0.01155

	0.9
	40
	5
	0.001
	0.002293

	0.9
	40
	5
	0.0001
	0.0002017

	0.9
	40
	5
	0.00001
	0.00924

	0.9
	40
	5
	0.000001
	0.01968
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可见精度0.0001所得均方差最小，拟合最好，如图3-6
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可见样本比例0.9，隐层节点40，输入层节点5，精度0.0001所得均方差最小，拟合最好。达到本次论文目的。如图3-7
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图3-7
第五章 结论

人工神经网络在发动机磨损状态的趋势预测技术中显示出了高度的并行式、联想记忆、自组织及学习能力和极强的非线性映射能力等突出特点。由图3-5可见，拟合的结果非常地好。但是，神经网络仍然有一些问题没有得到根本的解决。比如：人工神经网络工作性能在一定程度上受到所选择的训练数据样本的限制，如果选择的数据不够典型和完备，会使预测模型性能不好，而且神经网络的结构和学习参数的选择也会影响预测模型的预测效果；神经网络在用于对具有确定性递增（递减）趋势的时间序列预测中，亦存在着饱和性问题等。另外，本文所采用的数据为模拟数据，对于实测数据尚需要进一步研究和验证。

第六章 附录

完整程序

clear;

clc;

scrsz=get(0,'ScreenSize');

h0=figure('name','nurtualwork');

set(h0,'NumberTitle','off','Name','BP神经网络突变型时间序列预测');

set(h0,'Position',[1 scrsz(2)+30 scrsz(3) scrsz(4)-68]);

hAxes1=axes('Position',[0.1 0.7 0.8 0.2]);

hAxes2=axes('Position',[0.1 0.4 0.8 0.2]);

t1=uicontrol('parent',h0,'style','edit','string','0.5','unit','points','horizontalalignment','left','backgroundcolor','w','position',[100 100 60 20]);

t2=uicontrol('parent',h0,'style','edit','string','30','unit','points','horizontalalignment','left','backgroundcolor','w','position',[100 70 60 20]);

t3=uicontrol('parent',h0,'style','edit','string','5','unit','points','horizontalalignment','left','backgroundcolor','w','position',[100 40 60 20]);

t4=uicontrol('parent',h0,'style','edit','string','1000','unit','points','horizontalalignment','left','backgroundcolor','w','position',[280 100 60 20]);

t5=uicontrol('parent',h0,'style','edit','string','0.001','unit','points','horizontalalignment','left','backgroundcolor','w','position',[480 100 60 20]);

t6=uicontrol('parent',h0,'style','edit','string','','unit','points','horizontalalignment','left','backgroundcolor','w','position',[280 40 260 20]);

t7=uicontrol('parent',h0,'style','edit','string','0.0','unit','points','horizontalalignment','left','backgroundcolor','w','position',[280 70 60 20]);

p1=uicontrol('parent',h0,'units','points','string','训练样本比例','horizontalalignment','right','position',[40 100 60 20]);  

p2=uicontrol('parent',h0,'units','points','string','隐层节点','horizontalalignment','right','position',[40 70 60 20]);

p3=uicontrol('parent',h0,'units','points','string','输入层节点数','horizontalalignment','right','position',[40 40 60 20]);

p4=uicontrol('parent',h0,'units','points','string','步数','horizontalalignment','right','position',[220 100 60 20]);       

p5=uicontrol('parent',h0,'units','points','string','精度','horizontalalignment','right','position',[420 100 60 20]);

p6=uicontrol('parent',h0,'units','points','string','文件路径','horizontalalignment','right','position',[220 40 60 20]);

p7=uicontrol('parent',h0,'units','points','string','均方差','horizontalalignment','right','position',[220 70 60 20]);

huidiao=['clear(''P111'',''P11'',''P1'',''P'',''p11'',''t'',''net'',''p21'',''FB_data'',''T_data'',''F_data'',''X_label'',''canca'');,',...

         'b1=str2num(get(t1,''string''));,',...

         'b2=str2num(get(t2,''string''));,',...

         'b3=str2num(get(t3,''string''));,',...

         'b4=str2num(get(t4,''string''));,',...

         'b5=str2num(get(t5,''string''));,',...

         'b6=get(t6,''string'');,',...

         'fid=fopen(b6);,',...

         '[P111,Count]=fscanf(fid,''%f'',inf);,',...

         'frewind(fid);,',...

         'P111=fscanf(fid,''%f'',[3,Count/3]);,',... 

           'PY0=P111(2,:);',...

         'P11=P111(3,:);',...

         'PX0=P111(1,:);',...

         'P11=transpose(P11);',...

         'PX0=transpose(PX0);',...

          'PY0=transpose(PY0);',...

         'q=length(P11);',...

         'c2=q*b1;',...

         'c1=fix(c2);',...

          'for i=1:q,',...

             'PY1(i)=(PY0(i)-min(PY0))/(max(PY0)-min(PY0));',... 

         'end,',...

         'for i=1:q,',...

             'P1(i)=(P11(i)-min(P11))/(max(P11)-min(P11));',... 

         'end,',...

         'for i=1:q-1,',...

             'PX11(i)=(PX0(i+1)-PX0(i));',... 

         'end,',...

          'for i=1:q-1,',...

             'if(max(PX11)==min(PX11))',...

                'PX1(i)=1;',... 

             'else,',...

                'PX1(i)=(PX11(i)-min(PX11))/(max(PX11)-min(PX11));',... 

              'end,',...

         'end,',...       

         'PY=PY1(1:c1);,',...

         'P=P1(1:c1);,',...

         'PX=PX1(1:c1);,',...

         'x1=c1-b3;',...

        'for i=1:b3,',...

            'p11(i,:)=P(i:i+x1);,',...

            'pX11(i,:)=PX(i:i+x1);,',...

               'pY11(i,:)=PY(i:i+x1);,',...

        'end,',...

         'z1=c1+1;',...

        't=P1(b3+1:z1);,',...

         'p11=[p11;pX11;pY11];',...   

        'net=newff(minmax(p11),[b2,1],{''logsig'',''logsig''});,',...

        'net.trainParam.show=1;,',...      

        'net.trainParam.epochs = b4;,',...

        'net.trainParam.goal = b5;,',...

        'net=train(net,p11,t);,',...

        'for i=1:b3,',...

             ' p21(i,:)=P1(i:i+(q-b3)-1);,',...

             ' pX21(i,:)=PX1(i:i+(q-b3)-1);,',...

            ' pY21(i,:)=PY1(i:i+(q-b3)-1);,',...  

         'end,',...

         'p21=[p21;pX21;pY21];',...                

        'for i=1:(q-b3),',...

            'FB_data(i)=(max(P11)-min(P11)) * (sim(net,p21(:,i)))+min(P11);,',...

        'end,',...

        'X_label = PX0'';,',...

        'T_data=transpose(P11);',...

        'z2=length(FB_data);',...

        'z3=q-z2;',...

        'F_data=[T_data(1:z3),FB_data];,',...

        'fc=0;',...

        'for i=1:q,',...

            'fc=fc+(P11(i)-transpose(F_data(i)))^2;',...

        'end,',...

        'fangcai=fc/q;',...

        'h=gcf;',...

        'close(h);',...

        'h=gcf;',...

        'axes(hAxes1);',... 

        'plot(X_label,transpose(T_data),''r-o'',X_label,transpose(F_data),''b:d'');,',...

        'xlabel(''X-Value'');,',...

        'ylabel(''Y-Value'');,',...

        'legend (''True Value'',''forecasted Value'',0);',...

        'axes(hAxes2);',...

        'canca=P11-transpose(F_data);',...

        'plot(X_label,canca,''r'');',...

        'xlabel(''X-Value'');',...

         'ylabel(''Error'');',...

        'tstr95=[sprintf(''%1.4g\'',fangcai)];',...

        'set(t7,''string'', tstr95);',...       

];

wenjian=['[filename,pathname]=uigetfile(''*.*'');',... 

         'c=strcat(pathname,filename);',...

         'set(t6,''string'', c);',...

];

closewindow=['close(h0);',...

];

q=uicontrol('parent',h0,'units','points','style','pushbutton','string','开始建模','horizontalalignment','right','position',[550 70 100 20],'callback',huidiao);

q1=uicontrol('parent',h0,'units','points','style','pushbutton','string','打开文件','horizontalalignment','right','position',[550 100 100 20],'callback',wenjian);

q3=uicontrol('parent',h0,'units','points','style','pushbutton','string','关闭','horizontalalignment','right','position',[550 40 100 20],'callback',closewindow);
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图2-5 最基本的BP网络拓扑结构
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图3-2 含加油信息的BP网络多变量预测模型结构





图3-1 BP网络单变量预测模型结构
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