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摘  要

航空发动机滚动轴承工作在高温、高载荷的环境下，极易发生故障，其故障的发生有可能导致灾难性飞行事故。因此，在航空发动机实际运行过程中，实时监测滚动轴承健康状态，及早地揭示滚动轴承早期故障征兆对于保证飞行安全具有重要意义。本文对复杂工况下的滚动轴承微弱故障检测与状态智能评估方法进行了研究，主要工作体现在：

（1）分析了滚动轴承的振动机理与表面损伤信号特征，在此基础上，进行了滚动轴承外滚道表面损伤、内滚道表面损伤和滚珠表面损伤信号的仿真建模。
（2）基于仿真信号对最小熵解卷积、小波分解、自相关分析3种信号处理方法的功能和效果进行了分析，提出了一种滚动轴承故障诊断的多方法协同诊断技术。进一步地，通过角域重采样技术将协同诊断法推广，使之可应用于转速连续变化的工作环境下。利用带机匣的航空发动机转子试验器，在不同工况下进行了大量滚动轴承故障试验，轴承故障包括人工线切割产生的内滚道、外滚道和滚珠的表面单点故障，以及通过疲劳试验产生的内滚道自然剥落故障。试验中采集机匣处振动加速度信号用于方法验证，结果表明：所提的多方法协同诊断技术能有效实现微弱故障信号下的滚动轴承故障诊断。
（3）在误差分析的基础上，提出了一种特征向量空间分布超球优化的方法，并提出了一种超球化距离判别分析的数据描述方法，所提方法的有效性通过滚动轴承人工单点故障试验数据进行了充分的验证。在此基础上，将所提超球化距离判别分析应用于滚动轴承的状态评估，利用两种滚动轴承加速疲劳失效试验进行试验验证，结果表明：采用超球化距离判别得到的劣化指标相比于有效值对滚动轴承早期故障更加灵敏。
关键词：滚动轴承，状态评估，微弱信号，早期故障检测，特征融合，振动监测
ABSTRACT
In the operation environment of high temperature and high load, aero-engine rolling bearing failure occurs frequently. Such occurrence may lead to a catastrophic flight accident. Hence, real-time monitoring the aero-engine rolling bearing operating condition as well as trying to detect the bearing initial fault as early as possible is of great significance to flight safety. In this paper, weak fault detection and condition intelligence evaluation methods of the rolling bearing under complex operating conditions are studied. In this study, there are some discussions as follows:
 (1) The mechanism of vibration generation and fault signal characteristics of rolling bearing are analyzed. According to the characteristics of rolling bearing signal of bearing surface fault, the simulation models of rolling bearing outer ring fault signal, inner ring fault signal and ball fault signal are carried out.
 (2) Based on the simulation signal, the performances of 3 signal processing methods are analyzed, including the minimum entropy deconvolution, the wavelet decomposition and the autocorrelation analysis. On this basis, a multi-method cooperative diagnosis technique for rolling bearing fault diagnosis is proposed. Meanwhile, proposed cooperative diagnosis technique is popularized to the condition of the speed time-varying by applying the angle domain resampling technique. Plenty of have been rolling bearing fault experiments, in which bearing faults include single point fault of inner raceway, outer raceway and ball surface generated by artificial WEDM, as well as natural stripping fault of inner raceway caused by fatigue test, have been carried out under different operation conditions by applying the rotor tester with a casing while the vibration acceleration signal were measured from the casing during the experiments for method verification. Such experimental results proved that the proposed method can accurately realize the rolling bearing fault diagnosis under the weak fault signal.
(3) Based on error analysis, a novel algorithm for feature vector spatial distribution hyper sphere optimization is proposed and a novel data description method called hyper-spherical distance discrimination is proposed. The effectiveness of the proposed method is fully verified by the bearing single point fault experiments. Then, the proposed hyper-spherical distance discrimination method was applied to the rolling bearing condition assessment. The rolling bearing fatigue experiment and aero-engine bearing failure acceleration experiments have been carried out and the experimental results showed that the evaluating indicator obtained by hyper-spherical distance discrimination is more sensitive to rolling bearing initial fault than the root mean square.
Key words: Rolling bearing, Condition assessment, Weak signal, Initial fault detection, Feature fusion, Vibration monitoring
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1 第一章 绪论

1.1 研究背景及意义

以航空发动机为代表的高速旋转机械，滚动轴承是承力传动系统的核心部件，其工作条件非常恶劣、复杂，往往工作在高速、高温以及高载荷的工况下，且工作中工况变化剧烈，在工作过程中极易发生故障。一旦轴承发生故障，将直接影响设备的使用安全，轻则会使转子系统振动增大、转静子碰摩，严重时甚至会导致灾难性事故。据统计，在2005年-2013年期间，某新服役机型共计发生了几十起由于轴承问题致使发动机功能失效而导致的飞行事故，造成了数十亿经济损失[
]。例如，某发动机主轴承因磨损导致发动机抱轴失效致使某飞机发生了严重的飞行事故，如图1.1所示；某发动机附件齿轮箱滚动轴承的内滚道、外滚道和滚动体疲劳剥落导致的发动机故障，如图1.2所示。
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	图1.1  某发主轴承磨损导致抱轴失效
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	图1.2  附件齿轮箱滚动轴承表面剥落


因此，实时监测滚动轴承运行状态，及早地发现滚动轴承早期故障征兆对于保障航空发动机正常运行和飞行安全具有重要意义。2006年，我国政府在国家中长期科学和技术发展规划纲要中，明确提出将先进制造技术的“零部件寿命预测技术，重大产品、复杂系统和重大设施的可靠性、安全性和寿命预测技术”作为优先发展领域[
]；2015年5月8日，国务院公布的重点领域技术创新绿皮书内，将航空发动机关键零部件“含状态监视、故障诊断与处理、故障预测和寿命管理，能显著提高任务安全性和可靠性，并降低寿命周期成本”的先进健康管理系统列为发展重点[
]。本课题将基于振动监测信号，从信号处理和机器学习的角度研究复杂工况下航空发动机滚动轴承的微弱故障检测与状态评估技术，该研究很好地适应了国家的重大发展需求，具有重要的工程价值。

本课题来源于国家自然基金：“基于监测数据和损伤力学的复杂工况下滚动轴承故障预测研究”（51675263）。
1.2 研究现状
1.2.1 滚动轴承状态的在线监测
根据监测数据源的不同，滚动轴承的状态监测可分为温度监测[

-
]、声发射监测[4,5]、静电监测[7-13]、油液在线监测[14-17]和振动监测[4,5,18]等。

温度是滚动轴承运行过程中的基本工况参数，其大小主要受轴承径向/轴向载荷、内外圈相对转速、润滑条件和轴承状态的等影响[5]。在润滑不良的情况下，温度监测反应较为灵敏；但对于早期轴承故障，如点蚀、微小的剥落等，温度监测法并不敏感。在温度监测有所反应时，往往已处于较严重的故障。
声发射监测是通过监测轴承在裂纹萌生、拓展至损伤出现过程中发射的弹性波来实现滚动轴承的故障诊断。轴承在承受交变载荷或冲击力的作用下，金属材料结晶位错、晶界位移和裂纹的产生拓展都会产生弹性波。轴承不同类型故障的声发射信号会有差异，因此通过监测声发射信号能较精确地实现滚动轴承故障的检测与定位。声发射监测法的不足在于：1）只有在轴承损伤拓展时才会产生声发射信号；2）对于轴承钢而言，其声发射信号强度差异小，受噪声的影响很大。
静电监测即对滚动轴承产生的静电荷进行在线监测，根据静电荷总量的变化以评估轴承运行状态[
,
]。在滚动轴承的磨损过程中会产生大量含静电的颗粒，因此，磨损区的静电量可表征滚动轴承的磨损状态。在国外，GE公司在美国国防部的JSF项目的资助下，将静电监测传感器安装在F100发动机试验器中，通过人工注入轴承故障开展试验研究[
]；在国内，南京航空航天大学左洪福教授团队对滚动轴承的静电监测技术展开了广泛研究[
-


]。静电监测具有对滚动轴承早期故障灵敏度高的优点，但静电信号也容易受到噪声的干扰[8]。
油液在线监测主要通过油液在线传感器实现[
]。在国外，已经成功研制开发出了机载在线油液监控传感器，其中最著名的便是MetalSCAN在线磨屑传感器[
,
]，已实际应用于各涡扇、涡桨、涡轴发动机的滑油系统中；美国Eaton Inc.的在线油液传感器[
]也已成功应用于实际航空发动机中。国内也在积极开展油液在线传感器的相关研究，但仍停留于实验室研制阶段，尚未形成成熟应用的产品。当轴承表面出现磨屑尺寸大于200μm的剥落时，油液在线监测将十分有效，而其主要缺点在于可能受到管路中其他设备磨屑的干扰，难以实现故障定位。
振动监测法常通过传感器获取轴承运行时的振动加速度信号，在对所测信号进行分析的基础上评估轴承状态。相比之下，振动监测法具有信号易监测、处理过程简单、对轴承早期故障灵敏、易适用等优点[4,
]，工程应用十分广泛。但振动信号受传递路径和背景噪声的影响较大，往往需要应用先进的信号处理方法以实现故障特征的提取。
本文将基于振动监测信号研究滚动轴承的微弱故障检测与状态评估技术。从流程上看，振动监测法主要包括特征提取、状态评估两个环节。特征提取大多基于先进的信号处理技术实现，状态评估中往往需要先进的机器学习方法以实现多维特征的融合与决策。下文将分别对这两方面的研究进行综述。
1.2.2 滚动轴承振动信号分析方法
1.2.2.1 准平稳信号的处理
在转速一定的情况下，当滚动轴承的内滚道、外滚道和滚动体表面出现初始损伤时，轴承部件经过缺陷表面会产生一定的脉冲力，具体表现为加速度信号在时域上呈现等间隔的冲击和在频域上出现相应的特征频率谱峰。通过分析这些“周期性”的冲击特征或辨识故障特征频率可以实现滚动轴承损伤部位的故障定位。但是，实际被测得的振动信号中还会包含环境噪声、设备中其他机械部件的振动等成分，加之信号传递路径的影响，使得轴承故障早期微弱的振动特征很容易被淹没，这给轴承诊断带来了挑战。为了将信号中有效的故障信息成分从复杂的背景中剥离出来，现代信号处理技术被广泛应用。其中，共振解调是目前最有效并常用的轴承诊断方法[
-

]。该方法不仅能够检测出轴承损伤部位，同时也能将故障定位于轴承元件。
在轴承故障信号微弱时，往往需要在解调前采用一系列手段以提升信噪比。首先要消除传递路径的影响。已知输出信号（即传感器测得信号），求系统和输入的问题称为盲解卷积问题。信号中熵值越小意味着信号规律性越明显，Wiggins以最小熵为优化目标解决盲解卷积问题，提出了最小熵解卷积 (Minimum Entropy Deconvolution, MED)[
]。文献[
]基于高阶累积量提出了求解MED问题的特征向量法和目标函数法，并应用于悬臂梁的振动信号分析。近年来，Endo和Randall等学者将MED和谱峭度法相结合，应用于滚动轴承的故障检测[
]；上海交通大学陈进教授的团队[

-
] 较详细地研究了MED在轴承诊断中的应用，并将MED与稀疏分解相结合[26]，将MED与快速谱峭度相结合[27]进行特征提取；张龙等[
]则将MED和独立成分分析方法相结合。上述研究结果表明，MED可用于消除信号传递路径的影响，并能有效增强轴承信号中的冲击性成分。但是，MED也可能增强非轴承共振频带处的冲击和非周期性的冲击，这会对轴承障诊断造成干扰。
小波变换是一种经典的信号处理方法，长期以来在滚动轴承诊断领域大放异彩[
,
]。小波变换具有带通滤波的特性，通过合理选择小波分解的近似信号进行重构能较好地实现共振频带的提取以提高信噪比。Altmann 和Mathew[
]将离散小波包变换应用于低速球轴承的振动信号分析，其基于小波变换的带通滤波信号的信噪比远优于高通滤波的结果；Piñeyro等[
]比较了二阶功率谱密度、双边谱和小波变换在滚动轴承局部损伤诊断中的效果，相比之下，由于小波变换的降噪作用，采用小波变换能更好地检测出轴承故障的冲击信号；Su等[
]基于遗传算法得到Morlet小波最优滤波结果，并结合自相关分析进行滚动轴承的故障诊断；明安波等[
]提出了一种小波-频谱自相关的方法，唐贵基等[
]在对轴承振动信号进行三层小波包分解后的基础上对滚动轴承状态进行模式分类与故障识别；陈果 [
,
]将小波变换应用于滚动轴承单点损伤故障的智能诊断。
自相关分析能有效抑制信号中的非周期性成分，并能进一步提升周期性成分的信噪比。廖明夫等[
]应用时延自相关法诊断滚动轴承的故障；Su等[33]对小波滤波后的滚动轴承信号进行自相关分析以进一步抑制共振频带中的噪声；程军圣等[
]提出了基于时间-能量谱自相关分析的轴承诊断方法；明安波等[34,
]将时域自相关引入频域，提出频谱自相关的分析方法。
1.2.2.2 强非平稳信号下的处理
航空发动机滚动轴承在实际的工作中不可避免地存在转速的波动，在转速波动情况下，轴承振动加速度信号的非平稳性较强，由于FFT不适用于非平稳信号的分析，加之转速波动导致故障特征频率的计算不准确，因而无法通过传统的包络解调法实现滚动轴承的故障诊断。
（1）时频分析

面对强非平稳的轴承信号，一个可行的方法是采用时频分析手段进行处理。时频分析建立在对信号分解与重构的基础上，根据分解方法的不同可以分为线性表示、时变高阶谱、双线性分布、参数化和非参数化的自适应时频分析等方法[
]：
线性表示法本质上将信号表示为一系列时频域基函数的线性组合，典型代表有窗口傅利叶变换和小波变换[
-

]。窗口傅利叶变换是最早的时频分析方法之一，它通过在时间域上引入窗函数将非平稳信号分解为多个近似平稳信号的线性叠加以满足傅利叶变换的要求。窗函数的选择决定了时频分辨率，而在整个窗口傅利叶变换中，窗函数是固定的，因此，窗口傅利叶变换得到的时频分辨率是不变的，不能很好地满足非平稳信号时频变化的需求。相比之下，小波变换具有自适应时频分辨率的优点，在轴承诊断领域被大量采用[
,
]。线性表示法的主要缺点是其时间和频率分辨率无法同时达到最高。
双线性分布是在时频域上表示信号的能量分布，其基础是Winger-Ville分布。相比于线性时频法，Winger-Ville分布能同时达到更高的时间和频率分辨率，但会受到交叉项的影响是该方法的一个主要缺陷。为了抑制并消除交叉项的影响，Cohen分布[
]和Affine分布[
]被提出。Cohen分布在Winger-Ville分布的基础上引入低通滤波性质的核函数得到，而Affine分布则是通过引入具有时间平移和尺度变化的核函数得到。虽然通过引入核函数对抑制交叉项有积极的作用，但其也会造成时频分辨率的降低。对此，Baraniuk和Jones[
,
]提出了构造信号自适应优化核函数的方法，在保证高时频分辨率的情况下成功抑制了交叉项，但其计算量较大。
时变高阶谱方法用于屏蔽白噪声并凸显信号中的非高斯特征。如高阶Winger-Ville分布已被用于旋转机械的故障诊断中[
]，但其同样会受交叉项的干扰。在选择恰当的核函数下，L-class分布[
]和S-class分布[
]具有更好的结果。同样，时变高阶谱方法存在运算量较大的问题。
基于原子分解的参数自适应时频分析方法能根据信号本身的结构特性得到最优的信号表达。原子分解在设定优化目标下从过完备字典中寻找合适的基底和权系数组合，其不同于传统的信号分解可能存在多种分解结果，但计算量巨大。原子分解快速算法的实现主要有匹配追踪[
]、基追踪[
]等，并已被应用于滚动轴承故障诊断[
,
]。原子分解的优点是具有稀疏、高分辨率、信号自适应的表达，但其缺点是计算量巨大且分解结果对字典选择敏感。
非参数自适应方法包括经验模式分解(Empirical mode decomposition, EMD)[
]，局部均值分解(Local mean decomposition, LMD)[
]等方法。EMD将指定信号重构为一系列本征模函数及信号残差的和，自提出以来就被应用于滚动轴承的故障诊断[
,
]。然而，EMD方法本身也有如端点效应问题、模式混叠问题等缺陷。为此，Wu等[
]提出了总体经验模式分解，通过在原始信号中加入白噪声后多次进行EMD以抑制模式混叠。针对EMD的其他的改进方法还有广义经验模式分解[
]等。局部均值分解(local mean decomposition, LMD)[
]则将指定信号分解为若干乘积函数之和，这些乘积函数的瞬时频率具有明确的物理意义。然而，LMD同样具有EMD类似的缺陷。湖南大学程军圣教授的团队对LMD进行了系统研究，将LMD引入轴承诊断领域：提出了LMD端点效应问题的解决方法[
]；提出了乘积函数的判据的解决方法[
]；弥补传统LMD缺陷，采用有理样条函数实现局部均值分解 [
]；提出了一种基于噪声辅助的集成LMD方法以抑制模式混叠[
]。

（2）阶次分析
面对转速连续变化下非平稳的轴承振动信号，另一个可行的方法是进行阶次分析。阶次分析是一种通过将旋转部件监测量（通常为振动值）的时域或频域信号与参考轴转速相关联以实现信号分析的技术，其关键在于对监测信号按参考轴等角度间隔采样，又称为阶次跟踪。等角度采样最初基于硬件实现，如基于光电脉冲角度编码盘的接触式方法和基于转速脉冲的非接触式方法[
]。为降低成本，克服设备安装等问题，Potter R等 [
]率先提出了一种计算阶次跟踪方法，通过计算机对等时间间隔信号进行角域等间隔重采样得到同步信号；KM Bossley等[
]通过仿真分析比较了硬件式阶次跟踪、计算阶次跟踪和软硬件混合阶次跟踪算法的效果。
滚动轴承各个零部件的故障特征频率与转轴转速频率是常数倍关系，因此，当滚动轴承零部件表面存在单点损伤时，其振动信号的包络阶次谱上的固定位置都会出现相应谱峰，即使转速存在波动。换言之，就滚动轴承故障诊断而言，通过引入阶次跟踪可将定转速下的滚动轴承共振解调技术拓展应用于转速连续变化的情形下。对此，Luo H等[
]结合等角度采样、同步平均和包络解调技术，提出了一种基于合成同步采样的变转速下滚动轴承故障诊断技术，并通过GE公司F110发动机试验器进行了验证；Mishra C等[
]将等角度采样和EMD技术结合，对深沟球轴承的故障信号进行了分析；康海因等[
]将等角度采样与EMD相结合，张亢等[
]将等角度采样与LMD相结合，应用于变工况下的滚动轴承故障诊断；訾艳阳等[
]提出了一种无键相信号下的计算阶次跟踪方法。
1.2.3 滚动轴承的特征融合与状态评估方法
滚动轴承的状态可通过提取相应的特征量表征，常用的振动特征量[5,
,
]有时域上的有效值、波形因数、峭度和裕度等；频域上的重心频率、均方频率、频率方差等；以及通过共振解调得到的通过频率对应的特征量等。由于单一特征易受外界条件干扰，不同特征对不同故障的灵敏度不同等原因，仅依据某一特征对轴承进行状态评估，效果往往不够理想，难以在实际工程中应用。实际检测中，要求评估方法要有很好的鲁棒性，且对多类轴承故障均较敏感。因此，状态评估时应该充分利用时域、频域和时频域的多维特征信息，进行特征融合。
丰富的机器学习算法为特征融合的实现提供了支撑。在具有轴承故障样本的情况下，BP神经网络[
,
]、Fisher判别分析[
]、支持向量机[
,
]等方法能很好地应用于滚动轴承的状态分类。然而，实际工程中滚动轴承的故障样本往往难以得到，且轴承故障类型复杂多样，几类故障可能同时存在，这为滚动轴承的状态评估带来了挑战。
为了在仅有滚动轴承正常运行数据的情况下实现滚动轴承的故障检测与状态评估，基于高斯混合模型(Gaussian mixture model, GMM)[
-

]、距离判别分析[78,
]、自组织神经网络(Self-organizing map, SOM)[
,
]、支持向量数据描述(Support vector data description, SVDD)[
-

]等技术的滚动轴承状态评估方法被相继提出。Chen等[84]在提取了时域和频域特征的基础上，采用高斯混合模型(Gaussian mixture model, GMM)对训练数据进行描述，并通过主分量分析(Principal Component Analysis, PCA)对多维特征进行降维；YU [85]认为相比于PCA，通过保局投影(locality preserving projections, LPP)能得到更有意义的低维特征，并采用基于GMM的负对数似然估计作为轴承性能劣化的评价指标；李巍华[86]等对各状态下的轴承均进行GMM建模，通过比较某一状态下的GMM相对基准的偏差以确定轴承劣化程度。Huang等[88]将SOM和BP神经网络的结合，对轴承进行性能评估；张全德等[89]采用自组织特征映射，通过计算样本到神经元权向量的最小匹配距离来评价滚动轴承的状态；Tax[
]认为GMM等方法的缺点在于需要大量训练样本，在特征维数较高的情况下问题更加突出，并提出了支持向量数据描述方法，能在小样本情况下更好地解决一类分类问题。潘玉娜和陈进[90]提取小波包分解节点能量作为特征量，通过SVDD融合后对轴承劣化程度进行了评估；Shen等[91]为得到更加鲁棒的滚动轴承劣化评价指标，将模糊逻辑和SVDD结合，提出了基于模糊SVDD滚动轴承状态评估方法；郝腾飞和陈果[92]将SVDD推广至半监督情况，提出了基于小球大间隔的滚动轴承故障检测方法；林桐等[78]提出了基于距离判别分析的滚动轴承故障检测方法。
1.2.4 航空发动机滚动轴承故障检测与状态评估面临的挑战
从振动监测与信号处理的角度看，航空发动机滚动轴承特征提取面临的问题主要是“工况复杂”，主要表现为：1）航空发动机滚动轴承的工作环境复杂，激励源众多，航空发动机的结构振动噪声、气动噪声以及燃烧噪声等往往耦合在一起[1]，监测过程中背景噪声严重；2）航空发动机滚动轴承振动信号的传递路径复杂，由于航空发动机结构的限制，振动加速度传感器往往只能布置在机匣上，滚动轴承振动信号的传出需要经过非常复杂的传输路径，有效信号衰减严重[
,
]；3）航空发动机滚动轴承在工作过程中，其转速和载荷不可避免地存在波动，测得的滚动轴承振动信号存在较强的非平稳性。
从状态评估与模式识别的角度看，由于实际工程中滚动轴承的故障样本往往难以得到，BP神经网络、Fisher判别、支持向量机等多类分类方法难以应用。尽管高斯混合模型、自组织特征映射、支持向量数据描述等一类分类方法被相继提出，并在滚动轴承状态评估的应用上取得了一定的效果，但这些方法在模型训练时都存在运算量较大的瑕疵。由于航空发动机滚动轴承的特殊性，即其评估模型是被期望嵌于的航空发动机控制系统中，而发动机控制系统需要谨慎地优化分配计算资源来保证重要任务(如发动机控制等)的安全性，因此，一个简单并有效的轴承评估模型会更具有工程意义[
]。
1.3 本文研究内容

针对航空发动机滚动轴承状态评估面临的问题，本文基于振动监测数据，对复杂工况下航空发动机滚动轴承状态的定量评估进行了探索：从信号处理角度提出了一种滚动轴承微弱故障的多方法协同诊断技术，从模式识别角度提出了一种超球化距离判别的滚动轴承状态评估方法，所提方法均通过多组滚动轴承故障试验进行了验证。
本文结构如图1.3所示，各章具体安排如下：
第一章是绪论。介绍了本文研究来源和背景，对滚动轴承状态评估的国内外现状进行了综述，并分析了航空发动机滚动轴承状态评估面临的问题；最后，介绍了本文的研究内容。
第二章是滚动轴承振动机理及特征分析。首先介绍了基于振动监测的滚动轴承故障诊断基本理论，包括单列深沟球轴承的结构与基本参数、轴承振动信号产生的原理、滚动轴承表面损伤故障的信号特点和滚动轴承故障特征频率的计算方法。同时，针对滚动轴承表面损伤故障的振动信号特点，进行了滚动轴承故障信号的仿真建模。第二章所述内容是滚动轴承故障诊断的基础，所构建的滚动轴承故障仿真信号将在第三章中用于算法性能分析。

第三章是滚动轴承微弱故障的多方法协同诊断技术。首先，介绍了滚动轴承的包络解调技术；在包络解调的框架下，根据轴承故障信号具有冲击性、特定共振频带、周期性这3个特点，分别针对性地介绍了最小熵解卷积、小波分解、自相关分析3种信号处理方法，并通过仿真信号对上述3种方法的效果进行了分析；在此基础上，提出了一种滚动轴承故障诊断的多方法协同诊断技术，并用多组滚动轴承单点故障试验验证了所提方法的有效性。最后，通过角域重采样技术将协同诊断法推广，在转速连续变化下实现滚动轴承故障诊断。

第四章是基于多特征超球优化融合的滚动轴承状态评估。首先，介绍了多维特征的提取方法；然后，阐述了典型的数据描述方法的基本原理，以及分类性能度量方法。在对距离判别分析进行误差分析的基础上，提出了一种特征向量空间分布超球优化的方法，并提出了一种超球化距离判别分析的数据描述方法，所提方法的有效性通过滚动轴承单点故障试验数据进行了充分的验证。最后，进行了滚动轴承疲劳试验和航空轴承失效加速试验，将所提的超球化距离判别分析方法应用于滚动轴承的状态评估。
第五章是总结与展望。
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图1.3  论文结构框架

2 第二章 滚动轴承振动机理与特征分析
2.1 引言
本章介绍了基于振动监测的滚动轴承故障诊断基本理论，包括单列深沟球轴承的结构与基本参数、滚动轴承振动信号产生的原理、滚动轴承故障信号的特点和滚动轴承故障特征频率的计算方法。同时，针对滚动轴承表面损伤故障的故障机理与振动信号特点，进行了滚动轴承故障信号的仿真建模。本章所述内容是滚动轴承故障诊断的基础，所构建的滚动轴承故障仿真信号将在第三章中用于算法性能分析。
2.2 深沟球轴承结构与基本参数
根据轴承结构的差异，滚动轴承可分为单列深沟球轴承、角接触球轴承、圆柱圆锥滚子轴承等。其中，单列深沟球轴承常用于航空发动机附件机匣中（见图2.1），本文主要的研究对象即为单列深沟球轴承（后文简称为滚动轴承或轴承），其几何结构如图2.2所示。
[image: image46.jpg]



图2.1  航空发动机附件机匣中的深沟球轴承
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图2.2  单列深沟球轴承的结构
在图2.2中标注的轴承主要几何参数有：

· 内径
[image: image48.wmf]11
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—— 轴承内圈平均直径；
· 外径
[image: image49.wmf]22
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—— 轴承外圈平均直径；
· 轴承节径
[image: image50.wmf]D


—— 轴承滚珠球心所在圆的平均直径；

· 滚珠直径
[image: image51.wmf]d


—— 轴承滚珠平均直径；
· 接触角
[image: image52.wmf]a


—— 滚珠受力方向与内外圈垂直线的夹角；
· 滚珠数
[image: image53.wmf]Z


—— 轴承中滚珠的数量；
根据以上轴承形状参数可以计算出相应的轴承故障特征频率，这部分具体内容将在2.4节叙述。
2.3 滚动轴承振动产生原理与特点
滚动轴承运转过程中，大多情况下是内圈连接转轴并且随转轴一起转动，外圈与轴承座或机体采用固定或相对固定的连接方式相连接。在一定的载荷和转速下，由于内部因素和外部因素的共同作用，使得转轴对轴承和轴承座或机体组成的系统产生激励，进而引发系统振动，如图2.3所示。 其中，内部因素包括轴承在制造加工和安装过程中导致的缺陷、轴承自身结构特点和轴承的故障缺陷等因素；外部因素主要指转轴上其他零部件的运动和力的作用。

[image: image54]
图2.3  滚动轴承振动产生的原理
正常轴承在运行过程中，其振动主要由制造装配以及自身结构因素所引起。由轴承制造装配因素造成的轴承激振力的实际构成十分复杂，激振力背后的各种因素亦不存在明确的关系。也就是说，由轴承制造装配造成的激振力中含有多种频率成分、随机性较强，并导致随之而生的振动信号中也具有类似特点。
故障轴承在运行过程中，其振动的成因除了制造装配与自身结构因素外，还包含由于故障本身引起的振动。根据信号特征的差异可将滚动轴承故障分为：1）磨损类故障；2）表面损伤类故障[
]。相对来说，磨损类故障的对设备危害较小，表面损伤类故障危害较大，故而表面损伤类故障更受重视。
对于表面损伤类故障，当轴承表面缺陷与轴承其他零部件相接触时，将产生快速衰减的冲击力并激发轴承系统的共振。在转速一定时，轴承损伤表面每隔一段时间都会产生一次冲击，这种冲击的出现是周期性的，也将反应在被测得的振动信号中，其对应的频率常称为故障特征频率。由于轴承不同零部件表面损伤对应的故障特征频率不同，因此，若能有效辨识信号中的轴承故障特征频率将能实现滚动轴承表面损伤的故障定位。
2.4 滚动轴承故障特征频率的计算
滚动轴承故障特征频率的大小由轴承尺寸参数和内外圈相对转速大小决定。当轴承内外圈相对转速一定时，轴承对应的内圈故障特征频率、外圈故障特征频率、滚珠故障特征频率完全由其尺寸参数确定。
现以单列深沟球轴承为例，推导定转速下的滚动轴承故障特征频率。假设轴承外圈固定内圈旋转，同时，假设滚动轴承内外圈与滚珠之间为纯滚动接触。设转速频率为
[image: image55.wmf]r

f

，轴承节径为
[image: image56.wmf]D

，接触角为
[image: image57.wmf]a

，滚珠数为
[image: image58.wmf]Z

。
对于某一滚珠，若其与轴承外圈在B点处接触，设该点处线速度为
[image: image59.wmf]B

v

，与轴承内圈在A点处接触，设该点处线速度为
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，则有
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则滚珠中心处速度
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因此
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其中，
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是滚珠公转频率，又称为保持架旋转频率。

设滚珠自转频率为
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。以保持架为固定参考系，则轴承外圈以
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转动，滚珠以
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自转，此时有
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所以
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进一步，可计算出滚珠通过轴承内圈固定点的频率
[image: image71.wmf]i

f

和滚珠通过轴承外圈固定点的频率
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上述的
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，
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和
[image: image77.wmf]b

f

分别被称为滚动轴承的内圈故障频率、外圈故障频率和滚珠故障频率。通常，通过辨识轴承振动信号中是否存在相应的特征频率可实现滚动轴承的故障诊断。
2.5 滚动轴承故障信号建模

滚动轴承故障信号可近似看作是故障特征信号和噪声信号的叠加，即
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式中，
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表示由滚动轴承故障所引起的冲击信号，
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表示噪声信号，
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代表传感器采集到的信号。
（1）噪声信号

传感器测得的滚动轴承振动信号会受到多种噪声干扰，如设备结构噪声、环境噪声等，对于航空发动机滚动轴承而言，还可能存在气动噪声等[1]。此处将问题简化，假设噪声整体呈现较强的随机性，并采用高斯白噪声以模拟轴承噪声信号。高斯白噪声可通过对正态分布独立重采样得到，即
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式中，
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是均值，
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是标准差。一般的，取
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，通过改变
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的大小以控制白噪声的幅值。

（2）冲击信号

存在表面损伤类故障的滚动轴承在运行过程中，每当零部件表面经过损伤点时，就会产生一次冲击，并引发轴承共振。冲击响应的幅值呈指数衰减，具体地，单次冲击信号可以由式（2-10）得到：
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其中，
[image: image88.wmf]c

为归一化系数。
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为阻尼系数，反映了冲击衰减的快慢， 
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f

为轴承共振的固有频率， 
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为故障特征频率， 
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代表了第
[image: image93.wmf]i

次冲击发生的时刻。
当轴承转速一定时，每经过时间
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，均会产生一次冲击，完整的轴承故障冲击信号
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进行叠加得到，且每一次的冲击间隔为
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。数学上看，若每一次冲击的幅值大小相同，则这一系列冲击的叠加可看作是首次冲击
[image: image98.wmf](
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与周期单位脉冲函数
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时域卷积，如图5所示：图5(a)是首次冲击
[image: image100.wmf](

)

0

gt

的时域波形和频谱，其中，
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；图5(b)是周期单位脉冲函数
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的时域波形和频谱，其中
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；图5(c)是最终得到的轴承故障冲击信号
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的时域波形和频谱。根据傅里叶变换的时域卷积定理，即两个信号在时域卷积的频谱等于两个信号的频谱的乘积，
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的频谱相乘得到。因此，
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附近存在共振峰。
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图2.4  滚动轴承故障冲击信号的产生

根据损伤点位置距传感器远近的不同，传感器每次测得的冲击响应的幅值大小会相应变化，下文将具体针对滚动轴承的外圈故障信号、内圈故障信号、滚珠故障信号进行分析与建模（假设滚动轴承均是外圈固定，内圈旋转）。
2.5.1 外圈故障信号

对于滚动轴承外圈故障，因为外圈的损伤点位置相对于传感器的方向是固定的，理想情况每次冲击幅值的大小是固定的，因此，外圈损伤的故障特征信号可表示如下：
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令
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，可得图2.5(a)所示滚珠故障冲击信号，对应的频谱和包络谱分别绘于图2.5 (c)和图2.5 (e)；产生一组
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的白噪声，与冲击信号叠加后得到的含噪声的外圈故障仿真信号时域波形如图2.5 (b)所示，对应的频谱和包络谱分别绘于图2.5 (d)和图2.5 (f)。其中, 
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代表转速频率, 
[image: image129.wmf]s

f

是采样频率。
理想的外圈故障冲击信号，其时域波形中，各冲击信号的最大幅值是相等的，其间隔为
[image: image130.wmf]fault
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。其频谱上，可以看到在共振频率
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附近存在共振峰，频谱上各谱线均对应于特征频率
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及其倍频。其包络谱中，能清晰辨识出故障特征频率
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及其倍频，其中，
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处的谱峰最大。加入噪声后，时域信号中冲击成分几乎被噪声淹没，频谱中虽然可以看到在共振频率
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附近存在共振峰，但存在较强的噪声频率成分干扰，使得低频处故障特征频率
[image: image136.wmf]o

f

及其倍频难以辨识；包络谱中也受到了噪声的干扰，但由于包络检波本身对高频噪声信号具有抑制作用，相对而言包络谱中故障特征频率
[image: image137.wmf]o

f

处对应的谱峰仍比较清晰。

[image: image138]
(a) 故障冲击信号时域波形

[image: image139]
(b) 含噪声故障信号时域波形


[image: image140]
(c) 故障冲击信号频谱


[image: image141]
(d) 含噪声故障信号频谱


[image: image142]
(e) 故障冲击信号包络谱


[image: image143]
(f) 含噪声故障信号包络谱

图2.5  外圈故障冲击仿真信号
2.5.2 内圈故障信号

对于滚动轴承内圈故障，振动加速度传感器与内圈缺陷的相对位置会随转速变化而变化。因此，滚珠每次通过内滚道缺陷而产生的冲击幅值会受到转速频率的调制。相应地，内圈损伤的故障特征信号可表示如下：
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令
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[image: image149.wmf]s
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f

, 可得图2.6 (a)所示滚珠故障冲击信号，对应的频谱和包络谱分别绘于图2.6 (c)和图2.6 (e)；产生一组
[image: image150.wmf]=7

s

的白噪声，与冲击信号叠加后得到的含噪声的内圈故障仿真信号时域波形如图2.6 (b)所示，对应的频谱和包络谱分别绘于图2.6 (d)和图2.6 (f)。

理想内圈故障冲击信号的时域波形中，单次冲击的间隔为
[image: image151.wmf]i

1

f

，由于内圈损伤点与传感器测点的相对位置会发生变化，其冲击信号的幅值会受到转速频率的调制，包络表现出“波浪式”的变化；其频谱上可以看到在共振频率
[image: image152.wmf]n

1500 Hz
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附近存在共振峰，在低频处也能辨识出故障特征频率
[image: image153.wmf]i

f

及其倍频，各谱峰两侧还存在以
[image: image154.wmf]r

f

为间隔的调制谱线；包络谱中能清晰辨识出转速频率
[image: image155.wmf]r

f

、故障特征频率
[image: image156.wmf]i

f

及其倍频和调制，其中，
[image: image157.wmf]i

f

处的谱峰最大。加入噪声后，时域信号中冲击成分几乎被噪声淹没，频谱中可以看到在共振频率
[image: image158.wmf]n
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附近存在共振峰，随着噪声进一步加强，其低频处故障特征频率
[image: image159.wmf]i

f

及其倍频将难以辨识；包络谱中也受到了噪声的干扰，虽能看出故障特征频率
[image: image160.wmf]i

f

处存在谱峰，但其并不突出。

[image: image161]
 (a) 故障冲击信号时域波形

[image: image162]
(b) 含噪声故障信号时域波形


[image: image163]
(c) 故障冲击信号频谱


[image: image164]
(d) 含噪声故障信号频谱


[image: image165]
(e) 故障冲击信号包络谱


[image: image166]
(f) 含噪声故障信号包络谱

图2.6  内圈故障冲击仿真信号
2.5.3 滚珠故障信号

对于滚动轴承滚珠故障，传感器与缺陷的相对位置会随保持架的旋转而变化。因此，滚珠上的缺陷每次与内滚道或外滚道接触而产生的冲击幅值会受到保持架频率
[image: image167.wmf]c

f

（即滚珠的公转频率）的调制。相应地，滚珠损伤的故障特征信号可表示如下：
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式中，
[image: image169.wmf]1

A

和
[image: image170.wmf]2

A

是幅值参数，分别表征滚珠缺陷与外、内滚道接触而产生的冲击幅值大小。一般情况下，滚动轴承外圈与传感器距离较近，故应取
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, 可得图2.7(a)所示滚珠故障冲击信号，对应的频谱和包络谱分别绘于图2.7(c)和图2.7(e)；产生一组
[image: image180.wmf]=5
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的白噪声，与冲击信号叠加后得到的含噪声的滚珠故障仿真信号时域波形如图2.7(b)所示，对应的频谱和包络谱分别绘于图2.7(d)和图2.7(f)。
理想滚珠故障冲击信号的时域波形中，滚珠损伤内与内滚道的单次冲击的间隔为
[image: image181.wmf]b

1

f

，与外滚道的单次冲击的间隔亦为
[image: image182.wmf]b

1

f

，因此，整体上各冲击间的间隔为
[image: image183.wmf]b

12

f

。通常，滚珠损伤点与内滚道接触产生冲击的幅值会小于与外滚道接触产生冲击的幅值。此外，由于滚珠损伤点与传感器测点的相对位置会随着滚珠公转（即保持架旋转）发生变化，其冲击信号的幅值会受到保持架旋转频率
[image: image184.wmf]c

f

的调制，包络表现出“波浪式”的变化，其频谱上可以看到在共振频率
[image: image185.wmf]n
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附近存在共振峰，在低频处也能辨识出故障特征频率
[image: image186.wmf]b

f

及其倍频，各谱峰两侧还存在以保持架旋转频率
[image: image187.wmf]c

f

为间隔的调制谱线；包络谱中能清晰辨识出转速频率
[image: image188.wmf]c
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、故障特征频率
[image: image189.wmf]b
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及其倍频和调制，其中，
[image: image190.wmf]b
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处的谱峰最大。加入噪声后，时域信号中冲击成分几乎被噪声淹没，频谱中可以看到在共振频率
[image: image191.wmf]n
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附近存在共振峰，但其低频处故障特征频率
[image: image192.wmf]b

f

及其倍频将难以辨识；包络谱中也受到了噪声的干扰，虽能看出故障特征频率
[image: image193.wmf]b

f

处存在谱峰，但其并不突出。

[image: image194]
(a) 故障冲击信号时域波形

[image: image195]
(b) 含噪声故障信号时域波形


[image: image196]
(c) 故障冲击信号频谱


[image: image197]
(d) 含噪声故障信号频谱


[image: image198]
(e) 故障冲击信号包络谱



[image: image199]

(d) 含噪声故障信号包络谱

图2.7  滚珠故障冲击仿真信号

值得注意的是，滚珠每旋转一圈缺陷点都会与轴承内外滚道各接触一次，因此，在对滚珠故障信号进行故障诊断时，常常更关注滚珠自转频率的2倍频[21]。图2.6包络谱中也可以看出，
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处对应的谱峰比
[image: image201.wmf]b
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处的谱峰更为突出。
2.6 小结

本章是滚动轴承故障诊断的基础。首先，介绍了本文的主要研究对象——单列深沟球轴承，其最重要的几何参数是节径、滚珠直径和滚珠数，滚动轴承的故障特征频率与这3个参数关系密切；然后，阐述了滚动轴承振动信号产生的原理，滚动轴承故障诊断的关键就是如何有效地从复杂的复合信号中剥离出轴承故障信号；滚动轴承表面损伤故障信号的特点便是信号中蕴含着相应零部件的故障特征频率，为此，解释了故障特征频率出现的原因，并推导了轴承外圈、内圈、和滚珠损伤对应的故障特征频率的计算公式。
最后，根据滚动轴承表面损伤故障信号的特点，进行了滚动轴承外圈故障信号、内圈故障信号和滚珠故障信号的仿真建模。内圈故障信号的幅值会受到转速频率的调制，滚珠故障信号的幅值会受到保持架旋转频率（即滚珠公转频率）的调制。由于滚珠每旋转一圈缺陷点都会与轴承内外滚道各接触一次，滚珠自转频率的2倍频对应的谱峰更为突出，因此，在对滚珠故障信号进行故障诊断时，常常更关注滚珠自转频率的2倍频。通过引入噪声后，各仿真信号的时域波形、频谱和包络谱都受到了不同程度的干扰，其中时域中的冲击成分几乎完全被噪声淹没，频谱尽管存在共振峰，但低频处难以辨识相应的故障特征频率，相对而言包络谱受到高频噪声的影响程度小。因此，在含高频噪声影响的情况下，包络分析技术更适合应用于滚动轴承的故障诊断。
本章所述内容是滚动轴承故障诊断的基础，所构建的滚动轴承故障仿真信号将在第三章中用于算法性能分析。

3 第三章 滚动轴承微弱故障的多方法协同诊断技术
3.1 引言

滚动轴承在工作的过程中，采集的信号当中往往都会含有设备中其他结构的振动信息，由轴承故障引发的冲击脉冲往往是幅值小、宽度窄的信号，这些冲击脉冲信号会被系统噪声所遮掩，直接对没有处理过的信号进行傅立叶变换难以提取出正确的故障信息。目前，滚动轴承的故障诊断多基于共振解调技术实现。在共振解调的框架下，本章首先介绍了滚动轴承的包络检波技术；然后，根据轴承故障信号具有冲击性、特定共振频带、周期性这3个特点，分别针对性地介绍了最小熵解卷积、小波分解、自相关分析3种信号降噪方法，并通过仿真信号对上述3种方法的效果进行了分析；在此基础上，提出了一种滚动轴承故障诊断的多方法协同诊断技术，并用多组滚动轴承试验验证了所提方法的有效性。最后，通过角域重采样技术将协同诊断法推广，在转速连续变化的工况下实现滚动轴承故障诊断。
3.2 基于Hilbert变换的包络检波
当轴承部件表面存在局部损伤时，其受载时将产生突变的脉冲力并激发轴承高频的固有振动。这一故障信号可看作是轴承的高频固有振动信号与低频冲击信号的乘积，冲击出现的频率等于损伤部位的通过频率（故障特征频率）。因此，通过对信号进行包络检波，分离出轴承故障信号的包络，再对包络进行频谱分析辨识故障特征频率，可实现滚动轴承的故障定位。
3.2.1 信号的包络

令
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xt

为实的非平稳信号，为方便分析需要把
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转化为复信号
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的，使得
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的实部与
[image: image206.wmf]()()cos()

xtatt

f

=

相同[
]。为实现这一转化，可直接以
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作为
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的实部，并构造“虚信号”
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如果将
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显然有
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上式中，
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的瞬时幅值，
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f

是
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的瞬时相位。根据式(3-3)可看出，
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不小于
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，也就是说，
[image: image221.wmf]()

at

包裹着
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的曲线，故常将
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称为包络。
3.2.2 Hilbert变换与包络检波

实信号的频谱具有共轭对称性，即其正负频部分表征的信息是一致的，为方便分析可在能量不变的情况下仅保留频谱的正频部分，即
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则有
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即
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通过滤波得到。设
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在时域上与
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相对应，那么根据式(3-6)，复信号
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可写作
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式中
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称为实信号
[image: image234.wmf]()
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的Hilbert变换。
显然，通过Hilbert变换可以得到与实信号
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相关的解析信号
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，根据式(3-3)，可求得对应的包络为
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根据式（3-2），
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的包络
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蕴含着故障特征频率的信息。

对含故障轴承的振动信号而言，其调幅信号的包络中蕴含着故障特征频率的信息。但实际上，含故障轴承的振动信号中不仅包含着由于轴承故障冲击所引起的调幅信号成分，还包含着设备振动、背景噪声等成分带来的干扰。因此，在包络检波前要先对待测信号进行相应预处理。
3.3 几种典型的滚动轴承信号分析方法
在对滚动轴承振动信号进行包络解调前，往往需要采取一系列的信号处理方法以抑制由于信号传递路径、设备振动、背景噪声等因素带来的干扰，进而提高信噪比。本文将这一系列的信号处理方法统称为信号的预处理技术，如信号增强技术、信号滤波技术以及一些其他的降噪技术等[21]。考虑到滚动轴承故障信号具有冲击性、特定共振频带、周期性这3个特点；同时，最小熵解卷积能有效突出信号中的冲击成分，小波分解可用于提取轴承信号的共振频带、自相关分析可用于抑制非周期性信号成分。本节将针对性地介绍最小熵解卷积、小波分解、和自相关分析3种信号预处理方法的基本原理，并通过仿真信号对各方法的效果进行分析。
3.3.1 最小熵解卷积

3.3.1.1 基本原理

对于线性系统
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，如果系统的输入为
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，那么系统的输出
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其中，
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代表卷积。相反地，已知系统输出
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和系统
[image: image246.wmf]()

Hm

，则可求输入信号
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，这就是解卷积问题。进一步，若仅知道系统输出
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，欲求系统
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和输入信号
[image: image250.wmf]()

xi

，则是盲解卷积问题。最小熵解卷积方法就是以最小熵准则构造优化目标以实现盲解卷积。
最小熵解卷积假定系统输入
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是稀疏脉冲序列，其熵值较小，经过系统后得到的输出
[image: image252.wmf]()

zi

熵值增加。因此，解卷积就是需要设计一个大小为
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的逆滤波器
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，使得逆滤波器后得到的
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近似于
[image: image256.wmf]()
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，即
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其中，
[image: image258.wmf]b

和
[image: image259.wmf]t

是常量，即允许还原信号时存在时间延迟和幅值的改变。
最小熵解卷积的实现，主要有特征向量法和目标函数法。本文将采用目标函数法实现最小熵解卷积。根据文献[
]，最优逆滤波器
[image: image260.wmf]()

gl

可以通过优化如下目标函数得到：
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其中，N是数据长度，k是统计量的阶次，本文取k=4。根据最小熵准则，有
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根据式(3-11)，有
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将式(3-12)和(3-14)代入式(3-13)，得
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整理得
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(3‑16)
式(3-16)可以写出矩阵的形式，即
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其中，
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是L维列向量，有
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MED算法的具体实现流程如下：

1）设定迭代次数上限
[image: image275.wmf]max

m

，迭代终止阈值
[image: image276.wmf]T

 ；

2）计算自相关矩阵
[image: image277.wmf]A

，初始化滤波器，即令
[image: image278.wmf](0)

(0,1,0..,0)

T

=

，

c

；

3）根据式(3-11)，代入信号
[image: image279.wmf]()

zi

和滤波器参数
[image: image280.wmf]()

m

c

计算出信号
[image: image281.wmf]()

m

y

，
[image: image282.wmf]m

是当前迭代次数；

4）根据式(3-18)计算
[image: image283.wmf](1)
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，再根据
[image: image284.wmf](1)1(1)
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迭代得到
[image: image285.wmf](1)

m

+

c

；

5）根据式(3-12)计算
[image: image286.wmf]()
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和
[image: image287.wmf](1)
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，计算迭代误差 ；

6）若
[image: image288.wmf]max

mm

<

且
[image: image289.wmf]ET

<

，则进入步骤3）继续循环迭代，否则，输出最终的滤波器参数
[image: image290.wmf](end)

c

； 

7）带入滤波器参数和
[image: image291.wmf]()

zi

，根据式(3-11)计算得到
[image: image292.wmf]()
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作为
[image: image293.wmf]()

xi

的近似。

最小熵解卷积假设有效信号本身具有“脉冲”性质，滚动轴承表面损伤的故障信号恰恰符合这一假设。因此，最小熵解卷积能很好地应用于滚动轴承的故障诊断，其通过逆滤波以消除信号传递路径的影响并使得信号冲击成分增强，进而提升信噪比。但值得注意的是，最小熵解卷积也会增强由噪声带来的冲击成分。

3.3.1.2 仿真分析

外圈故障仿真信号由冲击成分和噪声成分构成，采样频率
[image: image294.wmf]s
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, 冲击成分由式(2-11)得到，其中，
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，
[image: image298.wmf]cr
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；噪声成分由式(2-9)得到，其中，
[image: image299.wmf]0
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,
[image: image300.wmf]1.5
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。含噪声的外圈故障时域仿真信号、最小熵解卷积处理后的时域信号、不含噪声的外圈故障时域仿真信号如图3.1所示。
内圈故障仿真信号由冲击成分和噪声成分构成，采样频率
[image: image301.wmf]s

32 kHz

f
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, 冲击成分由式(2-12)得到，其中
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，
[image: image304.wmf]r
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，
[image: image305.wmf]faultr
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；噪声成分由式(2-9)得到，其中，
[image: image306.wmf]0
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,
[image: image307.wmf]3.5

s
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。含噪声的内圈故障时域仿真信号、最小熵解卷积处理后的时域信号、不含噪声的内圈故障时域仿真信号如图3.2所示。

[image: image308]
(a) 含噪声的外圈故障时域仿真信号

[image: image309]
(b) 最小熵解卷积处理后的结果

[image: image310]
(c) 不含噪声的外圈故障时域仿真信号
图3.1  外圈故障仿真信号下最小熵解卷积结果对比

[image: image311]
(a) 含噪声的内圈故障时域仿真信号

[image: image312]
(b) 最小熵解卷积处理后的结果

[image: image313]
(c) 不含噪声的外圈故障时域仿真信号
图3.2  内圈故障仿真信号下最小熵解卷积效果对比
分别对比图3.1 (a)与图3.1 (c)，图3.2(a)与图3.2 (c)可以看到，增加噪声后的仿真时域信号其冲击成分几乎被噪声淹没，肉眼难以识别。对于外圈故障仿真信号，尽管经过最小熵解卷积处理后还存在一定的噪声干扰，但其冲击成分已较明显地凸显出来，如图3.1 (b)所示。对于内圈故障仿真信号，其冲击成分的峰值受到转频信号的调制，因此经过最小熵解卷积处理后，仍有部分幅值较小的冲击被噪声淹没，但整体上信噪比有较大提升，如图3.2 (b)所示。但图3.1和图3.2中，个别由噪声所引起的冲击经最小熵解卷积后也会被一定程度凸显出来。

综上，对于含噪声的脉冲类信号，最小熵解卷积能通过逆滤波消除传递路径的影响，凸显出信号中的冲击成分，进而提升信噪比。但值得注意的是，最小熵解卷积也可能凸显噪声中的冲击成分。

3.3.2 小波分解

3.3.2.1 基本原理

对滚动轴承进行故障诊断时，若不能有效地提取出缺陷引起的共振频带，其诊断效果将受到影响。小波变换具有带通滤波特性，通过选择合适的小波基底对信号进行分解，可以得到对应频带内振动信号的变化规律[36,
]。也就是说，通过小波变换能得到反映轴承故障冲击特性的特征频带，并能进一步降低后续包络检波任务的难度。
多尺度小波分析可以由Mallat算法[
]得到。设有某振动信号
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，采集得到离散序列
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，离散信号
[image: image317.wmf]()
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经过尺度
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的分解，可最终分解为
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。假设在尺度
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时有
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，那么
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的离散二进小波变换可以确定如下：
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其中，
[image: image325.wmf]()

hk

与
[image: image326.wmf]()

gk

是共轭滤波器系数，可由小波母波函数
[image: image327.wmf]()

x
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确定。
尺度函数由两尺度关系确定：
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其中
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相应地，小波函数
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其中
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可以看出，原始信号经过小波分解最终可得到一系列的子信号，包括细节信号
[image: image332.wmf]12
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ddd

和近似信号
[image: image333.wmf]J

c

，分别包含了原始信号从高频到低频的不同频带信息。每一层子信号均可看作为原始信号经过某一带通滤波器滤波后的结果，因此，常通过小波分解后选取某一层子信号或若干层子信号的组合以实现对原始信号特定频带的提取。
3.3.2.2 仿真分析

考虑小波变换主要起带通滤波器的作用，本节将通过包络谱的对比以说明小波变换的效果。外圈故障仿真信号和内圈故障仿真信号均采用db8小波对进行5层分解，取第4层和第5层信号之和作为小波分解重构信号。

外圈故障仿真信号按式(2-11)叠加得到，样本时长为0.25s，采样频率
[image: image334.wmf]s

32 kHz

f

=

；冲击成分由式(2-10)得到，其中，
[image: image335.wmf]0.15
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, 
[image: image338.wmf]fault
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；噪声成分由式 (2-09)得到，其中，
[image: image339.wmf]0
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, 
[image: image340.wmf]3.5
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。含噪声的外圈故障仿真信号的时域波形、含噪声的外圈故障仿真信号的包络谱、含噪声的外圈故障仿真信号的小波包络谱、不含噪声的外圈故障仿真信号的包络谱如图3.3所示。
内圈故障仿真信号按式(2-12)叠加得到，样本时长为0.25s，采样频率
[image: image341.wmf]s
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：冲击成分由式(2-10)得到，其中，
[image: image342.wmf]0.15
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, 
[image: image343.wmf]1500 Hz
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, 
[image: image344.wmf]25 Hz
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, 
[image: image345.wmf]fault
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；噪声成分由式 (2-9)得到，其中，
[image: image346.wmf]0

m
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, 
[image: image347.wmf]7.5
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。含噪声的内圈故障仿真信号的时域波形、含噪声的内圈故障仿真信号的包络谱、含噪声的内圈故障仿真信号的小波包络谱、不含噪声的内圈故障仿真信号的包络谱如图3.4所示。


[image: image348]
(a) 含噪声的外圈故障仿真信号的时域波形

[image: image349]
(b) 含噪声的外圈故障仿真信号的包络谱

[image: image350]
(c) 含噪声的外圈故障仿真信号的小波包络谱

[image: image351]
(d) 不含噪声的外圈故障仿真信号的包络谱


图3.3  外圈故障仿真信号下小波分解效果对比


[image: image352]
(a) 含噪声的内圈故障仿真信号的时域波形

[image: image353]
(b) 含噪声的内圈故障仿真信号的包络谱

[image: image354]
(c) 含噪声的内圈故障仿真信号的小波包络谱

[image: image355]
(d) 不含噪声的内圈故障仿真信号的包络谱

图3.4  内圈故障仿真信号下小波分解效果对比
在图3.3和图3.4中，若直接对含噪声的轴承时域仿真信号求包络谱，得到的结果中会存在大量其他频率成分的干扰，甚至几乎无法辨识滚动轴承的故障特征频率。通过小波变换对信号进行分解与重构后，相当于通过带通滤波选择了合适的共振频带，因而小波包络谱中外圈故障特征频率(87.5Hz)、内圈故障特征频率(137.5Hz)及其倍频较为突出。所选频带内的噪声无法被抑制，若有效信号所在频带内噪声强度较大，小波变换效果较差。

小波变换具有带通滤波的功能，通过频带的选择的角度实现滚动轴承故障信号的降噪，从而使故障特征频率在包络谱上凸显出来。但小波变换仍存在以下问题：1）所选频带内的噪声无法被抑制，若有效信号所在频带内噪声强度较大，小波变换效果较差；2）小波变换的效果与所用于重构的近似信号和细节信号的选择密切相关，如何根据信号自适应地实现小波重构是实现智能诊断的关键所在。

3.3.3 自相关分析原理
3.3.3.1 基本原理

时域自相关函数描述了某一信号自身在不同时刻间的相关性。由于周期函数的自相关函数是周期函数，而白噪声信号的自相关函数是
[image: image356.wmf]d

函数，所以进行自相关函数分析，可以突出淹没在噪声中的周期信号成分[
]。设某时刻信号为
[image: image357.wmf]()
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，时延
[image: image358.wmf]t

后的信号为
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，则自相关函数定义为[
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其离散形式为
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其中，
[image: image362.wmf]T

为信号对应的时长，
[image: image363.wmf]N

为离散信号的长度，
[image: image364.wmf]t

是延时，
[image: image365.wmf]k

是离散信号序列间隔。可将式(3-26)可写成卷积形式：
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根据时域卷积定理，有


[image: image367.wmf](

)

(

)

(

)

1

()IDFT

x

RkXfXf

N

*

=×


(3‑28)
其中，
[image: image368.wmf]IDFT()

×

是离散傅利叶逆变换，
[image: image369.wmf](
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经离散傅利叶变换得到，
[image: image371.wmf](
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[image: image372.wmf](
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的共轭。式(3-28)基于快速傅利叶变换实现了信号自相关函数的计算。
3.3.3.2 仿真分析

自相关分析能较好地抑制信号中的非周期性成分，但信号的周期性在时域上不易于观察，尤其在噪声较大的情况下。根据傅利叶变换，信号的周期性成分在频谱上表现为相应频率及其倍频存在谱峰，因此，通过频谱能更好地观察信号是否具有“周期性”成分。本节将对包络信号进行自相关分析，并通过包络谱展示自相关分析的效果。

外圈故障仿真信号由冲击成分和噪声成分构成，采样频率
[image: image373.wmf]s
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, 冲击成分由式(2-11)得到，其中，
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[image: image377.wmf]faultr
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；噪声成分由式(2-09)得到，其中，
[image: image378.wmf]0
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[image: image379.wmf]1.5
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。含噪声的外圈故障仿真信号的包络谱、自相关分析后的包络谱、小波分解并自相关分析后的包络谱、不含噪声的外圈故障时域仿真信号的包络谱如图3.5所示。

[image: image380]
(a) 含噪声的外圈故障仿真信号的包络谱

[image: image381]
(b) 自相关分析后的包络谱

[image: image382]
(c) 小波分解并自相关分析后的包络谱

[image: image383]
(d) 不含噪声的外圈故障仿真信号的包络谱
图3.5  外圈故障仿真信号下自相关分析效果对比
由于噪声的强度很大，直接对仿真信号求包络谱几乎无法辨识特征频率，如图3.5(a)。在这种情况下，对仿真信号进行自相关分析后计算包络谱能够得到一定的效果，但谱峰并不明显，见图3.5 (b)。通过小波分解进行带通滤波后（此处选第4层和第5层细节信号之和），信号中其他频带内的噪声被抑制了，在此基础上进行自相关分析得到的小波包络谱中的外圈故障特征频率及其2倍频、3倍频凸显了出来，如图3.5 (c)所示。作为对比，图3.5 (d) 还展示了无噪声情况下外圈故障仿真信号的包络谱。

综上，自相关分析能有效地通过抑制非周期性成分以进一步提升信噪比，凸显出故障特征频率。但自相关分析的缺点是显然的，当信号中的周期性成分很弱时，自相关分析的效果有限。因此，自相关分析更适合在采取一定降噪手段后，用于“锦上添花”。

3.4 多方法协同的滚动轴承故障诊断
上一节分析了最小熵解卷积、小波变换和自相关分析3种信号处理方法在滚动轴承故障仿真信号的效果，结果表明：最小熵解卷积能通过逆滤波消除传递路径的影响，凸显出信号中的冲击成分，进而提升信噪比，但最小熵解卷积也可能凸显噪声中的冲击成分；小波变换具有带通滤波的功能，能通过频带的选择的角度实现信号的降噪，但对所选频带内的噪声亦被保留；而自相关分析能有效地通过抑制非周期性成分以进一步提升信噪比，但要求分析信号中须有一定强度的周期性成分。

对于表面损伤类故障，当轴承表面缺陷与轴承其他零部件相接触时，将产生快速衰减的冲击力并激发轴承系统的共振。也就是说，滚动轴承表面损伤的故障特征信号具有以下特点：1）脉冲性质；2）有特定的共振频带；3）相对于主轴旋转角度呈现周期性。最小熵解卷积可凸显出信号中的冲击成分，小波分解可用于频带选择，自相关分析能突出信号中的周期性成分，因此，若能有机地结合最小熵解卷积、小波分解和自相关分析这3种信号预处理方法，将有望更好地从复杂的被测信号中分离出轴承的故障特征信号。为此，本节提出了一种多方法协同的滚动轴承故障诊断方法，后文简称为协同诊断。
3.4.1 算法流程
最小熵解卷积本质是一种逆滤波方法，一般来说，输入信号经过的系统越复杂，输入信号本身将越难还原，因此最小熵解卷积宜放在第一步进行。正如前文所述，自相关分析更适合在带通滤波后进行。因此，构建了如下的滚动轴承故障的协同诊断方法：

首先，通过最小熵解卷积对被测信号进行逆滤波处理，突出信号中的冲击性成分；然后，以db8小波作为基地进行5层小波分解，选择合适的近似信号重构以提取共振频带；进一步，对重构信号进行自相关分析；在此基础上，基于Hilbert变换对降噪后的信号进行包络检波；最后，通过FFT得到包络谱，通过辨识谱特征实现滚动轴承的故障诊断。算法的流程图如图3.6所示。


[image: image384]
图3.6  滚动轴承故障协同诊断方法流程
3.4.2 基于人工故障轴承试验的方法验证
3.4.2.1 试验介绍

为验证协同诊断方法的有效性，进行了滚动轴承人工故障注入试验。试验平台为带机匣的航空发动机转子试验器，是由中航工业606所以某真实航空发动机为原型，按1:3大小设计制造。该试验器具有真实航空发动机的类似结构，能有效的模拟滚动轴承振动信号经传递路径的衰减过程。试验器的实物图和剖面图如图3.7所示。
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[image: image386]
(a)实物图（内部）                           (b)实物图（外部）
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(c)结构剖面图

图3.7  航空发动机转子试验器

以6206单列深沟球轴承作为试验轴承，在其内外圈表面采用电火花线切割方式加工了宽约0.6mm 的裂痕，用以模拟轴承滚道表面损伤所产生的冲击；在其滚动体表面加工出一个半径约0.5mm，深度约2mm 的柱型凹坑，用以模拟滚珠损伤所生的冲击，相应的实物图如图3.11所示。该组轴承的基本尺寸参数如表3.1所示。

分别在2种不同的转速下进行了滚动轴承故障模拟试验，如表3.2所示，每个转速下的试验数据均包括正常、外圈故障、内圈故障、以及滚动体故障4种状态的滚动轴承。试验过程中传感器的测点布置如图3.7所示，包括机匣上方加速度测点、机匣水平加速度测点和轴承座测点。


[image: image388]
图3.8  故障加工后的6206型滚动轴承实物图

表3.1  人工故障轴承的基本尺寸参数
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表3.2  基于带机匣转子试验器的人工故障轴承试验方案
	序号
	转速/rpm
	振动加速度测点
	轴承状态

	1
	1500
	机匣上方、机匣水平、轴承座
	内圈故障、外圈故障、滚珠故障、正常状态

	2
	2000
	机匣上方、机匣水平、轴承座
	内圈故障、外圈故障、滚珠故障、正常状态
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	(a) NI USB9234 采集卡
	(b) B&K 4805加速度传感器


图3.9  试验所用的传感器与采集卡
试验中，采用
[image: image392.wmf]B&K 4805

加速度传感器、
[image: image393.wmf]NI USB9234

数据采集卡采集振动加速度信号，其实物图3.9所示。采样频率设置为10.24kHZ，每个样本包含8192个数据点。在该采样频率和该样本长度下，单个样本进行傅利叶变换后其频谱可分析的范围为0-5.12kHZ，频谱分辨率为1.25Hz。频谱可分析范围涵盖了试验轴承的共振频带（约500-3000Hz），频谱分辨率足够，该采样频率下得到的样本能满足对轴承信号进行频域分析的要求。
3.4.2.2 试验验证结果

(1) 不同故障类型轴承的诊断结果
以1500rpm机匣上方测点为例，分别对比了滚动轴承在内圈故障、外圈故障、滚珠故障和正常状态下所提协同诊断法包络谱和小波包络谱的结果。


[image: image394]
(a) 协同诊断包络谱

[image: image395]
 (b) 小波包络谱

图3.10  内圈故障结果对比

[image: image396]
 (a) 协同诊断包络谱


[image: image397]
(b) 小波包络谱
图3.11  外圈故障结果对比

[image: image398]
 (a) 协同诊断包络谱

[image: image399]
 (b) 小波包络谱

图3.12  滚珠故障结果对比

[image: image400]
 (a) 协同诊断包络谱

[image: image401]
(b) 小波包络谱
图3.13  正常情况结果对比
对于滚动轴承的内圈故障（图3.10），小波包络谱在对应的故障特征频率处能看到相应的谱峰，但由于信噪比较低，谱峰并不是很明显；相比之下，协同诊断方法能得到更晰的谱特征。对于外圈故障（图3.11），由于滚动轴承外滚道缺陷与传感器距离较近，故障信号的衰减程度低，协同诊断包络谱和小波包络谱中特征频率对应的谱峰均很明显，但相对而言，协同诊断法得到的包络谱中谱线较少，更为“清晰、干净”；对于滚珠故障（图3.12），由于滚珠每自转一圈损伤点会与轴承外滚道和内滚道各接触一次，因此诊断时通常更关注其滚珠自转频率的2倍频[21]。对于滚珠故障而言，小波包络谱上与其对应的谱峰几乎被噪声淹没，但协同诊断方法中相应的谱峰仍很明显。对于健康轴承（图3.13），协同诊断包络谱和小波包络谱中均无明显谱峰。综上，在滚动轴承的故障诊断上，所提协同诊断方法相比小波包络谱能获得更清晰的谱特征。
（2）协同诊断方法与其他组合方法的诊断结果比较
进一步，图3.14以2000rpm机匣上方测点的样本为例，将协同诊断方法（图3.14(d)）与下列3种方法的包络谱进行了比较：a）最小熵解卷积+自相关，b）最小熵解卷积+小波变换，c）小波变换+自相关。同时，图3.15还展示了对应轴承座信号的包络谱。


[image: image402]
(a) 最小熵解卷积+自相关分析

[image: image403]       
(b) 最小熵解卷积+小波变换

[image: image404] 
(c) 小波变换+自相关分析
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(d) 协同诊断

图3.14  不同方法的包络谱对比1
   
[image: image406]
图3.15  轴承座信号的包络谱1
如图3.14(a) 所示，直接将最小熵解卷积与自相关分析结合几乎得不到任何有用的信息，这是因为最小熵解卷积可能增强信号中非周期性的冲击成分，而在信号本身的周期性不明显时，自相关分析的结果较差；图3.14 (b)中内圈特征频率对应的谱峰十分明显，这说明将最小熵解卷积与小波变换结合已能获得较理想的结果，但包络谱上仍存在许多噪声频率成分干扰；图8(c) 将小波变换与自相关分析相结合，包络谱中非周期性成分明显被抑制，但由于未通过最小熵解卷积对冲击信号进行增强，内圈特征频率对应的谱峰相对没那么突出。相比之下，本文所提的协同诊断方法（图3.14 (d)）充分结合了最小熵解卷积 、小波变换和自相关分析的优点，得到了最为理想的结果。

图3.14 (d)与图3.15相比，转速的高阶倍频和特征频率的调制频率未被保留，但转速的1倍频、2倍频以及最重要的内圈特征频率十分突出。从特征频率角度来看，采用协同诊断方法对机匣测点信号分析，与直接对轴承座信号进行分析，效果相当。协同诊断方法有效地消除了信号传递路径与复杂背景噪声的影响。

3.4.3 基于自然剥落故障轴承试验的方法验证
在3.4.2节中的轴承故障是采用线切割人为加工的，这与真实的轴承故障仍有很大区别。为进一步测试所提方法在真实故障轴承下的效果，通过疲劳加速试验得到了一个含早期内圈剥落故障的滚动轴承，并将该轴承安装于带机匣的转子试验器中进行试验。
3.4.3.1 试验介绍

试验平台的介绍详见3.4.2.1节。试验对象为含内圈自然剥落故障的6206型深沟球轴承，试验轴承的基本参数如表3.3所示，实物图如图3.16所示。
	表3.3  自然剥落故障轴承的基本尺寸参数
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	型号
节径/mm
厚度/mm
滚珠直径/mm
滚珠数
6206
46
16
9.7
9

	

	
	图3.16  内滚道存在自然剥落故障的轴承


分别在3种不同的转速下采集了试验数据，试验过程中传感器的测点布置如图3.7所示，包括机匣上方加速度测点、机匣水平加速度测点和轴承座测点。试验方案归纳于表3.4。试验中，振动加速度传感器型号为
[image: image408.wmf]B&K 4805

，采集卡型号为
[image: image409.wmf]NI USB9234

，采样频率设置为10.24kHZ，每个样本包含8192个数据点。
表3.4  基于带机匣转子试验器的自然故障轴承试验方案
	序号
	转速/rpm
	振动加速度测点
	轴承状态

	1
	1500
	机匣上方、机匣水平、轴承座
	内圈故障

	2
	2000
	机匣上方、机匣水平、轴承座
	内圈故障

	3
	3000
	机匣上方、机匣水平、轴承座
	内圈故障


3.4.3.2 试验验证结果

（1）协同诊断方法与其他组合方法的诊断结果比较
图3.17以1500rpm的机匣水平测点的样本为例，将协同诊断方法（图3.17 (d)）与下列3种方法的包络谱进行了比较：a）最小熵解卷积+自相关，b）最小熵解卷积+小波变换，c）小波变换+自相关。同时，图3.18还展示了对应轴承座信号的包络谱。

[image: image410]
(a) 最小熵解卷积+自相关分析

[image: image411]
(b) 最小熵解卷积+小波变换

[image: image412]
(c) 小波变换+自相关分析


[image: image413]
(d) 协同诊断
图3.17  不同方法的包络谱对比2


[image: image414]
图3.18  轴承座信号的包络谱2

图3.17 (a)中的内圈特征频率基本无法辨识；图3.17 (b)中尽管通过最小熵解卷积突出了信号中的冲击成分，但由于相应频带中的噪声成分较大，内圈特征频率对应的谱峰很难辨识；图3.17 (c)将小波变换与自相关分析相结合，包络谱中非周期性成分明显被抑制，但由于未通过最小熵解卷积对冲击信号进行增强，内圈特征频率对应的谱峰相对较小。相比之下，本文所提的协同诊断方法（图3.17 (d)）充分结合了最小熵解卷积、小波变换和自相关分析的优点，得到了最为理想的结果。

此外，采用协同诊断法对机匣测点信号得到的包络谱（图3.17 (d)）与轴承座信号的包络谱（图3.18）很相似，这表明采用协同诊断法能有效地消除信号传递路径与复杂背景噪声的影响。

（2）不同转速和测点下协同诊断方法的结果

为进一步验证所提方法的泛化性能，图3.19还展示了不同转速不同测点下协同诊断方法的结果。可以看出，在不同转速和测点下，协同诊断方法都能得到理想的结果。


[image: image415]
(a) 1500rpm机匣上方测点


[image: image416]
(b) 1500rpm机匣水平测点


[image: image417]
(c) 2000rpm机匣上方测点


[image: image418]
(d) 2000rpm机匣水平测点


[image: image419]
(e) 3000rpm机匣上方测点


[image: image420]
(f) 3000rpm机匣水平测点
图3.19  不同转速和测点下的包络谱
3.5 转速连续变化下的滚动轴承故障诊断

上一节研究了定转速下的滚动轴承故障诊断问题，提出了滚动轴承的协同诊断方法，并验证了其有效性。但实际工作中，航空发动机的转速往往存在一定的波动，即滚动轴承内外圈的相对转速持续变化，这使得测得的振动信号非平稳性增加。对于非平稳信号，付利叶变换不再适用。尽管通过时频分析技术能对滚动轴承故障特征频率的变化进行观测，但这类方法计算量大，且在特征自动提取上较为困难，不能很好地适用于滚动轴承的实时监测与状态评估。事实上，相同尺寸的轴承下有
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是故障特征频率，
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是参考轴转速频率，
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是故障特征阶比）。因此，通过等角度重采样就可将定转速下的滚动轴承包络解调技术拓展应用于转速连续变化的情形下。
3.5.1 算法流程
本文通过等角度重采样将3.4节所提出的协同式滚动轴承故障诊断方法推广至变转速情形下，算法流程如图3.20所示。
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图3.20  变转速下的协同诊断算法流程
具体地，本文采用如下算法实现等角度重采样：假设已知滚动轴承内外圈相对转速
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，具有采样频率为
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的等时间间隔振动加速度信号
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；现要得到该时间跨度
[image: image430.wmf]t
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3）根据重采样后的信号长度
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曲线进行插值，得到等角度间隔振动加速度信号
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3.5.2 仿真分析
为对等角度重采样的效果进行说明，构建了一组转速连续上升的滚动轴承外圈故障信号，转速频率
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随时间
[image: image448.wmf]t

的变化曲线如图3.21所示。单个外圈冲击根据式（3-30）得到，其中，
[image: image449.wmf]0.15
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，
[image: image450.wmf]n

3000 Hz
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，
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20kHz
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，取外圈故障特征频率
[image: image452.wmf]or
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，信号时长为0.4s，叠加得到的外圈仿真信号如图3.22(a)所示。

对仿真信号进行等角度重采样后的信号如图3.22 (b)所示。显然，等角度重采样后，冲击信号的间隔变得“均匀”了。仿真信号的包络谱如图3.23(a)所示，基本无法分辨出有效信息；采用协同诊断法得到的包络阶次谱如图3.23(b)所示，其中能明显看到阶次
[image: image453.wmf]3.5
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处有一谱峰，与
[image: image454.wmf]or
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ff
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对应。因此，通过角域重采样能很好地将协同诊断法推广应用于变转速情况下。

[image: image455]
图3.21  仿真信号转频随时间变化关系


[image: image456]
(a) 变转速下外圈故障仿真信号


[image: image457]
(b) 等角度采样后的信号
图3.22  等角度采样前后的仿真信号

[image: image458]
(a) 仿真信号包络谱

[image: image459]
(b) 仿真信号协同诊断阶次谱
图3.23  仿真信号的包络谱与包络阶次谱
3.5.3 试验验证
为验证所提方法的有效性，基于带机匣的航空发动机转子试验器进行了一组滚动轴承试验。试验器的介绍详见3.4.2.1节，试验轴承的实物图如图3.16所示。试验中转速连续变化，在机匣上方布置了传感器测点，采样频率为10.24kHz。
试验中转速变化曲线如图3.24所示。以试验时间在第5s左右（图3.24中矩形框内区域）采集的一组样本为例进行分析，直接根据原始信号得到的包络谱、包络阶次谱和采用协同诊断方法得到的阶次谱如图3.25所示。

[image: image460]
图3.24  试验中转速随时间变化关系


[image: image461]
(a) 包络谱

[image: image462]
(b) 包络阶次谱

[image: image463]
(c) 协同诊断阶次谱
图3.25  试验中转速随时间变化关系

根据表3.3中的轴承尺寸参数，计算可得
[image: image464.wmf]ir
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，即
[image: image465.wmf]inner
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。在包络谱中(见图3.25(a))，由于转速连续变化，故障特征频率的理论值无法准确确定，且包络谱中存在多个频率的谱峰，难以实现故障诊断；在包络阶次谱中(见图3.25(b))，内圈故障特征阶次对应的谱峰已较为明显，但阶次谱中存在较多的噪声干扰；相比之下，协同诊断阶次谱(见图3.25(c))更为“清晰、干净”，能很容易地实现滚动轴承的故障诊断。
3.6 小结

本章主要针对滚动轴承微弱故障信号的故障诊断技术进行了研究，提出了一种滚动轴承微弱故障的协同诊断方法。首先，介绍了包络解调、最小熵解卷积、小波分解、自相关分析的基本原理，并基于滚动轴承故障仿真信号对最小熵解卷积、小波分解和自相关分析3种算法的效果进行了分析，结果表明：最小熵解卷积能通过逆滤波消除传递路径的影响，凸显出信号中的冲击成分，进而提升信噪比，但最小熵解卷积也可能凸显噪声中的冲击成分；小波变换具有带通滤波的功能，能通过频带的选择的角度实现信号的降噪，但对所选频带内的噪声亦被保留；而自相关分析能有效地通过抑制非周期性成分以进一步提升信噪比，但要求分析信号中须有一定强度的周期性成分。因此，将最小熵解卷积、小波分解、自相关分析与包络分析技术相结合，提出了一种多方法协同的滚动轴承故障诊断方法，多组试验表明协同诊断法能更有效地消除信号传递路径与复杂背景噪声的影响。最后，通过等角度重采样将协同诊断法推广应用于变转速下的滚动轴承故障诊断，并通过仿真和试验验证了所提方法的有效性。

4 第四章 基于多维特征超球优化融合的滚动轴承状态评估
4.1 引言
本章主要研究的是航空发动机滚动轴承的多维特征融合与状态评估技术。在进行模式识别与状态评估前，需要从振动加速度信号样本中提取多维特征作为输入。因此，本章首先介绍了多维特征的提取方法。然后，阐述了典型的数据描述方法的基本原理，以及分类性能度量方法。在误差分析的基础上，提出了一种特征向量空间分布超球优化的方法，并提出了一种超球化距离判别分析的数据描述方法，多组试验验证了所提方法的有效性。最后，将所提的超球化距离判别分析方法应用于滚动轴承的状态评估。
4.2 多维特征提取方法

目前，滚动轴承故障诊断中常用的特征有各类时域统计参数、频域统计参数、熵特征、针对轴承故障特征频率设计的谱特征等。本文主要用到的特征量有时域特征、频域特征、和包络谱特征，以下分别介绍。
4.2.1 时域特征

从时域信号中提取出的带量纲的时域特征有：有效值
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、绝对平均幅值
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、方根幅值
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，其定义如表4.1所示。其中，
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是原始数据；
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是将数据分为10段后每段数据绝对值的最大值。
表4.1  带量纲的时域特征
	特  征
	表达式

	有效值
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由于希望特征量只对故障敏感，排除信号基准幅值的影响，引入了无量纲参数。无量纲特征包括：波形因数
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 、峰值指标
[image: image477.wmf]f

C

 、冲击指数
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 、歪度
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 、峭度
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和裕度指标
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，定义如表4.2所示。
表4.2  无量纲的时域特征
	特  征
	表达式

	波形因数
	
[image: image482.wmf]rms

f

Y

S

Y

=



	峰值指标
	
[image: image483.wmf]max

f

rms

Y

C

Y

=



	冲击指数
	
[image: image484.wmf]max

f

r

Y

L

Y

=



	歪度
	
[image: image485.wmf]3

1

v

3

rms

1

()

N

i

i

y

N

S

Y

=

=

å



	峭度
	
[image: image486.wmf]4

1

v

4

rms

1

()

N

i

i

y

N

K

Y

=

=

å



	裕度指标
	
[image: image487.wmf]max

f

Y

I

Y

=




表4.3  无量纲的频域特征
	特  征
	表达式

	重心频率
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	均方频率
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	频率方差
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4.2.2 频域特征

滚动轴承在不同的故障状态下，其振动信号的频域信息将有所变化，因此有必要从频谱上构造并提取相应的特征。本文提取的频域特征包括：重心频率
[image: image491.wmf]FC
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、均方频率
[image: image492.wmf]MSF
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和频率方差
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，定义如表4.3所示。其中，
[image: image494.wmf]()
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为信号频谱函数。
4.2.3 包络谱特征

轴承故障的冲击将激发结构的共振，使得振动加速度响应中出现许多共振频带。在这些共振频带中，轴承故障的特征频率将对固有频率进行调制，因此需要对共振频带内的信号进行解调处理以获得故障特征信号。

小波变换具有带通滤波特性，因此被广泛应用于提取轴承故障振动加速度信号中的共振频带，再经过包络解调处理得到小波包络谱，最后从小波包络谱中可以提取出轴承故障特征。设在小波包包络谱中，故障特征频率 
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及其各阶倍频附近有特征谱峰存在，设包络频谱分析带宽为
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 (通常
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)，包络谱为
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，设
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谱线的数目为
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，则包络谱的平均值
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再令
[image: image503.wmf]ed
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为包络谱中故障特征频率各阶倍频处的谱线平均值，设包络谱中故障频率的谱线数为
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可构造一个无量纲时频特征：
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得到的
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的大小反应小波包络谱中对应故障特征频率处是否存在谱峰。为避免计算出的故障特征频率与实际故障特征频率之间的误差，通常需要在理论计算的故障频率
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附近小范围内寻找一个最大频谱值作为
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实际计算中，在最终得到的包络谱上对式（4-2）取
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可得内圈故障无量纲特征、取
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可得外圈故障无量纲特征、取
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可得滚珠的故障无量纲特征。

4.3 典型数据描述方法的原理

数据描述方法常被称为一类分类方法，本质上是一种有监督的机器学习算法。区别于常见的二分类、多分类算法需要多类标签数据作为输入，数据描述方法仅需一类标签数据用于模型训练。实际工作中，航空发动机滚动轴承在的故障样本往往难以得到，数据描述方法可在仅有正常运行数据的情况下实现滚动轴承的故障检测与状态评估。

目前，应用于滚动轴承状态评估的常见数据描述方法有支持向量数据描述、自组织神经网络、高斯混合模型、距离判别分析，本节将对这4类方法的原理进行基本的阐述。
4.3.1 支持向量数据描述

SVDD能在小样本情况下较好地解决一类分类问题，也被广泛应用于滚动轴承的状态监测与评估。SVDD的目标是寻找包围数据集的最小体积超球，通过解决如下优化问题实现[93]：
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其中，
[image: image514.wmf]l

为训练样本数，
[image: image515.wmf]R

是特征空间中的超球半径，
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是惩罚系数，
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是松弛变量，
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是映射函数，
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是第
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个训练样本对应的
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维特征向量，
[image: image522.wmf]a

为特征空间超球球心。SVDD在径向基核下通常能得到更好的分类结果[93]，因此，本文SVDD中核函数均取径向基核，即
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其中，
[image: image524.wmf]s

是核参数。对于未知样本
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，决策值
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根据
[image: image528.wmf]()
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的正负可判断数据点的归类，
[image: image529.wmf]()
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的取值同时能看作是
[image: image530.wmf]d

维特征由SVDD算法得到的一维融合结果。关于SVDD算法的推导和参数选择可参考文献[93]，此处不再详述。

4.3.2 自组织神经网络

SOM的目标就是把高维原始空间的特征向量映射至低维特征空间，并使得其低维表示尽可能地保留原始特征向量间的近似性。

设
[image: image531.wmf]d

维原始空间到
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维特征空间存在相应的映射，并在
[image: image533.wmf]d

维特征空间中定义一个含 
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网格点的正交网络，每个网格点处均有一个神经元，对应1个
[image: image535.wmf]d

维权向量
[image: image536.wmf]w

作为聚类中心。这样，在原始空间和映射网络上，每个神经元都有相应的邻近神经元。SOM的训练学习过程就是使得每个神经元在原始空间和映射网络上的邻近神经元尽可能相一致，以使原始空间中局部的拓扑结构得以保持。

对于未知样本，通过计算该样本点到其最近神经元的距离来判定样本归属：
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式中，
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是特征融合结果，
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是未知样本对应的
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维特征向量，
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是神经元序号。关于SOM训练过程可参阅文献[
,
]。

4.3.3 高斯混合模型

高斯混合模型通过叠加
[image: image542.wmf]K

个多元高斯分布以获得更灵活的描述边界。设
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维随机向量
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，若其服从高斯分布，则其概率密度为
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相应地，高斯混合分布定义为
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其中，
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个高斯分布对应的混合系数，满足
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给定分布数
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后，高斯混合分布中的参数
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可以通过EM算法估计得到，GMM模型的训练过程可参考文献[
,
]。对于未知样本
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，GMM的决策值
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4.3.4 距离判别分析

距离判别分析是在分类确定的前提下，采用统计分析手段，根据新样本的各特征值与已知类的距离判别其归属[87]。其基本思想就是计算某个体与各个总体之间的距离，并认为该个体属于与其距离最近总体。

在
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维特征空间中，考虑使用
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维向量
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则
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该结论可证明如下：
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其中，式(4-14)的右边第二项不依赖于
[image: image571.wmf]0

x

，所以表达式在
[image: image572.wmf]0
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时取极小值。因此，正常样本的样本均值
[image: image573.wmf]m

可以作为对正常样本的零维描述。假设样本特征向量的空间分布是
[image: image574.wmf]k

维超球体，则可认为该超球体的球心位于均值向量
[image: image575.wmf]m

处，如图4.1所示。
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图4.1  距离判别分析示意图

因此，只需计算样本点
[image: image577.wmf]i

x

到正常样本均值
[image: image578.wmf]m

的距离
[image: image579.wmf]i

D

，并与设置的距离阈值
[image: image580.wmf]max
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进行比较即可判断个体归属。若
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，则将该点归类为正常，反之归类为异常。在距离判别分析中，
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即为决策值
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，若以欧式距离作为度量，则
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4.4 性能度量

在4.3节介绍了滚动轴承故障诊断与状态评估中常用的数据描述方法的基本原理，各方法中得到的决策值
[image: image585.wmf]()

f

x

实际上就是多维特征融合得到的一维评价指标，根据
[image: image586.wmf]()
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的大小可以对样本进行分类。进一步，若想对融合模型的泛化性能进行评估，则需要引入性能度量判据。为此，本节将介绍在一类分类器中广泛使用的性能度量方法。
4.4.1 分类结果混淆矩阵

分类问题中最常见的度量方法是采用分类错误率，错误率定义为分类错误的样本数占样本总数的比例。错误率能大体反映出分类结果的好坏，但在很多情况下仅采用该指标对分类器进行评价并不严谨，尤其在样本不平衡的情况下。在对含两类标签（正例和反例）的数据集进行分类时，分类器可能产生两类错误：第一类错误是分类器将正例误判为反例，第二类错误是分类器将反例误判为正例；错误率模糊地将两类错误统一考虑，会带来一系列“错觉”。例如，现有含95个正例和5个反例的数据集，某分类器将100个样本全归为正例，5个反例没有一个被识别出来的，这样的分类器是不理想的，但其错误率仅为5%。为了避免类似问题的发生，有必要引入分类混淆矩阵。
进行数据描述时，可将样本根据其真实标签与模型预测标签的组合划分为真正例、假正例、真反例、假反例4种情况，令
[image: image587.wmf]TPFPFNTN
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分别表示对应的样本数，分类混淆矩阵的表示如表4.4所示。显然，
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。通过混淆矩阵能很直观地对分类器中的2类错误进行观测，以更客观地评价分类器的好坏。
表4.4  分类混淆矩阵
	真实情况
	预测情况

	
	正常
	异常

	正常
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	异常
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4.4.2 ROC曲线与模型评价指标
样本特征向量通过数据描述模型后将得到一个决策值
[image: image593.wmf]()
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，通常需要设定一个阈值
[image: image594.wmf]T

用于分类，若
[image: image595.wmf]()
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则认为该样本是正类，反之，认为该样本是反类。显然，阈值
[image: image596.wmf]T

的取值会直接影响分类器的错误率。若想避开阈值的选择带来的困扰，全面地评价一个数据描述模型泛化性能的好坏，可通过ROC(Receiver operating characteristic)曲线进行分析。
为得到ROC曲线，需要计算真正例率
[image: image597.wmf]TP
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和假正例率
[image: image598.wmf]FP
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[image: image600.wmf]TP

R

和
[image: image601.wmf]FP

R

会随着分类阈值
[image: image602.wmf]T

的改变而变化（范围为0-1），而ROC曲线则可看作由阈值变化而得到的
[image: image603.wmf]FPTP
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曲线，ROC曲线的横坐标和纵坐标分别与前文所提及的2类分类错误相关联。显然，我们希望ROC曲线上的点在
[image: image604.wmf]FP
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较小的时候，
[image: image605.wmf]TP

R

尽可能大。图4.2展示了一个ROC曲线的示例，其中模型B的ROC曲线基本完全“包裹”模型A的ROC曲线，这意味着模型B具有更优的泛化能力。

[image: image606]
图4.2  ROC曲线示意图

然而，ROC曲线可能出现交叉现象，这种情况下便无法根据某模型的ROC曲线是否被另一模型的ROC曲线“包裹”来判断模型间泛化性能的优劣。一个较为合理的定量判据是ROC曲线下的面积AUC(Area under ROC curve)的大小，记为
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。设测试集中有
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分别表示正、反例的集合，则排序误差
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其中，
[image: image614.wmf](
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是指示函数，若
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为真则取值为1，反之为0。根据AUC的定义有：



[image: image616.wmf]AUCrank

1

SE

=-


(4‑18)
因此，我们希望
[image: image617.wmf]AUC

S

越大越好。

实际应用中，阈值的选择应保证假正例率
[image: image618.wmf]FP
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较小。因此，在
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取值较小的区间计算对应的AUC更具实际意义。本文将计算
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对应的ROC曲线下的面积，记为
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，进一步，定义一个定量的泛化性能评价指标
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其中， 
[image: image624.wmf]a

为归一化因子，本文取
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，于是
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。显然，
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越大意味着算法性能越好，模型中只要存在某一阈值能将2类样本100%正确分类时，此模型对应的
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4.5 超球化距离判别分析

航空发动机滚动轴承的评估模型是被期望嵌于航空发动机的控制系统中，发动机控制系统需要谨慎地优化分配计算资源来保证重要任务(如发动机控制等)的安全性，因此，一个简单并有效的滚动轴承评估模型会更具有工程意义[96]。在本文4.3节介绍了滚动轴承状态评估中常用的数据描述方法，相比于支持向量数据描述、自组织神经网络和高斯混合模型，距离判别分析具有运算量小且在模型训练时无需调节参数的优点，因此更适合应用于滚动轴承的在线训练与评估。针对传统距离判别分析识别率较低的问题，本节提出了一种超球化距离判别分析的滚动轴承状态评估方法。

4.5.1 误差分析
距离判别分析假设正常样本位于以正常样本集的均值作为超球心，半径等于阈值
[image: image629.wmf]T

的超球体内。然而由于特征间存在相关性，特征向量的空间分布往往是超椭球状的。图4.3给出了一个二维分布的示例，对椭圆状的数据集采用正圆来描述会造成两类误差：①将正常样本误判为异常，即增大了
[image: image630.wmf]FN

N

；②将异常样本误判为正常，即增大了
[image: image631.wmf]FP

N

；这直接导致了传统距离判别分析算法识别准确率较低的问题。因此，若能改善样本特征向量的空间分布，将超椭球状分布变换为超球状分布，距离判别评估将望达到更为理想的结果。


[image: image632]
图4.3  预测边界与实际边界偏差所引起的两类误差
4.5.2 超球优化算法推导

在滚动轴承在正常运行过程中，对应的特征向量的空间分布近似呈超椭球状（如多维高斯分布），因此，本节将在假设多维特征在空间上呈现超椭球状分布的基础上，对超球优化的特征变换方法进行推导。超球优化的思路如下：1）旋转超椭球，使其各主轴平行于各坐标轴；2）进一步通过尺度变换，使得超椭球状的特征分布在新坐标系中呈超球状分布。
4.5.2.1 坐标系旋转

对超椭球进行旋转亦可看作是对坐标系进行旋转，本质上是对原始特征向量进行线性变换。设训练样本已中心化，即
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，线性变换后的新坐标系为
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因此问题关键转化为寻找合适的投影矩阵
[image: image641.wmf]W

。

椭球主轴方向样本点的分散程度应更大，即主轴方向上的投影点应有的更大的方差。投影点方差为
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，则优化目标为



[image: image644.wmf]TT

T

max tr()

  s.t.  

W

WYYW

WW=I


(4‑21)
使用拉格朗日乘数法可得
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进一步，通过特征值分解即可得到对应的特征向量
[image: image646.wmf]i

w

。

4.5.2.2 坐标尺度变换

超球可以看作是超椭球各主轴等长度的特殊情况。通过坐标系旋转，超椭球主轴已平行于坐标轴，此时通过坐标系的尺度变换则可以改变超椭球主轴的长度，在主轴方向实现对超椭球的“拉伸”或“压缩”。主轴的长度反映为方差的大小，因此，令尺度变换后的各维特征的方差为1，可得到空间分布呈现近似超球状的特征向量
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式(4-23) 中分子部分是平移操作，分母部分是尺度操作，得到的
[image: image654.wmf]i

x

呈超球心近似位于坐标原点的超球状分布。本文将
[image: image655.wmf]ii
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的特征变换过程称为超球优化。
4.5.2.3 仿真分析

为验证超球优化方法的有效性，产生了一组二维高斯分布仿真数据（200个样本），同时给出了相应的高斯描述边界（边界内含97%样本），如图4.4所示。图4.4直观地给出了二维分布在超球变换前后的结果。超球优化后，特征向量的空间分布由超椭球状变换为超球状，这样超球状分布的特征向量与距离判别分析的前提假设相吻合，从而能避免图4.3所示的两类误差。
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	(a) 原始特征的空间分布
	(b) 超球优化后特征的空间分布

	图4.4  超球优化前后特征空间分布的变化


4.5.3 算法整体流程

通过超球优化方法对距离判别分析进行改进，得到的超球化距离判别分析算法的整体流程如图4.5所示，包括训练和测试两个环节。
训练过程中，以滚动轴承正常状态下的样本集作为训练样本，通过计算得到并记录
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ˆ

,,

ms

W

,特征融合模型和描述边界对应的阈值
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；测试过程中，对于未知状态的样本
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，根据由训练过程中得到的
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和距离判别模型计算出融合值
[image: image662.wmf]f

¢

（

）

x

，若融合值
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在阈值
[image: image664.wmf]T

内，则该样本对应为轴承正常状态，反之，则认为轴承出现异常。

[image: image665]
图4.5  超球优化前后特征空间分布的变化
阈值
[image: image666.wmf]T

的制定可以通过设定训练误差得到，也可以采用概率密度估计等方法进行制定，文献[
]详细讨论了阈值制定的几类方法。简单起见，本文中阈值
[image: image667.wmf]T
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其中，
[image: image669.wmf]EI

m

是融合值的均值，
[image: image670.wmf]EI

s

是融合值的标准差。
4.5.4 试验验证
采用基于带机匣转子试验器的滚动轴承人工故障模拟试验数据以验证所提超球化距离判别分析方法的有效性。试验相关内容详见在本文3.4.2节，此处不再赘述。

4.5.4.1 原始特征

以1500rpm机匣上方测点采集的振动加速度信号为例，采用4.2节所述方法提取了12维无量纲特征，散点图如图4.6所示。其中，横坐标是样本序列：1-110是轴承正常样本，111-220是内圈故障样本，221-330是外圈故障样本，331-440是滚珠故障样本；纵坐标是相应的特征值。
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	(a) 歪  度
	(b) 波形因数
	(c) 冲击指数
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	(d) 峰值指标
	(e) 峭  度
	(f) 裕度指标
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	(g) 重心频率
	(h) 均方频率
	(i) 频率方差
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	(j) 内圈包络谱特征量
	(k) 外圈包络谱特征量
	(l) 滚珠包络谱特征量

	图4.6  滚动轴承在不同状态下各特征散点图


从图4.6中可以看出，不同特征对不同故障的灵敏度不一样，总体上各特征对内圈故障的灵敏度普遍较高，对外圈故障、滚珠故障的灵敏度较低。其中，重心频率和均方频率能非常好地区分轴承正常状态和内圈故障；对于外圈故障，除了频率方差和外圈时频域特征量外，其余特征的特征值均与正常状态下相近；对于滚珠故障而言，重心频率、均方频率和滚珠时频域特征有一定区分能力。综合地看，没有一个原始特征能同时较好地区分三类故障。重心频率的表现得最为理想，但仅凭重心频率仍难以分辨轴承正常状态与外圈故障。
4.5.4.2 特征融合结果

为了得到一个对轴承各类故障均敏感的评价指标(evaluating indicator, EI) 以更容易地实现滚动轴承的故障检测与状态评估，需要充分利用多维特征中的有效信息进行特征融合。
对1500rpm机匣上方测点信号、1500rpm机匣水平测点信号、1800rpm机匣上方测点信号，分别采用支持向量数据描述、自组织神经网络、距离判别分析和超球化距离判别分析进行特征融合，并按式（4-25）计算出相应的阈值
[image: image683.wmf]T

，得到的散点图和对应的混淆矩阵分布如图4.7-图4.9所示，散点图中横坐标是样本序列：No.1- No.110是轴承正常样本，No.111- No.220是内圈故障样本，No.221- No.330是外圈故障样本，No.331- No.440是滚珠故障样本；纵坐标是特征融合得到的评价指标EI。

支持向量数据描述采用台湾大学林智仁(Lin Chih-Jen)教授等开发的LibSVM-3.18-SVDD工具箱实现[
]，自组织神经网络的训练过程基于MATLAB-SOM工具箱实现[
]。模型在训练和测试的过程中：随机选择一半正常样本作为训练集（即图中No.1-No.55），不同的特征融合方法均采用相同的训练集进行训练，SVDD和SOM中相应参数的设定在训练时通过交叉验证确定；另一半的正常样本和内圈故障、外圈故障、滚珠故障样本作为测试集（即图中No.56-No.440）。
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	(a) 支持向量数据描述结果

	
[image: image686]
	 SHAPE  \* MERGEFORMAT 




	(b) 自组织神经网络结果
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	(c) 距离判别分析结果
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	(d) 超球化距离判别分析结果

	图4.7  1500rpm机匣上方测点的融合结果和混淆矩阵
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	(a) 支持向量数据描述结果
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	(b) 自组织神经网络结果
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	(c) 距离判别分析结果
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	(d) 超球化距离判别分析结果

	图4.8  1500rpm机匣水平测点的融合结果和混淆矩阵
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	(a) 支持向量数据描述结果
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	(b) 自组织神经网络结果
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	(c) 距离判别分析结果
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	(d) 超球化距离判别分析结果

	图4.9  1800rpm机匣垂直测点的融合结果和混淆矩阵


由于传递路径影响，机匣处采集的振动信号中轴承故障特征十分微弱，这对滚动轴承的故障诊断带来了挑战。对于1500rmp上方测点的数据（见图4.7），内圈故障最易识别，外圈故障次之，滚珠故障最难区分。SVDD、SOM和传统距离判别分析方法对外圈故障和滚珠故障的辨识能力很差，相比之下，采用所提的超球化距离判别分析方法能很好地将轴承各类故障与正常状态区分开来。对于1500rpm水平测点的数据（见图4.8），外圈故障最易识别，内圈故障核滚珠故障难以区分。SVDD、SOM和传统距离判别分析方法对内圈故障和滚珠故障的辨识能力很差，而采用所提的超球化距离判别分析方法能很好地将轴承各类故障与正常状态区分开来。对于1800rpm上方测点的数据（见图4.9），SVDD、SOM和传统距离判别分析方法对内圈故障、外圈故障的识别效果较好，但对滚珠故障识别较差，相比之下，所提的超球化距离判别分析方法对各类故障均能较好地识别。

因此，所提的超球化距离判别分析方法在不同转速、不同测点下均能有效地检测出滚动轴承的各类故障（内圈故障、外圈故障和滚珠故障）。
4.5.4.3 讨论

超球化距离判别分析在试验数据上表现出优异的性能得益于超球优化的过程。这可解释为通过超球优化降低了特征空间分布的复杂度。特征分布的复杂度尚无明确的数学定义，但可以根据描述该分布的方程所需参数的多少来衡量。若一个二维分布的数据边界是椭圆状的，则该分布的边界应以椭圆方程描述最为贴切，一般椭圆方程可写为
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，由6个参数确定；如果一个二维分布的数据是正圆状的，那么简单地用圆的方程就可以描述，一般圆的方程
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则只需3个参数就能确定。显然，确定3个参数要比确定6个参数更容易。特征空间分布的复杂度的降低将使得数据描述任务的难度也降低，因此，若将超球优化方法应用于其他数据描述方法中应能获得更好的结果。
为此，以1500rpm机匣上方测点采集的数据为例，将超球优化方法应用于SVDD、SOM和GMM上。如4.5.4.1节所述，1500rpm机匣上方测点的样本集中滚珠故障最难识别，因此，着重讨论各方法在滚动轴承正常状态-滚珠故障下的泛化能力，得到的ROC曲线如图4.10所示，表4.5进一步展示了不同转速和测点下的模型泛化性能评价指标
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I

。各方法均采用同一组随机选择的一半正常样本进行训练，相关参数通过3折交叉验证确定，测试样本集为所有正常样本与滚珠故障样本。
从图4.10和表4.5  不同转速测点下滚珠故障的性能评价指标IG

 REF _Ref500494235 \h 
表4.5可以看出，在原始特征空间中SVDD、SOM和GMM方法均表现得不理想，但经过超球优化后，各方法性能有很大提升，且效果相当。因此，可以认为超球优化是一种有效的数据预处理方法，采用所提超球优化方法能有效地降低数据描述任务的难度，并提高模型的泛化能力。相比之下，超球化距离判别分析具有无需调节参数、训练过程运算量小的优点，更适合用于航空发动机滚动轴承的在线监测与状态评估。
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	(a) 超球SVDD与SVDD的结果
	(b) 超球SOM与SOM的结果

	
[image: image713]

	(c) 超球GMM与GMM的结果

	图4.10  不同方法的ROC曲线对比(正常样本-滚珠故障)


表4.5  不同转速测点下滚珠故障的性能评价指标IG
	组别
	方法
	泛化性能指标IG

	
	
	1500rpm
垂直测点
	1500rpm
水平测点
	1800rpm
垂直测点

	1
	SVDD
	51.8%
	64.5%
	76.3%

	
	超球SVDD
	86.4%
	98.0%
	98.2%

	2
	SOM
	17.6%
	65.8%
	57.8%

	
	超球SOM
	86.9%
	99.7%
	98.3%

	3
	GMM
	19.7%
	73.3%
	77.6%

	
	超球GMM
	89.7%
	99.0%
	97.1%


4.6 基于超球化距离判别的滚动轴承状态评估

滚动轴承的故障检测需要关注两个方面：1）故障检测方法应能在轴承故障信号微弱的情况下实现故障检测，即“微弱性”故障检测；2）故障检测方法应能在轴承出现早期故障后尽早地反映出轴承的劣化情况，即“早期性”故障检测。

上一节提出了一种超球化距离判别分析的滚动轴承故障检测方法，并在轴承试验中针对机匣信号验证了所提方法在不同轴承故障、不同转速、不同测点下均能达到理想的效果，表明了超球化距离判别的“微弱性”故障检测能力。本节将把超球化距离判别应用于滚动轴承的状态评估，进行了2组滚动轴承全寿命试验：①滚动轴承疲劳试验，②航空轴承失效加速试验。状态评估中重点关注超球化距离判别能否更早地发现滚动轴承故障征兆，即“早期性”故障检测。
4.6.1 滚动轴承疲劳试验

4.6.1.1 试验平台

疲劳加速试验机改装自杭州轴承试验中心研制的ABLT-1A型试验器，如图4.11所示，该试验机可自主选择油/脂润滑方式进行疲劳试验、可向试验轴承提供径向/轴向液压加载。试验头置于试验头座中，试验轴承安装在试验头里。试验头中同时安装4个试验轴承，载荷通过传力圆盘加载到试验头上，进而传递到轴承外圈，如图4.12所示。
4.6.1.2 试验过程与试验结果

试验对象的基本尺寸参数如表4.6所示。试验过程中，实时采集滚动轴承的振动加速度信号，传感器测点如图4.12所示，采样频率为32kHZ，每隔6min存储一个样本，每个样本数据长度为65536。疲劳加速试验启动时，首先控制滚动轴承转速为5000rpm，径向载荷4kN；平稳运行运转两小时后，将转速提升至8000rpm，径向载荷升至8kN；两小时后，再将转速升至12000rpm，径向载荷升至10kN。试验机正常运行中，径向载荷固定为10kN（即每套轴承承受5kN径向载荷），转速固定为12000rpm，试验轴承采用油润滑方式进行润滑。经过291小时的连续运转，监测的振动有效值超过设定阈值，设备自动停机。最终，得到了内滚道有初始剥落的故障轴承，其实物图如图4.13所示。
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	图4.11  ABLT-1A轴承强化试验机
	图4.12  ABLT-1A试验机加载示意图

	表4.6  自然剥落故障轴承的基本尺寸参数
	
[image: image716]

	型号
节径/mm
厚度/mm
滚珠直径/mm
滚珠数
6206
46
16
9.7
9

	

	
	图4.13  内滚道存在自然剥落故障的轴承


取试验轴承最终失效前30小时（1800min）的数据进行分析。如图4.13所示，试验轴承最终发生的是内圈单点故障，因此特采用本文第三章所提协同诊断方法得到包络谱并提取内圈特征量，并将内圈特征量与传统振动监测指标：峭度和有效值（采用重力加速度g无量纲化）进行了比较，同时根据式(4-25)制定了阈值，如图4.14所示。
现假定根据以下准则判定是否对轴承故障发出警报：若某时刻后连续3个样本对应的特征值超出阈值，则认为该时刻轴承出现故障。在t=1260min时，内圈特征量表现出了明显的突变，发出警报；此时，有效值虽有上升趋势，但其上升缓慢，直至t=1356min时刻发出警报；峭度相对而言效果最差，直至t=1620min才发出警报。由此可见，采用所提协同诊断方法得到的内全特征量相比于有效值与峭度对轴承早期故障更加敏感。
进一步，按4.2节所述方法提取了12维无量纲特征量，同时计算了有效值和峰值，对这14维特征采用超球化判别分析进行特征融合，得到了滚动轴承的劣化指标EI，如图4.15所示。EI的整体趋势与有效值相近，但相比之下，劣化值在t=300 min时便发出警报。因此，可以认为采用超球化距离判别分析得到的劣化指标能更及时地发现轴承早期故障。

[image: image717]
(a) 有效值


[image: image718]
(b) 峭度


[image: image719]
(c) 内圈特征量
图4.14  轴承失效前30小时的各特征值

[image: image720]
图4.15  基于超球化判别得到的劣化指标
4.6.2 航空轴承失效加速试验

4.6.2.1 试验平台

本试验依托航空轴承失效监控试验系统进行，航空轴承失效监控试验系统由洛阳轴承研究所有限公司设计研发，系统主要由计算机监控系统、试验主体、动力及传动系统、设备和试验轴承润滑系统、试验轴承液压加载系统等组成，其实物图如图4.16所示。
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	(a)液压系统、润滑系统与试验主体
	(b)计算机监控系统


图4.16  航空轴承失效监控试验系统

试验主体结构剖面图如图4.17所示，由床身、底座、电主轴、设备轴承、试验轴承等组成。试验轴承安装在图4.17所示的矩形框处，其外圈固定内圈旋转。电主轴与试验轴系采用柔性连接，试验转速设定为12000rpm；液压加载系统为试验轴承提供径向和轴向加载，径向载荷设定为3kN，轴向载荷设定为4kN。试验中具体的转速、径向/轴向载荷、试验轴承与设备轴承的温度、试验轴承处滑油流量/油压、设备轴承处滑油流量/油压等参数指标均由工况机实时监测控制。具体地，试验中各传感器布置如图4.18所示，其中，试验轴承的振动加速度信号由北京测振仪器厂生产的YD-3振动加速度传感器和DHF-7变送器得到，采集卡型号为NI USB9234。试验中实时采集振动加速度信号，采样频率设置为10.24kHZ，每间隔8s储存一个样本，每个样本数据长度为8192。

[image: image723]
图4.17  试验主体结构剖面

（a）
[image: image724]
（b）
[image: image725]
（c）
[image: image726]
图4.18  传感器测点布置

4.6.2.2 试验方案

依托试验平台，对某型航空发动机附件齿轮箱的35-206P1滚动轴承进行了2组轴承失效加速试验，采样的2组试验轴承如图4.19所示。试验过程中将采用切断试验轴承供油的方法加速轴承退化，具体试验步骤如下：
Step1：在试验轴承润滑开启的情况下，设定转速为12000rpm，径向载荷为3kN，轴向载荷为4kN，令试验轴承运行1个小时。一方面，用于保证试验轴承在进行失效加速前润滑充分，润滑状态相近；另一方面，以该阶段的样本作为轴承的正常样本，用评估模型的训练与阈值的制定。
Step2：在不改变试验转速与试验加载的情况下，切断对试验轴承的润滑供给以加速轴承失效。期间，试验轴承滚珠与内外滚道间润滑情况逐渐变差，使得摩擦力增大、试验轴承温度升高。对电主轴而言，其扭矩将会增大，并导致电主轴电流增大。最终，电主轴电流过大触发试验器保护，使得试验器停止运行。
Step3：重新启动试验器，在试验轴承润滑开启的情况下，设定转速为12000rpm，径向载荷为3kN，轴向载荷为4kN，令试验试验轴承持续工作，直至试验轴承失效后（各项监测指标明显超标）停止试验。

[image: image727.jpg]



图4.19  用于试验的2组35-206P1轴承
第1组试验是预试验，只进行Step1和Step2，目的是为验证在Step1和Step2后，试验轴承是否出现了早期的损伤；第2组试验是正式试验，进行上述所有步骤，目的是在轴承由于润滑不良产生了一定损伤后，模拟轴承后续的失效过程。

4.6.2.3 试验结果

（1）预试验
在进行Step1和Step2后，对试验轴承进行拆卸和分解，如图4.20所示。肉眼宏观观察可见内外滚道出现磨损环，滚珠也有一定磨损痕迹。
进一步，采用蔡司公司SUPRA550型扫描电子显微镜对试验轴承在不同尺度下进行放大观察，试验轴承外滚道表面的放大形貌如图4.21所示，试验轴承内滚道表面的放大形貌如图4.22所示，试验轴承滚珠表面的放大形貌如图4.23所示。其中，内滚道表面个别区域存在直径约20微米的金属粘着，滚珠表面出现凹坑。
因此，可以认为试验轴承在经过Step1和Step2之后出现了粘着磨损故障，通过Step2失效加速后能产生一定的初始损伤。
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（a）外圈表面                       （b）内圈表面
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（c）滚珠表面
图4.20  第1组试验轴承外观
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（a）外圈表面（200微米）              （b）外圈表面（20微米）  
图4.21  第1组试验轴承外圈滚道形貌
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（a）内圈表面（200微米）            （b）内圈表面（20微米）
图4.22  第1组试验轴承内圈滚道形貌
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（a）滚珠表面（200微米）               （b）滚珠表面（20微米）
图4.23  第1组试验轴承滚珠表面形貌
（2）正式试验
正式试验中完整地按Step1-Step3进行试验。在Step3后，拆卸并分解试验轴承，如图4.24所示。直接观察可见轴承外圈表面出现磨损环，内圈表面多处区域出现了大面积剥落，多个滚珠表面均出现了剥落。
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（a）外圈表面                     （b）内圈表面
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（c）滚珠表面
图4.24  第2组试验轴承外观
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（a）外圈表面（200微米）             （b）外圈表面（20微米）
图4.25  试验轴承外圈滚道形貌
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（a）内圈表面1                     （b）内圈表面2
图4.26  试验轴承内圈滚道形貌
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（a）滚珠表面（1000微米）            （b）滚珠表面（20微米）
图4.27  试验轴承滚珠表面形貌
进一步，采用蔡司公司SUPRA550型扫描电子显微镜对试验轴承在不同尺度下进行放大观察，试验轴承外滚道表面、内滚道表面和滚珠表面的扫描图像分别如图4.25、图4.26和图4.27所示。其中，外圈表面存在磨损但无剥落；内圈表面发生了严重剥落，由于轴向载荷作用，剥落区域并非在滚道中央；滚珠表面也出现了剥落。综上，正式试验中试验轴承在具有一定的粘着磨损故障后（Step2后），在Step3过程内进一步发生了滚动疲劳剥落。
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	(a) Step1中的有效值
	(b) Step3中的有效值

	
[image: image748]
	
[image: image749]

	(c) Step1中的劣化指标
	(d) Step3中的劣化指标

	图4.28  第2组试验中的有效值与劣化指标
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	(a) 有效值
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	(b) 劣化指标

	图4.29  放大后的有效值与劣化指标
对正式试验中采集的样本按4.2节所述方法计算12维特征量，并同时计算有效值、峰值。以这14维特征采用超球化判别分析方法进行特征融合得到劣化指标EI，并计算每个样本的有效值RMS。其中，在Step1中采集的50%轴承正常样本用于训练与计算阈值T，Step1和Step3中采集的所有样本均用于测试。计算的劣化指标与有效值（以重力加速度g无量纲化）如图4.28所示。为便于观察，进一步将Step3中t =0-2000s放大，绘于图4.29。

图4.28(a)和(c)中，正常样本均在阈值T内，说明模型未出现过拟合情况。在图4.29(a)中，干磨后（Step3）第360s有效值首次超过阈值T，在1600s后，融合值均大于阈值T；在图4.29(b)中，干磨后（Step3）第8s，即第一个样本，劣化指标便已超过阈值T，在1248s后，劣化指标均大于阈值T。第1组轴承表明了试验轴承在Step2后已经具有微弱初始损伤，而劣化指标能比有效值提前约6分钟进行预警，因此，采用所提超球化距离判别得到的劣化指标对轴承早期故障更加敏感。


4.7 小结

本章首先介绍了特征融合的储备知识，包括多维特征提取方法、典型数据描述方法原理和性能度量方法。在对距离判别分析进行误差分析的基础上，提出了一种特征向量空间分布超球优化的方法，并提出了一种超球化距离判别分析的数据描述方法。对滚动轴承单点故障模拟试验数据的分析表明，超球化距离判别分析相比于传统距离判别分析、支持向量数据描述、自组织神经网络方法具有更高的诊断精度。进一步分析表明，超球优化过程能通过改善空间分布简化数据描述任务的难度，将超球优化与数据描述模型相结合得到的超球SVDD、超球SOM和超球GMM比相应的传统模型具有更高的泛化性能，但相比之下，超球化距离判别具有在在训练中无需调节参数、运算量小的优点。
最后，将超球化判别分析应用于滚动轴承的状态评估，进行了2项试验：1）滚动轴承疲劳试验，2）航空轴承失效加速试验。在滚动轴承疲劳试验中，试验轴承由疲劳剥落导致最终失效，试验时间较长，拆卸观察发现试验轴承内圈出现凹坑；在航空轴承失效加速试验中，采用切断滑油供给方式加速轴承失效，试验时间较短，拆卸分离后发现试验轴承多个滚珠和内滚道多处均有不同程度的剥落。虽然2项试验的试验时间、轴承失效机理和轴承故障类型不尽相同，但采用超球化距离判别得到的劣化指标均能比有效值更早地预警轴承故障。

5 第五章 总结与展望

5.1 全文工作总结

航空发动机滚动轴承一旦发生故障，便有可能导致灾难性的飞行事故。因此，实时监测滚动轴承运行状态，及早地发现滚动轴承早期故障征兆对于保障航空发动机正常运行和飞行安全具有重要意义。为此，本文对复杂工况下的滚动轴承微弱故障检测与状态智能评估方法进行了研究，主要研究内容及结论如下：
（1）根据滚动轴承表面损伤故障信号的特点，进行了滚动轴承外圈故障信号、内圈故障信号和滚珠故障信号的仿真建模。内圈故障信号的幅值会受到转速频率的调制，滚珠故障信号的幅值会受到保持架旋转频率（即滚珠公转频率）的调制。由于滚珠每旋转一圈缺陷点都会与轴承内外滚道各接触一次，滚珠自转频率的2倍频对应的谱峰更为突出，因此，在对滚珠故障信号进行故障诊断时，常常更关注滚珠自转频率的2倍频。通过引入噪声后，各仿真信号的时域波形、频谱和包络谱都受到了不同程度的干扰，其中时域中的冲击成分几乎完全被噪声淹没，频谱尽管存在共振峰，但低频处难以辨识相应的故障特征频率，相对而言白噪声对包络谱的影响程度最小。因此，在含噪声影响的情况下，包络分析技术更适合应用于滚动轴承的故障诊断。

（2）研究了针对滚动轴承微弱故障信号的故障诊断技术，提出了一种滚动轴承微弱故障的多方法协同诊断方法。基于滚动轴承故障仿真信号，对最小熵解卷积、小波分解和自相关分析3种算法的效果进行了分析，分析结果表明：最小熵解卷积能通过逆滤波消除传递路径的影响，凸显出信号中的冲击成分，进而提升信噪比，但最小熵解卷积也可能凸显噪声中的冲击成分；小波变换具有带通滤波的功能，能通过频带的选择的角度实现信号的降噪，但对所选频带内的噪声亦被保留；而自相关分析能有效地通过抑制非周期性成分以进一步提升信噪比，但要求分析信号中须有一定强度的周期性成分。因此，将最小熵解卷积、小波分解、自相关分析与包络分析技术相结合，提出了一种多方法协同的滚动轴承故障诊断方法，多组试验表明协同诊断法能更有效地消除信号传递路径与复杂背景噪声的影响。进一步，通过等角度重采样将协同诊断法推广应用于变转速下的滚动轴承故障诊断，并通过仿真和试验验证了所提方法的有效性。

（3）在对距离判别分析进行误差分析的基础上，提出了一种特征向量空间分布超球优化的方法，并提出了一种超球化距离判别分析的数据描述方法。对滚动轴承单点故障模拟试验数据的分析表明，超球化距离判别分析相比于传统距离判别分析、支持向量数据描述、自组织神经网络方法具有更高的诊断精度。进一步分析表明，超球优化过程能通过改善空间分布简化数据描述任务的难度，将超球优化与数据描述模型相结合得到的超球SVDD、超球SOM和超球GMM比相应的传统模型具有更高的泛化性能，但相比之下，超球化距离判别具有在在训练中无需调节参数、运算量小的优点。
（4）将超球化判别分析应用于滚动轴承的状态评估，进行了2项试验：①滚动轴承疲劳试验，②航空轴承失效加速试验。在滚动轴承疲劳试验中，试验轴承由疲劳剥落导致最终失效，试验时间较长，拆卸观察发现试验轴承内圈出现凹坑；在航空轴承失效加速试验中，采用切断滑油供给方式加速轴承失效，试验时间较短，拆卸分离后发现试验轴承多个滚珠和内滚道多处均有不同程度的剥落。虽然这2项试验的试验时间、轴承失效机理和轴承故障类型不尽相同，但采用超球化距离判别得到的劣化指标均能比有效值更早地预警轴承故障。
5.2 未来工作展望

本文在滚动轴承的故障诊断与状态评估领域进行了一定的研究，但仍有不少问题有待进一步的工作研究中加以解决，例如：

（1）滚动轴承共振频带的好坏提取直接影响着故障诊断的效果，在本文提出的多方法协同式故障诊断中，采用小波分解提取滚动轴承的共振频带。在小波分解后，如何自适应地选择合适的细节信号和近似信号的组合以实现共振频带的自动提取有待进一步研究。
（2）本文提出了一种超球化距离判别的滚动轴承状态评估方法，采用超球化距离判别得到的劣化指标能表征出轴承劣化状态并能更早地预警出轴承故障。进一步地，如何消除工况影响，使得到的劣化指标只与轴承损伤程度相关而不受转速、载荷等影响，这需要在下一步的研究工作中解决。
（3）试验方面，本文采用的试验对象均为6206型深沟球轴承，所提方法在其他类型轴承上是否能有效应用需要进一步验证，如采用双转子试验器进行航空发动机中介轴承故障试验、中介轴承疲劳加速试验等。
（4）航空发动机滚动轴承的监测手段丰富，本文仅讨论了基于振动监测的滚动轴承故障检测与状态评估。未来的工作中，将进一步考虑将多种监测手段相结合，即进行信息融合，对滚动轴承的状态评估与寿命预测开展研究。
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幅值/g





频率/Hz





幅值/g





幅值/g





频率/Hz





时间/s





时间/s





加速度/g





t3=8s





t4=1248s





EI





t/s





t2=1600s





RMS





t1=360s





t/s





T





EI





t/s





T





训练





t/s





EI





T





RMS





t/s





训练





T





RMS





t/s





轴向加载传感器





径向加载传感器





电主轴转速传感器





轴向加载





径向


加载





试验回油温度





试验供油压力





试验供油温度





设备供油压力





设备供油温度





设备轴承温


度传感器





试验轴承温度传感器





电主轴温度传感器





设备轴承温度传感器





试验轴承振动传感器





设备轴承振动传感器





轴向加载





试验轴系





径向加载2 





电主轴





底座





床身 





上盖 





径向加载1 





计算机监控系统





液压加载系统





试验轴承





主轴电机





试验润滑系统





设备润滑系统





FFT





阈值T =5.280





EI





时间/min
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t =300 min





阈值T=1.589





阈值T=4.363 min





FFT





FFT





放大





RFP





RTP





RFP





RTP





RFP











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
109 TP�
1 FP�
�
�
内圈故障�
1 FG�
109 TN�
�
�
外圈故障�
0 FG�
110 TN�
�
�
滚珠故障�
3 FG�
107 TN�
�






T =5.951











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
107 TP�
3 FP�
�
�
内圈故障�
3 FG�
107 TN�
�
�
外圈故障�
4 FG�
106 TN�
�
�
滚珠故障�
22 FG�
88 TN�
�






T =0.012











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
108 TP�
2 FP�
�
�
内圈故障�
2 FG�
108 TN�
�
�
外圈故障�
3 FG�
107 TN�
�
�
滚珠故障�
23 FG�
87 TN�
�






T =0.512











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
108 TP�
2 FP�
�
�
内圈故障�
1 FG�
109 TN�
�
�
外圈故障�
2 FG�
108 TN�
�
�
滚珠故障�
21 FG�
89 TN�
�






T =1.068











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
109 TP�
1 FP�
�
�
内圈故障�
1 FG�
109 TN�
�
�
外圈故障�
0 FG�
110 TN�
�
�
滚珠故障�
1 FG�
109 TN�
�






T =6.156











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
109 TP�
1 FP�
�
�
内圈故障�
83 FG�
27 TN�
�
�
外圈故障�
18 FG�
92 TN�
�
�
滚珠故障�
52 FG�
58 TN�
�






RTP











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
108 TP�
2 FP�
�
�
内圈故障�
78 FG�
32 TN�
�
�
外圈故障�
2 FG�
108 TN�
�
�
滚珠故障�
40 FG�
70 TN�
�






T =0.441











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
108 TP�
2 FP�
�
�
内圈故障�
79 FG�
31 TN�
�
�
外圈故障�
9 FG�
101 TN�
�
�
滚珠故障�
50 FG�
60 TN�
�






T =0.009











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
109 TP�
1 FP�
�
�
内圈故障�
7 FG�
103 TN�
�
�
外圈故障�
81 FG�
29 TN�
�
�
滚珠故障�
63 FG�
47 TN�
�






T =0.928





T =0.393











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
108 TP�
2 FP�
�
�
内圈故障�
0 FG�
110 TN�
�
�
外圈故障�
0 FG�
110 TN�
�
�
滚珠故障�
3 FG�
107 TN�
�






T =5.889











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
109 TP�
1 FP�
�
�
内圈故障�
3 FG�
107 TN�
�
�
外圈故障�
22 FG�
88 TN�
�
�
滚珠故障�
43 FG�
67 TN�
�






T =0.980











混淆矩阵





�
�
预测类别�
�
�
�
正常�
异常�
�
实际类别�
正常状态�
109 TP�
1 FP�
�
�
内圈故障�
7 FG�
103 TN�
�
�
外圈故障�
27 FG�
83 TN�
�
�
滚珠故障�
53 FG�
57 TN�
�






T =0.115





根据� EMBED Equation.DSMT4  ���和� EMBED Equation.DSMT4  ���,


计算得到� EMBED Equation.DSMT4  ���





通过特征提取得到特征向量� EMBED Equation.DSMT4  ���





未知状态数据





根据投影矩阵� EMBED Equation.DSMT4  ���,


计算得到� EMBED Equation.DSMT4  ���





未知样本测试





根据式(4-24)确定� EMBED Equation.DSMT4  ���和� EMBED Equation.DSMT4  ���,并得到� EMBED Equation.DSMT4  ���





通过特征提取得到特征向量集� EMBED Equation.DSMT4  ���





正常状态数据





根据式(4-21)确定投影矩阵� EMBED Equation.DSMT4  ���,并得到� EMBED Equation.DSMT4  ���





模型训练
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幅值/g








阶次








幅值/g








阶次








幅值/g








频率f /HZ








转速/rpm





时间t/s





等角度间隔振动信号





Hilbert包络检波





t/s





快速傅利叶变换





最小熵解卷积





小波分解重构





自相关分析





等角度重采样





原始振动加速度信号





3





5





6





4





2





1





涡轮机匣水平方向加速度测点





涡轮机匣上方加速度测点





频率/Hz





加速度/g





频率/Hz





加速度/g





时间/s





加速度/g





时间/s





加速度/g





时间/s





加速度/g





时间/s





加速度/g





时间/s





加速度/g





时间/s





加速度/g





阈值T=1.683
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