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摘  要
滚动轴承作为航空发动机中的一种重要支承部件，其工作状态对航空发动机的安全性和可靠性有着重要影响。为保证航空发动机滚动轴承的正常工作，传统上一般对其采用定时维修的方式。然而，由于滚动轴承的寿命具有很大的离散性，使得这种维修方式容易造成“失修”或“过度维修”，因此，有必要改传统的定时维修为视情维修。而要实现航空发动机滚动轴承的视情维修，必须要有完善的状态监测与故障诊断技术作为支撑。为此，本文以现代信号处理方法和核方法作为技术手段，从基于机匣测点信号诊断的灵敏性、故障检测、融合诊断三个方面，对航空发动机滚动轴承的状态监测与故障诊断技术进行了研究。主要研究工作如下：
(1) 提出了一种基于正则化核判别分析的滚动轴承故障智能诊断方法。该方法首先利用小波包变换提取滚动轴承振动信号的包络谱特征和能量特征作为滚动轴承故障特征，然后利用正则化核判别分析将提取的滚动轴承故障特征投影到一个低维子空间，使得不同状态的滚动轴承样本具有最佳的判别性，最后采用最近邻方法在该子空间内进行滚动轴承状态识别。实验表明该方法可获得与基于支持向量机的方法类似的诊断正确率，可作为一种较好的滚动轴承故障智能诊断方法。
(2) 分析了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性。利用两个带机匣的航空发动机转子试验器分别进行了冲击响应试验和滚动轴承故障模拟试验，详细比较分析了滚动轴承处冲击激励引起的轴承座测点响应和机匣测点响应的差别以及轴承座测点信号和机匣测点信号的时域波形、频谱和小波包络谱。结果表明，滚动轴承和机匣的连接刚度对于机匣测点信号中的冲击特征有很大影响，当两者之间的连接刚度较小时，机匣测点信号中的滚动轴承故障冲击会产生很大衰减，然而，利用小波包络分析方法，依然可以诊断出相应的滚动轴承故障。该研究结果为实际中基于机匣测点信号进行航空发动机滚动轴承故障诊断提供了试验依据。
(3) 提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。当利用机器学习方法进行航空发动机滚动轴承故障检测时，训练样本会出现仅有正常样本、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况。以往研究仅关注了第一种和第三种情况，并且是采用不同的方法来解决这两种情况下的故障检测问题。针对这一问题，本文提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。该方法为解决不同训练样本情况下的故障检测问题提供了一种统一的方法。
(4) 提出了两种基于多核支持向量机的航空发动机滚动轴承故障融合诊断方法。基于机匣测点信号进行航空发动机滚动轴承故障诊断时，由于机匣测点信号中的滚动轴承故障特征比较微弱，如果仅采用单一类型特征或单一传感器数据进行诊断，通常难以取得较高的诊断正确率。针对这一问题，本文分别提出了一种基于多核支持向量机的多特征融合诊断方法和一种基于多核支持向量机的多传感器数据融合诊断方法。实验表明，与采用单一类型特征或单一传感器数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高诊断的正确率，同时可以避免核矩阵需要人工选择的问题，从而进一步提高了故障诊断的自动化水平。
(5) 提出了两种基于正则化多核判别分析的航空发动机滚动轴承故障融合诊断方法。鉴于正则化核判别分析与支持向量机具有类似的分类性能，本文进一步研究了正则化多核判别分析在航空发动机滚动轴承故障融合诊断中的应用。首先，为利用多种类型的特征来提高诊断的正确率，本文提出了一种基于正则化多核判别分析的多特征融合诊断方法。其次，为利用多个传感器的数据来提高诊断的正确率，本文提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法。实验表明，与采用单一类型特征或单一传感器数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高诊断的正确率，同时可以避免核矩阵需要人工选择的问题，从而进一步提高了故障诊断的自动化水平。
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ABSTRACT
As an important support component in aero-engine, the operating condition of rolling element bearing has a significant impact on the safety and reliability of aero-engine. Traditionally, time-based maintenance is performed to ensure the normal operation of rolling element bearing in aero-engine. However, owing to the large dispersion of rolling element bearing life, the mode of time-based maintenance is likely to result in disrepair or excessive maintenance. Therefore, it is necessary to replace traditional time-based maintenance by condition-based maintenance. In order to carry out condition-based maintenance for rolling element bearing in aero-engine, perfect condition monitoring and fault diagnosis technology is needed. In this thesis, based on advanced signal processing methods and kernel methods, condition monitoring and fault diagnosis technology for rolling element bearing in aero-engine is studied from three aspects: the sensitivity of fault diagnosis based on the signal measured on the casing, fault detect and fusion fault diagnosis. The main contributions of the thesis are summarized as follows.
(1) An intelligent fault diagnosis approach for rolling element bearing based on regularized kernel discriminant analysis (RKDA) is proposed. In this approach, first, the envelope spectrum features and the energy features are extracted, respectively, from the vibration signals of rolling element bearing by using wavelet packet transform. Then, the two kinds of features are used as the fault features of rolling element bearing. Second, the extracted rolling element bearing fault features are projected onto a low-dimensional subspace by RKDA, in which the rolling element bearing samples of different conditions will have the best discrimination. Finally, rolling element bearing condition recognition is carried out by the nearest neighbor method in the subspace. The experiments show that the fault diagnosis accuracy of the proposed approach is similar to that of the approach based on support vector machines and this approach can be used as a good intelligent fault diagnosis approach for rolling element bearing.
(2) The sensitivity of fault diagnosis of aero-engine rolling element bearing based on the signal measured on the casing is analyzed. The impact response test and the fault simulation test of rolling element bearing are performed, respectively, by using two aero-engine rotor test rig with casing. In the impact response test, the response of the impact from the location of rolling element bearing is first measured both on the bearing housing and casing, and then the differences between them are compared and analyzed in detail. In the fault simulation test of rolling element bearing, the signal of rolling element bearing is first measured both on the bearing housing and casing, and then the time domain waveform, frequency spectrum and wavelet envelope spectrum between them are compared and analyzed in detail. The results show that the joint stiffness between rolling element bearing and casing has great effect on the impact feature in the signal measured on the casing. When the joint stiffness is low, the rolling element bearing fault impact of the signal measured on the casing will be attenuated significantly. By using the wavelet envelope analysis approach, however, the fault of rolling element bearing still can be diagnosed. This research provides an experimental basis for the actual fault diagnosis of aero-engine rolling element bearing based on the signal measured on the casing.
(3) A fault detection approach for aero-engine rolling element bearing based on a small sphere and large margin approach is proposed. When fault detection of aero-engine rolling element bearing is performed via machine learning, there are three cases of training samples, namely, only normal samples, the number of normal samples and fault samples is highly unbalanced, and the number of normal samples and fault samples is balanced. Previous studies only focus on the first and the third cases, and the fault detection approaches for these two cases are also different. Aiming at this problem, a fault detection approach for aero-engine rolling element bearing based on a small sphere and large margin approach is proposed in this thesis. This approach provides a uniform solution to the fault detection under different cases of training samples.

(4) Two fusion fault diagnosis approaches for aero-engine rolling element bearing based on multiple kernel support vector machines are proposed. When fault diagnosis of aero-engine rolling element bearing is performed based on the signal measured on the casing, the fault features of rolling element bearing in the signal measured on the casing are very weak. If only a single type of fault features or data from a single sensor are used for fault diagnosis, the high diagnosis accuracy is usually hard to be obtained. Aiming at this problem, in this thesis, a multi-feature fusion diagnosis approach and a multi-sensor data fusion diagnosis approach based on multiple kernel support vector machines are proposed, respectively. The experiments show that, comparing with the approaches that only use a single type of fault features or data from a single sensor, the two proposed fusion diagnosis approaches can improve the diagnosis accuracy significantly. In addition, since the two fusion diagnosis approaches avoid the problem that kernel matrix needs to be selected by user, the automation level of fault diagnosis is improved further.

(5) Two fusion fault diagnosis approaches for aero-engine rolling element bearing based on regularized multiple kernel discriminant analysis are proposed. Considering that regularized kernel discriminant analysis can achieve similar classification performance with support vector machines, in this thesis, the application of regularized multiple kernel discriminant analysis in the fusion diagnosis of aero-engine rolling element bearing is further studied. First, in order to use multiple types of features to improve the diagnosis accuracy, a multi-feature fusion diagnosis approach based on regularized multiple kernel discriminant analysis is proposed. Second, in order to use multiple sensor data to improve the diagnosis accuracy, a multi-sensor data fusion diagnosis approach based on regularized multiple kernel discriminant analysis is proposed. The experiments show that, comparing with the approaches that only use a single type of fault features or data from a single sensor, the two proposed fusion diagnosis approaches can improve the diagnosis accuracy significantly. In addition, since the two fusion diagnosis approaches avoid the problem that kernel matrix needs to be selected by user, the automation level of fault diagnosis is improved further.
Keywords:  aero-engine, rolling element bearing, condition monitoring, fault diagnosis, kernel methods, multiple kernel learning
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第一章  绪论
1.1 研究背景及意义
航空发动机作为飞机的“心脏”，用来为飞机提供动力，使得飞机和空气能够产生相对运动，进而产生升力，从而飞离地面。在飞机飞行中，如果发动机发生故障而停车，将会使飞机因失去动力而丧失速度与高度，从而极有可能导致飞行事故，甚至造成飞机坠毁。历史上，因为发动机故障导致的飞行事故屡见不鲜。例如，仅1998年11月—1999年2月的4个月中，在美国空军的F-16机群中，由于发动机故障就导致了6次A级事故。随后，在1999年3月25日、7月12日又发生了2起由于发动机故障引起的摔机事故[
]。由此可见，发动机安全可靠地工作对于保证飞行安全至关重要。
滚动轴承是航空发动机中的一种重要支承部件，根据安装部位的不同，可将航空发动机中的滚动轴承分为航空发动机主轴轴承和附件传动系统与减速器使用的轴承，其中，航空发动机主轴轴承是指发动机转子支点使用的轴承。由于航空发动机主轴轴承工作在高转速、高温且工作温度变化、大负荷且负荷变化大的恶劣条件下[
]，导致其在工作过程中比较容易发生故障。而一旦航空发动机主轴轴承发生故障，轻则会使发动机转子振动增大，严重时甚至会使发动机损坏，进而极易导致飞行事故。例如，2000年8月13日，一架执行正常航班的澳大利亚航空公司装有两台PT6A-67R发动机的Short SD360-300客机，在起飞35分钟后，右侧发动机爆出一声巨响，随后右发螺旋桨自动顺浆，驾驶员立即关掉该发动机，飞机以单发飞向目的地。所幸这次发动机空中停车未造成人员伤亡。事后，经检查和分析得知，右侧PT6A-67R发动机空中停车是由1号轴承严重损坏引起的[
]。由此可见，航空发动机主轴轴承的正常工作对于保证整台发动机安全可靠地工作极其重要。

大量的轴承试验数据表明，滚动轴承的寿命具有很大的离散性[
]，即一批结构尺寸、材料、加工方法相同的轴承，在相同的使用条件下工作，其寿命相差很大，最低寿命和最高寿命可以相差几十倍甚至上百倍。滚动轴承的这一特点使得其在使用中会出现这样一种情况，即有的轴承已经大大超过了设计寿命而依然完好地工作，而有的轴承远未达到设计寿命就出现了各种故障。所以，对于航空发动机滚动轴承，如果按照设计寿命对其进行定时维修，则必然会出现以下情形：一方面，对超过设计寿命而依然完好工作的轴承拆下来进行报废，造成很大的浪费，因为航空发动机拆装一次的费用很高；另一方面，未达到设计寿命就出现故障的轴承将严重影响发动机工作的安全性。因此，对于航空发动机滚动轴承，有必要改传统的定时维修为视情维修。而要实现滚动轴承的视情维修必须要有完善的状态监测与故障诊断技术作为支撑，即研究航空发动机滚动轴承的状态监测与故障诊断技术是实现视情维修的重要基础。
综上所述，研究航空发动机滚动轴承的状态监测与故障诊断技术，改传统的定时维修为视情维修，不仅可以及时地诊断出航空发动机滚动轴承存在的故障，从而保证航空发动机工作的安全性；而且可以避免不必要的滚动轴承维修，从而节省维修费用。
1.2 研究现状
根据诊断时所采用的状态量，可以将滚动轴承的故障诊断方法分为温度法、油样分析法和振动法[4]。温度法是根据轴承座（或箱体）处的温度来判断滚动轴承工作是否正常。这种方法对于诊断轴承润滑不良非常有效，但是对于诊断点蚀、局部剥落等局部损伤类故障不是很理想。油样分析法是一种从轴承使用的润滑油中取出油样，通过分析油样中金属颗粒的大小和形状来判断轴承状态的方法。这种方法仅适用于油润滑轴承，而不适用于脂润滑轴承。此外，这种方法容易受其他非轴承损坏掉下的颗粒的影响。振动法是一种通过安装在轴承座或箱体上的振动传感器获取轴承运行的振动信号，并对此信号进行分析和处理来判断轴承状态的方法。振动法具有适应范围广、信号测试与处理简单、可以有效地诊断出早期微弱故障等优点。本文研究属于振动法。
根据诊断的自动化程度，可以将滚动轴承的故障诊断方法分为专家诊断法和智能诊断法。专家诊断法是由具有丰富专业知识和经验的专业人士对能够反映滚动轴承状态的一些信息进行认真分析后对轴承工作状态做出判断的诊断方法。这种方法要求故障诊断者必须具有较强的专业知识和丰富的经验积累，并且诊断速度通常较慢。智能诊断法是利用智能化手段对能够反映滚动轴承状态的一些信息进行自动分析后对滚动轴承状态做出判断的诊断方法。这种方法具有对诊断人员的专业知识和经验的依赖程度低，诊断速度快的优点。本文研究属于智能诊断法。
综上所述，本文研究属于基于振动分析的智能诊断方法，具体来说，本文以现代信号处理方法和机器学习中的核方法作为技术手段，研究航空发动机滚动轴承故障的智能诊断方法。为此，下面分别从基于信号处理的滚动轴承故障诊断、核方法和基于核方法的滚动轴承故障智能诊断三个方面对研究现状进行分析。
1.2.1 基于信号处理的故障诊断研究现状
当滚动轴承发生局部损伤时，时域信号中的周期性冲击特征和频域信号中对应的故障特征频率是进行滚动轴承故障诊断的重要信息。然而，从机械系统上测取的振动信号中不仅包含了与滚动轴承故障有关的振动，同时也包含了一定的噪声和其他机械部件的振动。在滚动轴承故障发生的早期，周期性的冲击特征和故障特征频率很容易被噪声和其他频率成分所掩盖，从而给滚动轴承故障诊断造成了困难。基于信号处理的滚动轴承故障诊断就是采用一定的信号处理方法，通过对测取的振动信号进行滤波或降噪，去除与滚动轴承故障诊断无关的信号，以突出滚动轴承故障的周期性冲击特征或故障特征频率。目前，在滚动轴承故障诊断中使用较多的信号处理方法主要有小波变换、经验模式分解和局部均值分解三种方法，下面分别介绍基于这三种信号处理方法的滚动轴承故障诊断的研究现状。 
(1) 基于小波变换的滚动轴承故障诊断

滚动轴承故障的振动信号是典型的非平稳信号，而传统的信号处理方法均以信号的平稳性为前提，只能从时域或频域中反映信号的特性，无法同时兼顾信号在时域和频域的局部化特征和全貌，因此，传统的信号处理方法无法对滚动轴承故障的振动信号进行有效地分析和处理。小波变换具有良好的时频局部化特性，是处理非平稳信号的有力工具。一般可以将小波变换分为连续小波变换、离散小波变换和小波包变换。其中，连续小波变换具有细致的时间尺度网格划分，小波基的选取只要满足容许条件等优点，许多学者研究了连续小波变换在滚动轴承故障诊断中的应用。Lin和Qu[
]提出了一种基于Morlet小波的信号降噪方法，在其方法中，Morlet小波的形状参数通过最小化Shannon熵进行优化，他们将该方法应用于滚动轴承故障信号中冲击成分的提取，获得了比软阈值降噪方法更好的效果。Lin和Qu提出的降噪方法属于基于小波分解的降噪方法。Qiu等[
]提出了一种基于Morlet小波滤波的微弱信号检测方法，在其方法中，Morlet小波的形状参数同样通过最小化Shannon熵进行选择，尺度参数通过奇异值分解进行选择。Qiu等利用仿真信号比较了基于小波分解的降噪方法和基于小波滤波的降噪方法，结果表明，基于小波滤波的降噪方法更适合检测微弱的冲击类故障信号，而基于小波分解的降噪方法更适合对光滑信号进行降噪。Qiu等进一步利用该方法成功地提取出了滚动轴承早期故障信号中的周期性冲击成分。Su等[
]提出了一种基于最优Morlet小波滤波和自相关增强的滚动轴承故障诊断方法。张进等[
]利用Morlet小波，基于连续小波变换提出了一种滚动轴承故障特征的时间-小波能量谱提取方法。Cheng等[
]针对滚动轴承故障振动信号的特点，构造了一种脉冲响应小波，然后利用该小波基于连续小波变换提出了两种滚动轴承故障诊断方法：尺度-小波能量谱比较法和时间-小波能量谱自相关分析法。Cheng等提出的时间-小波能量谱自相关分析法和张进等提出的时间-小波能量谱方法均是根据信号的能量在时间上的分布与滚动轴承故障的周期性冲击有关来进行滚动轴承故障诊断，不同点在于Cheng等提出的方法是从时域的角度，根据冲击的周期来判断滚动轴承故障，而张进等提出的方法是从频域的角度，根据故障特征频率来判断滚动轴承故障。
和连续小波变换一样，离散小波变换也在滚动轴承故障诊断中得到了广泛应用。张中民等[
]提出了一种基于小波系数包络谱的滚动轴承故障诊断方法，其方法首先采用离散小波变换对滚动轴承振动信号进行分解，然后对高频段的小波系数进行包络细化谱分析。实例分析表明，该方法可以有效地识别滚动轴承不同元件的故障。Prabhakar等[
]将离散小波变换应用于滚动轴承故障诊断，研究表明，与滚动轴承的原始振动信号相比，在采用离散小波变换对原始振动信号进行分解后的一些近似信号或细节信号中滚动轴承故障的冲击更加明显，进一步根据冲击的间隔时间即可实现滚动轴承故障的诊断。Yang和Park[
]详细分析了离散小波变换中频率混叠现象产生的原因，然后在此基础上提出了一种抗混叠的离散小波变换算法，他们进一步将其方法应用于滚动轴承故障检测，分析结果表明，由于避免了频率混叠，其方法与传统的离散小波变换相比，能更有效地检测滚动轴承故障。在基于离散小波变换的降噪方法中，阈值的选择对降噪效果有很大影响，为选择最优阈值以实现最优降噪，张弦和王宏力[
]提出了一种基于粒子群优化的离散小波变换降噪方法，并将其应用于滚动轴承故障信号的降噪，获得了比传统小波阈值降噪方法更好的效果。针对滚动轴承复合故障特征的分离问题，明安波等[
]提出了一种小波-频谱自相关方法，其方法首先采用二进离散小波变换将复合故障信号分解为多个不同尺度的子信号，然后对各子信号进行频谱自相关分析。利用该方法，他们较好地分离出了单通道复合信号中的内圈和外圈故障特征。
小波包变换是小波变换的推广，在小波变换中，将一个信号分解为近似信号和细节信号后，在接下来的每一层分解中，只对近似信号进行分解，而不再对细节信号进行分解，小波包变换则不仅要对近似信号进行分解，也要对细节信号进行分解，因此可以对高频部分提供更精细的分解。徐金梧和徐科[
]提出了一种基于小波包分解和重构的滚动轴承故障诊断方法，其方法首先对滚动轴承振动信号进行小波包分解，然后选取对故障敏感的频带进行重构，通过对重构信号中的冲击成分进行分析即可实现滚动轴承故障诊断。Nikolaou 和Antoniadis [
]提出了一种基于小波包变换和FFT的滚动轴承故障诊断方法，其方法利用最大小波包系数能量准则选择共振频带进行快速傅里叶变换，然后通过在共振频带的频谱中寻找故障特征频率进行故障诊断。傅勤毅等[
]采用一种无频带错位的小波包算法提取滚动轴承故障的特征信号，然后通过定义描述滚动轴承故障冲击的特征函数实施故障诊断。Liu[
]提出了一种针对旋转机械故障诊断的小波包基选择方法，并将其应用于滚动轴承早期故障检测，分析结果表明，与Coifman和Wickerhuser的最佳基选择方法[
]相比，其方法可以更好地检测滚动轴承早期故障。为解决传统共振解调方法中共振频带难以确定的问题，崔玲丽等[
]提出了一种基于时延相关和小波包系数熵阈值的共振解调方法，在其方法中，通过时延相关降噪处理、小波包对频带的划分以及对叶节点系数的阈值处理，可以成功地提取出滚动轴承早期故障微弱信号的共振频带。李宏坤等[
]提出了一种基于小波包-坐标变换的滚动轴承故障特征增强方法，其方法通过对小波包分解后的所有子带信号进行主成分分析或独立成分分析坐标变换来实现滚动轴承故障特征的增强。
第二代小波变换[
-
]是小波变换发展历史上的又一个里程碑，由贝尔实验室的Sweldens博士于1996年提出，与第一代（经典）小波变换在频域中构造小波基函数不同，第二代小波变换在时域中采用提升方法来构造小波基函数，是一种更为快速有效的小波变换实现方法。1998年，Daubechies 和Sweldens [
]一起证明了任何具有有限冲击响应滤波器的小波变换均可以采用多步提升方法来实现，从而建立了经典小波变换与第二代小波变换之间的联系。针对旋转机械故障诊断，Li等[
]提出了一种信号自适应提升方法，在其方法中，预测算子通过使用遗传算法最大化细节信号的峭度进行设计，更新算子通过最小化重构误差进行设计，他们将该方法应用于滚动轴承故障信号分析，结果表明，与非自适应的提升方法相比，信号自适应的提升方法能更有效地从复杂的振动信号中提取滚动轴承故障特征。在该信号自适应提升方法的基础上，针对轴承故障检测，Li等[
]进一步提出了一种考虑小波系数尺度内和尺度间依赖的降噪方法，获得了很好的降噪效果。与经典小波变换一样，在第二代小波变换中也存在频率混叠问题，Bao等[
]分析了提升方法中频率混叠产生的原因，并在此基础上提出了一种抗混叠的提升方法，他们将其方法应用于轴承内圈故障检测，取得了比传统的提升方法和冗余提升方法更好的检测效果。
多小波变换是小波理论的新发展，多小波是指由两个或两个以上的函数作为尺度函数生成的小波，与传统的单小波相比，多小波能够同时兼备信号处理中非常重要的正交性、紧支性、对称性和高阶消失矩等优良特性，这使得多小波在早期故障和微弱故障诊断中具有明显优势。西安交通大学的何正嘉教授团队系统地研究了多小波变换在机械故障诊断中的应用。针对滚动轴承故障信号降噪，袁静等[
]提出了一种基于平移不变多小波的相邻系数降噪方法，并利用该方法成功地提取出了某机车滚动轴承外圈轻微擦伤的故障特征频率；王晓冬等[
]基于多小波提出了一种改进的相邻系数降噪方法，该方法在传统的相邻系数法考虑相邻系数相关性的基础上，根据小波分解的特点，克服了原方法邻域固定不变的劣势，构造了随分解层变化的邻域格式，将改进的相邻系数法对多小波分解的细节系数进行阈值处理，然后进行重构以达到降噪目的。他们利用该方法成功地提取出了某机车滚动轴承的早期故障特征。针对旋转机械故障诊断，袁静等[
]基于两尺度相似性变换，提出了一种利用自适应多小波变换的故障诊断方法，在其方法中，利用峭度最大原则优选合适的两尺度相似变换参数，从而选择与信号自适应的多小波基函数，然后进行自适应多小波变换，提取隐藏在噪声信号中的故障特征。他们将其方法应用于轴承外圈轻微擦伤故障检测，成功地提取出了信号中有规律的周期性冲击。Chen等[
]基于两尺度相似性变换构造了自适应冗余多小波包，并将其应用于滚动轴承复合故障检测，结果表明利用其构造的自适应冗余多小波包能够显著增强滚动轴承复合故障的检测能力。
(2) 基于经验模式分解的滚动轴承故障诊断
经验模式分解(empirical mode decomposition, EMD)是由Huang等[
]提出的一种信号自适应分解方法，利用该方法可将任意一个信号分解为若干个本征模函数(intrinsic mode function, IMF)及一个余项的和。自经验模式分解方法提出以来，就引起了机械故障诊断领域众多学者的极大关注。Yu等[
]提出了一种基于EMD和Hilbert谱的滚动轴承故障诊断方法，在其方法中，为了消除低频噪声的影响，首先采用小波包变换对滚动轴承故障信号进行分解，然后采用Hilbert变换得到高频段小波包系数的包络信号，接着采用EMD方法对包络信号进行分解得到一系列IMF分量，最后选择某个特定的IMF分量求其Hilbert边际谱，根据该IMF分量的Hilbert边际谱进行故障诊断。针对Hilbert-Huang变换中存在的一些问题，Peng等[
]利用小波包变换和一种简单有效的IMF选择方法，提出了一种改进的Hilbert-Huang变换，他们将其方法应用于滚动轴承故障检测，并与小波变换进行比较，验证了其方法的优越性。高强等[
]提出了一种结合EMD和Hilbert包络解调的滚动轴承故障诊断方法，其方法首先采用EMD将滚动轴承故障信号分解为一系列IMF分量及一个余项的和，然后选择高频成分的IMF分量，通过Hilbert变换获得其包络信号，最后对包络信号进行频谱分析，根据滚动轴承的故障特征频率进行故障诊断。Cheng等[
]提出了一种结合EMD和能量算子解调的机械故障诊断方法，并将其应用于滚动轴承故障诊断，取得了较好的诊断效果。高强等提出的方法和Cheng等提出的方法基本原理相同，即都是将EMD和包络解调方法相结合进行故障诊断，不同点在于高强等的方法是利用Hilbert变换进行解调，而Cheng等的方法是利用能量算子进行解调。为降低滚动轴承故障信号中噪声对故障诊断的影响，张超等[
]提出了一种基于EMD和奇异值差分谱的滚动轴承故障诊断方法，其方法通过引入奇异值差分谱对由EMD分解得到的IMF分量进行降噪，然后再对其求频谱进行故障诊断。EMD方法虽然在机械故障诊断领域获得了广泛应用，然而该方法本身仍然存在一些问题，例如端点效应问题、模式混叠问题等。为解决EMD中的模式混叠问题，Wu等[
]提出了集成经验模式分解(ensemble empirical mode decomposition, EEMD)，EEMD方法的本质是在原始信号中加入高斯白噪声多次进行EMD，在原始信号中加入高斯白噪声后，利用白噪声频率均匀分布的统计特性，消除原始信号中的间歇现象，从而有效地抑制模式混叠问题。与EMD一样，EEMD也已被应用于滚动轴承故障诊断。胡爱军等[
]提出了一种基于EEMD和峭度准则的滚动轴承故障诊断方法，其方法首先利用EEMD对振动信号进行分解，然后利用峭度最大准则选取EEMD分解后的IMF分量，将该IMF分量进行包络解调从而获得滚动轴承的故障特征信息。
(3) 基于局部均值分解的滚动轴承故障诊断

局部均值分解(local mean decomposition, LMD)[
] 是由Smith于2005年提出的一种新的信号自适应分解方法，利用LMD可将任意一个复杂的信号分解为一组瞬时频率具有物理意义的乘积函数(product function, PF)分量之和，其中的每一个PF分量均由一个包络信号和一个纯调频信号相乘得到，包络信号就是该PF分量的瞬时幅值，而PF分量的瞬时频率可由纯调频信号计算得到，进一步将所有PF分量的瞬时频率和瞬时幅值组合，即可得到原始信号完整的时频分布[
]。湖南大学的程军圣教授团队从理论和旋转机械故障诊断应用两个方面对LMD进行了系统研究。理论方面的主要研究成果包括：分析了LMD中端点效应产生的原因，并在此基础上提出了一种基于自适应波形匹配延拓的端点效应处理方法[
] ；利用PF分量的正交性质，将正交性判据引入到LMD方法中，有效地解决了PF分量的判据问题[
]；提出了一种基于有理样条函数的局部均值分解方法，克服了原来LMD方法中采用滑动平均方法带来的缺陷[
]；从理论上分析了LMD和EMD的相同点和不同点，利用仿真信号对LMD和EMD进行了对比研究，得到了LMD相对于EMD的优点和缺点[41]；提出了一种基于噪声辅助分析的集成局部均值分解方法，克服了原来LMD方法分解中出现的模式混叠问题[
]。滚动轴承故障诊断应用方面的主要研究成果包括：提出了一种基于LMD的旋转机械故障诊断方法，并将其应用于滚动轴承故障诊断，取得了较好的诊断效果[
]；提出了一种基于LMD的能量算子解调旋转机械故障诊断方法，并将其成功地应用于滚动轴承故障诊断[
]；提出了一种基于LMD与形态学分形维数的滚动轴承故障诊断方法[
]。
1.2.2 核方法研究现状
核方法（kernel methods）[
-

]是指利用核技巧进行非线性推广的一大类机器学习方法的统称，它的出现源于对支持向量机（support vector machines, SVM）[
-
]的研究。20世纪90年代中期，Vapnik等提出了一种新的机器学习方法——支持向量机，该机器学习方法不仅拥有坚实的理论基础，而且在很多实际问题的应用中获得了与传统方法相当或更好的性能，因此一经提出就引起了许多学者的高度关注。支持向量机获得成功的一个关键因素是在该方法中使用核函数代替成对样本的内积从而将其从线性方法推广为非线性方法。一些学者认真研究了支持向量机中使用的这种将线性方法推广为非线性方法的技巧（后来一般称之为核技巧）后，发现该技巧具有很好的模块化和通用性，即只要一个线性方法可以表示成仅以成对样本的内积出现的形式，就可以使用这种技巧将该线性方法推广为非线性方法，因此许多学者纷纷开始重新审视机器学习中原来的一些线性方法并尝试对其进行“核化”，从而掀起了核方法研究的热潮。
目前，核技巧已被广泛地应用于分类、回归、降维、聚类和新颖性检测（也称为野点检测或异常检测）等问题的机器学习方法中，使得原来的一些线性方法被推广为核方法。在分类和回归方面，支持向量机是机器学习中出现的第一个核方法，其最初是针对分类问题提出的[
-

]，后来又被扩展到回归问题[52,
-
]。由于支持向量机具有坚实的理论基础并在实际问题的应用中表现出了优越的性能，自提出后，许多学者对其进行了深入研究并提出了很多变种和扩展。Schölkopf等提出了
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SVM）[
]，在这种形式的支持向量机中引入了一个新的参数
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，这个参数可以用于控制支持向量的个数，该支持向量机可分别用于分类问题和回归问题。Suykens等采用平方损失函数代替原来支持向量机中的铰链损失函数，提出了最小二乘支持向量机（least squares support vector machine, LS-SVM）[
-
]，与原来的支持向量机相比，最小二乘支持向量机将其学习问题转化为求解一个线性方程组，但其解不再拥有稀疏性。Lin等[
]和Wang等[
]通过为每个训练样本引入模糊隶属度，提出了模糊支持向量机。为了提高支持向量机的分类性能，Kim等分别利用集成学习方法bagging[
]和boosting[
]构造了集成支持向量机[
]。在降维方面，主成分分析是一种经典的无监督降维方法，Schölkopf等将核技巧应用于主成分分析，提出了核主成分分析（kernel principal component analysis, KPCA）[
]。线性判别分析是一种经典的监督降维方法，Mika等[
]和Baudat等[
]分别独立地将核技巧应用于线性判别分析，提出了核判别分析（kernel discriminant analysis, KDA）。在聚类方面，Girolami[
]和Zhang等[
-
]分别利用核技巧对一些经典的聚类方法进行了推广，提出了相应的核聚类方法。在新颖性检测方面，Tax等受支持向量机思想的启发，提出了一种被称为支持向量数据描述（support vector data description, SVDD）[
-
]的新颖性检测方法，这种方法仅使用一类样本进行训练，其基本思想是首先利用核技巧将输入空间的样本隐式地映射到一个髙（可能无限）维特征空间，然后在该空间建立一个包围训练样本的最小超球。Schölkopf 等通过扩展支持向量机中的大间隔思想，提出了用于新颖性检测的一类支持向量机（one-class support vector machine, OCSVM）[
]。在新颖性检测中，由于异常样本的获取比较困难，其数量相对于正常样本一般较少，传统的新颖性检测方法一般只使用正常样本进行训练，例如支持向量数据描述和一类支持向量机就是如此。为了在训练中能够同时使用少量的异常样本，Wu等提出了一种被称为小球大间隔方法[
]的新颖性检测方法。
在以上介绍的各种核方法中均是使用单一的核函数，一般称这类核方法为单核学习方法。由于核函数的选择对核方法的性能有很大影响，在使用单核学习方法时，首先需要由用户根据具体的问题选择一个合适的核函数，然而实际中用户通常很难根据具体的问题来确定具体使用哪一个核函数，因此，自从核方法出现以来，人们一直希望有一种能够根据数据自动选择核函数的方法。此外，在很多实际问题中，经常涉及到多个异构的数据源，使用单一的核函数不能很好的描述这类问题。多核学习方法在这种背景下应运而生，顾名思义，在这种核方法中使用多个核函数，其基本思想是，首先由用户根据具体的问题提供一组核矩阵
，最优的核矩阵以该组核矩阵的线性组合表示，然后通过求解一个凸优化问题得到该组核矩阵关于某个性能度量准则的最优线性组合系数。与传统的单核学习方法相比，多核学习方法的意义主要在于两个方面：一是由于最优的核矩阵以事先给定的一组核矩阵的线性组合表示，并且其组合系数可以通过求解一个凸优化问题得到，因此多核学习方法实现了核矩阵的自动选择；二是对于多源数据，如果为每一个数据源的数据分别建立一个核矩阵，利用多核学习方法通过对多源数据对应的多个核矩阵的组合系数进行优化可以实现多源数据的融合。
在多核学习方法的研究方面，Lanckriet 等[
]首先提出了多核支持向量机，从而开创了多核学习方法的研究领域。具体来说，Lanckriet 等首先考虑了在支持向量机中使用一组核矩阵的线性组合来代替原来单一的核矩阵，并将核矩阵组合系数的优化问题和支持向量机的优化问题形式化为一个单一的凸优化问题——半定规划（semi-definite program, SDP）。由于求解SDP的计算代价很高，Lanckriet 等提出的多核支持向量机只能用于小规模的机器学习问题，为了克服这一限制，之后的许多研究主要围绕着多核支持向量机的高效求解方法展开。SMO算法[
]是一种针对传统支持向量机的高效优化算法，然而该算法却不能直接用于Lanckriet 等提出的多核支持向量机，原因是该多核支持向量机的优化问题不光滑。为将SMO算法应用到多核支持向量机，Bach等[
]推导了一种光滑形式的多核支持向量机，并在此基础上提出了一种求解该形式多核支持向量机的SMO类算法，这一算法使得多核支持向量机能够用于中等规模的机器学习问题。为了进一步提高多核支持向量机求解的高效性，Sonnenburg等[
]从不同的方向出发，将多核支持向量机的优化问题形式化为一个半无限线性规划（semi-infinite linear programming, SILP），这使得多核支持向量机可以利用现成的线性规划求解方法和传统支持向量机的高效求解方法（例如LIBSVM[
]、SVMlight[
]等）进行求解。具体来说，这种求解方法是一种在支持向量机和核矩阵组合系数之间进行交替优化的迭代方法，在每一步中，首先给定当前的核矩阵组合系数，利用传统支持向量机的高效求解方法求解一个采用组合核的支持向量机优化问题；然后构造一个目标函数的切平面模型，通过求解一个相应的线性规划问题对核矩阵的组合系数进行更新。Sonnenburg 等提出的交替优化方法使得多核支持向量机可以用于大规模的机器学习问题。之后，同样采用交替优化的思路，Rakotomamonjy 等[
]又提出了SimpleMKL算法，Xu等[
]又提出了扩展的水平集方法，这两种方法进一步提高了多核支持向量机求解的高效性。以上三种交替优化方法的共同优点是可以通过循环使用传统支持向量机的高效求解方法来对多核支持向量机进行求解，它们的主要区别是在核矩阵组合系数的优化中采用的方法不同，Sonnenburg 等采用的是切平面法，Rakotomamonjy 等采用的是梯度下降法，而Xu等采用的是水平集投影法。以上介绍的多核支持向量机均是传统两类支持向量机的多核推广，Zien等[
] 将多类支持向量机推广到了多核情况，提出了多类多核支持向量机。在上述介绍的多核支持向量机中，核矩阵的组合系数均是采用L1-范数进行约束，这使得最终学习到的核矩阵系数会保持稀疏性，即大部分核矩阵的系数将为零。然而，当给定的一组核矩阵中大部分包含互补的信息时，对核矩阵系数强加稀疏性约束将会导致一些有用信息的损失，从而得到次优的性能。针对这一问题，Kloft等[
]提出了Lp-范数多核支持向量机，其中
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时，Lp-范数多核支持向量机将获得稀疏的核矩阵组合系数；当
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，Lp-范数多核支持向量机将获得非稀疏的核矩阵组合系数；当
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，Lp-范数多核支持向量机将获得相同的核矩阵组合系数，此时相当于在多核支持向量机中使用不加权的核矩阵组合。为求解该Lp-范数多核支持向量机的优化问题，Kloft等[86]进一步提出了一种交替优化方法，该交替优化方法与以往的交替优化方法相比有一个明显的不同，即在这种方法中，核矩阵的组合系数不是采用某种特定的优化方法进行更新，而是采用一个解析式进行更新。这种核矩阵的组合系数通过解析式进行更新的交替优化方法同时被Xu等[
]独立地提出。为了进一步加速Lp-范数多核支持向量机的求解，Vishwanathan等[
]推导了一种变化形式的Lp-范数多核支持向量机的对偶问题，并提出了一种求解该对偶问题的SMO算法。与Vishwanathan等通过对偶问题求解Lp-范数多核支持向量机不同，Orabona等[
]直接针对Lp-范数多核支持向量机的原始问题，提出了一种基于随机梯度下降的求解方法。以上仅就多核支持向量机研究中的一些代表性工作进行了介绍，关于多核支持向量机研究更全面的综述可以参见文献[
]和[
]。
与支持向量机一样，其他一些核方法也被推广到了多核情况。Kim 等[
]首先考虑了在正则化核判别分析中采用一组核矩阵的线性组合来代替原来单一的核矩阵，并将核矩阵组合系数的优化问题形式化为一个半定规划，从而提出了正则化多核判别分析。由于半定规划的计算代价较高，Ye 等[
]进一步将正则化多核判别分析中核矩阵组合系数的优化问题形式化为简化的半定规划、二次约束的二次规划以及半无限线性规划三种形式，从而显著提高了核矩阵组合系数的优化效率。此外，Ye等[93]还将这三种形式分别推广到了多类情况。在Kim 等[92]和Ye[93]等提出的正则化多核判别分析中，核矩阵的组合系数均是采用L1-范数进行约束，在这种约束下学习到的核矩阵组合系数是稀疏的。Yan等[
]通过采用Lp-范数对核矩阵的组合系数进行约束，提出了非稀疏多核判别分析。图嵌入[
]是一个通用的降维框架，利用该框架可以将许多常见的降维算法统一起来，Lin等[
]将多核学习的思想引入该框架，提出了多核降维的框架。Chen等[
]和Yu等[
]分别将多核学习的思想引入核C-均值聚类算法，提出了多核C-均值聚类算法。
1.2.3 基于核方法的智能诊断研究现状
智能化是目前故障诊断研究中的一个重要趋势，研究智能诊断方法不仅可以降低故障诊断中对诊断实施人员专业知识和经验的要求，而且可以使故障诊断更加快速。针对基于振动分析的滚动轴承故障诊断，将现代信号处理方法和机器学习方法相结合可以实现滚动轴承故障的智能诊断，其中，现代信号处理方法用于提取滚动轴承故障特征，机器学习方法用于从历史数据中学习智能诊断模型。核方法作为机器学习中一类重要的非线性方法，目前已被广泛地应用于滚动轴承故障的智能诊断。
作为核方法的典型代表，支持向量机以结构风险最小化原理为基础，在训练时同时考虑训练误差和模型的复杂性，从而能够有效地避免过拟合，表现出良好的推广能力，为此，许多学者研究了其在滚动轴承故障智能诊断中的应用。Rojas和Nandi[
]提出了一种基于支持向量机的滚动轴承故障智能诊断方法，在这种方法中，他们直接提取滚动轴承振动信号的时域特征作为支持向量机的输入，然后利用支持向量机进行滚动轴承状态识别。Abbasion等[
]提出了一种基于小波降噪和支持向量机的滚动轴承故障智能诊断方法。Yang等[
]提出了一种基于分形维数和支持向量机的滚动轴承故障智能诊断方法。程军圣等[
]提出了一种基于经验模式分解、自回归模型和支持向量机的滚动轴承故障智能诊断方法，在其方法中，首先采用经验模式分解将滚动轴承振动信号分解为多个本征模函数之和，然后对每一个本征模函数建立自回归模型，并提取模型的自回归参数和残差的方差作为滚动轴承故障特征，最后采用支持向量机进行滚动轴承状态识别。程军圣等[
]还提出了一种基于经验模式分解、奇异值分解和支持向量机的滚动轴承故障智能诊断方法。杨宇等[
]提出了一种基于本征模函数包络谱和支持向量机的滚动轴承故障智能诊断方法。陶新民等[
]提出了一种基于广义自回归条件异方差模型和支持向量机的滚动轴承故障智能诊断方法，该方法首先利用广义自回归条件异方差模型拟合滚动轴承振动信号，将所得模型参数作为滚动轴承故障特征，然后采用支持向量机进行滚动轴承状态识别。陶新民等[
]还提出了一种基于模糊支持向量机的滚动轴承故障智能检测方法。王太勇等[
]提出了一种基于经验模式分解和最小二乘支持向量机的滚动轴承故障智能诊断方法。Hu等[
]提出了一种基于提升小波包变换、距离评估技术和集成支持向量机的滚动轴承故障智能诊断方法。以上研究充分表明了支持向量机在滚动轴承故障智能诊断中的优越性，然而，将支持向量机应用于滚动轴承故障智能诊断时仍然存在一个问题，即支持向量机中核参数和正则化参数的选择对故障诊断的性能有很大影响，针对这一问题，于湘涛等[
]和Zhu等[
]分别采用粒子群优化算法对支持向量机中的核参数和正则化参数进行优化。Li等[
]采用一种改进的蚁群算法对核参数和正则化参数进行优化。Zhang和Zhou[
]利用特征空间中的聚类间距离和网格搜索来选择支持向量机中的核参数和正则化参数。Xu和Chen [
]采用一种改进的粒子群优化算法对最小二乘支持向量机中的核参数和正则化参数进行优化。
支持向量数据描述作为一种一类分类方法，只需使用一类样本进行训练，目前已在滚动轴承故障智能检测和性能退化评估中获得了广泛应用。在这些应用中，支持向量数据描述只需使用正常样本即可建立模型进行故障检测或性能退化评估，而不需要使用故障样本。陶新民等[
]提出了一种基于高阶统计特征矩阵奇异值谱和支持向量数据描述的滚动轴承故障智能检测方法。李强等[
]提出了一种基于经验模式分解和支持向量数据描述的滚动轴承故障智能检测方法。胡桥等[
]提出了一种基于模糊支持向量数据描述的滚动轴承早期故障智能检测方法，该方法不仅能够检测出滚动轴承的早期故障，而且可以判断故障的严重程度。Pan等[
]提出了一种基于提升小波包变换和支持向量数据描述的滚动轴承性能退化评估方法。Zhu等[
]提出了一种基于粗糙支持向量数据描述的滚动轴承性能退化评估方法。Wang等[
]对一种由支持向量数据描述构造的超球结构多类支持向量机的分类规则进行了改进，并基于改进的超球结构多类支持向量机提出了一种能够同时进行滚动轴承故障位置分类和性能退化评估的方法。
1.3 有待研究的问题
通过上一节对研究现状的分析，可以看出，不论是在基于信号处理的滚动轴承故障诊断方面，还是在基于核方法的滚动轴承故障智能诊断方面，均取得了很多研究成果。然而，这些研究均是针对一般旋转机械中的滚动轴承进行的，因此没有考虑实际航空发动机滚动轴承故障诊断的特点。目前虽然也有学者针对航空发动机的滚动轴承故障诊断进行了研究[
-

]，并取得了一定的研究成果，但这些研究中的试验台均为不带机匣的航空发动机转子试验台，而实际航空发动机滚动轴承故障诊断的一个重要特点就是振动信号一般从机匣上测取，因此上述研究仍然与实际航空发动机滚动轴承故障诊断存在较大差距。由此可见，虽然滚动轴承故障诊断的研究取得了丰硕的研究成果，然而针对航空发动机滚动轴承故障诊断仍然存在一些问题需要研究，具体来说，有以下三个问题：
(1) 基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性问题。在以往的滚动轴承故障诊断研究中，振动信号一般从轴承座上测取，而在基于振动分析的航空发动机故障诊断中，振动信号一般从机匣上测取。由于航空发动机的结构非常复杂，滚动轴承故障产生的激振力传递到机匣上要经过较长的路径，导致机匣测点信号与轴承座测点信号往往差别较大。因此，基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性如何是一个值得研究的问题。
(2) 不同训练样本情况下的航空发动机滚动轴承故障检测问题。采用机器学习方法进行航空发动机滚动轴承故障智能检测时，首先需要获取训练样本集。通常，正常样本的获取比较容易，而故障样本的获取需要经历一个从无到有，从少到多的过程，这使得航空发动机滚动轴承故障检测中的训练样本会出现仅有正常样本、正常样本和故障样本高度不平衡、正常样本和故障样本平衡三种情况。因此，有必要研究不同训练样本情况下的航空发动机滚动轴承故障检测问题。
(3) 航空发动机滚动轴承故障的融合诊断问题。在以往的滚动轴承故障诊断研究中，通常是采用单一类型的特征或单一传感器的数据进行诊断。而在航空发动机滚动轴承故障诊断中，由于机匣测点信号中的滚动轴承故障特征一般比较微弱，如果仅采用单一类型的特征或单一传感器的数据进行诊断，可能难以取得较高的诊断正确率。而如果能够同时利用多种类型的特征或多个传感器的数据进行融合诊断，应该可以显著提高诊断的正确率。因此，研究航空发动机滚动轴承故障的融合诊断方法是一个很有意义的问题。
1.4 本文的研究工作
针对上一节中提出的问题，本文以两个带机匣的航空发动机转子试验器作为试验平台，以现代信号处理方法和核方法作为技术手段，研究了航空发动机滚动轴承的状态监测与故障诊断问题，具体研究工作如下：
(1) 提出了一种基于正则化核判别分析的滚动轴承故障智能诊断方法。该方法首先利用小波包变换提取滚动轴承振动信号的包络谱特征和能量特征作为滚动轴承故障特征，然后利用正则化核判别分析将提取的滚动轴承故障特征投影到一个低维子空间，使得不同状态的滚动轴承样本具有最佳的判别性，最后采用最近邻方法在该子空间内进行滚动轴承状态识别。实验表明该方法可获得与基于支持向量机的方法类似的诊断正确率，可作为一种较好的滚动轴承故障智能诊断方法。
(2) 分析了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性。利用两个带机匣的航空发动机转子试验器分别进行了冲击响应试验和滚动轴承故障模拟试验，详细比较分析了滚动轴承处冲击激励引起的轴承座测点响应和机匣测点响应的差别以及轴承座测点信号和机匣测点信号的时域波形、频谱和小波包络谱。结果表明，滚动轴承和机匣的连接刚度对于机匣测点信号中的冲击特征有很大影响，当两者之间的连接刚度较小时，机匣测点信号中的滚动轴承故障冲击会产生很大衰减，然而，利用小波包络分析方法，依然可以诊断出相应的滚动轴承故障。该研究结果为实际中基于机匣测点信号进行航空发动机滚动轴承故障诊断提供了试验依据。
(3) 提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。该方法为解决不同训练样本情况下的故障检测问题提供了一种统一的方法。当仅有正常样本时，该方法将退化为基于支持向量数据描述的故障检测方法；当正常样本和故障样本高度不平衡时，该方法的故障检测性能明显优于基于支持向量数据描述的故障检测方法和基于支持向量机的故障检测方法；当正常样本和故障样本平衡时，与基于支持向量机的故障检测方法相比，该方法对故障情况的识别率能有更好的保证。
(4) 提出了两种基于多核支持向量机的航空发动机滚动轴承故障融合诊断方法。分别为一种基于多核支持向量机的多特征融合诊断方法和一种基于多核支持向量机的多传感器数据融合诊断方法。这两种融合诊断方法的主要思想是，首先为不同类型的特征或不同传感器数据的特征分别构造一组核矩阵，然后利用多核支持向量机通过对多组核矩阵的融合来实现多特征信息或多传感器数据的融合。实验表明，与采用单一类型特征或单一传感器数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高诊断的正确率，同时可以避免核矩阵需要人工选择的问题，从而进一步提高了故障诊断的自动化水平。
(5) 提出了两种基于正则化多核判别分析的航空发动机滚动轴承故障融合诊断方法。鉴于正则化核判别分析与支持向量机具有类似的分类性能，本文进一步研究了正则化多核判别分析在航空发动机滚动轴承故障融合诊断中的应用。首先，为利用多种类型的特征来提高诊断的正确率，提出了一种基于正则化多核判别分析的多特征融合诊断方法。其次，为利用多个传感器的数据来提高诊断的正确率，又提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法。实验表明，与采用单一类型特征或单一传感器数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高诊断的正确率，同时实现了核矩阵的自动选择，因此进一步提高了故障诊断的自动化水平。
1.5 本文的内容安排
本文共分为七章，具体内容安排如下：
第一章为绪论。首先介绍了课题的研究背景及意义，然后对相关领域的研究现状进行了详细分析，接着在此基础上进一步讨论了针对航空发动机滚动轴承故障诊断有待研究的问题，最后介绍了本文的研究工作和内容安排。
第二章研究了基于核方法的滚动轴承故障智能诊断问题。首先介绍了滚动轴承故障振动诊断的理论基础，然后介绍了核方法的基本原理以及几种代表性的核方法，最后提出了一种基于正则化核判别分析的滚动轴承故障智能诊断方法。
第三章研究了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性问题。首先介绍了两个带机匣的航空发动机转子试验器，然后利用这两个试验器进行了冲击响应试验，比较了滚动轴承处冲击激励引起的轴承座测点响应和机匣测点响应的差别，最后利用这两个试验器进行了滚动轴承故障模拟试验，详细对比分析了轴承座测点信号和机匣测点信号的时域波形、频谱和小波包络谱，进而研究了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性。
第四章研究了不同训练样本情况下的航空发动机滚动轴承故障检测问题。首先介绍了小球大间隔方法的原理，然后通过仿真实验研究了小球大间隔方法的特点，接着提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法，最后通过两个故障检测实验验证了该方法的有效性。

第五章研究了航空发动机滚动轴承故障的融合诊断问题，提出了两种基于多核支持向量机的航空发动机滚动轴承故障融合诊断方法。首先提出了一种基于多核支持向量机的多特征融合诊断方法，并通过一个融合诊断实验验证了其有效性；然后提出了一种基于多核支持向量机的多传感器数据融合诊断方法，并通过一个融合诊断实验验证了其有效性。
第六章进一步研究了航空发动机滚动轴承故障的融合诊断问题，提出了两种基于正则化多核判别分析的航空发动机滚动轴承故障融合诊断方法。首先提出了一种基于正则化多核判别分析的多特征融合诊断方法，并通过一个融合诊断实验验证了其有效性；然后提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法，并通过一个融合诊断实验验证了其有效性。
第七章为总结与展望。首先对本文的工作进行了总结，然后对未来的工作进行了展望。
第二章  滚动轴承故障核方法智能诊断的理论基础
2.1 引言

本章首先介绍了本文所需的一些背景知识，包括滚动轴承故障振动诊断的理论基础和核方法的理论；然后研究了基于核方法的滚动轴承故障智能诊断问题，提出了一种基于正则化核判别分析的滚动轴承故障智能诊断方法。
本章后续内容安排如下：2.2节介绍了基于振动分析进行滚动轴承故障诊断的理论基础；2.3节介绍了核方法的基本原理以及几种代表性的核方法；2.4节在前两节的基础上，作为基于核方法的滚动轴承故障智能诊断实例，提出了一种基于正则化核判别分析的滚动轴承故障智能诊断方法；2.5节对本章进行了小结。
2.2 滚动轴承故障振动诊断的理论基础
2.2.1 滚动轴承的振动机理

滚动轴承在工作时，外圈和轴承座或机壳相连接，采用固定或相对固定的连接方式，内圈与传动轴相连接，随轴一起转动。由于内部因素（包括轴承本身的结构特点、加工装配误差和运行过程中出现的故障）和外部因素（传动轴上其他零部件的运动和力的作用）的共同作用，使得轴在一定的强度和载荷下运转时对轴承和轴承座或外壳组成的系统产生激励，从而使该系统产生振动，其振动产生的机理[4]如图2.1所示。
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图2.1 滚动轴承振动产生的机理

在实际滚动轴承故障诊断中，通过传感器拾取的振动信号是上述各种内部激励源和外部激励源施加于轴承系统的综合振动，如何从这一综合振动中分离出运行故障引起的振动信号是进行滚动轴承故障诊断的关键所在，为此，下面对内部各因素引起振动的机理和特点进行简要介绍。
当滚动轴承旋转时，滚动体在不同位置所承受的力大小不同，同时承受载荷的滚动体数量也不相同，这些轴承本身的结构特点会造成轴承的刚度发生变化，从而引起轴承的振动。当转速一定时，这一振动具有确定的性质。
轴承元件加工中产生的表面波纹度、粗糙度和形位误差以及装配误差等原因会产生交变激振力，在这一力的作用下也会使轴承系统振动。虽然这些因素造成的激振力具有周期性的特点，但因实际构成因素非常复杂，且各个因素之间也不存在特定关系，因此，总体来说这些激振力的随机性较强，含有多种频率成分。轴承系统在这些激振力的作用下产生的振动当然也就具有较强的随机性并包含多种频率成分。
根据振动信号的特征，滚动轴承在运行过程中出现的故障可以分为两大类：磨损类故障和表面损伤类故障。磨损类故障是一种渐变性故障，其产生的振动和正常轴承的振动具有类似的性质，即都是无规则的，随机性较强。但轴承发生磨损故障后，其振动的幅值会明显增加，这是磨损类故障振动的基本特点。当滚动轴承发生损伤类故障时，损伤点滚过轴承元件表面的时候会产生突变的冲击脉冲力，由于该脉冲力为一宽带信号，因此必然会覆盖轴承系统的高频固有振动频率而引起谐振，从而产生冲击振动。这是表面损伤类故障振动的基本特点。表面损伤类故障引起的冲击振动从性质上可以分为两类，一是由于轴承元件的表面损伤点在运行时反复撞击与之接触的其他元件表面而产生的低频振动成分，这一振动也称为轴承的“通过振动”，其发生的周期是有规律的。一般将轴承“通过振动”发生的频率称为故障特征频率。损伤发生在内圈、外圈或滚动体上时，故障特征频率是不同的，因此，可以根据故障特征频率确定轴承故障发生的部位。二是由于冲击作用引起的轴承系统的高频固有振动成分。轴承系统的高频固有振动比较复杂，轴承内圈、外圈的径向弯曲固有振动，滚动体的固有振动，甚至传感器的固有振动等都可能由于损伤冲击而产生并反映在滚动轴承的振动信号中。通过检测滚动轴承振动信号中是否存在高频固有振动是目前滚动轴承故障诊断中采用的行之有效的共振解调法的基本出发点。
2.2.2 滚动轴承的振动信号特征
在滚动轴承故障诊断中，通过找出不同元件（内圈、外圈、滚动体等）的故障特征频率，就可以判断出滚动轴承的故障部位，而要实现对故障特征频率的定位，首先必须计算出各个元件的理论故障特征频率。
令
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表示滚动体直径，
[image: image11.wmf]D

表示轴承节径，
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表示滚动体个数，
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表示接触角，
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f

表示滚动轴承内圈和外圈的相对转动频率，则滚动轴承各元件的故障特征频率如下[4]：

内圈故障特征频率
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外圈故障特征频率
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滚动体故障特征频率
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由于磨损类故障不会马上引起轴承损坏，其危害程度远小于表面损伤类故障，因此本文主要关注表面损伤类故障。当滚动轴承发生表面损伤类故障时，典型的振动信号如图2.2(a)所示，图2.2(b)是放大后的波形。
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图2.2 表面损伤故障轴承的振动信号[
]
滚动轴承内圈产生损伤时的振动信号特征如图2.3所示。当滚动轴承无径向间隙时，振动频率为
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。一般滚动轴承均有径向间隙，并且为单边载荷，根据点蚀部分和滚动体发生冲击接触位置的不同，振幅大小会发生周期性的变化，即发生振幅调制。如果以轴的旋转频率
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进行调制，这时振动频率为
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进行调制，这时振动频率为
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图2.3 内圈损伤的振动信号特征[123]
滚动轴承外圈产生损伤时的振动信号特征如图2.4所示。由于外圈产生损伤时点蚀位置和载荷方向的相对位置关系是一定的，因此不会发生振幅调制现象，振动频率为
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滚动轴承滚动体产生损伤时的振动信号特征如图2.5所示。滚动体产生损伤时，损伤部位通过内圈或外圈滚道表面时均会产生冲击振动。当滚动轴承无径向间隙时，振动频率为
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。一般滚动轴承均有径向间隙，和内圈存在点蚀时一样，根据点蚀部位和内圈或外圈发生冲击接触位置的不同，也会产生振幅调制现象。但这时是以滚动体的公转频率
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进行调制，这时振动频率为
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图2.4 外圈损伤的振动信号特征[123]
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图2.5 滚动体损伤的振动信号特征[123]
2.2.3 滚动轴承故障智能诊断的流程

智能化是滚动轴承故障诊断研究中的一个重要趋势，将信号处理方法和机器学习方法相结合可以实现滚动轴承故障的智能诊断。图2.6给出了基于振动信号的滚动轴承故障智能诊断的流程及方法。从图中可以看出，滚动轴承故障智能诊断的流程包括三个环节：信号采集、特征提取和状态识别，即首先采用振动传感器采集滚动轴承运行的振动信号，然后采用信号处理方法提取滚动轴承的故障特征，最后采用机器学习方法进行滚动轴承状态的智能识别。在这三个环节中，关键是特征提取和状态识别。
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图2.6 基于振动信号的滚动轴承故障智能诊断的流程及方法

2.3 核方法概述

本节首先介绍核方法的基本原理，然后介绍三种代表性的核方法：支持向量机、支持向量数据描述和正则化核判别分析。

2.3.1 核方法的基本原理

在机器学习中，线性方法由于其简单性，得到了广泛而深入的研究，然而实际问题常常是非线性的，因此，一个自然的想法是将线性机器学习方法推广到非线性情况，使其可以解决非线性的问题。核技巧为将线性机器学习方法推广到非线性情况提供了一种优雅的、模块化的方法，一般将使用核技巧进行非线性推广的机器学习方法统称为核方法。核方法的基本原理是，首先通过一个非线性映射将输入空间的样本映射到一个高维特征空间，将原来的非线性问题变换为线性问题，然后在高维特征空间应用线性机器学习方法，这样在输入空间即可获得非线性的效果。其中，将输入空间的样本映射到一个高维特征空间可以使用一种特殊的函数——核函数隐式地进行，而不需要显式地定义非线性映射。

使用核技巧将线性机器学习方法推广为核方法的原理如图2.7所示。一个线性机器学习方法能够推广为核方法需要满足一个要求，即该线性机器学习方法能够表示成一种特定的形式，在这种特定的形式中，样本不会独立出现，而总是以成对样本的内积形式出现。应用核技巧将线性机器学习方法推广为核方法一般分为两步，首先将线性机器学习方法表示成仅以成对样本的内积出现的形式；然后在线性机器学习方法中使用核函数代替成对样本的内积，即可得到对应的核方法。核方法的本质就是在一个新的空间中应用线性机器学习方法，由于从输入空间到新的空间经过了一个非线性映射，因此，从输入空间来看，核方法是一种非线性机器学习方法。
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图2.7 使用核技巧将线性机器学习方法推广为核方法的原理
下面介绍核方法中的一些主要概念[49-5051]。

定义2.1（核函数） 设
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则称
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定义2.2（核矩阵） 设
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则称
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的核矩阵。

定理2.1（正定核的充要条件） 设
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为半正定矩阵。

由正定核的充要条件，可以得到核函数的另一定义。

定义2.3（正定核的等价定义） 设
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为半正定矩阵，则称
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常用的核函数有：

线性核函数
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多项式核函数
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高斯径向基核函数
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2.3.2 支持向量机
支持向量机(support vector machines, SVM)[52-53]是由Vapnik等提出的一种优秀的机器学习方法，其最初是针对两类分类问题提出的[54-5556]，后来又被扩展到回归问题[52,57-58]，因此，支持向量机包括支持向量分类和支持向量回归两大类。支持向量机应用于分类的基本思想是，首先利用核技巧将输入空间的样本隐式地映射到一个高（可能无限）维特征空间，然后在该空间中寻找一个能够将两类样本正确划分开来的最大间隔超平面。

给定训练样本集
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，则支持向量机的学习问题可以表示为以下最优化问题：
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式中，
[image: image83.wmf]i

x

为松弛变量，引入松弛变量使得学习得到的超平面允许少数样本分类错误；
[image: image84.wmf]C

为惩罚参数，由算法使用者指定，用于平衡超平面的间隔和训练错误；
[image: image85.wmf]f

是一个映射函数，其将训练样本映射到一个高维特征空间。
上述形式一般称为支持向量机的原始问题，实际中一般通过求解原始问题的对偶问题进行支持向量机的学习。利用拉格朗日对偶性，可将支持向量机的原始问题转换为以下对偶问题：
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求解上述对偶问题得到最优解
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后，计算
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选择
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最终的分类决策函数为


[image: image95.wmf](

)

****

1

()signsign(()())

N

iii

i

fbyb

aff

=

æö

=+=+

ç÷

èø

å

xwxxx

gg


(2.20)
在上述式(2.15)~(2.17)的最优化问题和式(2.20)的分类决策函数中，样本不独立出现，而总是以成对样本的内积形式出现，根据核方法的构造原理，可以使用核函数代替成对样本的内积，从而将支持向量机学习的最优化问题和分类决策函数表示为以下形式：
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式中，
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2.3.3 支持向量数据描述
数据域描述问题（也称为一类分类问题）是机器学习中的另一类学习问题，该类问题在学习中仅有一类样本，学习的目标是根据该类样本建立描述该类分布的模型，然后使用该模型判断未知的样本是否属于该类。数据域描述方法一般用于异常检测（野点检测）问题。支持向量数据描述(support vector data description, SVDD)[73-74]是由Tax等提出的一种数据域描述方法，其基本思想是，首先利用核技巧将输入空间的样本隐式地映射到一个高（可能无限）维特征空间，然后在该空间中建立一个包围训练样本的超球，并使该超球的体积最小化。若一个未知样本落入该超球内，则认为与训练样本属于同一类，否则，认为属于异常点（野点）。由于核技巧的使用，支持向量数据描述可以在输入空间获得灵活的描述边界。
给定训练样本集
[image: image102.wmf]{

}

, 1,2,,

ii

iN

=Î=

TxxX

L

，其中，
[image: image103.wmf]d

Ì

X

R

，则支持向量数据描述的学习问题可以表示为以下最优化问题：
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式中，
[image: image108.wmf]R

和
[image: image109.wmf]a

分别表示超球的半径和球心；
[image: image110.wmf]i

x

为松弛变量，引入松弛变量使得在构造超球时允许少数离群点在超球之外；
[image: image111.wmf]C

为惩罚参数，由算法使用者指定，用于平衡超球体积和训练错误；
[image: image112.wmf]f

是一个映射函数，其将训练样本映射到一个高维特征空间。
上述形式一般称为支持向量数据描述的原始问题，实际中一般通过求解原始问题的对偶问题进行支持向量数据描述的学习。利用拉格朗日对偶性，可将支持向量数据描述的原始问题转换为以下对偶问题：
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求解上述对偶问题得到最优解
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后，最终的决策函数为
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在上述式(2.28)~(2.30)的最优化问题和式(2.31)的决策函数中，样本不独立出现，而总是以成对样本的内积形式出现。根据核方法的构造原理，可以使用核函数代替成对样本的内积，从而将支持向量数据描述的最优化问题和决策函数表示为以下形式：
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2.3.4 正则化核判别分析

正则化核判别分析(regularized kernel discriminant analysis, RKDA)[
-
]是一种经典的监督特征提取方法，其基本思想是，首先使用核技巧将输入空间中的样本隐式地映射到一个高（可能无限）维特征空间，然后在该空间中寻找一组投影方向，使得特征空间中的样本向该组方向投影后，不同类别样本尽量远离，同类样本尽量靠近，即使样本之间的判别性最大化。
给定训练样本集
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表示由核函数
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隐式定义的非线性映射，在正则化核判别分析中，通常最大化以下目标函数：
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式中，
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为投影向量，
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式中，
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最优的投影向量
[image: image144.wmf]opt

w

可以通过求解以下广义特征值问题获得
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根据表示定理，投影向量
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可以表示为特征空间中的样本
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令
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，可以证明，式(2.36)等价于
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对应的广义特征值问题为
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式中，
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每一个特征向量
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对应一个特征空间中的投影向量
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，对于一个测试样本
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式中，
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为式(2.42)广义特征值问题的非零特征值对应的
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2.4 基于核方法的滚动轴承故障智能诊断实例

作为基于核方法的滚动轴承故障智能诊断实例，本节提出了一种基于小波包变换和正则化核判别分析的滚动轴承故障智能诊断方法。该方法在特征提取阶段分别提取滚动轴承振动信号的小波包包络谱特征和小波包能量特征作为滚动轴承的故障特征，在状态识别阶段采用正则化核判别分析和最近邻方法进行状态识别。该方法的有效性通过Case Western Reserve University的滚动轴承实验数据[
]进行了验证。
2.4.1 实验数据介绍

Case Western Reserve University的滚动轴承实验数据由该大学的滚动轴承实验台获得，该实验台主要由一个2hp的电动机、一个扭矩传感器/编码器和一个测功机组成, 如图2.8所示。实验轴承支承电动机传动轴，采用电火花加工技术分别在外圈、内圈和滚动体上加工了单点故障，故障直径包括0.007英寸、0.014英寸、0.021英寸、0.028英寸和0.04英寸5种情况。实验轴承的振动信号通过安装在电动机驱动端和风扇端上方的加速度传感器进行采集。在驱动端轴承实验中，分别以12KHz和48KHz两种采样频率采集了振动信号；在风扇端轴承实验中，仅以12KHz的采样频率采集了振动信号。该滚动轴承实验数据包括滚动轴承在正常状态、外圈故障、内圈故障和滚动体故障4种情况下的振动信号，不同状态下振动信号的典型时域波形如图2.9所示。

滚动轴承故障智能诊断实验中使用的数据为利用驱动端加速度传感器以12KHz采样频率采集的驱动端轴承的实验数据，具体细节如表2.1所示。其中，每一个样本包含8192个数据点。对于外圈故障、内圈故障和滚动体故障，在每一种负载的30个样本中，分别包含故障直径为0.007英寸、0.014英寸和0.021英寸的样本各10个。
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图2.8 Case Western Reserve University的滚动轴承实验台
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(a) 正常状态
(b) 外圈故障
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(c) 内圈故障
(d) 滚动体故障

图2.9 滚动轴承振动信号的时域波形
表2.1 滚动轴承故障智能诊断的实验数据
	滚动轴承状态
	电动机负载
	样本数
	样本总数
	训练样本数
	测试样本数

	正常状态
	0
1
2
3
	29
31
30
30
	120
	60
	60

	外圈故障
	0
1
2
3
	30
30
30
30
	120
	60
	60

	内圈故障
	0
1
2
3
	30
30
30
30
	120
	60
	60

	滚动体故障
	0
1
2
3
	30
30
30
30
	120
	60
	60


2.4.2 基于小波包变换的滚动轴承故障特征提取

如前文所述，基于振动信号的滚动轴承故障智能诊断包括两个关键环节：特征提取和状态识别。本小节介绍基于小波包变换的滚动轴承故障特征提取方法，首先简要介绍小波包变换的基本原理，然后在此基础上，分别介绍基于小波包变换的包络谱特征提取方法和基于小波包变换的能量特征提取方法。
2.4.2.1 小波包变换的基本原理
在小波变换[
]中，小波分解首先将原始信号分解为近似信号（低频信号）和细节信号（高频信号），然后在接下来的每一层分解中，进一步将近似信号分解为更高层的近似信号和细节信号，而对细节信号不再进行分解，其分解的过程如图2.10所示。小波变换的这一特点使得其可以很好地分解和表示以低频信息为主要成分的信号，但是不能很好地分解和表示包含大量高频信息的信号，例如非平稳的机械振动信号等。小波包变换[127]是小波变换的推广，在小波包变换中，小波包分解在将原始信号分解为近似信号和细节信号后，在接下来的每一层分解中，不仅要将近似信号进一步分解为更高层的近似信号和细节信号，同时也要将细节信号进一步分解为更高层的近似信号和细节信号，其分解的过程如图2.11所示。由于小波包变换对细节信号也进行了分解，因此可以对高频部分提供更精细的分解。
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图2.10 小波分解的原理
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图2.11 小波包分解的原理
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上式表示，令待分解的信号
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个小波包为第
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层上第
[image: image190.wmf]n

个小波包和小波分解滤波器
[image: image191.wmf]H

卷积后再隔点采样的结果；第
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个小波包为第
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层上第
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个小波包和小波分解滤波器
[image: image195.wmf]G

卷积后再隔点采样的结果。
设
[image: image196.wmf]h

、
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为小波重构滤波器，则小波包重构的算法为
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上式表示，第
[image: image199.wmf]j

层上的第
[image: image200.wmf]n

个小波包为两项之和，第一项为第
[image: image201.wmf]1

j

+

层上的第
[image: image202.wmf]2

n

个小波包隔点插零后再和小波重构滤波器
[image: image203.wmf]h

的卷积，第二项为第
[image: image204.wmf]1
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层上的第
[image: image205.wmf]21
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+

个小波包隔点插零后再和小波重构滤波器
[image: image206.wmf]g

的卷积。依照同样的方法，一直进行到第0层即可得到原始信号的重构信号。
2.4.2.2 基于小波包变换的包络谱特征提取
目前，共振解调方法在滚动轴承故障诊断中的有效性得到了普遍认可，其基本原理是，首先通过传感器获取轴承故障冲击引起的共振响应，然后通过窄带滤波器获得合适的共振频带，最后通过包络解调方法将故障信息从复杂的调制信号中分离出来。该方法的主要缺点是，窄带滤波器参数（例如中心频率、带宽）的选择对分析结果有较大影响，要求故障诊断人员具有比较丰富的专业知识和经验积累。为了克服该问题，一些学者将小波包变换和共振解调方法相结合，提出了基于小波包络解调的滚动轴承故障诊断方法，该方法利用小波包变换的带通滤波特性，可以实现滚动轴承振动信号频带的自动划分。然而，这些方法均是从信号分析的角度进行研究，需要通过人工识别滚动轴承的故障特征频率进行故障诊断。为了实现滚动轴承故障的智能诊断，本文提出了一种基于小波包变换的包络谱特征提取方法，该方法从小波包包络谱中提取旋转频率的包络谱值、外圈故障特征频率的包络谱值、内圈故障特征频率的包络谱值和滚动体故障特征频率的包络谱值4个参数作为滚动轴承的故障特征。
小波包包络谱特征的具体提取方法如下：
(1) 确定小波包分解的层数
[image: image207.wmf]n

。根据经验，选择
[image: image208.wmf]n

=3。
(2) 选择合适的小波基函数。根据对实际信号的分析结果，选择db8小波。
(3) 获取第
[image: image209.wmf]n

层各节点重构信号的包络谱。首先采用选择的小波基函数对滚动轴承的原始振动信号进行
[image: image210.wmf]n

层小波包分解，然后对第
[image: image211.wmf]n

层各节点的信号进行重构，最后对各节点的重构信号分别进行Hilbert变换和傅里叶变换，得到各节点重构信号的包络谱。
(4) 从第
[image: image212.wmf]n

层各节点重构信号的包络谱中提取相应的包络谱值。由于滚动轴承的旋转频率和理论计算的故障特征频率与实际各节点重构信号的包络谱中的旋转频率和故障特征频率可能存在一定差异，因此旋转频率和故障特征频率的包络谱值需要在一定的频率范围内寻找，设其频率误差最大为
[image: image213.wmf]f
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，本文取
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=1.5Hz。令
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表示节点
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重构信号的包络谱，
[image: image217.wmf]r

f

、
[image: image218.wmf]o

f

、
[image: image219.wmf]i

f

、
[image: image220.wmf]b

f

分别表示旋转频率、外圈故障特征频率、内圈故障特征频率和滚动体故障特征频率，
[image: image221.wmf]1

i

F

、
[image: image222.wmf]2
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分别表示节点
[image: image225.wmf](,)
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重构信号的包络谱中旋转频率的包络谱值、外圈故障特征频率的包络谱值、内圈故障特征频率的包络谱值和滚动体故障特征频率的包络谱值，则相应的包络谱值可以根据下式提取
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(5) 将第
[image: image227.wmf]n

层各节点重构信号的包络谱中相应包络谱值的最大值作为最终的特征值。提取出第
[image: image228.wmf]n

层所有节点重构信号的各个包络谱值后，根据人工诊断经验，当观察到某个节点重构信号的包络谱中出现了某种故障的特征频率，并且取值比较大时，即可判断该故障发生，据此，可以比较各节点重构信号的包络谱中相应的包络谱值，将其最大值作为最终的特征值，即
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(6) 将上述4个小波包包络谱值构成一个特征向量
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(7) 对小波包包络谱值进行归一化处理，即
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表2.2给出了根据上述方法提取的部分滚动轴承振动信号的小波包包络谱特征。从表中可以看出，当滚动轴承无故障时，旋转频率的包络谱值最大，其他故障特征频率的包络谱值均较小；当滚动轴承的外圈发生故障时，外圈故障特征频率的包络谱值最大，旋转频率和其他故障特征频率的包络谱值均较小；当滚动轴承的内圈发生故障时，内圈故障特征频率的包络谱值最大，旋转频率和其他故障特征频率的包络谱值均较小；当滚动轴承的滚动体发生故障时，提取的小波包包络谱特征没有表现出明显的规律性。由此可见，小波包包络谱特征对于滚动轴承的正常状态、外圈故障和内圈故障具有很好的识别能力，但对于滚动体故障的识别能力不够理想。
2.4.2.3 基于小波包变换的能量特征提取

当滚动轴承产生表面损伤时，受载运行过程中产生的冲击会激起轴承系统的高频固有振动，
表2.2 小波包包络谱特征

	滚动轴承状态
	F1
	F2
	F3
	F4

	
	1.0000
	0.1576
	0.0989
	0.0673

	正常状态
	1.0000
	0.0631
	0.0592
	0.1129

	
	1.0000
	0.0744
	0.0758
	0.0791

	
	0.2227
	1.0000
	0.0594
	0.1402

	外圈故障
	0.2699
	1.0000
	0.0484
	0.0695

	
	0.1851
	1.0000
	0.0374
	0.0912

	
	0.1937
	0.0711
	1.0000
	0.0473

	内圈故障
	0.3628
	0.1051
	1.0000
	0.0469

	
	0.2843
	0.0882
	1.0000
	0.1284

	
	0.9990
	0.7972
	1.0000
	0.6550

	滚动体故障
	1.0000
	0.5182
	0.5902
	0.3061

	
	1.0000
	0.5590
	0.6200
	0.3906


从而会导致不同频带的能量分布发生变换，因此可以根据滚动轴承振动信号不同频带的能量分布进行滚动轴承故障诊断。利用小波包变换可以实现滚动轴承振动信号频带的自动划分，因此可以基于小波包变换进行能量特征提取。
小波包能量特征的具体提取方法如下：
(1) 确定小波包分解的层数
[image: image232.wmf]n

。与小波包包络谱特征的提取方法一样，选择
[image: image233.wmf]n

=3。

(2) 选择合适的小波基函数。与小波包包络谱特征的提取方法一样，选择db8小波。

(3) 获取小波包分解的第
[image: image234.wmf]n

层各节点的重构信号。首先采用选择的小波基函数对滚动轴承的原始振动信号进行
[image: image235.wmf]n

层小波包分解，然后对第
[image: image236.wmf]n

层各节点的信号进行重构，得到各节点的重构信号。

(4) 根据下式计算第
[image: image237.wmf]n

层各节点重构信号的能量
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式中，
[image: image239.wmf]()
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表示第
[image: image240.wmf]n

层节点
[image: image241.wmf](,)

ni

的重构信号，N表示重构信号的长度。
(5) 将
[image: image242.wmf]2
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个重构信号的能量值构成一个特征向量
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(6) 计算相对能量
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式中，
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表2.3给出了根据上述方法提取的部分滚动轴承振动信号的小波包能量特征。从表中可以看出，当滚动轴承无故障时，振动信号的能量主要集中在第一个频带和第二个频带；当滚动轴承存在故障时（包括外圈故障、内圈故障和滚动体故障），振动信号的能量主要集中在第三个频带和第七个频带。由此可见，利用小波包能量特征可以有效地区分滚动轴承是否存在故障。
表2.3 小波包能量特征
	滚动轴承状态
	F1
	F2
	F3
	F4
	F5
	F6
	F7
	F8

	
	0.3220
	0.6086
	0.0058
	0.0608
	0.0000
	0.0006
	0.0008
	0.0014

	正常状态
	0.2888
	0.6337
	0.0064
	0.0677
	0.0000
	0.0008
	0.0009
	0.0016

	
	0.3168
	0.6075
	0.0062
	0.0662
	0.0000
	0.0007
	0.0009
	0.0015

	
	0.0078
	0.0028
	0.3142
	0.0051
	0.0025
	0.0047
	0.6321
	0.0308

	外圈故障
	0.0045
	0.0042
	0.2982
	0.0054
	0.0029
	0.0046
	0.6504
	0.0300

	
	0.0072
	0.0028
	0.3293
	0.0043
	0.0029
	0.0059
	0.6112
	0.0364

	
	0.0475
	0.1116
	0.3540
	0.0654
	0.0007
	0.0053
	0.3562
	0.0593

	内圈故障
	0.0442
	0.1073
	0.3157
	0.0695
	0.0008
	0.0053
	0.4028
	0.0545

	
	0.0465
	0.1099
	0.3441
	0.0652
	0.0008
	0.0059
	0.3681
	0.0595

	
	0.0695
	0.0305
	0.2978
	0.0147
	0.0003
	0.0015
	0.5763
	0.0094

	滚动体故障
	0.0471
	0.0313
	0.3112
	0.0155
	0.0003
	0.0014
	0.5844
	0.0089

	
	0.0638
	0.0282
	0.3082
	0.0150
	0.0003
	0.0016
	0.5743
	0.0087


2.4.3 基于正则化核判别分析的滚动轴承状态智能识别

提取出滚动轴承故障的特征后，接下来的另一个关键问题是采用机器学习方法进行状态识别。目前，支持向量机以其良好的推广能力，已经被广泛地应用于滚动轴承状态的智能识别。许多研究表明，正则化核判别分析与支持向量机具有类似的分类性能。基于此，本文提出使用正则化核判别分析进行滚动轴承状态的智能识别。该智能识别方法的步骤为，首先使用正则化核判别分析将原始样本投影到一个
[image: image246.wmf]1
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[image: image247.wmf]k

为样本的类别数）维的子空间，使得不同状态的样本具有最佳的判别性，然后在该子空间内采用最近邻方法进行滚动轴承状态识别。
为检验基于正则化核判别分析的智能识别方法的性能，下面进行滚动轴承故障智能诊断实验。实验中，首先采用上小节介绍的特征提取方法提取小波包包络谱特征和小波包能量特征，然后分别采用小波包包络谱特征、小波包能量特征、小波包包络谱特征和小波包能量的组合进行三组智能诊断实验。与正则化核判别分析(regularized kernel discriminant analysis, RKDA)比较的方法包括支持向量机(support vector machines, SVM)、最近邻方法(nearest neighbor, NN)和正则化线性判别分析(regularized linear discriminant analysis, RLDA)。其中，对于正则化核判别分析和正则化线性判别分析，首先分别使用这两种方法将原始样本投影到一个3维子空间，然后在相应的子空间内使用最近邻方法进行滚动轴承状态识别；对于支持向量机和最近邻方法，则直接基于原始样本进行滚动轴承状态识别。正则化核判别分析和支持向量机的核函数均选取高斯径向基核函数，这两种方法中的核参数和正则化参数以及正则化线性判别分析中的正则化参数均采用十折交叉验证方法选取。
首先采用小波包包络谱特征进行滚动轴承故障智能诊断实验。图2.12和图2.13分别为正则化核判别分析和正则化线性判别分析的投影结果。从两组图中可以看出，基于两种方法投影后，均有部分不同状态的样本混在一起。比较两种方法投影后样本之间的判别性，可以看出，正则化核判别分析明显优于正则化线性判别分析，尤其是从同类样本的聚集性来看，基于正则化核判别分析投影后的样本明显更好。
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(a) 训练集
(b) 测试集
图2.12 基于RKDA的小波包包络谱特征的投影结果
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(a) 训练集
(b) 测试集
图2.13 基于RLDA的小波包包络谱特征的投影结果
表2.4给出了不同诊断方法采用小波包包络谱特征进行诊断的正确率。从表中可以看出，所有诊断方法的诊断正确率均没有超过90%，其中，正则化核判别分析的诊断正确率最高，支持向量机的诊断正确率与其基本相当，最近邻方法和正则化线性判别分析的诊断正确率均比其略低。
表2.4 不同诊断方法采用小波包包络谱特征进行诊断的正确率

	诊断方法
	诊断正确率（%）

	SVM
	89.17

	NN
	88.75

	RLDA+NN
	87.50

	RKDA+NN
	89.58


接下来采用小波包能量特征进行滚动轴承故障智能诊断实验。图2.14和图2.15分别为正则化核判别分析和正则化线性判别分析的投影结果。从两组图中可以看出，基于正则化核判别分析投影后，不同状态的样本之间基本可以相互区分；基于正则化线性判别分析投影后，仍有部分不同状态的样本混在一起。与采用小波包包络谱特征进行诊断时一样，从投影后样本之间的判别性来看，正则化核判别分析明显优于正则化线性判别分析。

表2.5给出了不同诊断方法采用小波包能量特征进行诊断的正确率。从表中可以看出，所有诊断方法的诊断正确率均达到了97%以上，其中，仍然是正则化核判别分析的诊断正确率最高，支持向量机、最近邻方法和正则化线性判别分析的诊断正确率均比其略低。对比表2.4和表2.5中相应方法的诊断结果，可以看出，不同诊断方法采用小波包能量特征进行诊断的正确率均明显高于采用小波包包络谱特征进行诊断的正确率。
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(a) 训练集
(b) 测试集
图2.14 基于RKDA的小波包能量特征的投影结果
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(a) 训练集
(b) 测试集
图2.15 基于RLDA的小波包能量特征的投影结果

表2.5 不同诊断方法采用小波包能量特征进行诊断的正确率
	诊断方法
	诊断正确率（%）

	SVM
	98.33

	NN
	98.33

	RLDA+NN
	97.08

	RKDA+NN
	99.58


最后采用小波包包络谱特征和小波包能量特征的组合（以下简称组合的特征）进行滚动轴承故障智能诊断实验。图2.16和图2.17分别为正则化核判别分析和正则化线性判别分析的投影结果。从两组图中可以看出，基于正则化核判别分析投影后，不同状态的样本之间区分性非常好；基于正则化线性判别分析投影后，不同状态的样本之间也可以相互区分，但其区分性明显不如正则化核判别分析好。
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(a) 训练集
(b) 测试集
图2.16 基于RKDA的小波包包络谱特征和小波包能量特征组合的投影结果
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(a) 训练集
(b) 测试集
图2.17 基于RLDA的小波包包络谱特征和小波包能量特征组合的投影结果

表2.6给出了不同诊断方法采用组合的特征进行诊断的正确率。从表中可以看出，正则化核判别分析和正则化线性判别分析的诊断正确率均达到了100%，支持向量机和最近邻方法的诊断正确率均比这两种方法略低。
表2.6 不同诊断方法采用小波包包络谱特征和小波包能量特征的组合进行诊断的正确率

	诊断方法
	诊断正确率（%）

	SVM
	99.17

	NN
	97.50

	RLDA+NN
	100

	RKDA+NN
	100


对比表2.4-表2.6中相应方法采用不同类型特征的诊断结果，可以看出，支持向量机、正则化线性判别分析和正则化核判别分析采用组合的特征进行诊断的正确率均高于分别采用小波包包络谱特征和小波包能量特征进行诊断的正确率，而最近邻方法采用组合的特征进行诊断的正确率却低于采用小波包能量特征进行诊断的正确率。这是由于最近邻方法的性能会随着特征维数的增加而下降，因此，在使用最近邻方法进行滚动轴承状态识别之前有必要先采用某种方法进行降维。

进一步对比表2.4-表2.6中最近邻方法、正则化线性判别分析和正则化核判别分析的诊断结果，可以看出，采用小波包包络谱特征和小波包能量特征进行诊断时，正则化线性判别分析的诊断正确率均低于最近邻方法，只有在采用组合的特征进行诊断时，其诊断正确率才高于最近邻方法，而正则化核判别分析采用三种类型特征进行诊断的正确率均高于最近邻方法。这是由于正则化线性判别分析只能进行线性投影，当样本呈现非线性分布时，采用正则化线性判别分析进行投影不是最优的，而正则化核判别分析通过使用核技巧可以实现非线性投影，因此，这时使用正则化核判别分析可以获得更高的诊断正确率。

总之，以上三组滚动轴承故障智能诊断实验表明，基于正则化核判别分析的诊断方法明显优于基于正则化线性判别分析的诊断方法和基于最近邻方法的诊断方法，与基于支持向量机的诊断方法基本相当。
2.5 本章小结
本章是全文的理论基础，在本章中，首先介绍了基于振动分析进行滚动轴承故障诊断的理论基础，包括滚动轴承的振动机理、滚动轴承的振动信号特征以及滚动轴承故障智能诊断的流程。其次介绍了核方法的基本原理以及三种代表性的核方法：支持向量机、支持向量数据描述和正则化核判别分析。最后，作为基于核方法的滚动轴承故障智能诊断的实例，提出了一种基于小波包变换和正则化核判别分析的滚动轴承故障智能诊断方法，该方法在特征提取阶段采用小波包变换分别提取滚动轴承振动信号的小波包包络谱特征和小波包能量特征作为滚动轴承故障的特征，在状态识别阶段采用正则化核判别分析和最近邻方法进行滚动轴承状态智能识别。实验结果表明，该方法的诊断正确率与基于支持向量机的方法基本相当，可作为一种较好的滚动轴承故障智能诊断方法。
第三章  基于机匣测点信号的故障诊断灵敏性分析
3.1 引言
针对滚动轴承故障诊断，目前的研究通常是基于轴承座测点信号进行的[8,
-
]，而在基于振动分析的航空发动机故障诊断中，振动信号通常从机匣上测取。由于航空发动机的结构非常复杂，滚动轴承故障产生的激振力传递到机匣上要经过较长的路径，导致机匣测点信号与轴承座测点信号往往差别较大，因此，对于航空发动机滚动轴承故障诊断，一个自然的问题是，基于机匣测点信号，采用传统的滚动轴承故障诊断方法是否可以诊断出航空发动机滚动轴承的故障？如果可以，诊断的灵敏性如何？显然，搞清楚这个问题对于航空发动机滚动轴承故障诊断具有重要意义。然而，目前相关的试验研究并不多见。
有鉴于此，本章利用两个带机匣的航空发动机转子试验器（航空发动机压气机转子试验器和航空发动机转子试验器）进行了基于机匣测点信号的航空发动机滚动轴承故障诊断的灵敏性问题研究。首先利用这两个带机匣的转子试验器进行了冲击响应试验，研究了滚动轴承处冲击激励引起的轴承座测点响应和机匣测点响应的差别；然后利用这两个转子试验器进行了滚动轴承故障模拟试验，通过对轴承座测点信号和机匣测点信号的时域波形、频谱和小波包络谱进行详细对比分析，研究了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性问题。
本章后续内容安排如下：3.2节介绍了两个带机匣的航空发动机转子试验器；3.3节进行了冲击响应试验，并对试验结果进行了分析；3.4节介绍了航空发动机滚动轴承故障模拟试验的方案；3.5节对上一节得到的轴承座测点信号和机匣测点信号进行了对比分析；3.6节对本章进行了小结。
3.2 两个带机匣的转子试验器介绍

3.2.1 航空发动机压气机转子试验器
航空发动机压气机转子试验器由哈尔滨东安发动机（集团）有限公司航空产品设计所研制，如图3.1和3.2所示。在该试验器中，电动机、增速器、转矩转速传感器和压气机依次连接，通过转接轴、膜片联轴器传递扭矩。试验器的动力装置是一台功率18.5KW的三相交流电动机，试验器通过增速器增速后，经转矩转速传感器带动压气机旋转。变频调速器（图3.3）输入端与三相380伏动力电源相连，输出端与电动机相连。微机扭矩仪（图3.4）一端通过数据线与转矩转速传感器相连，另一端与220伏电源相连。
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图3.1 航空发动机压气机转子试验器的实物图
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图3.2 航空发动机压气机转子试验器的组成
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	图3.3 MZ-P2变频器
	图3.4 XJW-1型扭矩测速仪


压气机的结构如图3.5所示。压气机转子由两级轮盘、工作叶片、滚子轴承、球轴承以及轴承封油螺套等组成。压气机静子由前机匣、中机匣、后机匣、整流环和工作外环等组成。其中，前机匣端的压气机转子采用滚子轴承进行支承，后机匣端的压气机转子采用球轴承进行支承。
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	(a) 实物图
	(b) 剖面图

	图3.5 压气机


3.2.2 航空发动机转子试验器

航空发动机转子试验器由沈阳发动机设计研究所设计研制，如图3.6所示。该试验器主要由航空发动机转子模型、安装台架、电机、基础平台、控制系统和润滑系统组成。可以进行以下几种航空发动机故障模拟或振动试验：(1) 涡轮叶片与机匣封严间隙处的碰摩（可实现点碰摩或局部碰摩；轻度碰摩或重度碰摩）；(2) 封严蓖齿间的碰摩；(3) 轴承损坏；(4) 前后支承不同心；(5) 支承刚度的变化对振动特性的影响；(6) 不平衡量对转子系统稳定性的影响。
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图3.6 航空发动机转子试验器的实物图
航空发动机转子模型的结构如图3.7所示，在结构设计上，首先考虑在外形上与发动机核心机的机匣一致，尺寸缩小三倍，内部结构作了必要简化，将核心机的支承结构简化为0-2-0支承结构形式，并设计了可调刚度支承结构以调整系统的动特性，多级压气机简化为单级的盘片结构，在结构上形成了转子-支承-叶盘-机匣系统。其中，涡轮端转子采用球轴承进行支承，压气机端转子采用滚子轴承进行支承。
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图3.7 航空发动机转子模型的结构
3.3 冲击响应试验及分析

当航空发动机中的滚动轴承发生故障时，在运行过程中会产生周期性的冲击，为研究滚动轴承故障冲击所引起的轴承座测点响应和机匣测点响应的差别，分析机匣测点响应对于滚动轴承故障冲击的灵敏性，本节利用上一节介绍的两个带机匣的转子试验器进行冲击响应试验。
试验的具体方法为：使用力锤敲击轴承座（航空发动机压气机转子试验器）或与轴承内圈固定的转轴（航空发动机转子试验器），以模拟轴承故障的冲击激励，然后分别在轴承座处和机匣处布置振动加速度传感器，测取冲击响应。两个试验器的具体试验方案分别如图3.8和3.9所示。
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图3.8 航空发动机压气机转子试验器的冲击响应试验
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图3.9 航空发动机转子试验器的冲击响应试验
图3.10为航空发动机压气机转子试验器轴承座处和机匣处的冲击响应，从图中可以看出，轴承座处的冲击响应与机匣处的冲击响应差别不大，机匣处的冲击响应甚至比轴承座处的冲击响应还要大一些，其主要原因是，在航空发动机压气机转子试验器中，轴承与轴承座为过盈配合，其连接刚度很大，轴承座与机匣为厚支板连接，其连接刚度也很大，因此轴承处的冲击振动能够有效地传递到机匣上。机匣处冲击响应大于轴承座处冲击响应的原因可能是轴承处的冲击引起了机匣的共振。

图3.11为航空发动机转子试验器轴承座处和机匣处的冲击响应，从图中可以看出，轴承座处的冲击响应与机匣处的冲击响应差别较大，与轴承座处的冲击响应相比，机匣处的冲击响应衰减很大，其主要原因是，在航空发动机转子试验器中，轴承与轴承座为过盈配合，其连接刚度很大，但是轴承座与机匣的连接是通过螺栓实现，其连接刚度较小，因此轴承处的冲击振动传递到机匣处时产生了很大的衰减。
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(a) 轴承座处的响应
(b) 机匣处的响应

图3.10 航空发动机压气机转子试验器的冲击响应
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(a) 轴承座处的响应
(b) 机匣处的响应
图3.11 航空发动机转子试验器的冲击响应
3.4 滚动轴承故障模拟试验
为研究基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性，本文采用3.2节介绍的两个带机匣的转子试验器进行了滚动轴承故障模拟试验，下面对试验过程进行介绍。
试验中航空发动机压气机转子试验器和航空发动机转子试验器的试验轴承型号分别为6214和6206深沟球轴承，两种型号滚动轴承的几何尺寸和各元件的故障特征频率分别如表3.1和3.2所示。对于每一种类型的轴承分别采用四个轴承进行试验，其中一个轴承没有任何故障，另外三个轴承分别加工有外圈故障、内圈故障和滚动体故障。轴承故障采用电火花线切割技术在轴承上加工凹槽进行模拟。
表3.1 滚动轴承的几何尺寸（单位mm）
	型号
	内径
	外径
	厚度
	滚动体直径
	节径

	6214
	70
	125
	24
	17.5
	97.5

	6206
	30
	62
	16
	9.5
	46


表3.2 滚动轴承各元件的故障特征频率（转频的倍数，单位Hz）
	型号
	外圈
	内圈
	滚动体

	6214
	4.5600
	5.8974
	2.6960

	6206
	3.5707
	5.4293
	2.3178


对于航空发动机压气机转子试验器，将试验轴承替换后机匣处的球轴承进行试验；对于航空发动机转子试验器，将试验轴承替换涡轮机匣处的球轴承进行试验。试验中两个转子试验器的传感器布置与上一节中冲击响应试验相同，分别如图3.8和3.9所示，即在轴承座处和机匣处分别布置一个加速度传感器以测取轴承座处的振动信号和机匣处的振动信号。轴承振动信号采用自行研制开发的旋转机械故障诊断系统进行采集，该系统如图3.12所示。
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图3.12 旋转机械故障诊断系统
3.5 轴承座测点信号和机匣测点信号的对比分析
目前，关于滚动轴承故障诊断有很多方法，其中，包络解调法在滚动轴承故障诊断中的有效性已经得到了普遍认可，其基本原理是通过传感器获取轴承故障冲击引起的共振响应，然后通过窄带滤波器得到合适的共振频带，再通过包络解调分析将轴承故障信息从复杂的调制信号中分离出来。该方法的主要缺点是窄带滤波参数（如中心频率、带宽等）的选择对分析结果的影响很大，要求选择者具有丰富的专业知识和大量的经验积累。为克服该缺点，目前，许多基于现代信号处理方法的包络解调方法被提出，这些方法均是首先利用相应的现代信号处理方法对信号频带进行划分，然后选择包含滚动轴承故障信息的频带进行包络解调。代表性的方法有基于小波（包）变换的包络解调方法，基于经验模式分解的包络解调方法，基于局部均值分解的包络解调方法等。
基于小波包变换的包络解调方法的原理是，利用小波包变换的带通滤波特性，通过选择合适的小波函数对信号进行分解以得到合适的共振频带，然后，通过对该共振频带信号进行包络解调得到包含故障特征信息的低频包络信号，再进行傅里叶变换得到小波包络谱，通过在小波包络谱中观察不同元件故障特征频率的大小即可判断出滚动轴承是否发生故障。下面采用该方法对上一节试验中获取的轴承座测点信号和机匣测点信号进行对比分析（小波包分解的层数为3，小波函数选择db8小波）。
3.5.1 航空发动机压气机转子试验器

3.5.1.1 外圈故障

对于航空发动机压气机转子试验器，采用加工有外圈故障的轴承进行试验时振动信号的时域波形、频谱和小波包络谱分别如图3.13-3.15所示。试验中压气机转速为1826rpm，根据表3.2可以计算得到外圈的故障特征频率fo=138.8Hz。
从图3.13可以看出，机匣测点信号的振动加速度值大约是轴承座测点信号振动加速度值的两倍，表明轴承外圈故障的冲击振动有效地传递到了机匣处，该结果与冲击响应试验的结果一致。从图3.14可以看出，与轴承座测点信号的频谱相比，机匣测点信号的频谱中高频成分的幅值有一定程度的增加，原因可能是轴承外圈故障的冲击引起了机匣的共振。从图3.15可以看出，对于轴承座测点信号，在节点(3,2)、(3,4)、(3,5)、(3,6)和(3,7)重构信号的小波包络谱中均可以明显发现外圈的故障特征频率fo；对于机匣测点信号，在节点(3,1)、(3,2)、(3,3)、(3,4)、(3,5)、(3,6)和(3,7)重构信号的小波包络谱中亦可明显发现外圈的故障特征频率fo，表明采用小波包络分析方法，基于机匣测点信号同样可以有效地诊断出滚动轴承的外圈故障。
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(a) 轴承座测点信号
(b) 机匣测点信号
图3.13 航空发动机压气机转子试验器滚动轴承外圈故障信号的时域波形
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.14 航空发动机压气机转子试验器滚动轴承外圈故障信号的频谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.15 航空发动机压气机转子试验器滚动轴承外圈故障信号的小波包络谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.15 航空发动机压气机转子试验器滚动轴承外圈故障信号的小波包络谱（续）
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.15 航空发动机压气机转子试验器滚动轴承外圈故障信号的小波包络谱（续）
3.5.1.2 内圈故障
对于航空发动机压气机转子试验器，采用加工有内圈故障的轴承进行试验时振动信号的时域波形、频谱和小波包络谱分别如图3.16-3.18所示。试验中压气机转速为1793rpm，根据表3.2可以计算得到内圈的故障特征频率fi=176.2Hz。
从图3.16可以看出，机匣测点信号的振动加速度值大约是轴承座测点信号振动加速度值的两倍，表明轴承内圈故障的冲击振动有效地传递到了机匣处，该结果与冲击响应试验的结果一致。从图3.17可以看出，与轴承座测点信号的频谱相比，机匣测点信号的频谱中高频成分的幅值明显增加，原因可能是轴承内圈故障的冲击引起了机匣的共振。从图3.18可以看出，对于轴承座测点信号，在节点(3,1)、(3,2)、(3,3)、(3,4)、(3,5)、(3,6)和(3,7)重构信号的小波包络谱中均可以明显发现内圈的故障特征频率fi；对于机匣测点信号，在节点(3,1)、(3,3)、(3,4)、(3,5)和(3,7)重构信号的小波包络谱中亦可明显发现内圈的故障特征频率fi，表明采用小波包络分析方法，基于机匣测点信号同样可以有效地诊断出滚动轴承的内圈故障。
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.16 航空发动机压气机转子试验器滚动轴承内圈故障信号的时域波形
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.17 航空发动机压气机转子试验器滚动轴承内圈故障信号的频谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.18 航空发动机压气机转子试验器滚动轴承内圈故障信号的小波包络谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.18 航空发动机压气机转子试验器滚动轴承内圈故障信号的小波包络谱（续）
3.5.1.3 滚动体故障
对于航空发动机压气机转子试验器，采用加工有滚动体故障的轴承进行试验时振动信号的时域波形、频谱和小波包络谱分别如图3.19-3.21所示。试验中压气机转速为1828rpm，根据表3.2可以计算得到滚动体的故障特征频率fb=82.1Hz。需要指出的是，fb是根据滚动体在自转一周的过程中故障点只撞击外圈或内圈计算得到的，如果滚动体在自转一周的过程中故障点同时撞击外圈和内圈，则其故障特征频率将为2fb。
从图3.19可以看出，机匣测点信号的振动加速度值是轴承座测点信号振动加速度值的两倍多，表明轴承滚动体故障的冲击振动有效地传递到了机匣处，该结果与冲击响应试验的结果一致。从图3.20可以看出，与轴承座测点信号的频谱相比，机匣测点信号的频谱中高频成分的幅值明显增加，原因可能是轴承滚动体故障的冲击引起了机匣的共振。从图3.21可以看出，在轴承座测点信号和机匣测点信号的小波包络谱中均不能明显发现滚动体的故障特征频率，原因可能是滚动体故障的冲击振动比较微弱，其故障特征频率很容易被其他频率成分所掩盖，因此采用小波包络分析方法，基于轴承座测点信号和机匣测点信号均难以有效地诊断出滚动轴承的滚动体故障。
[image: image316.png]o

3/ H)

0.42 0.56 0.70
58] /s

0.28

0.14

0.84



[image: image317.png]o

3/ H)

0.42 0.56 0.70
58] /s

0.28

0.14

0.84





(a) 轴承座测点信号
(b) 机匣测点信号

图3.19 航空发动机压气机转子试验器滚动轴承滚动体故障信号的时域波形
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.20 航空发动机压气机转子试验器滚动轴承滚动体故障信号的频谱

[image: image320.png]0

G / g

=)
H

.030

(3.0)

0.015

400

500

100

200 300
P | Hz



[image: image321.png]IE1E / g

0.04

0.02 ¢

(3.0)

100

200 300
B | He

400

500





(a) 轴承座测点信号
(b) 机匣测点信号

图3.21 航空发动机压气机转子试验器滚动轴承滚动体故障信号的小波包络谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.21 航空发动机压气机转子试验器滚动轴承滚动体故障信号的小波包络谱（续）
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.21 航空发动机压气机转子试验器滚动轴承滚动体故障信号的小波包络谱（续）
综合以上对航空发动机压气机转子试验器滚动轴承故障模拟试验结果的分析，可以看出，当滚动轴承与机匣的连接刚度较大时，轴承故障的冲击振动能够有效地传递到机匣上，与轴承座测点信号一样，采用小波包络分析方法，基于机匣测点信号同样可以有效地诊断出相应的滚动轴承故障，基于机匣测点信号进行滚动轴承故障诊断的灵敏性与基于轴承座测点信号进行滚动轴承故障诊断的灵敏性基本相当。
3.5.2 航空发动机转子试验器

3.5.2.1 外圈故障

对于航空发动机转子试验器，采用加工有外圈故障的轴承进行试验时振动信号的时域波形、频谱和小波包络谱分别如图3.22-3.24所示。试验中转速为1820rpm，根据表3.2可以计算得到外圈的故障特征频率fo=108.3Hz。
从图3.22可以看出，机匣测点信号的振动加速度值不到轴承座测点信号振动加速度值的五分之一，表明轴承外圈故障的冲击振动传递到机匣上时已经被极大地衰减了，该结果与冲击响应试验的结果一致。从图3.23可以看出，与轴承座测点信号的频谱相比，机匣测点信号的频谱中高频成分的幅值明显减小。从图3.24可以看出，对于轴承座测点信号，在所有节点重构信号的小波包络谱中均可以明显发现外圈的故障特征频率fo；对于机匣测点信号，在节点(3,1)和(3,3)重构信号的小波包络谱中亦可明显发现外圈的故障特征频率fo，表明虽然外圈故障的冲击振动传递到机匣上时产生了很大的衰减，但是采用小波包络分析方法，基于机匣测点信号仍然可以有效地诊断出滚动轴承的外圈故障。
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.22 航空发动机转子试验器滚动轴承外圈故障信号的时域波形
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.23 航空发动机转子试验器滚动轴承外圈故障信号的频谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.24 航空发动机转子试验器滚动轴承外圈故障信号的小波包络谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.24 航空发动机转子试验器滚动轴承外圈故障信号的小波包络谱（续）
3.5.2.2 内圈故障
对于航空发动机转子试验器，采用加工有内圈故障的轴承进行试验时振动信号的时域波形、频谱和小波包络谱分别如图3.25-3.27所示。试验中转速为1827rpm，根据表3.2可以计算得到内圈的故障特征频率fi=165.3Hz。
从图3.25可以看出，机匣测点信号的振动加速度值不到轴承座测点信号振动加速度值的十分之一，表明轴承内圈故障的冲击振动传递到机匣上时已经被极大地衰减了，该结果与冲击响应试验的结果一致。从图3.27可以看出，对于轴承座测点信号，在所有节点重构信号的小波包络谱中均可以明显发现内圈的故障特征频率fi；对于机匣测点信号，在节点(3,1)和(3,3)重构信号的小波包络谱中亦可明显发现内圈的故障特征频率fi，表明虽然内圈故障的冲击振动传递到机匣上时产生了很大的衰减，但是采用小波包络分析方法，基于机匣测点信号仍然可以有效地诊断出滚动轴承的内圈故障。
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.25 航空发动机转子试验器滚动轴承内圈故障信号的时域波形

[image: image358.png]0.26

IE1E / g

0.13 ¢

0
0 1000 2000 3000

W% | Hz

4000

5000



[image: image359.png]0.04

0.02

IE1E / g

1000

2000 3000

W% | Hz

4000






(a) 轴承座测点信号
(b) 机匣测点信号

图3.26 航空发动机转子试验器滚动轴承内圈故障信号的频谱
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(a) 轴承座测点信号
(b) 机匣测点信号
图3.27 航空发动机转子试验器滚动轴承内圈故障信号的小波包络谱
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(a) 轴承座测点信号
(b) 机匣测点信号
图3.27 航空发动机转子试验器滚动轴承内圈故障信号的小波包络谱（续）
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(a) 轴承座测点信号
(b) 机匣测点信号
图3.27 航空发动机转子试验器滚动轴承内圈故障信号的小波包络谱（续）
3.5.2.3 滚动体故障
对于航空发动机转子试验器，采用加工有滚动体故障的轴承进行试验时振动信号的时域波形、频谱和小波包络谱分别如图3.28-3.30所示。试验中转速为1768rpm，根据表3.2可以计算得到滚动体的故障特征频率fb=68.3Hz。如果滚动体在自转一周的过程中故障点同时撞击外圈和内圈，则其故障特征频率将为2fb。
从图3.28可以看出，机匣测点信号的振动加速度值约为轴承座测点信号振动加速度值的五分之一，表明轴承滚动体故障的冲击振动传递到机匣上时已经被极大地衰减了，该结果与冲击响应试验的结果一致。从图3.29可以看出，在轴承座测点信号的频谱中，在2000Hz和3000Hz左右有两个明显的共振峰，而在机匣测点信号的频谱中，这两个共振峰却不再明显。从图3.30可以看出，对于轴承座测点信号，在节点(3,0)、(3,1)、(3,3)、(3,4)和(3,5)重构信号的小波包络谱中均可以明显发现滚动体的故障特征频率2fb；对于机匣测点信号，在节点(3,1)和(3,3)重构信号的小波包络谱中也可以发现滚动体的故障特征频率2fb，但是由于滚动体故障的冲击振动本身比较微弱，传递到机匣上时又产生了很大衰减，因此机匣测点信号的小波包络谱中滚动体的故障特征频率不是非常明显，但总体来说，采用小波包络分析方法，基于机匣测点信号仍然可以诊断出滚动体故障。
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.28 航空发动机转子试验器滚动轴承滚动体故障信号的时域波形
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.29 航空发动机转子试验器滚动轴承滚动体故障信号的频谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.30 航空发动机转子试验器滚动轴承滚动体故障信号的小波包络谱
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(a) 轴承座测点信号
(b) 机匣测点信号

图3.30 航空发动机转子试验器滚动轴承滚动体故障信号的小波包络谱（续）
综合以上对航空发动机转子试验器滚动轴承故障模拟试验结果的分析，可以看出，当滚动轴承与机匣的连接刚度较小时，轴承故障的冲击振动传递到机匣上时会产生很大的衰减，但是与轴承座测点信号一样，采用小波包络分析方法，基于机匣测点信号依然可以有效地诊断出相应的滚动轴承故障，但这时基于机匣测点信号进行滚动轴承故障诊断的灵敏性要明显差于基于轴承座测点信号进行滚动轴承故障诊断的灵敏性。
3.6 本章小结
本章研究了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性问题，首先利用航空发动机压气机转子试验器和航空发动机转子试验器进行了冲击响应试验，并对滚动轴承处冲击激励引起的轴承座测点响应和机匣测点响应进行了对比分析。结果表明，对于航空发动机压气机转子试验器，由于滚动轴承和机匣的连接刚度较大，滚动轴承处的冲击激励能够有效地传递到机匣上，机匣测点响应和轴承座测点响应差别不大；对于航空发动机转子试验器，由于滚动轴承和机匣的连接刚度较小，滚动轴承处的冲击激励传递到机匣上时会产生很大的衰减，机匣测点响应和轴承座测点响应有较大差别。

其次，利用航空发动机压气机转子试验器和航空发动机转子试验器进行了滚动轴承故障模拟试验，并对轴承座测点信号和机匣测点信号的时域波形、频谱和小波包络谱进行了详细对比分析。结果表明，对于航空发动机压气机转子试验器，滚动轴承故障的冲击振动可以有效地传递到机匣上，与轴承座测点信号一样，通过机匣测点信号也可以有效地诊断出相应的滚动轴承故障，这时基于机匣测点信号进行滚动轴承故障诊断的灵敏性与基于轴承座测点信号进行滚动轴承故障诊断的灵敏性基本相当。对于航空发动机转子试验器，滚动轴承故障的冲击振动传递到机匣上时会产生很大的衰减，但是和轴承座测点信号一样，通过机匣测点信号依然可以有效地诊断出相应的滚动轴承故障，但这时基于机匣测点信号进行滚动轴承故障诊断的灵敏性明显差于基于轴承座测点信号进行滚动轴承故障诊断的灵敏性。本章研究结果为实际中基于机匣测点信号进行航空发动机滚动轴承故障诊断提供了试验依据。
第四章  基于小球大间隔方法的故障检测方法
4.1 引言

航空发动机滚动轴承故障检测的目的是及时发现滚动轴承的异常工作情况，是进一步进行故障诊断的基础。从机器学习的角度来看，航空发动机滚动轴承故障检测是一个两类分类问题，即依据能够反映滚动轴承状态的一些信息将其状态分类为正常或故障。当利用机器学习方法进行航空发动机滚动轴承故障智能检测时，首先需要获取训练样本集，通常，正常样本的获取比较容易，而故障样本的获取则需要一个过程。当某一型号的航空发动机刚投入使用时，一般只能获取到滚动轴承的正常样本，而难以获取到故障样本；当该型号的航空发动机使用一段时间以后，才可以逐步积累一些故障样本，但这时故障样本的数量相对于正常样本的数量一般较少，即正常样本和故障样本在数量上高度不平衡；当该型号的航空发动机使用较长的一段时间以后，一般可以收集到数量较多的故障样本，这时才可以形成正常样本和故障样本在数量上比较平衡的训练样本集。因此，针对航空发动机滚动轴承故障检测，需要解决故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的故障检测问题。

支持向量机是一种具有优良推广性能的两类分类方法，目前已有学者将其应用于滚动轴承故障检测[106]。然而，作为一种两类分类方法，支持向量机在训练中需要同时使用正常样本和故障样本，因此不能解决故障样本缺失情况下的故障检测问题。此外，当两类训练样本高度不平衡时，支持向量机的分类性能会明显下降，因此也不适合解决正常样本和故障样本高度不平衡情况下的故障检测问题。支持向量数据描述是一种一类分类方法，在训练中只须使用一类样本，目前已有一些学者将其应用于滚动轴承故障检测[114-115116]，由于该方法只要拥有正常样本即可进行训练，因此有效地解决了故障样本缺失情况下的故障检测问题。然而，当能够获取到故障样本时，支持向量数据描述由于仅使用一类样本进行训练，因而不能在训练中有效地利用故障样本来进一步提高故障检测的性能，即支持向量数据描述不能解决训练样本中同时包含正常样本和故障样本的故障检测问题。
小球大间隔方法[76]是一种用于解决训练样本中包含大量正常样本和少量异常样本情况下异常检测问题的方法，其基本思想是首先使用核技巧将输入空间的样本隐式地映射到一个高维特征空间，然后在该空间中通过训练建立一个包围正常样本的超球，在令该超球体积最小化的同时，进一步使超球边界和异常样本之间的间隔最大化。当训练样本中不包含异常样本时，小球大间隔方法可以自动退化为支持向量数据描述，即小球大间隔方法不仅可以解决训练样本中同时包含正常样本和异常样本的异常检测问题，而且可以解决训练样本中只包含正常样本的异常检测问题。基于此，本章提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法，该方法为解决故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的故障检测问题提供了一种统一的方法。
本章后续内容安排如下：4.2节介绍了小球大间隔方法的基本原理；4.3节通过仿真实验研究了小球大间隔方法的特点；4.4节提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法；4.5节将该方法分别应用于两个航空发动机转子试验器滚动轴承的故障检测，验证了该方法的有效性；4.6节对本章进行了小结。
4.2 小球大间隔方法的原理[76]
小球大间隔方法是一种针对训练中拥有大量正常样本和少量异常样本情况的异常检测方法，其集成了一类分类方法支持向量数据描述和传统两类分类方法支持向量机的思想。一方面，与支持向量数据描述类似，小球大间隔方法通过在特征空间中构造一个包围正常样本的超球来进行异常检测，若一个测试样本落入超球内部，则将其分类为正常，否则，将其分类为异常。为了降低将异常样本分类为正常样本的可能性，令该超球的体积最小化。另一方面，受支持向量机大间隔思想的启发，为了进一步降低将异常样本分类为正常样本的可能性，小球大间隔方法要求超球边界与异常样本之间的间隔最大化。
4.2.1 原始问题
给定
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，则小球大间隔方法的学习问题可以表示为以下最优化问题：
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式中，
[image: image416.wmf]F

Î

c

与
[image: image417.wmf]0

R

>

分别为在特征空间中建立的超球的球心和半径，
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为超球边界与异常样本之间的间隔，
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为由松弛变量构成的向量，
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根据上述最优化问题，最小化目标函数将使超球的半径
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尽可能的小，同时超球边界与异常样本之间的间隔
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尽可能的大，因此将该异常检测方法称为小球大间隔方法。
4.2.2 对偶问题
为了导出最优化问题(4.1)-(4.4)的对偶形式，定义以下Lagrange函数，
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式中,
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根据式(4.10)和式(4.6)可得
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将式(4.6)-(4.9)和式(4.11)代入式(4.5)中，即可得到前面最优化问题(4.1)-(4.4)的对偶形式：
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4.2.3 决策函数
求出对偶问题(4.12)-(4.16)后，为了计算半径
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，考虑以下两个集合：
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根据KKT条件，对于
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式中，
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式中，
[image: image451.wmf],

cc

可根据式(4.11)由下式求得
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为了对一个测试样本
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进行分类，只须判断其是否在训练阶段构造的超球体内。决策函数可以根据下式计算
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4.4.4 (-性质

在小球大间隔方法中，如果一个训练样本对应的Lagrange乘子
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，则称该训练样本为支持向量；如果一个训练样本对应的松弛变量
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，则称该训练样本为间隔错误样本。

小球大间隔方法中包含三个正的参数：
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类似的性质，该性质可以表述为以下定理。

定理4.1  令
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分别表示正类样本和负类样本中间隔错误样本的个数，
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分别表示正类样本和负类样本中支持向量的个数，则对于参数
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证明：由式(4.15)和式(4.16)可得
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根据KKT条件，所有松弛变量
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的样本满足
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。进一步由式(4.8)可知，对于正类样本中的每一个间隔错误样本，等式
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成立。考虑式(4.26)，并对正类样本中所有间隔错误样本的Lagrange乘子
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另一方面，根据式(4.13)可知，正类样本中的每一个支持向量对应的Lagrange乘子
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，考虑式(4.26)即可得到以下不等式
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组合式(4.27)和式(4.28)，即可证得式(4.25)中的第一个不等式。同理可证第二个不等式。
□
上述不等式表明，
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)是正类样本(或负类样本)中间隔错误样本比例的上界，同时是正类样本（或负类样本）中支持向量比例的下界。该性质可用于小球大间隔方法的参数选择。
4.3 小球大间隔方法的仿真实验

本节通过仿真实验研究小球大间隔方法的特点，实验分为三组，第一组仿真实验的目的是验证在仅有一类训练样本的情况下，小球大间隔方法可以自动退化为支持向量数据描述；第二组仿真实验旨在表明当两类训练样本高度不平衡时，小球大间隔方法相比于支持向量机和支持向量数据描述的优越性；第三组仿真实验研究在两类训练样本平衡时，小球大间隔方法与支持向量机相比的分类特点。

4.3.1 仅有一类训练样本的情况
根据小球大间隔方法的最优化问题(4.1)-(4.4)，当只有一类训练样本时，可以令
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，这时小球大间隔方法将退化为支持向量数据描述，下面通过二维仿真实验对此进行验证。仿真数据的产生方法为：在二维平面内，根据均值为[2,3]，协方差矩阵为[0.05,0;0,0.1]的正态分布产生100个训练样本。支持向量数据描述和小球大间隔方法的核函数均使用高斯径向基核函数。由
于在小球大间隔方法中
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对应于支持向量数据描述中的惩罚参数
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，因此，在以下仿真实验中，应保持
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三组参数对支持向量数据描述进行训练，相应的小球大间隔方法进行训练的参数分别应取
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。采用上述参数分别对支持向量数据描述和小球大间隔方法进行训练，支持向量数据描述得到的分类面分别如图4.1(a)-(c)所示，小球大间隔方法得到的分类面分别如图4.2(a)-(c)所示。对比图4.1和图4.2中两种方法对应的分类面，可以看出，对于三组参数，两种方法的分类面完全一致，这表明支持向量数据描述实际上是小球大间隔方法在
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时的一种特殊情况，因此，在仅有一类训练样本的情况下，小球大间隔方法完全可以取代支持向量数据描述。
4.3.2 两类训练样本高度不平衡的情况

当两类训练样本高度不平衡时，支持向量机的分类性能会明显下降，支持向量数据描述仅使用一类样本进行训练，因此不能有效地利用数量较少的另一类样本，而小球大间隔方法在这种情况下不仅不存在支持向量机的缺点，而且可以利用数量较少的另一类样本对分类面进行细化，从而可以进一步提高分类性能。下面通过仿真实验说明当两类训练样本高度不平衡时，小球大间隔方法相对于支持向量机和支持向量数据描述的优越性。
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	图4.1 支持向量数据描述的分类面
	图4.2 小球大间隔方法的分类面


仿真数据的产生方法为：首先在二维平面内，分别根据均值为[2,3]，协方差矩阵为[0.05,0;0,0.1]和均值为[3,3]，协方差矩阵为[0.05,0;0,0.1]的正态分布产生200个正类样本和10个负类样本用于训练；然后采用相同的办法另外产生100个正类样本和100个负类样本用于测试。所有方法的核函数均使用高斯径向基核函数。支持向量机和小球大间隔方法的参数通过五折交叉验证进行选取。支持向量数据描述由于仅使用一类样本进行训练，因此不适合使用交叉验证的方法选取参数，鉴于该方法和小球大间隔方法一样都是通过构造一个包围正类样本的超球来进行分类，为公平起见，选取和小球大间隔方法一样的核参数，另一个惩罚参数选取1，即要求在训练集上没有误分。采用上述参数选取方法选取参数后进行分类实验，三种方法在训练集和测试集上的分类结果分别如图4.3-4.5所示，具体的识别率如表4.1所示。
支持向量机以结构风险最小化原理为基础，在训练时同时考虑训练误差和模型的复杂性，从而能够有效地避免过拟合现象，表现出良好的推广能力。但是，当两类训练样本高度不平衡时，一方面由于训练样本较少一类的样本很容易远离理想的分类面，另一方面由于支持向量机软间隔的特点，使得其训练得到的分类面通常会向训练样本较少一类方向偏移[
]，当使用该分
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	(a) 训练结果
	(b) 测试结果

	图4.3 两类训练样本高度不平衡情况下支持向量机在训练集和测试集上的分类结果
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	(a) 训练结果
	(b) 测试结果

	图4.4 两类训练样本高度不平衡情况下支持向量数据描述在训练集和测试集上的分类结果
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	(a) 训练结果
	(b) 测试结果

	图4.5 两类训练样本高度不平衡情况下小球大间隔方法在训练集和测试集上的分类结果


表4.1 两类训练样本高度不平衡情况下三种方法在训练集和测试集上的识别率

	分类方法
	训练集识别率(%)
	测试集识别率(%)

	
	正类
	负类
	正类
	负类

	支持向量机
	100
	100
	100
	80

	支持向量数据描述
	100
	—
	99
	91

	小球大间隔方法
	100
	100
	99
	100


类面对测试样本进行分类时，训练样本较多一类的识别率虽然可以有很好的保证，但训练样本较少一类的识别率容易偏低。从图4.3(a)可以看出，支持向量机训练得到的分类面虽然能够正确分类所有的正类样本和负类样本，但该分类面明显偏向训练样本较少的负类。从图4.3(b)可以看出，当使用该分类面对测试样本进行分类时，正类样本没有发生误分，其识别率达到了100%，但负类样本有相当一部分发生了误分，其识别率仅为80%。
支持向量数据描述作为一种一类分类方法，只需使用一类样本进行训练，其基本思想是通过构造一个包围训练样本的超球来进行分类，若一个测试样本落入超球内部，则认为和训练样本属于同一类，否则认为属于不同类。当面对两类训练样本高度不平衡的分类问题时，支持向量数据描述可以通过仅使用训练样本较多的一类样本建立模型来进行分类，但这样就不能利用训练样本较少的另一类样本，从而会造成资源的浪费。此外，支持向量数据描述仅使用一类样本进行训练的特点使得其参数选取比较困难，如果参数选取不当，描述训练样本的超球边界过于紧凑时容易使训练样本较多的一类识别率偏低；反之，如果参数选取不当，描述训练样本的超球边界比较松弛时又容易使训练样本较少的一类识别率偏低。一般来说，由于训练样本较少的一类没有参与训练，使得第二种情况更容易发生。图4.4(a)所示为支持向量数据描述仅使用正类样本训练得到的分类面，该分类面在训练集上的识别率达到了100%，但可以看出其右边界明显比较松弛。从图4.4(b)可以看出，使用该分类面对测试样本进行分类时，正类样本有一个发生了误分，负类样本有9个发生了误分，负类样本的识别率明显偏低。
小球大间隔方法也是通过构造一个包围训练样本的超球来进行分类，这一点与支持向量数据描述类似，不同点在于小球大间隔方法在训练中可以同时使用训练样本较少的另一类样本。其基本思想是构造一个包围训练样本较多一类样本的超球，并使该超球尽可能的小，同时使超球边界和训练样本较少一类样本之间的间隔尽可能的大。与支持向量数据描述相比，小球大间隔方法有两个明显的优点：一是在训练中可以同时使用两类样本使得其参数选取变得容易，例如可以利用交叉验证方法进行参数选取；二是大间隔的要求使得其训练得到的分类面在靠近训练样本较少一类的一侧通常比较紧凑，这使得其对该类样本的识别率能有很好的保证。图4.5(a)所示为小球大间隔方法通过训练得到的分类面，其对正类样本和负类样本的识别率均达到了100%。对比小球大间隔方法和支持向量数据描述的分类面，可以看出，在靠近负类样本一侧，小球大间隔方法的分类面更加紧凑，这一点正是通过大间隔的要求获得的。图4.5(b)所示为小球大间隔方法在测试样本上的分类结果，其对正类样本的识别率为99%，对负类样本的识别率为100%，在两类样本上均取得了很高的识别率。
根据以上分析和实验可知，当两类训练样本高度不平衡时，支持向量机训练得到的分类面通常会向样本数较少一类方向偏移，这使得其对该类样本的识别率容易偏低。支持向量数据描述可以通过仅使用训练样本较多的一类样本建立模型来进行分类，但该特点导致其参数选取比较困难，若参数选取不当，容易造成两类样本中其中一类样本的识别率偏低。小球大间隔方法通过构造一个包围训练样本较多一类样本的超球来进行分类，这一特点使得其不存在支持向量机的缺点，而在训练中能够同时使用两类样本和大间隔的特点又克服了支持向量数据描述的不足，因此，当两类训练样本高度不平衡时，与支持向量机和支持向量数据描述相比，小球大间隔方法一般可以获得更好的分类性能。
4.3.3 两类训练样本平衡的情况
小球大间隔方法不仅在解决两类训练样本高度不平衡情况下的分类问题中具有明显的优越性，而且可以用于解决两类训练样本平衡情况下的分类问题。当两类训练样本平衡时，支持向量机是解决这种情况下分类问题的经典方法。下面通过仿真实验比较在两类训练样本平衡的情况下小球大间隔方法与支持向量机相比的分类特点。仿真数据的产生方法、两种分类方法使用的核函数以及参数选取方法均与上小节实验中相同，但在本小节训练样本中的正类样本个数和负类样本个数均为100个，即保持两类训练样本平衡。支持向量机和小球大间隔方法在训练集和测试集上的分类结果分别如图4.6和图4.7所示，具体的识别率如表4.2所示。
	[image: image512.png]



	[image: image513.png]




	(a) 训练结果
	(b) 测试结果

	图4.6 两类训练样本平衡情况下支持向量机在训练集和测试集上的分类结果
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	(a) 训练结果
	(b) 测试结果

	图4.7 两类训练样本平衡情况下小球大间隔方法在训练集和测试集上的分类结果


表4.2 两类训练样本平衡情况下两种方法在训练集和测试集上的识别率
	分类方法
	训练集识别率(%)
	测试集识别率(%)

	
	正类
	负类
	正类
	负类

	支持向量机
	99
	99
	100
	96

	小球大间隔方法
	100
	100
	97
	100


支持向量机的分类原理是在两类训练样本之间寻找一个最大间隔的分类面，在两类训练样本平衡的情况下，分类面不会偏向任何一类样本。从图4.6(a)可以看出，支持向量机训练得到的分类面基本上位于两类训练样本的中间，其在训练集上对正类样本和负类样本的识别率均为99%。从图4.6(b)可以看出，支持向量机在测试集上对正类样本的识别率为100%，对负类样本的识别率为96%。小球大间隔方法的分类原理是寻找一个包围正类样本的超球，在使该超球体积最小化的同时，进一步使超球边界尽量远离负类样本，因此，其得到的分类面会更加偏向正类样本。从图4.7(a)可以看出，小球大间隔方法训练得到的分类面的右边界紧贴正类样本，这一特点使得其对未来的测试样本进行分类时，对正类样本的识别率容易偏低，但对负类样本的识别率能有更好的保证，这一点可以从图4.7(b)得到验证，小球大间隔方法在测试集上对正类样本的识别率为97%，低于支持向量机对正类样本的识别率，对负类样本的识别率为100%，高于支持向量机对负类样本的识别率。

在两类分类问题中，如果两类样本的误分代价相同，分类的目标显然是使得两类样本的总识别率尽可能高，而不必关心每一类具体的识别率；然而，如果两类样本的误分代价不同，这时一般希望分类器能够优先保证误分代价较高一类的识别率。显然，根据上述仿真实验，在两类训练样本平衡的情况下，支持向量机更加适合两类样本误分代价相同的分类问题，小球大间隔方法更加适合两类样本误分代价不同的分类问题。
4.4 基于小球大间隔方法的故障检测方法

航空发动机滚动轴承故障检测是指根据能够反映滚动轴承状态的一些信息判断其状态是正常还是发生了故障，从机器学习的角度来看，该问题本质上是一个两类分类问题。上一节的仿真实验表明，小球大间隔方法可分别用于解决仅有一类训练样本、两类训练样本高度不平衡以及两类训练样本平衡三种情况下的两类分类问题。基于此，本文提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。该故障检测方法的流程如图4.8所示，总的来说，使用该故障检测方法进行航空发动机滚动轴承故障检测可以分为两步，首先采用训练样本对小球大间隔方法进行训练得到故障检测模型，然后采用该故障检测模型对滚动轴承进行故障检测。该故障检测方法的具体步骤为：
(1) 使用振动传感器从发动机机匣上采集一定数量的滚动轴承振动信号作为训练样本；
(2) 采用第二章2.3.2节中基于小波包变换的能量特征提取方法提取滚动轴承振动信号的小波包能量特征；
(3) 如果训练样本中包含故障样本，选取
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的值对小球大间隔方法进行训练得到故障检测模型；如果训练样本中仅包含正常样本，令
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，选取
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的值对小球大间隔方法进行训练得到故障检测模型。
(4) 为利用故障检测模型对滚动轴承进行故障检测，首先从机匣上采集滚动轴承的振动信号，然后采用基于小波包变换的能量特征提取方法提取滚动轴承振动信号的小波包能量特征形成待检测样本，最后将待检测样本输入故障检测模型进行故障检测。
基于小球大间隔方法的故障检测方法可分别用于解决训练样本中故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的航空发动机滚动轴承故障检测问题。当仅有正常样本时，令
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，小球大间隔方法将退化为支持向量数据描述，因此可以用于解决故障样本缺失情况下的故障检测问题；当正常样本和故障样本高度不平衡时，支持向量机对于训练样本较少的故障情况的识别率会明显偏低，支持向量数据描述不能有效地利用数量较少的故障样本，而小球大间隔方法不仅可以有效地利用数量较少的故障样本，而且正是通过对这些少量故障样本的利用使得其对故障情况的识别率能有很好的保证，因此非常适合解决正常样本和故障样本高度不平衡情况下的故障检测问题；当正常样本和故障样本平衡时，由于在航空发动机滚动轴承故障检测中，将故障情况误判为正常情况的代价明显高于将正常情况误判为故障情况的代价，而与支持向量机相比，小球大间隔方法对故障情况的识别率能有更好的保证，因此更适合这种情况下的航空发动机滚动轴承故障检测。
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图4.8 基于小球大间隔方法的航空发动机滚动轴承故障检测方法的流程

4.5 故障检测实验
为验证上一节中提出的故障检测方法在解决不同训练样本情况下的航空发动机滚动轴承故障检测问题中的有效性，本节分别利用第三章中介绍的航空发动机压气机转子试验器和航空发动机转子试验器获取的滚动轴承实验数据进行故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的故障检测实验。
在正常样本和故障样本高度不平衡、正常样本和故障样本平衡两种情况下的故障检测实验中，作为对比，同时采用支持向量机进行故障检测。在所有故障检测实验中，小球大间隔方法和支持向量机的核函数均采用高斯径向基核函数。在正常样本和故障样本高度不平衡、正常样本和故障样本平衡两种情况下的故障检测实验中，小球大间隔方法和支持向量机中的参数分别采用五折交叉验证进行选取；在训练样本中仅包含正常样本情况下的故障检测实验中，由于仅有一类样本，小球大间隔方法中的参数不适合采用交叉验证进行选取，考虑到支持向量的比例可以在一定程度上反映训练结果是否发生过拟合或欠拟合，在这种情况下，首先令小球大间隔方法中的参数
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，保证训练错误为0，然后通过保持训练样本中支持向量的比例为5%确定高斯径向基核函数的参数。三种情况下故障检测实验中使用的样本个数如表4.3所示。在每一种情况下的故障检测实验中，训练样本和测试样本随机产生十次，然后进行十次故障检测实验。在所有故障检测实验中，小球大间隔方法和支持向量机的故障检测性能采用正常样本和故障样本识别率的几何平均值进行评估，即若
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分别表示正常样本和故障样本的识别率，则总识别率为
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，这种评估方法综合考虑了正常样本和故障样本的识别率。
表4.3 三种情况下故障检测实验中使用的样本个数
	训练样本的三种情况
	训练样本个数
	测试样本个数

	
	正常
	故障
	正常
	故障

	仅包含正常样本
	200
	0
	100
	100

	正常样本和故障样本高度不平衡
	200
	10
	100
	100

	正常样本和故障样本平衡
	200
	200
	100
	100


4.5.1 航空发动机压气机转子试验器滚动轴承故障检测
本小节首先利用航空发动机压气机转子试验器获取的滚动轴承实验数据分别进行故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的故障检测实验。
(1) 训练样本中仅包含正常样本情况下的故障检测
表4.4给出了小球大间隔方法在训练样本中仅包含正常样本情况下的故障检测结果。从表中可以看出，对于训练样本，由于在小球大间隔方法中令参数
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的取值为0.005，其识别率均达到了100%；对于测试样本，正常样本的最低识别率为92.00%，最高识别率为98.00%，故障样本的识别率均达到了100%。正常样本的识别率偏低的原因可能来源于两个方面，一是由于小球大间隔方法在训练中要求包围正常样本的超球尽可能的小，这使得其在测试中对正常样本的识别率容易偏低；二是当训练样本中仅包含一类样本时，小球大间隔方法中的参数选取比较困难，实验中所采用的通过控制支持向量的比例来选取参数的方法也只是一种比较粗略的选取方法，只能在一定程度上选取比较合适的参数。然而，考虑到小球大间隔方法仅使用了正常样本进行训练，总体而言，其在这种情况下取得了较好的故障检测结果，这表明小球大间隔方法可以有效地用于训练样本中仅包含正常样本情况下的航空发动机滚动轴承故障检测。
(2) 训练样本中正常样本和故障样本高度不平衡情况下的故障检测
表4.5给出了支持向量机在训练样本中正常样本和故障样本高度不平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的识别率均达到了100%；对于测试样本，正常样本的识别率也均达到了100%，但故障样本的识别率明显偏低，其平均识别率只有91.80%。这表明当训练样本中正常样本和故障样本高度不平衡时，支持向量机在故障检测中对于正常样本的识别率能有很好的保证，但对于故障样本的识别率容易偏低，因此不适合这种情况下的航空发动机滚动轴承故障检测。
表4.6给出了小球大间隔方法在训练样本中正常样本和故障样本高度不平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的识别率均达到了100%；对于测试样本，正常样本的识别率均达到了98.00%以上，故障样本的识别率均达到了100%，即正常样本和故障样本均取得了较高的识别率。进一步比较表4.6和表4.4中小球大间隔方法在
表4.4 航空发动机压气机转子试验器滚动轴承故障检测实验中小球大间隔方法在训练样本中仅包含正常样本情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	—
	100
	97.00
	100
	98.49

	2
	100
	—
	100
	96.00
	100
	97.98

	3
	100
	—
	100
	98.00
	100
	98.99

	4
	100
	—
	100
	94.00
	100
	96.95

	5
	100
	—
	100
	97.00
	100
	98.49

	6
	100
	—
	100
	97.00
	100
	98.49

	7
	100
	—
	100
	92.00
	100
	95.92

	8
	100
	—
	100
	94.00
	100
	96.95

	9
	100
	—
	100
	95.00
	100
	97.47

	10
	100
	—
	100
	93.00
	100
	96.44

	平均
	100
	—
	100
	95.30
	100
	97.62


表4.5 航空发动机压气机转子试验器滚动轴承故障检测实验中支持向量机在正常样本和故障样本高度不平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	100
	100
	100
	89.00
	94.34

	2
	100
	100
	100
	100
	94.00
	96.95

	3
	100
	100
	100
	100
	90.00
	94.87

	4
	100
	100
	100
	100
	94.00
	96.95

	5
	100
	100
	100
	100
	97.00
	98.49

	6
	100
	100
	100
	100
	92.00
	95.92

	7
	100
	100
	100
	100
	90.00
	94.87

	8
	100
	100
	100
	100
	93.00
	96.44

	9
	100
	100
	100
	100
	91.00
	95.39

	10
	100
	100
	100
	100
	88.00
	93.81

	平均
	100
	100
	100
	100
	91.80
	95.81


表4.6 航空发动机压气机转子试验器滚动轴承故障检测实验中小球大间隔方法在正常样本和故障样本高度不平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	100
	100
	99.00
	100
	99.50

	2
	100
	100
	100
	98.00
	100
	98.99

	3
	100
	100
	100
	100
	100
	100

	4
	100
	100
	100
	99.00
	100
	99.50

	5
	100
	100
	100
	100
	100
	100

	6
	100
	100
	100
	100
	100
	100

	7
	100
	100
	100
	99.00
	100
	99.50

	8
	100
	100
	100
	98.00
	100
	98.99

	9
	100
	100
	100
	99.00
	100
	99.50

	10
	100
	100
	100
	98.00
	100
	98.99

	平均
	100
	100
	100
	99.00
	100
	99.50


两种不同情况下的故障检测结果，可以看出，通过使用少量的故障样本，小球大间隔方法在测试中对于正常样本的平均识别率由95.30%提高到了99.00%，这表明小球大间隔方法可以有效地利用少量的故障样本来进一步提高故障检测的性能。总之，该故障检测结果充分表明小球大间隔方法非常适合训练样本中正常样本和故障样本高度不平衡情况下的航空发动机滚动轴承故障检测。
(3) 训练样本中正常样本和故障样本平衡情况下的故障检测
表4.7给出了支持向量机在训练样本中正常样本和故障样本平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的识别率均达到了100%；对于测试样本，正常样本和故障样本的识别率也均达到了100%。该故障检测结果表明，当训练样本中正常样本和故障样本平衡时，支持向量机是一种较好的故障检测方法。
表4.8给出了小球大间隔方法在训练样本中正常样本和故障样本平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的识别率均达到了100%；对于测试样本，正常样本的识别率均达到了98.00%以上，故障样本的识别率均达到了100%，即正常样本和故障样本均取得了较高的识别率。进一步比较表4.8和表4.7中小球大间隔方法和支持向量机在这种情况下的故障检测结果，可以看出，对于测试样本，小球大间隔方法对于正常样本的识别率略低于支持向量机。这是由小球大间隔方法的原理所致，即小球大间隔方法在训练中不仅要求包围正常样本的超球尽可能的小，同时要求超球边界与故障样本之间的间隔尽可能的大，这使得其分类面会更加偏向正常样本，因此在测试中对正常样本的识别率容易偏低。对于小球大间隔方法的这一特点，需要说明两点，一是由于正常样本的获取比较容易，实际故障检
表4.7 航空发动机压气机转子试验器滚动轴承故障检测实验中支持向量机在正常样本和故障样本平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	100
	100
	100
	100
	100

	2
	100
	100
	100
	100
	100
	100

	3
	100
	100
	100
	100
	100
	100

	4
	100
	100
	100
	100
	100
	100

	5
	100
	100
	100
	100
	100
	100

	6
	100
	100
	100
	100
	100
	100

	7
	100
	100
	100
	100
	100
	100

	8
	100
	100
	100
	100
	100
	100

	9
	100
	100
	100
	100
	100
	100

	10
	100
	100
	100
	100
	100
	100

	平均
	100
	100
	100
	100
	100
	100


表4.8 航空发动机压气机转子试验器滚动轴承故障检测实验中小球大间隔方法在正常样本和故障样本平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	100
	100
	99.00
	100
	99.50

	2
	100
	100
	100
	98.00
	100
	98.99

	3
	100
	100
	100
	100
	100
	100

	4
	100
	100
	100
	99.00
	100
	99.50

	5
	100
	100
	100
	100
	100
	100

	6
	100
	100
	100
	100
	100
	100

	7
	100
	100
	100
	99.00
	100
	99.50

	8
	100
	100
	100
	98.00
	100
	98.99

	9
	100
	100
	100
	99.00
	100
	99.50

	10
	100
	100
	100
	99.00
	100
	99.50

	平均
	100
	100
	100
	99.10
	100
	99.55


测中正常样本的数量一般较多，这使得正常样本一般能够很好地反映出其真实分布，因此小球大间隔方法在测试中对于正常样本的识别率并不会明显低于支持向量机，这一点可以从比较两种方法的故障检测结果得到验证，小球大间隔方法对于正常样本的平均识别率仅比支持向量机低了不到1%；二是小球大间隔方法的分类面更加偏向正常样本使得其对故障样本的识别率能有更好的保证，由于在故障检测中，将故障误判为正常的代价远高于将正常误判为故障的代价，因此在正常识别率和故障识别率之间，希望能够优先保证故障识别率，小球大间隔方法分类的特点正好与该目标一致，因此，从这个角度来说，当训练样本中正常样本和故障样本平衡时，与支持向量机相比，小球大间隔方法更适合航空发动机滚动轴承故障检测。
4.5.2 航空发动机转子试验器滚动轴承故障检测

本小节进一步利用航空发动机转子试验器获取的滚动轴承实验数据分别进行故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的故障检测实验。
(1) 训练样本中仅包含正常样本情况下的故障检测
表4.9给出了小球大间隔方法在训练样本中仅包含正常样本情况下的故障检测结果。从表中可以看出，对于训练样本，由于在小球大间隔方法中令参数
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n

的取值为0.005，其识别率均达到了100%；对于测试样本，正常样本和故障样本的平均识别率分别为95.00%和98.30%，即正常样本和故障样本均取得了较高的识别率。该故障检测结果表明，小球大间隔方法可以有效地用于训练样本中仅包含正常样本情况下的航空发动机滚动轴承故障检测。
(2) 训练样本中正常样本和故障样本高度不平衡情况下的故障检测
表4.10给出了支持向量机在训练样本中正常样本和故障样本高度不平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的识别率均达到了100%；对于测试样本，正常样本的识别率也均达到了100%，但故障样本的识别率明显偏低，其平均识别率只有79.70%。这表明当训练样本中正常样本和故障样本高度不平衡时，支持向量机在故障检测中对于正常样本的识别率能有很好的保证，但对于故障样本的识别率容易偏低，因此不适合这种情况下的航空发动机滚动轴承故障检测。
表4.11给出了小球大间隔方法在训练样本中正常样本和故障样本高度不平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的识别率均达到了100%；对于测试样本，正常样本和故障样本的平均识别率分别为97.00%和98.30%，即正常样本和故障样本均取得了较高的识别率。进一步比较表4.11和表4.9中小球大间隔方法在不同情况下的故障检测结果，可以看出，通过使用少量的故障样本，小球大间隔方法在测试中对于正常样本的平均识别率由95.00%提高到了97%，这表明小球大间隔方法可以有效地利用少量的故障样本来进一步提高故障检测的性能。总之，该故障检测结果表明小球大间隔方法非常适合训练样本中正常样本和故障样本高度不平衡情况下的航空发动机滚动轴承故障检测。
表4.9 航空发动机转子试验器滚动轴承故障检测实验中小球大间隔方法在训练样本中仅包含正常样本情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	—
	100
	95.00
	99.00
	96.98

	2
	100
	—
	100
	90.00
	96.00
	92.95

	3
	100
	—
	100
	96.00
	100
	97.98

	4
	100
	—
	100
	95.00
	98.00
	96.49

	5
	100
	—
	100
	96.00
	98.00
	96.99

	6
	100
	—
	100
	95.00
	97.00
	95.99

	7
	100
	—
	100
	97.00
	97.00
	97.00

	8
	100
	—
	100
	98.00
	99.00
	98.50

	9
	100
	—
	100
	90.00
	100
	94.87

	10
	100
	—
	100
	98.00
	99.00
	98.50

	平均
	100
	—
	100
	95.00
	98.30
	96.64


表4.10 航空发动机转子试验器滚动轴承故障检测实验中支持向量机在正常样本和故障样本高度不平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	100
	100
	100
	83.00
	91.10

	2
	100
	100
	100
	100
	86.00
	92.74

	3
	100
	100
	100
	100
	70.00
	83.67

	4
	100
	100
	100
	100
	81.00
	90.00

	5
	100
	100
	100
	100
	75.00
	86.60

	6
	100
	100
	100
	100
	84.00
	91.65

	7
	100
	100
	100
	100
	91.00
	95.39

	8
	100
	100
	100
	100
	67.00
	81.85

	9
	100
	100
	100
	100
	82.00
	90.55

	10
	100
	100
	100
	100
	78.00
	88.32

	平均
	100
	100
	100
	100
	79.70
	89.27


表4.11 航空发动机转子试验器滚动轴承故障检测实验中小球大间隔方法在正常样本和故障样本高度不平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	100
	100
	100
	97.00
	97.00
	97.00

	2
	100
	100
	100
	93.00
	97.00
	94.98

	3
	100
	100
	100
	97.00
	100
	98.49

	4
	100
	100
	100
	96.00
	98.00
	96.99

	5
	100
	100
	100
	99.00
	97.00
	97.99

	6
	100
	100
	100
	96.00
	97.00
	96.50

	7
	100
	100
	100
	98.00
	99.00
	98.50

	8
	100
	100
	100
	98.00
	99.00
	98.50

	9
	100
	100
	100
	98.00
	100
	98.99

	10
	100
	100
	100
	98.00
	99.00
	98.50

	平均
	100
	100
	100
	97.00
	98.30
	97.65


(3) 训练样本中正常样本和故障样本平衡情况下的故障检测
表4.12给出了支持向量机在训练样本中正常样本和故障样本平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的平均识别率分别为99.55%和99.40%；对于测试样本，正常样本和故障样本的平均识别率分别为98.70%和98.10%，即正常样本和故障样本均取得了较高的识别率。该故障检测结果表明，当训练样本中正常样本和故障样本平衡时，支持向量机是一种较好的故障检测方法。

表4.13给出了小球大间隔方法在训练样本中正常样本和故障样本平衡情况下的故障检测结果。从表中可以看出，对于训练样本，正常样本和故障样本的平均识别率分别为99.55%和99.85%；对于测试样本，正常样本和故障样本的平均识别率分别为97.40%和99.80%，即正常样本和故障样本均取得了较高的识别率。进一步比较表4.13和表4.12中小球大间隔方法和支持向量机在这种情况下的故障检测结果，可以看出，对于测试样本，小球大间隔方法和支持向量机的总识别率比较接近，但小球大间隔方法通过牺牲一定的正常样本识别率换取了更高的故障样本识别率，其结果更符合故障检测中希望优先保证故障样本识别率的目标。总之，该故障检测结果表明，当训练样本中正常样本和故障样本平衡时，小球大间隔方法比支持向量机更适合航空发动机滚动轴承故障检测。
表4.12 航空发动机转子试验器滚动轴承故障检测实验中支持向量机在正常样本和故障样本平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	99.00
	100
	99.50
	99.00
	97.00
	97.99

	2
	99.50
	99.00
	99.25
	98.00
	97.00
	97.50

	3
	100
	99.50
	99.75
	100
	98.00
	98.99

	4
	99.50
	99.50
	99.50
	99.00
	98.00
	98.50

	5
	99.50
	99.00
	99.25
	98.00
	99.00
	98.50

	6
	99.50
	98.50
	99.00
	98.00
	98.00
	98.00

	7
	99.00
	100
	99.50
	99.00
	99.00
	99.00

	8
	100
	100
	100
	98.00
	97.00
	97.50

	9
	99.50
	98.50
	99.00
	99.00
	100
	99.50

	10
	100
	100
	100
	99.00
	98.00
	98.50

	平均
	99.55
	99.40
	99.47
	98.70
	98.10
	98.40


表4.13 航空发动机转子试验器滚动轴承故障检测实验中小球大间隔方法在正常样本和故障样本平衡情况下的故障检测结果(%)
	实验

次数
	训练样本的识别率
	训练样本的总识别率
	测试样本的识别率
	测试样本的总识别率

	
	正常样本
	故障样本
	
	正常样本
	故障样本
	

	1
	99.00
	100
	99.50
	99.00
	100
	99.50

	2
	99.00
	100
	99.50
	96.00
	99.00
	97.49

	3
	99.50
	100
	99.75
	98.00
	100
	98.99

	4
	100
	100
	100
	96.00
	100
	97.98

	5
	100
	100
	100
	97.00
	100
	98.49

	6
	100
	100
	100
	95.00
	100
	97.47

	7
	99.50
	99.00
	99.25
	97.00
	100
	98.49

	8
	100
	100
	100
	98.00
	100
	98.99

	9
	98.50
	99.50
	99.00
	99.00
	100
	99.50

	10
	100
	100
	100
	99.00
	99.00
	99.00

	平均
	99.55
	99.85
	99.70
	97.40
	99.80
	98.59


4.6 本章小结
本章研究了不同训练样本情况下的航空发动机滚动轴承故障检测问题，提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。本章首先通过仿真实验对小球大间隔方法进行了研究。结果表明，当仅有一类训练样本时，小球大间隔方法将自动退化为支持向量数据描述；当两类训练样本高度不平衡时，与支持向量机和支持向量数据描述相比，小球大间隔方法可以获得更好的分类性能；当两类训练样本平衡时，支持向量机更加适合两类样本误分代价相同的分类问题，而小球大间隔方法更加适合两类样本误分代价不同的分类问题。
在对小球大间隔方法仿真研究的基础上，本章进一步提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。该方法为解决故障样本缺失、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况下的故障检测问题提供了一种统一的方法。当仅有正常样本时，该方法将退化为基于支持向量数据描述的故障检测方法；当正常样本和故障样本高度不平衡时，该方法的故障检测性能明显优于基于支持向量数据描述的故障检测方法和基于支持向量机的故障检测方法；当正常样本和故障样本平衡时，与基于支持向量机的故障检测方法相比，该方法对故障情况的识别率能有更好的保证。
最后，本章将该方法分别应用于航空发动机压气机转子试验器和航空发动机转子试验器的滚动轴承故障检测，验证了该方法在解决不同训练样本情况下的航空发动机滚动轴承故障检测问题中的有效性。
第五章  基于多核支持向量机的融合诊断方法
5.1 引言
在以往的滚动轴承故障诊断研究中，通常是采用单一类型的特征或单一传感器的数据进行故障诊断。然而，基于机匣测点信号进行航空发动机滚动轴承故障诊断时，由于航空发动机的结构非常复杂，滚动轴承故障产生的激振力传递到机匣上要经过较长的路径，导致机匣测点信号中的滚动轴承故障特征一般比较微弱，在这种情况下，如果仅采用单一类型的特征或单一传感器的数据进行故障诊断，可能难以取得较高的诊断正确率。而另一方面，当航空发动机滚动轴承发生故障时，其振动信号会从多个角度（如时域、包络谱、能量等）表现出故障特征。此外，在航空发动机机匣的不同位置一般安装有多个振动传感器来测取振动信号。如果能够利用多种类型的特征或多个传感器的数据进行融合诊断，应该可以显著提高故障诊断的正确率。本章通过引入多核学习方法[77,90-91]，研究了航空发动机滚动轴承故障的融合诊断问题。
多核学习方法是核方法发展的新阶段，在这种方法中，核矩阵为事先给定的一组核矩阵的线性组合。其基本思想是，首先由使用者根据具体的问题提供一组核矩阵，然后通过求解一个凸优化问题得到该组核矩阵关于某个性能度量准则的最优线性组合系数。与传统的单核学习方法相比，多核学习方法的意义主要在于两个方面：一是实现了核矩阵的自动选择。因为在多核学习方法中，核矩阵以事先给定的一组核矩阵的线性组合表示，而最优的线性组合系数可以通过求解一个凸优化问题自动获得。二是提供了一种多源信息融合的新方法。在核方法中，由于样本之间的所有信息均包含在核矩阵中，对于多源信息，可以为每一个来源的信息分别构造一个或多个核矩阵，然后利用多核学习方法通过对多个核矩阵的融合即可实现多源信息的融合。
多核支持向量机是多核学习方法中最典型的代表，在线-批处理强凸多核支持向量机是由Orabona等[89]提出的一种新的多核支持向量机。本章利用多核学习方法信息融合的思想，提出了两种基于在线-批处理强凸多核支持向量机的融合诊断方法，即基于在线-批处理强凸多核支持向量机的多特征融合诊断方法和基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断方法。这两种融合诊断方法的主要思想是，首先为不同类型的特征或不同传感器数据的特征分别构造一组核矩阵，然后通过对多组核矩阵的融合来实现多特征信息或多传感器数据的融合。这两种融合诊断方法不仅分别实现了多特征融合诊断和多传感器数据融合诊断，而且避免了核矩阵需要人工选择的问题，从而进一步提高了故障诊断的自动化水平。它们的有效性分别通过相应的融合诊断实验进行了验证。
本章后续内容安排如下：5.2节介绍了在线-批处理强凸多核支持向量机的基本原理；5.3节首先提出了一种基于在线-批处理强凸多核支持向量机的多特征融合诊断方法，然后通过一个融合诊断实验验证了该方法的有效性；5.4节首先提出了一种基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断方法，然后通过一个融合诊断实验验证了该方法的有效性；5.5节对本章进行了小结。
5.2 在线-批处理强凸多核支持向量机的原理
传统的基于核的学习方法在学习时均是使用单一的核，其应用的框架如图5.1所示。在应用这类学习方法时，首先由使用者根据具体的问题确定一个核
[image: image531.wmf]K

，然后将核
[image: image532.wmf]K

和训练样本一起输入到某个基于核的学习方法，最后该学习方法通过学习输出一个假设
[image: image533.wmf]h

。
在传统的基于核的学习方法中，虽然核的使用为使用者嵌入问题的先验知识提供了可能，但在实际使用过程中，通常很难根据问题的先验知识来确定具体使用哪一个核，因此，在传统的基于核的学习方法中，一直希望有一种能够根据训练样本自动选择核的方法。另一方面，在很多实际问题中经常包含多个异构的数据源，如果仅使用单一的核通常难以很好的描述这类问题，而使用多个核则可以很好地描述这类问题。多核学习方法就是在这种背景下出现的，顾名思义，在这种方法中使用多个核，其应用的框架如图5.2所示。在应用这类学习方法时，使用者不需要指定某一个具体的核
[image: image534.wmf]K

，而只要提供一组核
[image: image535.wmf]K

，然后将该组核和训练样本一起输入到某个多核学习方法，最后该多核学习方法通过学习输出一个最优的核
[image: image536.wmf]K

和假设
[image: image537.wmf]h

。
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图5.1 传统的基于核的学习方法的应用框架
图5.2 多核学习方法的应用框架
目前，许多传统的核方法已被推广为多核学习方法，其中最有代表性的就是多核支持向量机。在线-批处理强凸多核支持向量机是由Orabona等[89]提出的一种新的多核支持向量机，该多核支持向量机具有以下特点：(1) 通过在其优化问题中引入p-范数，一方面可以控制核矩阵组合系数的稀疏水平，另一方面得到了一个更容易优化的问题；(2) 该多核支持向量机直接通过原始形式进行求解，这使得其可以使用任意的凸损失函数，例如Crammer等提出的多类损失函数[
]；(3) 其优化方法本质上属于随机次梯度下降方法，具体来说，包括两个阶段，第一个阶段采用在线的方式快速估计出最优解所在的范围，第二个阶段以第一个阶段得到的解作为起点，并利用第一个阶段估计出的最优解所在的范围，采用随机次梯度下降方法进一步寻求最优解。下面具体介绍在线-批处理强凸多核支持向量机的基本原理。
5.2.1 预备知识
首先介绍几个将要用到的记号和基本概念。
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令
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令
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表示由N个训练样本构成的训练集，其中
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，考虑映射函数
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，该映射函数将训练样本映射到一个高（可能无限）维空间。在核方法中，对一个样本
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的预测可以表示为一个超平面
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和变换后的样本
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的内积，即
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。在多核学习情况下，假定包含F个映射函数
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，对应地将定义F个核函数
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对于多类和结构化分类，
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，常用的方法是使用联合特征映射
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。考虑多核学习的情况，假定包含F个映射函数
[image: image554.wmf](,),1,,

j

jF

f

××=

L

，对应地将定义F个核函数
[image: image555.wmf]''''

((,),(,))(,)(,),1,,

jjj

KyyyyjF

ff

=×=

xxxx

L

。这一定义包含了训练M个不同超平面的情况，每一个超平面对应一类。实际上
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(5.1)
式中，
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的变换。类似地，
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将有M个分块组成，
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类似，定义
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多类损失函数
定义以下多类损失函数[131]：
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(5.2)
式中，
[image: image566.wmf]t
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表示max(t,0)。该损失函数是凸的，其表示多类错误分类损失的上界。
范数和对偶范数
令
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的对偶范数为
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，其中p和q满足1/p+1/q=1，在本章后续部分p和q总是满足该关系。
分组范数
对于
[image: image572.wmf]w

，定义其(2,p)分组范数如下：
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(5.3)
5.2.2 优化问题
采用混合范数正则化，多核支持向量机的优化问题可以表示为以下形式：
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(5.4)
采用上小节多类损失函数和分组范数的定义，可将上述优化问题重写为以下形式：
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(5.5)
上式中的(2,1)分组范数将使得最终求得的核矩阵组合系数保持稀疏性，即只有一小部分核矩阵的系数不为零。虽然存在一些特定的应用，希望保持解的稀疏性，但是当一组核矩阵中大部分包含互补的信息时，强加稀疏性约束可能会忽略一些有用的信息，从而导致次优的性能。另一方面，根据凸优化的原理，一个优化问题强凸性越明显则越容易优化，而上式中的(2,1)分组范数导致该优化问题不是强凸的，这使得其优化算法通常比较复杂并且收敛速度比较慢。
为了解决上述两个问题，Orabona等采用一般的(2,p)分组范数和一般的凸损失函数对式(5.5)中的多核支持向量机进行了推广，提出了一种p-范数多核支持向量机：
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(5.6)
式中，
[image: image577.wmf]12
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。在上式中采用(2,p)分组范数代替式(5.5)中的(2,1)分组范数，一方面使得在多核支持向量机中可以通过参数p来调节核矩阵组合系数的稀疏水平，从而为更有效地利用核矩阵之间的互补信息提供了可能；另一方面使得上述优化问题成为一个
[image: image578.wmf]/
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-强凸的优化问题，又为该优化问题设计高效的求解算法提供了可能。因此，该p-范数多核支持向量机克服了式(5.5)中多核支持向量机存在的两个不足。在该p-范数多核支持向量机中，当p取接近于1的值时，求得的核矩阵组合系数将接近式(5.5)中多核支持向量机求得的稀疏解，但此时强凸性将消失；当p等于2时，所有核矩阵的组合系数将取相同的值，这时相当于使用所有核矩阵不加权的和。
5.2.3 优化算法

针对任意的强凸函数优化问题，Shalev-Shwartz等[
-
]提出了一个为该类问题设计随机次梯度下降算法的通用框架。由于(2,p)分组范数是强凸的，Orabona等采用该算法框架为其p-范数多核支持向量机设计了一个高效的优化算法——OBSCURE(Online-Batch Strongly Convex mUlti keRnel lEarning)[89]。OBSCURE算法由两个阶段组成：第一个阶段是一个快速的在线算法(Algorithm 1)，这个算法用来快速估计出最优解所在的区域；第二个阶段(Algorithm 2)从第一个阶段得到的近似解出发，并利用最优解所在的区域这一信息，采用一个随机近邻投影次梯度下降算法进一步寻求最优解。
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8: end for
9: return 
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5.3 基于在线-批处理强凸多核支持向量机的多特征融合诊断

5.3.1 融合诊断方法

基于在线-批处理强凸多核支持向量机的多特征融合诊断方法的流程如图5.3所示。从图中可以看出，该方法包括三个阶段：特征提取及初始核矩阵集合构造阶段，模型学习阶段和融合诊断阶段。

在特征提取及初始核矩阵集合构造阶段，首先采用振动传感器从机匣上某个合适位置采集发动机运行的振动信号；然后从采集的振动信号中分别提取三种类型的滚动轴承故障特征：5个无量纲时域特征、4个小波包包络谱特征、8个小波包能量特征；最后采用相同的一组核参数为不同类型的特征分别构造一组核矩阵，然后将三组核矩阵组合到一起作为下面进行特征融合的初始核矩阵集合。

提取的5个无量纲时域特征分别为：波形指标、峰值指标、脉冲指标、裕度指标、峭度指标。

提取的4个小波包包络谱特征分别为小波包包络谱中旋转频率的包络谱值、外圈故障特征频率的包络谱值、内圈故障特征频率的包络谱值、滚动体故障特征频率的包络谱值。小波包包络谱特征的具体提取方法参见第二章2.4.2.2节。

提取的8个小波包能量特征分别为采用小波包变换对原始振动信号进行三层分解得到的第三层8个节点重构信号的相对能量。小波包能量特征的具体提取方法参见第二章2.4.2.3节。

在模型学习阶段，在由训练样本计算得到的初始核矩阵集合的基础上，通过在线-批处理强
	Algorithm 2 OBSCURE stage 2(stochastic optimization)
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12: end for


凸多核支持向量机学习，得到最优的核矩阵组合系数和融合诊断模型。

在融合诊断阶段，首先在由待诊断样本和训练样本计算得到的核矩阵集合的基础上，采用模型学习阶段得到的最优核矩阵组合系数计算融合诊断阶段的最优核矩阵；然后将该最优核矩阵输入模型学习阶段得到的融合诊断模型进行融合诊断。
5.3.2 融合诊断实验

本小节进行多特征融合诊断实验，以验证上一小节中提出的多特征融合诊断方法的有效性。实验数据来自第三章中的航空发动机压气机转子试验器的滚动轴承故障模拟试验。该试验中，滚动轴承的振动信号通过安装在压气机机匣上的加速度传感器进行采集，包括正常状态、外圈故障、内圈故障和滚动体故障4种情况，各种情况下原始振动信号的典型时域波形如图5.4所示。
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图5.3 基于在线-批处理强凸多核支持向量机的多特征融合诊断方法的流程
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(a) 正常状态
(b) 外圈故障
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(c) 内圈故障
(d) 滚动体故障
图5.4 原始振动信号的时域波形
下面首先通过提取图5.4中4个滚动轴承振动信号的小波包包络谱特征和小波包能量特征，表明融合多种类型特征进行诊断的必要性。首先对图5.4中的4个振动信号分别进行三层小波包分解，然后对第三层8个节点的重构信号分别进行Hilbert变换和傅里叶变换，得到4种情况下各节点重构信号的包络谱分别如图5.5-5.8所示。
从图5.5-5.8可以看出，当滚动轴承处于正常状态时，在各节点重构信号的包络谱中均没有明显表现出任一元件的故障特征频率，只有在一些节点重构信号的包络谱中明显表现出了滚动轴承的旋转频率；当滚动轴承发生外圈故障时，在一些节点重构信号的包络谱中明显表现出了外圈的故障特征频率；同样，当滚动轴承发生内圈故障时，在一些节点重构信号的包络谱中明显表现出了内圈的故障特征频率；然而，当滚动轴承发生滚动体故障时，在各节点重构信号的包络谱中均没有明显表现出滚动体的故障特征频率，只有在一些节点重构信号的包络谱中明显表现出了滚动轴承的旋转频率。
进一步基于各节点重构信号的包络谱提取4个信号的小波包包络谱特征，结果如图5.9所示，图中横坐标1,2,3,4分别表示旋转频率、外圈故障特征频率、内圈故障特征频率和滚动体故障特征频率。可以看出，图5.9中提取的小波包包络谱特征与图5.5-5.8中反映的滚动轴承状态信息完全一致：当滚动轴承处于正常状态时，旋转频率的包络谱值最大，其他故障特征频率的包络谱值均较小；当滚动轴承发生外圈故障时，外圈故障特征频率的包络谱值最大，旋转频率和其他故障特征频率的包络谱值均较小；当滚动轴承发生内圈故障时，内圈故障特征频率的包络谱值最大，旋转频率和其他故障特征频率的包络谱值均较小；当滚动轴承发生滚动体故障时，由于相应的包络谱中没有明显地表现出滚动体的故障特征频率，导致旋转频率的包络谱值最大，其他故障特征频率的包络谱值均较小，此时容易将滚动体故障误判为正常状态。总之，从图5.5-5.8和图5.9可以看出，采用小波包包络谱特征可以准确地诊断出外圈故障和内圈故障，但难以诊断出滚动体故障，因此，有必要进一步提取其他类型的特征进行诊断。

进一步提取图5.4中4个振动信号的小波包能量特征，结果如图5.10所示。从图中可以看出，当滚动轴承处于正常状态时，振动信号的能量主要集中在前三个低频频带；当滚动轴承发生外圈故障、内圈故障或滚动体故障时，由于存在故障的滚动轴承在运行时会激起系统的高频固有振动，导致中高频频带的能量显著增加，低频频带的能量相应减少。总之，采用小波包能量特征可以有效地区分滚动轴承是处于正常状态还是发生故障。
综合图5.9和图5.10进行分析可知，对于采用小波包包络谱特征不太容易区分的滚动体故障和正常状态，采用小波包能量特征却很容易区分出来，这表明在航空发动机滚动轴承故障诊断中有必要融合多种类型的特征进行诊断。

接下来进行融合诊断实验，以表明所提出的多特征融合诊断方法的有效性。为此，分别获取滚动轴承在正常状态、外圈故障、内圈故障和滚动体故障情况下的样本各200个，对于每一种情况下的样本，随机选取100个样本用于训练，剩下的100个样本用于测试，即训练样本和
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图5.5 正常状态信号的小波包包络谱，(a)-(h)分别对应节点(3,0)-节点(3,7)重构信号的包络谱
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图5.6 外圈故障信号的小波包包络谱，(a)-(h)分别对应节点(3,0)-节点(3,7)重构信号的包络谱
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图5.7 内圈故障信号的小波包包络谱，(a)-(h)分别对应节点(3,0)-节点(3,7)重构信号的包络谱
[image: image607.png](b)

0.04 - - - 0.05
(a)

0.02 0.025

0 - - - 0 - - - -

0 100 200 300 400 500 0 100 200 300 400 500
0.12 . . . 0.12 . . . .

(c) (d)
0.06 0.06 |
en 0 | . . , en 0 . /
j 0 100 200 300 400 500 im 0 100 200 300 400 500
= 0.04 - - = 0.06 - - - -
(€) (H)
0.02 0.03 |
0 - - - - 0 - - -
0 100 200 300 400 500 0 100 200 300 400 500
0.1 . . . . 0.04 . . .
(g) (h)
0.05 0.02
0 - - - 0 - - - -
100 200 300 400 500 0 100 200 300 400 500
% | Hz

0
% / Hz




图5.8 滚动体故障信号的小波包包络谱，(a)-(h)分别对应节点(3,0)-节点(3,7)重构信号的包络谱
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图5.9 小波包包络谱特征
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图5.10 小波包能量特征

测试样本均为400个。实验中，核函数选取高斯径向基核函数(Gaussian RBF kernel)。对于无量纲时域特征、小波包包络谱特征、小波包能量特征，分别采用参数0.10, 0.22, 0.46, 1.00, 2.15, 4.46, 10.00, 21.54, 46.42, 100.00构造十个核矩阵。为表明融合诊断方法的有效性，同时采用三种单一类型的特征进行诊断。在采用单一类型特征进行诊断时，仅使用每一种类型特征对应的十个核矩阵；在进行融合诊断时，使用所有的三十个核矩阵。采用不同类型特征进行诊断时，最终的诊断正确率如表5.1所示，学习到的核矩阵系数如图5.11所示。
从表5.1可以看出，采用单一类型特征进行诊断的最低正确率为60.75%，最高正确率为
表5.1 采用不同类型特征进行诊断的正确率

	不同类型特征
	诊断正确率（%）

	无量纲时域特征
	60.75

	小波包络谱特征
	81.75

	小波包能量特征
	95.00

	多种类型特征融合
	100.00
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(a) 无量纲时域特征
(b) 小波包包络谱特征
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(c) 小波包能量特征
(d) 多种类型特征融合

图5.11 采用不同类型特征进行诊断时学习到的核矩阵系数
95%，采用多种类型特征进行融合诊断的正确率为100%，明显高于采用任何一种单一类型特征进行诊断的正确率。这表明基于在线-批处理强凸多核支持向量机的多特征融合诊断方法通过融合多种类型的特征进行诊断可以显著提高诊断的正确率。
从图5.11可以看出，采用单一类型特征进行诊断时，大部分核矩阵的系数为0，这表明采用同一类型特征构造的多个核矩阵很少提供互补的信息；采用多种类型特征进行融合诊断时，虽然大部分核矩阵的系数也为0，但是在每一种类型特征对应的核矩阵中均有若干个核矩阵的系数不为0，这表明在进行融合诊断时三种不同类型的特征均可以提供互补的信息。
基于在线-批处理强凸多核支持向量机的多特征融合诊断方法除了可以显著提高航空发动机滚动轴承故障诊断的正确率外，还有另外一个优点，即在这种融合诊断方法中，使用者不需要选择特定的核矩阵，而只要提供一组核矩阵，最优的核矩阵以该组核矩阵的线性组合表示，其组合系数可以通过在线-批处理强凸多核支持向量机学习自动获得，因此，这种融合诊断方法避免了核矩阵需要人工选择的问题，从而进一步提高了航空发动机滚动轴承故障诊断的自动化水平。
5.4 基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断

5.4.1 融合诊断方法
基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断方法的流程如图5.12所示。从图中可以看出，该方法包括三个阶段：特征提取及初始核矩阵集合构造阶段，模型学习阶段和融合诊断阶段。
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图5.12 基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断方法的流程
在特征提取及初始核矩阵集合构造阶段，首先利用多个振动传感器从机匣上采集发动机运行的振动信号，然后对每一个传感器的振动信号分别进行小波包变换，接着进一步提取相应的小波包包络谱特征（具体提取方法参见第二章2.4.2.2节），最后采用相同的一组核参数为不同传感器信号的特征分别构造一组核矩阵，然后将多组核矩阵组合到一起作为下面进行多传感器数据融合的初始核矩阵集合。
在模型学习阶段，在由训练样本计算得到的初始核矩阵集合的基础上，通过在线-批处理强凸多核支持向量机学习，得到最优的核矩阵组合系数和融合诊断模型。

在融合诊断阶段，首先在由待诊断样本和训练样本计算得到的核矩阵集合的基础上，采用模型学习阶段得到的最优核矩阵组合系数计算融合诊断阶段的最优核矩阵；然后将该最优核矩阵输入模型学习阶段得到的融合诊断模型进行融合诊断。
5.4.2 融合诊断实验

本小节进行多传感器数据融合诊断实验，以验证上一小节中提出的多传感器数据融合诊断方法的有效性。实验数据来自第三章中的航空发动机转子试验器的滚动轴承故障模拟试验。该试验中，滚动轴承的振动信号利用4个加速度传感器进行采集，这4个加速度传感器分别安装在涡轮机匣的上、下、左、右四个位置。在融合诊断实验中，考虑正常状态、外圈故障和内圈故障3种情况，对于每一种情况，分别获取200个样本，并在其中随机选取100个样本用于训练，剩下的100个样本用于测试，即训练样本和测试样本均为300个。需要指出的是，这里的每一个样本均包含4个传感器获取的4组数据。对于所有样本，采用第二章2.4.2.2节介绍的小波包包络谱特征提取方法提取其特征。实验中，核函数选取高斯径向基核函数(Gaussian RBF kernel)，对于每一个传感器的数据的特征，分别采用参数0.10, 0.22, 0.46, 1.00, 2.15, 4.46, 10.00, 21.54, 46.42, 100.00构造10个核矩阵，4个传感器的数据总共形成40个核矩阵。在进行多传感器数据融合诊断时，使用所有的40个核矩阵。作为对比，同时采用每一个单一传感器的数据进行诊断，这时仅使用每一个传感器的数据对应的10个核矩阵。采用不同传感器数据进行诊断时，最终的诊断正确率如表5.2所示，学习到的核矩阵系数如图5.13所示。
表5.2 采用不同传感器的数据进行诊断的正确率

	不同传感器的数据
	诊断正确率（%）

	传感器1数据
	83.67

	传感器2数据
	79.33

	传感器3数据
	88.33

	传感器4数据
	92.00

	多传感器数据融合
	96.67


从表5.2可以看出，多传感器数据融合诊断的正确率明显高于采用任何单一传感器数据进行诊断的正确率，这表明基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断方法可以有效地利用多个传感器的数据来提高故障诊断的正确率。

从图5.13可以看出，采用单一传感器数据进行诊断时，大部分核矩阵的系数为0，这表明采用单一传感器数据的特征构造的多个核矩阵很少提供互补的信息；采用多个传感器数据进行融合诊断时，虽然大部分核矩阵的系数也为0，但是在每一个传感器数据对应的核矩阵中均有若干个核矩阵的系数不为0，这表明在进行融合诊断时4个传感器的数据均可以提供互补的信息。
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(a) 传感器1数据
(b) 传感器2数据
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(c) 传感器3数据
(d) 传感器4数据
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(e) 多传感器数据融合
图5.13 采用不同传感器的数据进行诊断时学习到的核矩阵系数
最后，值得指出的是，该多传感器数据融合诊断方法通过利用多核支持向量机对多组核矩阵的融合，不仅实现了多传感器数据的融合，而且得到了最优的核矩阵，从而避免了核矩阵需要人工选择的问题。
5.5 本章小结
本章研究了航空发动机滚动轴承故障的融合诊断问题，利用多核学习方法信息融合的思想，提出了两种基于在线-批处理强凸多核支持向量机的融合诊断方法。首先，为利用多种类型的特征来提高故障诊断的正确率，本章提出了一种基于在线-批处理强凸多核支持向量机的多特征融合诊断方法；其次，为利用多传感器数据来提高故障诊断的正确率，本章又提出了一种基于在线-批处理强凸多核支持向量机的多传感器数据融合诊断方法。这两种融合诊断方法的主要思想是，首先将多种类型的特征或多个传感器的数据表示为多组核矩阵，然后利用在线-批处理强凸多核支持向量机通过对多组核矩阵的融合来实现多种类型特征的融合或多个传感器数据的融合。实验表明，与仅采用单一类型特征或单一传感器数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高故障诊断的正确率。此外，这两种融合诊断方法中的最优核矩阵可以通过学习得到，从而避免了核矩阵需要人工选择的问题，因此进一步提高了故障诊断的自动化水平。
第六章  基于正则化多核判别分析的融合诊断方法
6.1 引言
上一章研究了航空发动机滚动轴承故障的融合诊断问题，提出了两种基于在线-批处理强凸多核支持向量机的融合诊断方法。许多研究[68,125,
-
]表明，正则化核判别分析与支持向量机具有类似的分类性能。与支持向量机一样，正则化核判别分析也被推广到了多核情况[92-93]。为此，本章进一步研究了正则化多核判别分析在航空发动机滚动轴承故障融合诊断中的应用。首先，为利用多种类型的特征来提高故障诊断的正确率，本章提出了一种基于正则化多核判别分析的多特征融合诊断方法；其次，为利用多个传感器的数据来提高故障诊断的正确率，本章又提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法。实验表明，与采用单一类型的特征或单一传感器的数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高诊断的正确率，同时实现了核矩阵的自动选择，从而进一步提高了故障诊断的自动化水平。
本章后续内容安排如下：6.2节介绍了本章提出的融合诊断方法的理论基础；6.3节首先提出了一种基于正则化多核判别分析的多特征融合诊断方法，然后通过一个融合诊断实验验证了该方法的有效性；6.4节首先提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法，然后通过一个融合诊断实验验证了该方法的有效性；6.5节对本章进行了小结。
6.2 理论基础
本节介绍本章所提出的融合诊断方法的理论基础，包括经验模式分解和正则化多核判别分析。
6.2.1 经验模式分解

经验模式分解(Empirical Mode Decomposition, EMD)是由Huang等[32]提出的一种信号自适应分解方法，利用该方法可将任意一个信号自适应地分解为一系列本征模函数(Intrinsic Mode Function, IMF)分量与一个余项之和，其中的IMF为满足以下两个条件的信号：一是在整个数据序列中，极值点（包括极大值点和极小值点）与过零点的数目相等或至多相差一个；二是在任意数据点，信号局部极大值的包络和局部极小值的包络的平均值为0。EMD方法的具体步骤如下：

将原始信号
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xt

作为待处理信号，确定该信号所有的局部极值点（包括极大值点和极小值点），然后用三次样条曲线将所有极大值点和极小值点连接起来，得到
[image: image621.wmf]()
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的上包络线和下包络线。

记上、下包络线的平均值组成的序列为
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，求出
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判断
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是否满足IMF的两个条件，若不满足，则把
[image: image625.wmf]1

()

ht

作为待处理信号，重复上述步骤，直至
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将
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将
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作为新的原始信号重复上述步骤，依次可以得到第二、第三直至第n个IMF，记为
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，当满足预先设定的停止准则后停止分解。这样就将原始信号
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6.2.2 正则化多核判别分析

正则化核判别分析[124-125]的基本原理是，首先利用核技巧将输入空间的样本隐式地映射到一个高维特征空间；然后在该空间中寻找一组投影方向，使得特征空间的样本向该组方向投影后，不同类别的样本尽量远离，同类样本尽量靠近，即使样本之间的判别性最大化。

给定
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为样本个数，
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表示训练样本矩阵，
[image: image650.wmf](

)

K

j

×

表示由核函数
[image: image651.wmf]K

隐式定义的非线性映射，则在正则化核判别分析中，通常最大化以下目标函数
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式中，W为投影矩阵，
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为正则化参数，I为单位矩阵，
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式中，
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式中，
[image: image661.wmf]12

[,,,]

k

=

Hhhh

L

，
[image: image662.wmf]i

h

为
[image: image663.wmf]n

维列向量，其第
[image: image664.wmf]j

个分量由下式决定



[image: image665.wmf]-   if the -th data point belongs to the

 -th class

()

   -      otherwise  

i

i

i

i

n

n

ji

nn

j

n

n

ì

ï

ï

=

í

ï

ï

î

h


(6.8)

[image: image666.wmf]trace()
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表示矩阵的迹。

对于某一特定的核矩阵
[image: image667.wmf]G

和正则化参数
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，正则化核判别分析的目标函数的最大值为
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为使投影之后的样本具有最佳的判别性，需要恰当地选择核矩阵
[image: image670.wmf]G

和正则化参数
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，使得式(6.9)最大化。目前，核矩阵
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和正则化参数
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一般通过交叉验证的方法选取。然而，该方法所需的计算量很大，并且只能在给定的多组参数中选择一组最优的参数，因此，无法保证找到全局最优的参数。

多核学习方法[77,90-91]是近年来出现的一种解决核矩阵选择问题的新方法，其基本思想是，事先给定一组核矩阵，然后通过求解一个凸优化问题得到该组核矩阵关于某个性能度量准则的最优线性组合。Kim等[92] 和Ye等[93]将多核学习的思想引入正则化核判别分析，提出了正则化多核判别分析。
给定
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，在正则化多核判别分析中，核矩阵以事先给定的一组核矩阵的线性组合表示
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式中，
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维列向量。

根据式(6.10)，求解最优的核矩阵转化为求解最优的线性组合系数。根据Ye等[93]的研究，使式(6.9)取得最大值的最优线性组合系数和正则化参数可通过求解以下半无限线性规划(semi-infinite linear programming, SILP)获得，
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式中，
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为Lagrange乘子向量。
关于正则化多核判别分析的详细推导参见文献[93]。

6.3 基于正则化多核判别分析的多特征融合诊断
6.3.1 融合诊断方法
基于正则化多核判别分析的多特征融合诊断方法的流程如图6.1所示。从图中可以看出，该方法包括三个阶段：特征提取及初始核矩阵集合构造阶段，模型训练阶段和融合诊断阶段。
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图6.1 基于正则化多核判别分析的多特征融合诊断方法的流程
在特征提取及初始核矩阵集合构造阶段，首先采用振动传感器从机匣上某个合适位置采集发动机运行的振动信号；然后从采集的振动信号中分别提取三种类型的滚动轴承故障特征：5个无量纲时域特征、4个IMF包络谱特征、4个IMF能量特征；最后采用相同的一组核参数为不同类型的特征分别构造一组核矩阵，然后将三组核矩阵组合到一起作为下面进行特征融合的初始核矩阵集合。

提取的5个无量纲时域特征分别为：波形指标、峰值指标、脉冲指标、裕度指标、峭度指标。

提取的4个IMF包络谱特征分别为IMF包络谱中旋转频率的包络谱值、外圈故障特征频率的包络谱值、内圈故障特征频率的包络谱值、滚动体故障特征频率的包络谱值。IMF包络谱特征的具体提取方法如下：

(1) 确定要计算的IMF数量
[image: image692.wmf]N

。由于采用EMD方法对原始振动信号进行分解得到的IMF分量依频率从高到低排列，且滚动轴承的故障信息主要包含在高频IMF分量中，因此本文选择前4个IMF分量进行计算，即取
[image: image693.wmf]N

=4。
(2) 获取各IMF分量的包络谱。首先采用EMD方法对原始振动信号进行分解，得到一系列IMF分量；然后对前N个IMF分量分别进行Hilbert变换和傅里叶变换，得到各IMF分量的包络谱。

(3) 从各IMF分量的包络谱中提取相应的包络谱值。由于滚动轴承的旋转频率和理论计算的故障特征频率与实际IMF包络谱中的旋转频率和故障特征频率可能存在一定差异，因此旋转频率和故障特征频率的包络谱值需要在一定的频率范围内寻找，设其频率误差最大为
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个IMF分量的包络谱，
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分别表示旋转频率、外圈故障特征频率、内圈故障特征频率和滚动体故障特征频率，
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分别表示第
[image: image706.wmf]l

个IMF分量的包络谱中旋转频率的包络谱值、外圈故障特征频率的包络谱值、内圈故障特征频率的包络谱值和滚动体故障特征频率的包络谱值，则相应的包络谱值可以根据下式提取
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(6.12)
(4) 将各IMF分量的包络谱中相应包络谱值的最大值作为最终的特征值。提取出前N个IMF分量的各个包络谱值后，根据人工诊断经验，当观察到某个IMF分量的包络谱中出现了某种故障的特征频率，并且取值比较大时，即可判断该故障发生，据此，可以比较所有IMF分量的包络谱中相应的包络谱值，将其最大值作为最终的特征值，即
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(5) 将上述4个IMF包络谱值构成一个特征向量
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(6) 对IMF包络谱值进行归一化处理，即
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提取的4个IMF能量特征分别是采用EMD方法对原始振动信号进行分解得到的前4个IMF分量的相对能量。IMF能量特征的具体计算方法如下：

(1) 确定要计算的IMF数量
[image: image711.wmf]N

，本文取N=4。
(2) 采用EMD方法对原始振动信号进行分解，得到一系列IMF分量。

(3) 根据下式计算前N个IMF分量的能量
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(6.16)
式中，
[image: image714.wmf]()
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表示第i个IMF分量，M表示IMF分量的长度。
(4) 将N个IMF能量值构成一个特征向量
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(5) 计算相对能量
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式中，
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在模型训练阶段，首先，在由训练样本计算得到的初始核矩阵集合的基础上，求解式（6.11）中的半无限线性规划，得到最优的正则化参数和最优的核矩阵组合系数；然后，采用最优的核矩阵组合系数计算训练阶段的最优核矩阵；接着，进一步采用最优的正则化参数和最优的核矩阵，求解正则化核判别分析，得到最优的投影矩阵；最后，使用该最优的投影矩阵，将训练样本投影到一个最优的子空间，得到子空间中的训练样本，在该子空间内，训练样本具有最佳的判别性。

在融合诊断阶段，首先，在由待诊断样本和训练样本计算得到的核矩阵集合的基础上，采用训练阶段得到的最优核矩阵组合系数，计算融合诊断阶段的最优核矩阵；然后，采用训练阶段求解得到的最优投影矩阵，将待诊断样本投影到一个最优的子空间，得到子空间中的待诊断样本；最后，在该子空间内，采用最近邻分类器进行故障识别。

6.3.2 融合诊断实验
为验证基于正则化多核判别分析的多特征融合诊断方法的有效性，本小节利用第三章中的航空发动机压气机转子试验器获取的滚动轴承试验数据进行融合诊断实验。

滚动轴承的振动信号通过安装在压气机机匣上的加速度传感器进行采集，包括正常状态、外圈故障、内圈故障和滚动体故障4种情况，各种情况下原始振动信号的典型时域波形如图6.2所示。

下面首先通过提取图6.2中四个滚动轴承振动信号的IMF包络谱特征和IMF能量特征，表明融合多种类型特征进行诊断的必要性。首先采用EMD方法对图6.2中的四个振动信号进行分解，得到的前四个IMF分量如图6.3所示，进一步对这些IMF分量进行Hilbert变换和傅里叶
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(a) 正常状态
(b) 外圈故障
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(c) 内圈故障
(d) 滚动体故障
图6.2 原始振动信号的时域波形
变换，得到的各IMF分量的包络谱如图6.4所示。
从图6.4可以看出，当滚动轴承无故障时，在前四个IMF分量的包络谱中均没有明显表现出任一元件的故障特征频率，只有在第二个IMF分量的包络谱中表现出了滚动轴承的旋转频率fr；当滚动轴承存在外圈故障时，在前四个IMF分量的包络谱中均可以清楚地发现外圈的故障特征频率fo，其中，在第一个IMF分量的包络谱中还可以清楚地发现2fo和3fo；当滚动轴承存在内圈故障时，在第一个IMF分量的包络谱中可以清楚地发现内圈的故障特征频率fi和2fi；当滚动轴承存在滚动体故障时，在前四个IMF分量的包络谱中均没有明显表现出滚动体的故障特征频率fb，只有在第二个IMF分量的包络谱中表现出了滚动轴承的旋转频率fr。

进一步基于各IMF分量的包络谱提取四个信号的IMF包络谱特征，结果如图6.5所示，图中横坐标1,2,3,4分别表示旋转频率、外圈故障特征频率、内圈故障特征频率和滚动体故障特征频率。可以看出，图6.5中提取的IMF包络谱特征与图6.4中反映的滚动轴承状态信息完全一致：当滚动轴承无故障时，旋转频率的包络谱值F1为1，其他包络谱值均较小；当滚动轴承存在外圈故障时，外圈故障特征频率的包络谱值F2为1，其他包络谱值均较小；当滚动轴承存在内圈故障时，内圈故障特征频率的包络谱值F3为1，其他包络谱值均较小；当滚动轴承存在滚动体故障时，由于相应的包络谱中没有明显地表现出滚动体的故障特征频率，导致旋转频率的包络谱值F1为1，其他包络谱值均较小，此时容易将滚动体故障误判为正常状态。总之，从图6.4和图6.5可以看出，采用IMF包络谱特征可以准确地诊断出外圈故障和内圈故障，但难以诊断出滚动体故障，因此，有必要进一步提取其他类型的特征进行诊断。
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(a) 正常状态
(b) 外圈故障
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(c) 内圈故障
(d) 滚动体故障

图6.3 采用EMD对原始振动信号进行分解得到的前4个IMF分量
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(a) 正常状态
(b) 外圈故障
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(c) 内圈故障
(d) 滚动体故障

图6.4 前4个IMF分量的包络谱
[image: image730.png]A AL 25 A

1 2 3
S ?Ef/’fﬁ H
(a) IHIRAS

2 3
A%
(b) HIME] i

2 3
SR IIES
(c) W Pl Wi e

1 2 3 4

A%
(d) BB AR





图6.5 IMF包络谱特征
进一步提取图6.2中四个振动信号的IMF能量特征，结果如图6.6所示。从图中可以看出，当滚动轴承无故障时，第二个和第三个IMF分量的能量较大，第一个和第四个IMF分量的能量稍小，总的来说，滚动轴承振动信号的能量在四个IMF分量之间分布相对比较均匀。由于存在故障的滚动轴承在运行时会激起系统的高频固有振动，因此，当滚动轴承存在外圈故障、内圈故障或滚动体故障时，高频成分的能量显著增加，低频成分的能量相应减少，滚动轴承振动信号的能量主要集中在第一个IMF分量，其他三个IMF分量的能量均较小。
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图6.6 IMF能量特征
综合图6.5和图6.6进行分析可知，IMF包络谱特征对于诊断外圈故障和内圈故障非常理想，但是对于诊断滚动体故障不是很好；IMF能量特征对于区分滚动轴承是正常状态还是发生故障非常有效，但是对于区分具体是哪一种故障不是十分理想。对于采用IMF包络谱特征不太容易区分的滚动体故障和正常状态，采用IMF能量特征却很容易区分出来。因此，在滚动轴承故障诊断中，有必要融合多种类型的特征进行诊断。
为进行融合诊断实验，分别获取滚动轴承在正常状态、外圈故障、内圈故障和滚动体故障情况下的样本各200个，对于每一种情况下的样本，随机选取100个样本用于训练，剩下的100个样本用于测试，即训练样本和测试样本均为400个。实验中，核函数选取高斯径向基核函数(Gaussian RBF kernel)，对于无量纲时域特征、IMF包络谱特征、IMF能量特征，分别采用参数0.10, 0.22, 0.46, 1.00, 2.15, 4.46, 10.00, 21.54, 46.42, 100.00构造十个核矩阵。为验证融合诊断方法的有效性，同时采用三种单一类型的特征进行诊断。在采用单一类型特征进行诊断时，仅使用每一种类型特征对应的十个核矩阵；在进行融合诊断时，使用所有的三十个核矩阵。采用不同类型特征进行诊断时，测试样本投影到子空间后的结果如图6.7所示，学习到的核矩阵系数如图6.8所示，最终的诊断正确率如表6.1所示。
从图6.7可以看出，无量纲时域特征对于外圈故障和其他状态之间具有较好的区分性，对于内圈故障和其他状态之间也有一定的区分性，但是对于正常状态和滚动体故障之间几乎没有区分性，最终的诊断正确率仅为61%；IMF包络谱特征对于外圈故障和其他状态之间具有非常好的区分性，对于内圈故障和其他状态之间也具有比较好的区分性，但是对于正常状态和滚动体故障之间的区分性比较差，最终的诊断正确率为82.25%；IMF能量特征对于正常状态和其他故障状态之间的区分性非常好，但是对于外圈故障、内圈故障和滚动体故障之间的区分性不是十分理想，最终的诊断正确率为90.75%。对比IMF包络谱特征和IMF能量特征的投影结果，可以看出，这两种特征的互补性非常强。在多种类型特征融合下，滚动轴承四种状态相互之间的区分性均非常好，最终的诊断正确率达到了100%，明显高于采用任何单一类型特征进行诊断的结果。
从图6.8可以看出，当采用单一类型的特征进行诊断时，大部分核矩阵的系数为0，其中，对于无量纲时域特征和IMF能量特征，只有第一个核矩阵的系数不为0，表明采用同一类型的特征构造的多个核矩阵很少提供互补的信息。当采用多种类型的特征进行融合诊断时，虽然大部分核矩阵的系数也为0，但是在每一种类型特征对应的核矩阵中至少有一个核矩阵的系数不为0，表明在进行融合诊断时三种不同类型的特征均可以提供互补的信息。
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(a) 无量纲时域特征的投影结果
(b) IMF包络谱特征的投影结果
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(c) IMF能量特征的投影结果
(d) 多种类型特征融合的投影结果

图6.7 采用不同类型特征进行诊断时测试样本的投影结果
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(a) 无量纲时域特征
(b) IMF包络谱特征
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(c) IMF能量特征
(d) 多种类型特征融合
图6.8 采用不同类型特征进行诊断时学习到的核矩阵系数
为进一步验证基于正则化多核判别分析的融合诊断方法可以实现核矩阵的自动选择，对于三种单一类型的特征，分别采用构造的十个核矩阵中的每一个单一核矩阵进行诊断，结果如图6.9所示。从图中可以看出，对于三种单一类型的特征，多核学习的诊断正确率均高于或等于采
表6.1 采用不同类型特征进行诊断的正确率

	不同类型特征
	诊断正确率(%)

	无量纲时域特征
	61.00

	IMF包络谱特征
	82.25

	IMF能量特征
	90.75

	多种类型特征融合
	100.00
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(a) 无量纲时域特征
(b) IMF包络谱特征
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(c) IMF能量特征
图6.9 采用单一类型特征进行诊断时单核学习的诊断正确率与多核学习的诊断正确率

用单一核矩阵进行诊断的最高诊断正确率，这表明正则化多核判别分析可以有效地实现核矩阵的自动选择。
6.4 基于正则化多核判别分析的多传感器数据融合诊断
6.4.1 融合诊断方法

基于正则化多核判别分析的多传感器数据融合诊断方法的流程如图6.10所示。从图中可以看出，该方法包括三个阶段：特征提取及初始核矩阵集合构造阶段，模型训练阶段和融合诊断阶段。
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图6.10 基于正则化多核判别分析的多传感器数据融合诊断方法的流程
在特征提取及初始核矩阵集合构造阶段，首先利用多个振动传感器从机匣上采集发动机运行的振动信号，然后对每一个传感器的振动信号分别进行EMD分解，接着进一步提取相应的IMF包络谱特征（具体提取方法参见本章6.3.1节），最后采用相同的一组核参数为不同传感器信号的特征分别构造一组核矩阵，然后将多组核矩阵组合到一起作为下面进行多传感器数据融合的初始核矩阵集合。
在模型训练阶段，首先，在由训练样本计算得到的初始核矩阵集合的基础上，求解式（6.11）中的半无限线性规划，得到最优的正则化参数和最优的核矩阵组合系数；然后，采用最优的核矩阵组合系数计算训练阶段的最优核矩阵；接着，进一步采用最优的正则化参数和最优的核矩阵，求解正则化核判别分析，得到最优的投影矩阵；最后，使用该最优的投影矩阵，将训练样本投影到一个最优的子空间，得到子空间中的训练样本，在该子空间内，训练样本具有最佳的判别性。

在融合诊断阶段，首先，在由待诊断样本和训练样本计算得到的核矩阵集合的基础上，采用训练阶段得到的最优核矩阵组合系数，计算融合诊断阶段的最优核矩阵；然后，采用训练阶段求解得到的最优投影矩阵，将待诊断样本投影到一个最优的子空间，得到子空间中的待诊断样本；最后，在该子空间内，采用最近邻分类器进行故障识别。
6.4.2 融合诊断实验
本小节进行多传感器数据融合诊断实验，以验证上一小节中提出的融合诊断方法的有效性。实验数据和实验设置均与第五章5.4.2节融合诊断实验相同。采用不同传感器的数据进行诊断时，测试样本投影到子空间后的结果如图6.11所示，最终的诊断正确率如表6.2所示，学习到的核矩阵系数如图6.12所示。
从图6.11可以看出，通过多传感器数据融合后，不同状态样本之间的可分性明显增加。从表6.2可以看出，多传感器数据融合诊断的正确率明显高于采用任何单一传感器数据进行诊断的正确率，这表明基于正则化多核判别分析的多传感器数据融合诊断方法可以有效地利用多个传感器的数据来提高故障诊断的正确率。
从图6.12可以看出，当采用单一传感器数据进行诊断时，大部分核矩阵的系数为0，这表明采用单一传感器数据的特征构造的多个核矩阵很少提供互补的信息；当采用多个传感器数据进行融合诊断时，虽然大部分核矩阵的系数也为0，但是在每一个传感器数据对应的核矩阵中至少有一个核矩阵的系数不为0，这表明在进行融合诊断时4个传感器的数据均可以提供互补的信息。
表6.2 采用不同传感器的数据进行诊断的正确率

	不同传感器的数据
	诊断正确率(%)

	传感器1数据
	82.33

	传感器2数据
	80.00

	传感器3数据
	90.67

	传感器4数据
	92.67

	多传感器数据融合
	97.33
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(a) 传感器1数据
(b) 传感器2数据
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(c) 传感器3数据
(d) 传感器4数据
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(e) 多传感器数据融合
图6.11 采用不同传感器的数据进行诊断时测试样本的投影结果
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(a) 传感器1数据
(b) 传感器2数据
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(c) 传感器3数据
(d) 传感器4数据
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(e) 多传感器数据融合
图6.12 采用不同传感器的数据进行诊断时学习到的核矩阵系数
6.5 本章小结
本章进一步研究了航空发动机滚动轴承故障的融合诊断问题，提出了两种基于正则化多核判别分析的融合诊断方法。首先，为利用多种类型的特征来提高故障诊断的正确率，本章提出了一种基于正则化多核判别分析的多特征融合诊断方法；其次，为利用多个传感器的数据来提高故障诊断的正确率，本章又提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法。这两种融合诊断方法的共同思想是，首先将多种类型的特征或多个传感器的数据表示为多组核矩阵，然后利用正则化多核判别分析通过对多组核矩阵的融合来实现多种类型特征的融合或多个传感器数据的融合。实验表明，与采用单一类型的特征或单一传感器的数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高故障诊断的正确率。此外，这两种融合诊断方法中的最优核矩阵可以通过学习得到，从而避免了核矩阵需要人工选择的问题。
第七章  总结与展望
7.1 本文工作总结
滚动轴承作为航空发动机中的一种重要支承部件，其工作状态对航空发动机的安全性和可靠性有着重要影响。为保证航空发动机滚动轴承的正常工作，传统上一般对其采用定时维修的方式。然而，由于滚动轴承的寿命具有很大的离散性，这种维修方式容易造成“失修”或“过度维修”，因此，有必要改传统的定时维修为视情维修。而要实现航空发动机滚动轴承的视情维修，必须要有完善的状态监测与故障诊断技术作为支撑。为此，本文以现代信号处理方法和核方法作为技术手段，从基于机匣测点信号诊断的灵敏性、故障检测、融合诊断三个方面，对航空发动机滚动轴承的状态监测与故障诊断技术进行了研究。主要研究工作总结如下：

在第2章，提出了一种基于正则化核判别分析的滚动轴承故障智能诊断方法。该方法首先利用小波包变换提取滚动轴承振动信号的包络谱特征和能量特征作为滚动轴承故障特征，然后利用正则化核判别分析将提取的滚动轴承故障特征投影到一个低维子空间，使得不同状态的滚动轴承样本具有最佳的判别性，最后采用最近邻方法在该子空间内进行滚动轴承状态识别。实验表明该方法可获得与基于支持向量机的方法类似的诊断正确率，可作为一种较好的滚动轴承故障智能诊断方法。
在第3章，分析了基于机匣测点信号进行航空发动机滚动轴承故障诊断的灵敏性。利用两个带机匣的航空发动机转子试验器分别进行了冲击响应试验和滚动轴承故障模拟试验，详细比较分析了滚动轴承处冲击激励引起的轴承座测点响应和机匣测点响应的差别以及轴承座测点信号和机匣测点信号的时域波形、频谱和小波包络谱。结果表明，滚动轴承和机匣的连接刚度对于机匣测点信号中的冲击特征有很大影响，当两者之间的连接刚度较小时，机匣测点信号中的滚动轴承故障冲击特征会产生很大衰减，然而，利用小波包络分析方法，依然可以诊断出相应的滚动轴承故障。该研究结果为实际中基于机匣测点信号进行航空发动机滚动轴承故障诊断提供了试验依据。
在第4章，提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。当利用机器学习方法进行航空发动机滚动轴承故障检测时，训练样本会出现仅有正常样本、正常样本和故障样本高度不平衡以及正常样本和故障样本平衡三种情况。以往研究仅关注了第一种和第三种情况，并且是采用不同的方法来解决这两种情况下的故障检测问题。针对这一问题，第4章中提出了一种基于小球大间隔方法的航空发动机滚动轴承故障检测方法。该方法为解决不同训练样本情况下的故障检测问题提供了一种统一的方法。当仅有正常样本时，该方法将退化为基于支持向量数据描述的故障检测方法；当正常样本和故障样本高度不平衡时，该方法的故障检测性能明显优于基于支持向量数据描述的故障检测方法和基于支持向量机的故障检测方法；当正常样本和故障样本平衡时，与基于支持向量机的故障检测方法相比，该方法对故障情况的识别率能有更好的保证。
在第5章，提出了两种基于多核支持向量机的航空发动机滚动轴承故障融合诊断方法。基于机匣测点信号进行航空发动机滚动轴承故障诊断时，由于机匣测点信号中的滚动轴承故障特征比较微弱，如果仅采用单一类型特征或单一传感器数据进行诊断，通常难以取得较高的诊断正确率。针对这一问题，第5章中利用多核学习方法信息融合的思想，分别提出了一种基于多核支持向量机的多特征融合诊断方法和一种基于多核支持向量机的多传感器数据融合诊断方法。这两种融合诊断方法的主要思想是，首先为不同类型的特征或不同传感器数据的特征分别构造一组核矩阵，然后利用多核支持向量机通过对多组核矩阵的融合来实现多特征信息或多传感器数据的融合。实验表明，与采用单一类型特征或单一传感器数据进行诊断的方法相比，所提出的两种融合诊断方法均可以显著提高诊断的正确率，同时可以避免核矩阵需要人工选择的问题，从而进一步提高了故障诊断的自动化水平。
在第6章，提出了两种基于正则化多核判别分析的航空发动机滚动轴承故障融合诊断方法。鉴于正则化核判别分析与支持向量机具有类似的分类性能，第6章中进一步研究了正则化多核判别分析在航空发动机滚动轴承故障融合诊断中的应用。首先，为利用多种类型的特征来提高诊断的正确率，第6章中提出了一种基于正则化多核判别分析的多特征融合诊断方法。其次，为利用多个传感器的数据来提高诊断的正确率，第6章中又提出了一种基于正则化多核判别分析的多传感器数据融合诊断方法。实验表明，与采用单一类型特征或单一传感器数据进行诊断的方法相比，这两种融合诊断方法均可以显著提高诊断的正确率，同时可以避免核矩阵需要人工选择的问题，从而进一步提高了故障诊断的自动化水平。
7.2 未来工作展望

基于本文的工作，作者认为未来的工作包含以下几个值得进一步研究的问题：
(1) 机匣测点信号中的滚动轴承微弱故障特征提取。第三章的研究表明，机匣测点信号中的滚动轴承故障特征通常比较微弱，本文分别采用了小波包变换和经验模式分解来提取滚动轴承故障特征，在未来的工作中，可以考虑采用更先进的信号处理方法（例如自适应多小波变换、局部均值分解等）来更好地提取机匣测点信号中的滚动轴承微弱故障特征。
(2) 小球大间隔方法的多核推广及其在航空发动机滚动轴承故障检测中的应用。第五章和第六章的研究表明，与单核学习方法相比，多核学习方法不仅可以用于多源信息的融合，而且可以实现核矩阵的自动选择。而在第四章中用于航空发动机滚动轴承故障检测的小球大间隔方法本身仍然是一种单核学习方法。如果将小球大间隔方法推广到多核情况，则不仅可以实现航空发动机滚动轴承故障的融合检测，而且可以在故障检测中避免核矩阵需要人工选择的问题。
(3) 基于多核学习方法的航空发动机滚动轴承故障的多传感器数据多特征融合诊断。在第五章和第六章中，本文分别基于多核支持向量机和正则化多核判别分析，研究了航空发动机滚动轴承故障的多特征融合诊断问题和多传感器数据融合诊断问题。在未来的工作中，可以考虑在此基础上，进一步研究基于两种多核学习方法同时融合多个传感器数据和多种类型特征进行诊断，这样应该可以使故障诊断的结果更加准确。
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� 在核方法中实际使用的是由训练样本根据核函数计算得到的核矩阵，因此实际上并不需要选择一个可以计算任意样本核矩阵的核函数，而只要选择一个和训练样本相关的核矩阵即可。
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